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Köszönöm a Názáreti Jézus Krisztusnak, akinek kegyelméből létrejöhetett a dolgozatom.
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3.2. Modellkalibráció neurális hálókkal . . . . . . . . . . . . . . . . . . . . . . 47
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1. fejezethez ı́rt programkód . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
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Bevezetés

Az utóbbi években jelentős előrelépések történtek a piacot állapotában és dinamikájában

is konzisztensen léıró pénzügyi modellek kifejlesztése terén. E folyamatban az egyik

legfontosabb mérföldkő a frakcionális Brown-mozgás volatilitást meghajtó sztochasztikus

folyamatként való alkalmazása volt. Az Itô-kalkulus kereteiből kilépve lehetőség nýılik

arra is, hogy a modellezett sztochasztikus volatilitás a historikusan megfigyelttel sok

tekintetben egyező matematikai tulajdonságokat mutasson. A dolgozatban e témát járjuk

körül, bemutatva a szakirodalom téma iránti érdeklődésének okait és a legfontosabb

alapvető eredményeket.

Az első fejezetben motiváljuk a frakcionális Brown-mozgás meghajtó folyamatként való

használatát és részletesen tárgyaljuk a modellek vizsgálatához szükséges elméleti megala-

pozást. Az itt összefoglaltakat saját R-program seǵıtségével is ellenőrizzük. Ezen ḱıvül

létrehozunk egy eljárást arra is, hogy historikus volatilitás idősorból azonośıtsuk az azt

meghajtó frakcionális Brown-mozgást a Hurst-paraméter meghatározásán keresztül.

A második fejezetben az ezen elméleten alapuló pénzügyi modellek közül mutatjuk be

a legismertebbeket. Először megvizsgáljuk a témakörhöz kapcsolódóan elsőként java-

solt RFSV-modellt, és megmutatjuk ennek konzisztenciáját a historikusan megfigyelhető

adatsorokkal. Ezután belátjuk, hogy derivat́ıvák árazásához szükségszerűen további fel-

tételezéseket kell tennünk, melyekkel eljutunk az érdes Bergomi-modellhez. Megmutat-

juk, hogyan árazható be tetszőleges származtatott termék a modell keretein belül, szi-

muláció seǵıtségével. Az árazásra és a modellparaméterek becslésére saját R-programot

is implementálunk. Végül röviden bemutatjuk az érdes Heston-modellt, és hozzá egy

lehetséges módszert európai opciók árazására.

A harmadik fejezetben megmutatjuk, hogyan lehet általánosan pénzügyi modellek kalib-

rációját felgyorśıtani neurális hálózatok használatával. Ezt először kontextusba helyezzük

a tárgyalt árazási technikák gyorśıtásának szükségességével, valamint feleleveńıtjük a ne-

urális hálózatok elméletét. Végül bemutatjuk, implementáljuk és teszteljük is az egyik

hatékony kalibrációs eljárást, a Levenberg–Marquardt-algoritmust.
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1. fejezet

Az érdes volatilitás

Ebben a fejezetben megvizsgáljuk a pénzügyi modellezés egyik legfontosabb fogalmát, az

implikált volatilitást. Ezen keresztül röviden bemutatjuk a frakcionális Brown-mozgás

által meghajtott sztochasztikus volatilitással történő pénzügyi modellezés motivációját.

Ezután tárgyaljuk a frakcionális Brown-mozgás fogalmát és legfontosabb tulajdonságait.

Végül összevetjük ezeket a historikus volatilitás jellemzőivel.

1.1. Az implikált volatilitás felület

Vegyük a hagyományos Black–Scholes-modellt, vagyis ahol a vizsgált alaptermék árfo-

lyamatról feltételezzük, hogy konstans diffúziós együtthatójú geometriai Brown-mozgás.

Tekintsünk egy európai call opciót: rögźıtett jövőbeni T időpontban jogunk van arra,

hogy meghatározott K árfolyamon vásároljunk egy adott terméket (pl. részvényt) a

szerződéses partnertől. A megvásárolható terméket nevezzük alapterméknek. Az opció

ennek a származtatott terméke, vagy derivat́ıvája. A modell feltételezései mellett az opció

t időpontbeli V (t) árára egyszerű explicit képletet kapunk, ez a Black–Scholes-képlet:

V (t) = BS(S(t), K, τ, r, σ) = S(t)Φ(d+)−Ke−rτΦ(d−); d± =
log S(t)

K
+ τ

(
r ± σ2

2

)
σ
√
τ

.

Itt a BS függvény argumentumában szereplő paraméterek rendre az alaptermék t-beli

árfolyama (S(t)), a kötési árfolyam (K), a lejáratig hátralevő időtartam (τ = T − t),

a kockázatmentes kamatláb (r), illetve a volatilitás (σ), vagyis az alaptermék árfolya-

matot meghajtó sztochasztikus differenciálegyenlet konstans diffúziós együtthatója. Az

első négy paraméter vagy a termék egy jellemzője, vagy megfigyelhető a piacon. Ezeket

rögźıtettnek tekintve a képlet σ függvényében szigorúan monoton növekedő függvényt

eredményez, amely tehát invertálható. Gyakorlatban egy európai opció esetén nem is
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az árat szokás tekinteni, hanem a piacon szintén megfigyelhető árból ezen inverz függ-

vény alkalmazásával kapott volatilitás értéket, amit az ár által implikált volatilitásnak

nevezünk. Ez azért történik, mert az implikált volatilitás robusztusabb mutatószáma a

terméknek, mint az ára, hiszen kevésbé függ például az alaptermék árfolyamától.

Ha a Black–Scholes-modell feltételei teljesülnének, akkor egy adott alaptermék esetén

bármilyen lejáratú és kötési árfolyamú opció piaci árát tekintenénk, ugyanazt az imp-

likált volatilitás értéket kapnánk. A piacon megfigyelhető árak esetében azonban azt

tapasztaljuk, hogy adott időpillanatban különbözőK és τ értékek mellett különböző imp-

likált volatilitás értéket kapunk. Vagyis az implikált volatilitás e két változó függvénye-

ként egy nem v́ızszintes felület. Gyakorlatban K helyett az úgynevezett log-moneyness,

κ = log S(t)
K

függényében szokás vizsgálni a volatilitást, hiszen ez kevésbé változik időben.

Az ennek seǵıtségével feĺırt σBS(κ, τ) függvényt nevezzük implikált volatilitás felületnek.

Időben ez a felület sem állandó, ugyanis változik a szintje és iránya, azonban az alakja

általában változatlan, ahogy az 1.1.1 ábrán is látható. Adott rövid lejáratra a kereszt-

metszete jellemzően mosoly alakú (smile), mı́g hosszú lejáratra ferde (skew).

(a) 2005.09.15 (b) 2013.06.20

1.1.1. ábra. S&P 500 index implikált volatilitás felülete különböző időpontokban [1], [2]

Egy adott pénzügyi modell feltételezései alapján számolt opcióárakból ugyanúgy vissza-

számolható a (Black–Scholes- képlet szerinti) implikált volatilitás felület, mint a piacon

megfigyelt árakból. Ezt nevezzük adott modellhez tartozó modell implikált volatilitás

felületnek. A Black–Scholes-modellhez tehát a v́ızszintes modell implikált volatilitás fe-

lület tartozik, amely nem esik egybe a piacon megfigyelt árakból számolttal, ı́gy a modell

ilyen értelemben nem jó. A cél a pénzügyi modellezésnél éppen az, hogy a modell imp-

likált volatilitás felület reprodukálja mind az implikált volatilitás felületet, mind annak

az időbeli dinamikáját.
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Dupire lokális volatilitás modelljében a diffúziós együttható az idő és a részvényárfolyam

determinisztikus függvénye. A függvényt úgy választjuk meg, hogy a modell implikált

volatilitás felülete éppen visszaadja a piacit. Ez a modell azonban azt feltételezi, hogy

a felület mai formája meghatározza az összes jövőbeni formáját, ami a valóságban nem

teljesül. A modell nem is tudja visszaadni a felület empirikusan megfigyelt dinamikáját,

ı́gy jelentősen félreárazhat egyes egzotikus termékeket.

Ennek orvoslására születtek a sztochasztikus volatilitás modellek, mint például a Heston-

modell. Itt az alaptermék diffúziós együtthatója maga is egy sztochasztikus differenciál-

egyenlet megoldása, vagyis szemimartingál. Az ezt meghajtó Brown-mozgás nem feltét-

len független az alapterméket meghajtótól. Ezek tehát (legalább) kétfaktoros modellek,

melyekben a véletlennek több forrása van, és általában nem teljes piacot eredményeznek.

A modell implikált volatilitás felület dinamikája itt realisztikusabb, azonban a sztochasz-

tikus volatilitás modellek jellemzően nem találják el a kezdeti felületet.

Adott lejáratra vett keresztmetszet (mosoly) alapján nem sok következtetés vonható le

a generáló folyamatra vonatkozóan. Ezzel szemben a mosoly lejárattól való függése már

szoros kapcsolatban áll a generáló folyamat dinamikájával. Az, hogy hogyan függ az

időtől az implikált volatilitás ATM -nél vett ferdesége, vagyis a

ψ(τ) :=

∣∣∣∣ ∂∂κσBS(κ, τ)

∣∣∣∣
κ=0

függvény, különösen érzékeny a volatilitásfolyamat megválasztására. Itt az ATM az

angol szóhasználatban jellemző ”At The Money” kifejezés rövid́ıtése. Használatosak még

az OTM (Out of The Money) és ITM (In The Money) rövid́ıtések is. Az opciókat

csoportośıthatjuk az alapján, hogy (hipotetikus) azonnali leh́ıvás esetén értékesek-e a

tulajdonos számára. Amennyiben igen, ITM opcióról beszélünk. Ekkor vételi opció

esetében S(t) > K, vagyis κ > 0. A κ < 0 esetben az opció OTM. A két csoport határán

vannak az ATM opciók, melyekre κ = 0. A piaci implikált volatilitás felületre [1] alapján

ψ(τ) ≈ 1

τα
, α ∈ (0.3, 0.5)

teljesül. A hagyományos sztochasztikus volatilitás modellek által generált ψ(τ) függ-

vények e tulajdonságot jellemzően nem reprodukálják. Ezek τ → 0 esetén általában

konstans értékűek a ḱıvánt polinomiális jellegű végtelenbe tartó határérték helyett. Te-

kintsünk ezzel szemben egy H Hurst-paraméterű frakcionális Brown-mozgás által meg-

hajtott sztochasztikus volatilitás modellt. A modell által generált ATM ferdeség köze-

ĺıtőleg τH−1/2 alakú, amely tehát H ≈ 0.1 választás mellett megfelelőbb az előbbieknél.

Ez az egyik legfontosabb motivációja a frakcionális Brown-mozgás használatának.
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(a) 2005.09.15, α = 0.44 (b) 2013.06.20, α = 0.4

1.1.2. ábra. S&P 500 index felület ATM -nél vett ferdesége a lejárat függvényében.

Ráillesztve pirossal a ψ(τ) = Aτ−α polinom. [1], [2]

1.2. A frakcionális Brown-mozgás

Jöjjön először egy rövid emlékeztető a sztochasztikus folyamatok kurzuson szerepelt tan-

anyagról. A dolgozat további részében az álĺıtásokat és defińıciókat egy (Ω,F ,P) filtrált
valósźınűségi mező felett értjük, melyre nézve a folyamatok progressźıven mérhetőek,

még ha ezt nem is hangsúlyozzuk ki külön.

1.2.1 Defińıció. B = (Bt)t≥0 sztochasztikus folyamat Brown-mozgás (vagy Wiener-folyamat),

ha 1-valósźınűséggel nullából induló, folytonos trajektóriájú és független növekményű fo-

lyamat, melyre Bt −Bs ∼ N(0, |t− s|) minden s, t ≥ 0-ra.

1.2.2 Álĺıtás. B Brown-mozgás akkor és csak akkor, ha 1-valósźınűséggel folytonos tra-

jektóriájú Gauss-folyamat 0 várható értékkel és Cov(Bs, Bt) = min(s, t) kovarianciafügg-

vénnyel.

Ezek után definiáljuk a frakcionális Brown-mozgás fogalmát és ismertetjük alapvető tu-

lajdonságait [3] nyomán. A bizonýıtásokat önállóan dolgozzuk ki.

1.2.3 Defińıció. 0 < H < 1 esetén BH frakcionális Brown-mozgás, ha 1-valósźınűséggel

folytonos trajektóriájú Gauss-folyamat, melynek várható értéke 0 és kovarianciafüggvé-

nye Cov(BH
s , B

H
t ) = 1

2

(
|t|2H + |s|2H − |t− s|2H

)
. A H paramétert Hurst-exponensnek

nevezzük.

A kovarianciafüggvény jóldefiniált, ugyanis pozit́ıv szemidefinit. Erre található egy meg-

lehetősen technikai bizonýıtás a [4] könyvben (Proposition 2.2). Ezért a folyamat elosz-

lásban jóldefiniált, ugyanis egy Gauss-folyamatot meghatároz a várható érték és kovari-

anciafüggvénye. De még nem tudjuk, hogy létezik-e ilyen. Hogy ezt belássuk, szükséges

a folyamat néhány további tulajdonságát is tárgyalnunk.
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1.2.4 Álĺıtás. Ha BH frakcionális Brown-mozgás , akkor E[(BH
t −BH

s )2] = |t− s|2H .

Bizonýıtás.

E[(BH
t −BH

s )2] = Cov
[
BH

t −BH
s , B

H
t −BH

s

]
= Cov

[
BH

t , B
H
t

]
+ Cov

[
BH

s , B
H
s

]
−

− 2Cov
[
BH

t , B
H
s

]
= |t|2H + |s|2H − 2

1

2

(
|t|2H + |s|2H − |t− s|2H

)
= |t− s|2H .

□

1.2.5 Következmény. A frakcionális Brown-mozgás növekménye centrált normális válto-

zó:

BH
t −BH

s ∼ N(0, |t− s|2H),

tehát

E
[
|BH

t −BH
s |q
]
= Kq|t− s|qH ,

ahol Kq a standard normális eloszlás q-adik abszolút momentuma.

1.2.6 Következmény. A frakcionális Brown-mozgás stacionárius növekményű.

Ez nyilvánvaló, hiszen BH
t −BH

s
d
= BH

t−s ∼ N(0, |t− s|2H).
A következő közismert tételek bizonýıtással együtt megtalálhatóak például az [5] mun-

kában.

1.2.7 Tétel. (Kolmogorov-féle folytonossági tétel, Kolmogorov–Csencov-tétel)

Ha az X folyamat α > 0-adik momentuma egyenletesen β-Hölder-folytonos β > 1 ki-

tevővel, akkor a folyamatnak létezik folytonos trajektóriájú modifikációja. E folyamat

trajektóriái lokálisan γ-Hölder-folytonosak minden γ ∈ (0, β/α) kitevővel. Másképp te-

gyük fel, hogy

E[|Xt −Xs|α] ≤ C|t− s|β, ∀t, s ∈ R+.

Ekkor létezik X̃ : P(X̃ = X) = 1 folyamat, melynek minden trajektóriája folytonos, és

minden T > 0 esetén létezik hozzá CT > 0 konstans, hogy

∀ω ∈ Ω :
∣∣∣X̃t(ω)− X̃s(ω)

∣∣∣ ≤ CT |t− s|γ, ∀t, s ≤ T.

1.2.8 Következmény. A frakcionális Brown-mozgás létezik, és trajektóriái lokálisan γ-

Hölder-folytonosak minden γ ∈ (0, H) kitevőre.

Ez 1.2.5 következménye a tétel alkalmazásával, ahol például α = 2, β = 2H. A Hurst-

paraméter valójában a folyamat trajektóriáinak simaságát szabályozza, ahogy látható

az 1.2.3 ábrán is.
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1.2.9 Álĺıtás. A frakcionális Brown-mozgás H ̸= 1/2 mellett nem szemimartingál.

Bizonýıtás. Tekintsük a folyamat q-rendű variációját valamely [0, T ] intervallumon

adott, finomodó Πn := {tnk = kT
n

: 0 ≤ k ≤ n} felosztássorozat esetén:

Vq := lim
n→∞

n−1∑
k=0

∣∣∣BH
tnk+1

−BH
tnk

∣∣∣q =⇒ E[Vq] = Kq lim
n→∞

n−1∑
k=0

∣∣tnk+1 − tnk
∣∣qH =


∞, ha qH < 1,

Kq · T, ha qH = 1,

0, ha qH > 1.

A középső eset nyilvánvaló. Legyen δ := qH − 1, ekkor qH > 1 esetén

lim
n→∞

n−1∑
k=0

∣∣tnk+1 − tnk
∣∣qH ≤ lim

n→∞
max

l

∣∣tnl+1 − tnl
∣∣δ n−1∑

k=0

∣∣tnk+1 − tnk
∣∣ = 0 · T = 0.

Hasonlóan qH < 1 esetén

lim
n→∞

n−1∑
k=0

∣∣tnk+1 − tnk
∣∣qH ≥ lim

n→∞
max

l

∣∣tnl+1 − tnl
∣∣δ n−1∑

k=0

∣∣tnk+1 − tnk
∣∣ = ∞ · T = ∞.

Most haH < 1/2, vagyis 2H < 1, akkor a frakcionális Brown-mozgás kvadratikus variáció-

jának várható értéke végtelen, tehát nem lehet szemimartingál. Ha pedig H > 1/2, vagyis

2H > 1, akkor a frakcionális Brown-mozgás kvadratikus variációja 1-valósźınűséggel 0,

hiszen P(V2 ≥ 0) = 1, valamint E[V2] = 0. Tehát csak korlátos változású folyamat lehet,

feltéve, hogy szemimartingál. A totális variációjának várható értéke azonban H < 1

miatt végtelen, tehát ez sem szemimartingál. □

Az álĺıtásból következik, hogy a frakcionális Brown-mozgásra nem alkalmazható az Itô-

kalkulus. Ez nagyban megneheźıti az elméletet.

1.2.10 Álĺıtás. Xt := |a|HBH
t
a

esetén az X folyamat is frakcionális Brown-mozgás lesz.

Ezért azt mondjuk, hogy a frakcionális Brown-mozgás önhasonló.

Bizonýıtás. Ellenőrizhetőek a Gauss-folyamat karakterizáció feltételei:

• X majdnem mindenütt folytonos trajektóriájú, mert BH az.

• t1 < · · · < tr esetén (Xt1 , . . . , Xtr) a (BH
t1
a

, . . . , BH
tr
a

) vektorváltozó lineáris függvé-

nye, tehát normális eloszlású, vagyis X Gauss-folyamat.

• E (Xt) = |a|HE
(
BH

t
a

)
= 0.

• Cov(Xs, Xt) = Cov
(
|a|HBH

s
a
, |a|HBH

t
a

)
= |a|2HCov

(
BH

s
a
, BH

t
a

)
=

= |a|2H 1
2

(∣∣ t
a

∣∣2H +
∣∣ s
a

∣∣2H −
∣∣ t−s

a

∣∣2H) = 1
2

(
|t|2H + |s|2H − |t− s|2H

)
.

□
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Az 1.2.10 álĺıtás mutatja, hogy a frakcionális Brown-mozgás is fraktáltulajdonságú.

1.2.11 Álĺıtás. A frakcionális Brown-mozgás

• klasszikus Brown-mozgás H = 1
2
esetén,

• növekményei pozit́ıvan korreláltak H > 1
2
esetén,

• növekményei negat́ıvan korreláltak H < 1
2
esetén.

(a) H = 0.1 (b) H = 0.5 (c) H = 0.9

1.2.3. ábra. Saját programkód seǵıtségével generált FBM trajektóriák különböző

Hurst-együtthatók használata mellett.

Bizonýıtás. Az első pont például a hagyományos és frakcionális Brown Gauss-karakterizációk

összevetésével rögtön látható. Legyen s1 < s2 < t1 < t2, ekkor

Cov
[
∆BH

s ,∆B
H
t

]
:= Cov

[
BH

s2
−BH

s1
, BH

t2
−BH

t1

]
=

= Cov
[
BH

s2
, BH

t2

]
+ Cov

[
BH

s1
, BH

t1

]
− Cov

[
BH

s2
, BH

t1

]
− Cov

[
BH

s1
, BH

t2

]
=

=
1

2

(
|s2|2H + |t2|2H + |s1|2H + |t1|2H − |s2|2H − |t1|2H − |s1|2H − |t2|2H−

−(t2 − s2)
2H − (t1 − s1)

2H + (t1 − s2)
2H + (t2 − s1)

2H
) ?
< 0.

Legyen

∆s := s2 − s1, ∆t := t2 − t1, ∆st := t1 − s2.

Ekkor

Cov
[
∆BH

s ,∆B
H
t

]
< 0 ⇐⇒ (t1 − s2)

2H + (t2 − s1)
2H − (t2 − s2)

2H − (t1 − s1)
2H < 0

⇐⇒ (∆st)
2H + (∆s +∆st +∆t)

2H − (∆st +∆t)
2H − (∆s +∆st)

2H < 0 ⇐⇒ 2H < 1,

mert az xn, (x ∈ R+) függvény pontosan akkor konkáv, ha n < 1. Tehát a növekmények

pontosan akkor korreláltak negat́ıvan, ha H < 1
2
, és pozit́ıvan, ha H > 1

2
. □
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1.2.12 Következmény. A frakcionális Brown-mozgás H ̸= 1/2 esetén nem Markov-folyamat.

Most következzen a frakcionális Brown-mozgás egy lehetséges konstrukt́ıv előálĺıtása.

Ehhez szükségesek további defińıciók és meggondolások. Tekintsük 0 < H < 1 mellett a

következő Brown-mozgás szerinti integrált, ahol B klasszikus Brown-mozgás :

It :=

∫ t

0

(t− s)H− 1
2dBs. (1.2.1)

Első ránézésre korábbi tanulmányok alapján a következő (hibás) gondolatmenet logi-

kusnak tűnik: az integrandus determinisztikus, ezért nyilván progressźıven mérhető.

Ugyanezért az idő szerinti négyzetes integrál várható értéke maga az integrál, amely

véges minden t esetén, tehát az integrandus S-beli. Így az integrálás eredménye négy-

zetesen integrálható martingál. Nem vettük azonban figyelembe, hogy az integrandus

függ az integrálási tartomány végpontjaitól, amely a hagyományos Itô-kalkulusban nincs

megengedve, és ı́gy az integrandus nem is S-beli. Valóban, ilyen integrált korábban

nem definiáltunk, és az is belátható, hogy az integrálás eredménye nem szemimartin-

gál. Az ilyen integrandusokat a szakirodalom Volterra-magfüggvényeknek nevezi, mı́g

az integrált Volterra-folyamatnak. Az integrált a [6] cikk trajektóriánkénti Riemann–

Stieltjes-integrálként definiálja a részletek kifejtése nélkül. Belátjuk, hogy ez megtehető

a következő két álĺıtás alkalmazásával:

1.2.13 Álĺıtás. Az
∫ b

a
f(x)dg(x) Riemann–Stieltjes-integrál létezik, ha f folytonos, és g

korlátos változású [a, b]-n.

Az álĺıtás bizonýıtásáért lásd a [7] könyvben a 10.36.2.−10.36.4. részeket. A következő ál-

ĺıtás nem más, mint a közismert parciális integrálás elve Riemann–Stieltjes-integrálokra:

1.2.14 Álĺıtás. Ha az
∫ b

a
f(x)dg(x) Riemann–Stieltjes-integrál létezik, akkor

∫ b

a
g(x)df(x)

is létezik, és
∫ b

a
f(x)dg(x) +

∫ b

a
g(x)df(x) = [f · g]ba.

Valóban, az 1.2.1 kifejezés értelmezhető trajektóriánkénti Riemann–Stieltjes-integrálként,

hiszen B folytonos, és az integrandus korlátos változású.

1.2.15 Defińıció. B = (Bt)t∈R folyamat kétoldalú Brown-mozgás, ha (B−t)t≥0 és (Bt)t≥0

független Brown-mozgások.

1.2.16 Álĺıtás. Legyen 0 < H < 1, és BH = (BH
t )t∈R sztochasztikus folyamat a következő

egyenlet által definiált:

BH
t = CH

(∫ 0

−∞

(
(t− s)H− 1

2 − (−s)H− 1
2

)
dBs +

∫ t

0

(t− s)H− 1
2dBs

)
,
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ahol B kétoldalú Brown-mozgás, valamint

CH =

(
1

2H
+

∫ ∞

0

(
(x+ 1)H− 1

2 − xH− 1
2

)2
dx

)− 1
2

=

=

√
Γ(2H + 1) sin(πH)

Γ(H + 1/2)
=

√
2HΓ(3/2 −H)

Γ(H + 1/2)Γ(2− 2H)
,

(1.2.2)

és Γ(α) :=
∫∞
0
xα−1e−xdx Gamma függvény. Ekkor BH frakcionális Brown-mozgás .

A frakcionális Brown-mozgás ilyen módon történő előálĺıtását a [6] cikk szerzője után

Mandelbrot-reprezentációnak nevezzük. Erre az álĺıtásra nem találtunk részletekre kiter-

jedő bizonýıtást a szakirodalomban, ı́gy kidolgozunk egyet önállóan. Ehhez szükségünk

van néhány további megfontolásra.

1.2.17 Megjegyzés. Az improprius integrált definiáljuk úgy, mint az integrálási küszöbben

határértéket véve a kifejezés gyenge limesze, vagyis I, ahol k → ∞ esetén

I
(k)
t :=

∫ 0

−k

(
(t− s)H− 1

2 − (−s)H− 1
2

)
dBs, I

(k)
t

d−→ It.

1.2.18 Lemma. Legyen (µn)n∈N valós, és (σn)n∈N pozit́ıv valós számsorozat, melyekre

n → ∞ esetén µn → µ, valamint σn → σ > 0. Legyen Xn ∼ N(µn, σn). Ekkor

Xn
d−→ X, ahol X ∼ N(µ, σ).

Bizonýıtás. A karakterisztikus függvények feĺırásából rögtön következik a folytonossági

tétel alkalmazásával:

exp

{
iµnt−

σ2
nt

2

2

}
−→ exp

{
iµt− σ2t2

2

}
, t ∈ R.

□

1.2.19 Lemma. Legyen X 1-valósźınűséggel folytonos trajektóriájú centrált Gauss-folyamat

E
[
(Xt −Xs)

2] = |t− s|2H

növekményvarianciával, melyre X0 = 0. Ekkor X frakcionális Brown-mozgás H paramé-

terrel.

Bizonýıtás. Csak azt kell belátni, hogy a kovarianciafüggvény megfelelő alakú.

E [XtXs] =
1

2

(
E
[
X2

t

]
+ E

[
X2

s

]
− E

[
(Xt −Xs)

2]) = 1

2

(
|t|2H + |s|2H − |t− s|2H

)
.

□
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1.2.20 Álĺıtás. Itô-izometria (Emlékeztető)

Ha φs, ξs ∈ S, azaz progressźıven mérhetőek és E[
∫ t

0
φ2
sds],E[

∫ t

0
ξ2sds] < ∞ minden t-re,

akkor

E
(∫ t

0

φsdBs ·
∫ t

0

ξsdBs

)
= E

(∫ t

0

φsξsds

)
.

1.2.21 Lemma. Korlátos változású, determinisztikus Volterra-magfüggvények integrálja-

ira érvényes az Itô-izometria, vagyis ha
∫ t

0
φ2
t,sds,

∫ t

0
ξ2t,sds <∞ minden t-re, akkor

E
(∫ t

0

φt,sdBs ·
∫ t

0

ξt,sdBs

)
=

∫ t

0

φt,sξt,sds. (1.2.3)

Később erre az egyértelműség kedvéért egyszerűen izometriaként hivatkozunk.

Bizonýıtás. Az integrandusok korlátos változásúak, ı́gy az integrál trajektóriánként

megegyezik a Riemann–Stieltjes-közeĺıtőösszegek limeszével, tehát

E
(∫ t

0

φt,sdBs ·
∫ t

0

ξt,sdBs

)
= E

(
lim
n→∞

nt−1∑
j=0

φt, j
n

(
B j+1

n
−B j

n

)
· ξt, j

n

(
B j+1

n
−B j

n

))
=

E

(
lim
n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n

(
B j+1

n
−B j

n

)2) ∗
= lim

n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n
E
((

B j+1
n

−B j
n

)2)
=

lim
n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n

(
j + 1

n
− j

n

)
=

∫ t

0

φt,sξt,sds.

Az utolsó lépésben kihasználtuk, hogy a Cauchy–Schwarz-egyenlőtlenség alapján∣∣∣∣∫ t

0

φt,sξt,sds

∣∣∣∣2 ≤ ∫ t

0

φ2
t,sds ·

∫ t

0

ξ2t,sds <∞.

A (∗) jelölésű egyenlőségnél felhasználtuk a függvények determinisztikus jellegét, valamint

a Lebesgue-féle dominált konvergenciatételt. Ez helyénvaló, mert

nt−1∑
j=0

φt, j
n
· ξt, j

n

(
B j+1

n
(ω)−B j

n
(ω)
)2

≤ sup
s∈[0,t]

|ξt,s · φt,s| ·
1

n
Zn(ω),

ahol Zn :=
∑nt−1

j=0

(√
nB j+1

n
−

√
nB j

n

)2
kh́ı-négyzet eloszlású változó nt szabadságfokkal.

Ezért

sup
s∈[0,t]

|ξt,s · φt,s| ·
1

n
E[Zn] ≤ sup

s∈[0,t]
|ξt,s · φt,s| · t <∞.

□

1.2.22 Megjegyzés. A determinisztikus integrandus feltételét feloldhatnánk, és hasonló

elvű bizonýıtás úgy is működne. Erre azonban nem lesz szükségünk. Az integrandus

ellenben korlátos változású kell legyen, különben nem értelmeztük az integrált.
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1.2.23 Megjegyzés. Az álĺıtás bizonýıtásához szükségünk lesz arra, hogy az izometria im-

propius értelemben is érvényes marad. Ez viszont a dominált konvergenciatételből már

nem következik, ugyanis annak a feltétele t → ∞ esetén sérül. Ez a bizonýıtásban nem

is oldható fel, amennyiben |ξt,s · φt,s| ≠ o(1/t). Azonban használhatjuk helyette a Beppo–

Levi-tételt (monoton konvergenciatétel), amennyiben ξt,s · φt,s > 0 minden s ∈ [0, t]-re.

A következő bizonýıtásban ez a plusz feltétel is teljesül.

1.2.24 Megjegyzés. Az Itô-formula is érvényes marad ilyen t́ıpusú integrálok esetén, sőt

folyamatok egy sokkal bővebb osztályára is, melyre a jelenlegi integrál defińıciónk nem

terjed ki, lásd [8] (Theorem 2.5). Ezt a dolgozatban nem bizonýıtjuk.

Most következhet az 1.2.16 álĺıtás bizonýıtása.

Bizonýıtás. Először lássuk be, hogy a folyamat 1-valósźınűséggel folytonos trajektóriájú

centrált Gauss-folyamat. Látható a defińıcióból, hogy BH
0 = 0, mert az összeg első

tagjában az integrandus 0, mı́g a másodikban az integrálási tartomány üres. Feĺırva az

integrálok trajektóriánkénti Riemann-Stieltjes közeĺıtőösszegét

BH
t = CH lim

k→∞
lim
n→∞

0∑
j=−nk+1

((
t− j − 1

n

)H− 1
2

−
(
−j − 1

n

)H− 1
2

)(
B j

n
−B j−1

n

)
+

+ CH lim
n→∞

nt−1∑
j=0

(
t− j

n

)H− 1
2 (
B j+1

n
−B j

n

)
.

Itt az összeadandók független normális eloszlású valósźınűségi változók, mert a Brown-

mozgás növekményeinek determinisztikus együtthatós skalárszorosai. Így a limeszeken

belüli kifejezések szintén normális eloszlásúak. Az 1.2.18 lemmából kiindulva BH
t is nor-

mális eloszlású, ha ezen változók várható értéke és varianciája konvergál. A várható érték

a változó sorozat minden tagjára 0. A variancia konvergenciáját a folyamat növekménye-

ire látjuk be kicsit később. Az érvelés az Iti(ti ∈ R, i ∈ N) változók tetszőleges lineáris

kombinációjára is érvényes marad, vagyis a véges dimenziós peremeloszlások együttesen

többdimenziós normális eloszlásúak. A trajektóriák folytonos jellegét a folyamat meg-

örökli határátmenetben a meghajtó Brown-mozgástól. Ez korlátos változású integrandus

esetén a hagyományos Itô-folyamatok folytonosságára adható bizonýıtással analóg módon

belátható. Ekkor tehát az integrál valóban majdnem mindenütt folytonos trajektóriájú

centrált Gauss-folyamat lesz. A gondolatmenet használható általában is annak belátá-

sára, hogy a dolgozatban előkerülő összes Volterra-magfüggvény Brown-mozgás szerinti

integrálja majdnem mindenütt folytonos trajektóriájú centrált Gauss-folyamat. Már csak

azt kell belátni, hogy az integrál kovarianciafüggvénye megegyezik a frakcionális Brown-

mozgáséval. Az 1.2.19 lemma alapján elég a növekmények variancáját ellenőrizni, amely
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a gyenge konvergenciához szintén szükséges. Ehhez felhasználhatjuk a [3] cikkben meg-

található számı́tásvázlatot. Legyen v ≥ u, ekkor az impropius izometriát felhasználva

E
[(
BH

v −BH
u

)2] izometria
= C2

H

∫
R

(
(v − s)

H− 1
2

+ − (u− s)
H− 1

2
+

)2
ds =

= C2
H

∫
R

(
(v − u+ (u− s))

H− 1
2

+ − (u− s)
H− 1

2
+

)2
ds

s=u−x(v−u)
=

= C2
H(v − u)2H

∫
R

(
(x+ 1)

H− 1
2

+ − x
H− 1

2
+

)2
dx =

= C2
H(v − u)2H

(∫ 0

−1

(x+ 1)2H−1dx+

∫ ∞

0

(
(x+ 1)H− 1

2 − xH− 1
2

)2)
=(

1

2H
+

∫ ∞

0

(
(x+ 1)H− 1

2 − xH− 1
2

)2
dx

)−1

(v − u)2H
(

1

2H
+

∫ ∞

0

(
(x+ 1)H− 1

2 − xH− 1
2

)2
dx

)
= (v − u)2H .

Itt felhasználtuk a normáló CH konstansra adott 1.2.2 képletet. A képletben található

explicit formula bizonýıtásáért lásd a [9] könyv 363−364. oldalait. Látható, hogy a kons-

tans éppen úgy került megválasztásra, hogy a kovarianciafüggvényre vonatkozó feltétel

teljesüljön. □

1.3. A historikus volatilitás

Az eddigiekben a volatilitásfolyamat megválasztásánál praktikus okokból csak az impli-

kált volatilitás felület tulajdonságait vettük figyelembe. Azonban a döntésben támasz-

kodhatunk az adott árfolyam szórásának, mint pénzügyi idősornak tulajdonságaira is. Ez

az idősor a historikus volatilitás. A historikus volatilitás természetesen többféle módon

is definiálható illetve számolható, de mindig csak egy diszkrét közeĺıtése lesz a volati-

litásfolyamat realizálódott trajektóriájának egy múltbeli szeletének. Viszont könnyen

kiszámolható a piacon közvetlenül is megfigyelhető adatokból, ami miatt jól kezelhető.

A historikus volatilitás trajektória tulajdonságait megvizsgálva könnyen információt sze-

rezhetünk arról, hogy azt modellezve milyen meghajtó folyamatot érdemes alkalmazni.

Különösen az 1.2.5-ben tárgyalt tulajdonság az, ami karakterizálja a meghajtó folyama-

tot, és amely jól elkülöńıti a frakcionálist a klasszikus Brown-mozgástól. Mivel a vola-

tilitásfolyamat nemnegat́ıv, szükséges egy nemnegat́ıv transzformáció az azt meghajtó

nem korlátos folyamatra. Mi most az exponenciális transzformációt tekintjük, vagyis a

továbbiakban a historikus volatilitás logaritmusát vizsgáljuk.
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Tegyük fel, hogy ∆ lépésközű diszkrét megfigyelésekkel rendelkezünk a volatilitásfolya-

matról a [0, T ] intervallumon:

σ0, σ∆, . . . , σk∆, . . . ; ahol k ∈ {0, 1, . . . , N}; N :=

⌊
T

∆

⌋
.

A logvolatilitásfolyamat növekményeloszlását stacionáriusnak feltételezve legyen a nö-

vekményminta q-adik tapasztalati abszolút momentuma q > 0 mellett:

m(q,∆) =
1

N

N∑
k=1

| log(σk∆)− log(σ(k−1)∆)|q ≈ E [| log(σ∆)− log(σ0)|q] .

A volatilitásfolyamatot a [2] cikk naponkénti közeĺıtéssel tekinti számos részvényindexre

több különböző módon is kiszámı́tva. Minden esetben hasonló következtetések vonhatók

le m(q,∆)-ra vonatkozóan. Ennek logaritmusa log(∆) függvényében ábrázolva (1.3.4

ábra) különböző egyeneseken fekszik az egyes q értékekre, ami azt jelenti, hogy m(q,∆)

polinomiálisan függ ∆-tól. Továbbá stilizált tény, hogy a logvolatilitás növekményelosz-

lása közel normális. Tehát

E [| log(σ∆)− log(σ0)|q] = Kq∆
ζq ,

ahol Kq továbbra is a standard normális eloszlás q-adik abszolút momentumát jelöli.

1.3.4. ábra. log(m(q,∆)) ábrázolva log(∆) függvényében az S&P 500 indexre. [2]

Az előbbi egyenesek meredekségét, vagyis a ζq kifejezést q függvényében ábrázolva (1.3.5

ábra) szintén közel egyenest kapunk, vagyis ζq ≈ Hq, ahol H ≈ 0.1 az összes vizsgált

index esetében. Összevetve az 1.2.5-ben látott kifejezést kapjuk vissza. Tehát historiku-

san a logvolatilitás úgy viselkedik, mint egy frakcionális Brown-mozgás H ≈ 0.1 Hurst-

együtthatóval, ami egybevág az 1.1 részben tárgyaltakkal. Az ehhez hasonlóan kicsi
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1.3.5. ábra. ζq ábrázolva q függvényében az S&P 500 indexre. [2]

Zölden a 0.142 · q illesztett egyenes

Hurst-együtthatón alapuló folyamatokat nevezzük érdesnek. A kicsi Hurst-együtthatóból

fakadóan a logvolatilitás növekményei negat́ıvan korreláltak, amely tükrözi azt a stilizált

tényt, hogy a volatilitásfolyamat általában csökken, ha magas az értéke, és általában nő,

ha alacsony. Ezt a tulajdonságot gyakran nevezik (helytelenül) átlaghoz visszahúzásnak.

1.4. A kapcsolódó programkód magyarázata

Az előző elemzés szerint a historikus volatilitás gyakorlatban egy érdes folyamat, ezért

ebből a szempontból nem célszerű azt klasszikus Brown-mozgás seǵıtségével modellezni.

Ezt ellenőrizni fogjuk egy R-ben meǵırt saját programmal is. A fejezethez ı́rt programhoz

tartozó függvények, valamint a szkript megtalálható a dolgozat végén a függelékben. A

kódban magenta sźınnel emeljük ki az önállóan ı́rt függvényeket és kékkel a kulcsszavakat,

valamint az alapértelmezetten elérhető, vagy behivatkozott függvényeket.

A vizsgálathoz szükséges először is egy forrás, ahonnan historikus volatilitás adatokat

tudunk szerezni. Egy nyilvánosan elérhető adatbázissal (Oxford-Man Institute’s reali-

zed library) dolgozunk. Itt a nagyobb részvényindexek historikus volatilitásfolyamatára

napi frisśıtéssel elérhető számos lehetséges mérőszám. Az első saját függvénnyel kigyűjt-

hetjük egy választott részvényindexhez tartozó releváns adatokat xts formátumban az

adatbázisból. A programban a Dow Jones Ipari Átlag index 5 percenként mintavételezett

idősorához tartozó négyzetes hozamainak összegét használjuk napi bontásban. Ez az in-

dexnek az ún. realizált napi varianciafolyamata, amely jó közeĺıtése a realizált volatilitás

négyzetének.
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A következő lépés a frakcionális Brown-mozgás trajektória szimulációja. Ezt a Cholesky-

dekompoźıció seǵıtségével valóśıtjuk meg. Az 1.2.3 defińıcióból a frakcionális Brown-

mozgás egy adott (R) autokovariancia-mátrixú centrált Gauss-folyamat. Ezért, ha x

független standard normális eloszlású vektor, és Σ alsóháromszög-mátrixra R = ΣΣT ,

akkor y = Σx éppen R autokovariancia-mátrixú centrált Gauss-folyamat lesz:

E[y ]E[yT ] = E[Σx ]E[(Σx )T ] = Σ
(
E[x ]E[x T ]

)
ΣT = ΣIΣT = R. (1.4.4)

A Σ mátrix előálĺıtható Cholesky-dekompoźıció seǵıtségével O(n3) időben. Ehhez szük-

séges a Hurst-paraméter, a szimulált folyamat hossza és a közeĺıtés finomsága. Valójában

az 1.2.10 álĺıtás miatt az utolsó két paraméterből elég csak az egyiket megadni, és ı́gy a

másikat rögźıtettnek tekintve a szimulált folyamat átskálázásával már elérhető a válasz-

tott paraméterezés. A mátrix előálĺıtása után viszont már csak független standard nor-

mális eloszlás generálását és egy O(n) időben elvégezhető vektor–alsóháromszög-mátrix

szorzást kell végrehajtanunk. A Σ mátrix újraszámolására csak akkor van szükség, ha

módośıtani akarjuk az előálĺıtáshoz szükséges paramétereket. Ezért a két lépést felbont-

juk két külön függvényre, hogy nagy mennyiségű trajektóriát viszonylag gyorsan tudjunk

szimulálni a mátrix előálĺıtása után, amire gyakorlati alkalmazások során gyakran szükség

van. Ezt oldjuk meg a második, harmadik és negyedik függvények seǵıtségével.

A későbbiekben szükséges lesz a Σ mátrixból visszaálĺıtani a paramétereket, melyek

seǵıtségével azt létrehoztuk. Ezt valóśıtjuk meg O(1) időben az ötödik függvényben.

Tudjuk, hogy R = ΣΣT , valamint δ finomságú lépésköz esetén

Rij =
1

2

(
(iδ)2H + (jδ)2H − |(j − i)δ|2H

)
.

Innen pedig

R11 = δ2H , R22 = (2δ)2H =⇒ 1

2
log2

(
R22

R11

)
=

1

2
log2

(
(2δ)2H

δ2H

)
=

1

2
log2(2

2H) = H.

Továbbá δ = 2H
√
R11, és a folyamat hossza pedig nδ, ahol n a Σ mátrix sorainak száma.

Mivel R1:2,1:2 = Σ1:2,1:2Σ
T
1:2,1:2, ahol az index a mátrix megfelelő méretű szeletét jelöli, ez

valóban megtehető konstans lépésben.

Most kidolgozunk egy saját eljárást a következő feladatra. Tegyük fel, hogy adott egy n

hosszú idősor, melyről feltételezzük, hogy skálázott frakcionális Brown-mozgás ismeretlen

Hurst-együtthatóval és skálaparaméterrel. Ennek becsüljük meg a H paraméterét O(n)

idő alatt. Ehhez szükséges a korábban bevezetettm(q,∆) kiszámı́tása egy adott idősorra.
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Ezt a hatodik függvénybe foglaltuk ∆ = 1 esetre. Az 1.2.5 megjegyzés és a feltételezésünk

mellett a nagy számok erős törvénye miatt aszimptotikusan

m(q,∆S) := m(q, S∆) ≈ Kqν
q(∆S)

qH = C(q)(∆S)
qH ,

ahol ν a frakcionális Brown-mozgás, S pedig a lépésköz ismeretlen skálaparamétere, ı́gy a

kifejezés maga is skálafüggő. Mi azonban skálafüggetlen becslést szeretnénk H értékére.

Ismeretlen ∆S mellett ki tudjuk számı́tanim(q,∆S) értékét a folyamat differenciázásával.

Továbbá kiszámı́tható m(q, s∆S) is az idősor minden s-edik elemének megtartásával és

differenciázással. Innen adódik a megoldás:

1

q
logs

(
m(q, s∆S)

m(q,∆S)

)
=

1

q
logs

(
C(q)(s∆S)

qH

C(q)∆qH
S

)
=

1

q
logs

(
sqH
)
= H.

Ezt a kifejezést számı́tjuk ki a hetedik függvényben adott q és s paraméterek mellett.

Mivel az első egyenlőség csak aszimptotikusan teljesül, ı́gy a kifejezést a nyolcadik függ-

vényben több q és s érték mellett is kiszámı́tjuk, és az eredmények átlagolásával adunk

végső becslést H értékére.

A kilencedik függvényben megvizsgáljuk az előző becslés eloszlását adottH érték mellett.

Először is szimulálunk 2000 darab 1000 hosszú adott H paraméterű frakcionális Brown-

mozgás trajektóriát, majd ezekre visszabecsüljük az előző eljárással a paraméter értékét.

Ezután kíıratjuk a becslések átlagát, szórását valamint 5% és 95%-os kvantiliseit, majd

ráillesztünk egy megfelelően paraméterezett normális eloszlást. Megvizsgáljuk az illesztés

minőségét ábrákkal és Jarque-Bera teszttel is. A függvényt lefuttatjuk 0.1, 0.5 és 0.9

Hurst-paraméter értékekre is.

1.4.6. ábra. H = 0.1 paraméter becslésének eloszlásvizsgálata
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H = 0.1 mellett láthatóan jól illeszkedik az eloszlás a normálisra (1.4.6 ábra). Ezért a

Jarque-Bera teszt alapján a normalitást nem utaśıtjuk el 0.51-es p-érték mellett.

1.4.7. ábra. H = 0.5 paraméter becslésének eloszlásvizsgálata

H = 0.5 mellett is hasonló megfigyeléseink vannak, a teszt alapján a normalitást ekkor

sem elutaśıtjuk el 0.6-os p-értékkel (1.4.7 ábra).

1.4.8. ábra. H = 0.9 paraméter becslésének eloszlásvizsgálata

H = 0.9 mellett az eloszlás enyhén ferde balra, valamint keskenyebb farokeloszlású, ı́gy

a normalitást elutaśıtjuk nagyon kicsi p-értékkel (1.4.8 ábra). Nem találjuk el ponto-

san az elméleti 0.9 várható értéket sem. Azonban ez a paraméterezés az előző részekből

kifolyólag nem érdekes számunkra, ı́gy nem foglalkozunk vele a továbbiakban. A becs-

lésátlagok, szórásaik és a kvantilisek a következő táblázatban ábrázolt módon alakultak

a mintafuttatásnál:
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H 0.1 0.5 0.9

átlag 0.098 0.497 0.885

szórás 0.021 0.021 0.031

5%, 95%-os kvantilisek 0.064, 0.131 0.462, 0.535 0.837, 0.938

Összegezve tehát a becslésünk eloszlását normálisnak tekinthetjük, melynek várható ér-

téke a paraméter valódi értéke, szórása pedig 0.021. Használjuk most a függvényt arra,

hogy megbecsüljük a Dow Jones index realizált varianciafolyamatának elmúlt 1000 nap

hosszú szeletéhez tartozó Hurst-együtthatóját. Az eredmény 0.172, amelynek nagyság-

rendje egybevág az eddigi elmélettel. Ennek a pontosságát azonban le is kell tesztelnünk

valamely módon. A szkript harmadik részében a tizedik és tizenegyedik függvények se-

ǵıtségével kiszámı́tjuk m(q,∆ = 1 nap) értékét, ahol q = {0.1, 0.2, . . . , 5} az indexre,

valamint 100− 100 darab megfelelő hosszúságú frakcionális Brown-mozgás szimulációra,

H = 0.1, H = 0.156, H = 0.172, H = 0.5 paraméterekkel. A szimulációkat úgy skáláz-

zuk, hogy azonos szórásúak és átlagúak legyenek, mint az indexfolyamat. Az eredmények

összehasonĺıtásából látható, hogy a H = 0.156 választás jobban illeszkedő görbét ered-

ményez (ezt az értéket próbálkozásokkal könnyen meg lehet találni). Ezt tekintve a H

valódi értékének látható, hogy az eljárás nem teljesen pontos, azonban a vétett hiba

(0.016) a korábban számolt szórásnyi (0.021) tartományon belül van.

1.4.9. ábra. m(q,∆) különböző H értékek mellett, valamint az indexfolyamat esetén

Most generáljunk egy-egy 1000 hosszúságú frakcionális és klasszikus Brown-mozgás tra-

jektóriát. Ezeket megfelelő lineáris transzformáció seǵıtségével ismét úgy alaḱıtjuk, hogy

a realizált variancia logaritmusával azonos átlagúak és szórásúak legyenek. Ezután egy

ábrán rendre összehasonĺıtjuk ezeket, majd exponenciálisukat, végül pedig az exponenci-

ális utolsó 300 hosszú szeletét a megfelelő index idősor szelettel együtt. Az eredmények

szemmel látható módon alátámasztják a korábban tárgyaltakat.
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1.4.10. ábra. Skálázott H = 0.1 és H = 0.5 paraméterű FBM trajektória

összehasonĺıtva a Dow Jones index historikus volatilitásfolyamatával.
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2. fejezet

Érdes volatilitáson alapuló modellek

Az előző fejezetben bemutattuk a frakcionális Brown-mozgás használatának motivációját

sztochasztikus volatilitással történő pénzügyi modellezés esetén. A következőekben ilyen

t́ıpusú modellre vizsgáljuk meg a legismertebb példákat, először [2] javaslatát.

2.1. RFSV-modell

A korábban tárgyaltak szerint a logvolatilitás H ≈ 0.1 paraméterű frakcionális Brown-

mozgáshoz hasonló tulajdonságokkal rendelkezik. Logikus tehát a modellezésnél

dSt

St

= σtdZt, σt = σ exp(νBH
t ), t ∈ [0, T ].

feltevést használni, mint az előbbi vizsgálatnál is tettük. Itt σ > 0, ν konstansok, S pedig

az alaptermék diszkontált árfolyamata. Ennek jelentése az Itô-formula alapján

St = S0E
(∫ t

0

σudZu

)
= S0E

(
σ

∫ t

0

exp(νBH
u )dZu

)
.

2.1.1 Megjegyzés. Ha X ∼ N(0, ·), akkor E(X) = exp
(
X − 1

2
E |X|2

)
az ún. Wick-

exponenciális. Adott Z folyamat esetén a sztochasztikus exponenciális folyamat E(Zt) :=

exp(Zt−Z0− 1
2
[Z]t). Ha Z Gauss-folyamat, akkor a növekménye esetében egybeesik a két

fogalom, például Volterra-integrálok esetén. Ha Z lokális martingál, akkor E(Z) szintén
az. Ha Z teljeśıti a Novikov– vagy a Kazamaki-feltételt, akkor E(Z) martingál.

Itt álljunk meg, és gondoljuk végig, hogy a képletben található integrál egyáltalán

értelmes-e, hiszen az integrandus nem szemimartingál. Ez azonban nem probléma, hiszen

az Itô-integrálokat minden L-beli folyamatra értelmeztük, ahol

L =

{
φ : φ progressźıven mérhető, és minden t ≥ 0-ra P

(∫ t

0

φ2
sds <∞

)
= 1

}
.
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Ezeket a frakcionális Brown-mozgás exponenciálisa teljeśıti, amely progressźıven mérhe-

tő, pontonként lognormális eloszlású. Sőt, az integrandus valójában S-beli (defińıcióért
lásd 1.2.20). Ehhez a nemnegat́ıv integrandusra vonatkozó Fubini-tételt felhasználva

E
(∫ t

0

exp(νBH
u )2du

)
=

∫ t

0

E
(
exp(2νBH

u )
)
du =

∫ t

0

exp

(
4ν2|u|2H

2

)
du <∞.

Tehát az integrál négyzetesen integrálható martingál, vagyis az árfolyamat lokális mar-

tingál (lásd 2.1.1). Azt azonban nem tudjuk, hogy ez valódi martingál is-e. Meggondolha-

tó, hogy a Novikov-feltétel ebben az esetben nem teljesül. Később látni fogjuk, hogy nem

minden esetben martingál. Ez attól is függ, mekkora a korreláció a frakcionális Brown-

mozgás Mandelbrot-reprezentációjában (1.2.16) szereplő integrátor Brown-mozgás és a

részvényárfolyamatot meghajtó Brown-mozgás között.

A modell ilyen formájában azonban nem ad stacionárius megoldást, hiszen az 1.2.5 meg-

jegyzés szerint σt ı́gy lognormális eloszlású lesz (0, |t|2H) paraméterekkel. A stacionaritás

szükséges, hogy a folyamat hosszú távú modellezésnél is használható maradjon, ezért

módośıtjuk.

2.1.2 Defińıció. Frakcionális Ornstein–Uhlenbeck-folyamatnak nevezzük a következő szto-

chasztikus differenciálegyenlet stacionárius megoldását:

dXt = νdBH
t − α(Xt −m)dt, (2.1.1)

ahol BH frakcionális Brown-mozgás, valamint α, ν > 0,m ∈ R.

2.1.3 Megjegyzés. Az előbbi egy elterjedt jelölés a szakirodalomban, és a következő szto-

chasztikus differenciálegyenletet értjük alatta:

Xt = X0 +

∫ t

0

νdBH
s −

∫ t

0

α(Xs −m)ds = X0 + νBH
t + αmt− α

∫ t

0

Xsds.

Az előbbi jelölés az egyenlet differenciálalakja, utóbbi pedig ennek integrálalakja.

2.1.4 Álĺıtás. Az előző egyenletnek [10] szerint létezik trajektóriánként egyértelmű, 1-

valósźınűséggel folytonos trajektóriájú megoldása a következő alakban:

Xt = e−αtX0 +
(
1− e−αt

)
m+ ν

∫ t

0

e−α(t−s)dBH
s .

Az utóbbi integrált is értelmezhetjük trajektóriánkénti Riemann–Stieltjes-integrálként,

mivel az integrandus korlátos változású, BH pedig majdnem mindenütt folytonos tra-

jektóriájú (lásd 1.2.13, 1.2.14). Ha a kezdeti feltétel

X0 = m+ ν

∫ 0

−∞
e−αsdBH

s
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alakú, akkor

Xt = e−αt

(
m+ ν

∫ 0

−∞
e−αsdBH

s

)
+
(
1− e−αt

)
m+ ν

∫ t

0

e−α(t−s)dBH
s =

= ν

∫ t

−∞
e−α(t−s)dBH

s +m,

és a megoldás (másodrendben gyengén) stacionárius is:

E(Xt) = m, D2(Xt) = ν2α−2HHΓ(2H). (2.1.2)

2.1.5 Megjegyzés. Az előző alakot át́ırva kapjuk, hogy

Xt = ν

∫ t

−∞
e−α(t−s)dBH

s +m = ν
[
BH

s e
−α(t−s)

]t
−∞ +m− ν

∫ t

−∞
BH

s d
(
e−α(t−s)

) d
=

d
= νBH

t − 0 +m− ν

∫ t

−∞
BH

s d
(
e−α(t−s)

)
= νBH

t +m− ν

∫ t

−∞
BH

s αe
−α(t−s)ds

(2.1.3)

Itt trajektóriánként alkalmaztuk a parciális integrálási elvet, a folytonosan differenciál-

ható függvény szerinti integrálási képletet, valamint, hogy

BH
s e

−α(t−s) ∼ N(0, e−2α(t−s)|s|2H) d−→ 0, ha s→ −∞.

A 2.1.3 egyenlet át́ırható a Riemann-integrál közeĺıtőösszegére a következő módon:

Xt = m+ ν

(
lim
s→∞

lim
n→∞

nt−1∑
j=−ns

BH
j
n

αe−α(t− j
n
)

(
j + 1

n
− j

n

)
+BH

t

)
.

Mivel BH Gauss-folyamat, alkalmazható az 1.2.16 álĺıtás bizonýıtásában elmondott érve-

lés, ı́gy az X folyamat nemcsak stacionárius, hanem Gauss-folyamat is.

Használjuk ezt az immár stacionárius Gauss-folyamatot a logvolatilitás modellezéséhez:

dSt

St

= σtdZt, σt = exp(Xt), t ∈ [0, T ].

Ezt a megközeĺıtést nevezzük ”́erdes frakcionális sztochasztikus volatilitásmodellnek”,

vagy röviden RFSV-modellnek (Rough Fractional Stochastic Volatility). A defińıcióból

látszik, hogy α = 0 választással visszakapjuk a skálázott frakcionális Brown-mozgást. Ál-

talánosabban formalizálható, hogy az X folyamat ”kicsi” α (α ≪ 1/T ) választás mellett

(jelölje Xα) lokálisan ([0, T ] időintervallumon) frakcionális Brown-mozgásként viselkedik:

2.1.6 Álĺıtás. α → 0 esetén

E

[
sup

t∈[0,T ]

|Xα
t −Xα

0 − νBH
t |

]
→ 0.
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Így a folyamatnak megmaradnak a korábban vizsgált kedvező tapasztalati tulajdonságai

a hosszú távú kezelhetőséghez szükséges stacionaritással együtt.

Bizonýıtás. A bizonýıtást [2] alapján, a részleteket kifejtve dolgozzuk ki. A 2.1.3

egyenletből láttuk, hogy

Xα
t = νBH

t +m− ν

∫ t

−∞
BH

s αe
−α(t−s)ds,

ı́gy

(Xα
t −Xα

0 )− νBH
t = −

∫ t

0

BH
s ναe

−α(t−s)ds−
∫ 0

−∞
BH

s να(e
−α(t−s) − eαs)ds,

ahonnan B̂H
t = sups∈[0,t] |BH

s | jelöléssel

sup
t∈[0,T ]

|(Xα
t −Xα

0 )− νBH
t | ≤ ναTB̂H

T +

∫ 0

−∞
B̂H

s να(e
αs − e−α(T−s))ds.

Amennyiben teljesül, hogy

E(B̂H
t ) ≤ c|t|H , ∀t ∈ R (2.1.4)

valamely c ∈ R esetén, akkor a fenti egyenlőtlenség várható értékét véve kapjuk, hogy

E

[
sup

t∈[0,T ]

|(Xα
t −Xα

0 )− νBH
t |

]
≤ c

(
ναTTH +

∫ 0

−∞
|s|Hνα(eαs − e−α(T−s))ds

)
.

Itt már a jobb oldali kifejezés 0-hoz tart α → 0 esetén. Az összeg első tagjára ez nyilván-

való, az integrált át́ırva és a Gamma eloszlás sűrűségfüggvényének alakját felhasználva

pedig ∫ ∞

0

sHνα(e−αs − e−α(T+s))ds = να(1− e−αT )

∫ ∞

0

sHe−αsds =

= να(1− e−αT )
Γ(H + 1)

αH+1

∫ ∞

0

αH+1sHe−αs

Γ(H + 1)
ds = ν(1− e−αT )

Γ(H + 1)

αH
,

melyre már szintén látható. Maradt tehát a 2.1.4 egyenlőtlenség bizonýıtása, melyhez

a [2] forrás a [11] cikkben bizonýıtott 1.2-es tétel egyenlőtlenségét használja fel. Azonban

a tétel feltétele, mely szerint H > 0.5, valójában nem teljesül, ezért más utat választunk.

A frakcionális Brown-mozgás önhasonlósága (1.2.10) nyomán

E(B̂H
t ) = |t|HE(B̂H

1 ) ≤ c|t|H ⇐⇒ E(B̂H
1 ) ≤ c

valamely c konstansra, vagyis elég ha E(B̂H
1 ) < ∞. Tudjuk, hogy B̂H Guass-folyamat,

valamint 1-valósźınűséggel folytonos trajektóriájú, hiszen a frakcionális Brown-mozgás

24



folytonos trajektóriáihoz a maximumfolyamatnak is folytonos trajektóriája tartozik. Az

is nyilvánvaló, hogy P(B̂H
1 < ∞) ̸= 0. Ebből pedig [12] alapján teljesül, hogy B̂H

1 -nak

létezik véges exponenciális abszolút momentuma, vagyis első abszolút momentuma is

véges. □

2.1.7 Következmény. q > 0, t > 0,∆ > 0, α→ 0 esetén

E
[
|Xα

t+∆ −Xα
t |q
]
→ νqKq∆

qH

Ez mutatja, hogy megfelelő α választás mellett a folyamat növekmény skálázódása is

a tapasztalatilag megfigyeltekhez (és a frakcionális Brown-mozgáséhoz) hasonló marad

(lásd 1.2.5 megjegyzés).

Bizonýıtás. Szintén [2] alapján, részletezve. A [13] cikk 2.4-es megjegyzésének 2.2-es

egyenlete szerint teljesül a

Cov
[
Xα

t+∆, X
α
t

]
= K

∫
R
ei∆x |x|1−2H

α2 + x2

egyenlőség K = ν2Γ(2H + 1) sin(πH)/(2π) jelöléssel. Nyilvánvaló továbbá, hogy

E
[
(Xα

t+∆ −Xα
t )

2
]
= E

[
(Xα

t+∆)
2
]
+ E

[
(Xα

t )
2
]
− 2E

[
Xα

t+∆X
α
t

]
=

= 2
(
E
[
(Xα

t )
2
]
− E2 [Xα

t ]
)
−
(
2E
[
Xα

t+∆X
α
t

]
− E

[
Xα

t+∆

]
E [Xα

t ]
)
=

= 2Cov(Xα
t , X

α
t )− 2Cov(Xα

t+∆, X
α
t ),

(2.1.5)

ugyanis Xα másodrendben stacionárius folyamat, és ı́gy E
[
Xα

t+∆

]
= E [Xα

t ], valamint

E
[
(Xα

t+∆)
2
]
= E [(Xα

t )
2]. Összevetve

E
[
(Xα

t+∆ −Xα
t )

2
]
= 2K

∫
R

(
1− ei∆x

) |x|1−2H

α2 + x2
≤ 2K

∫
R

(
1− ei∆x

) |x|1−2H

x2
,

ezért az

α 7−→ E
[
|Xα

t+∆ −Xα
t |2
]

függvény egyenletesen korlátos. Ráadásul az Xα
t+∆ −Xα

t változó normális eloszlású, ı́gy

minden q-ra egyenletesen korlátos az

α 7−→ E
[
|Xα

t+∆ −Xα
t |q+1

]
függvény is. Következtetésképpen a{

|Xα
t+∆ −Xα

t |q
}
α∈R+
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valósźınűségi változó család egyenletesen integrálható. A 2.1.6 álĺıtásból α → 0 esetén:

E

[
sup

t∈[0,T ]

∣∣(Xα
t −Xα

0 − νBH
t )
∣∣]→ 0 =⇒ Xα

t −Xα
0

L1−→ νBH
t , ∀t ∈ [0, T ] =⇒

=⇒ (Xα
t+∆ −Xα

0 )− (Xα
t −Xα

0 )
L1−→ ν(BH

t+∆ −BH
t ) =⇒ |Xα

t+∆ −Xα
t |q

d−→ νq|BH
t+∆ −BH

t |q.

A [2] cikk álĺıtása szerint, mivel a valósźınűségi változó sorozat gyengén konvergál és

egyenletesen integrálható, a várható értékek is konvergálnak, ı́gy a bizonýıtandó álĺı-

tást kapjuk meg. Ez azonban az eddigi tanulmányaink alapján még nem következik.

Elég lenne viszont megmutatni, hogy az utolsó konvergencia 1 valósźınűségű is, mivel

az egyenletes integrálhatóság feltétele mellett ez L1-beli konvergenciát eredményez egy

korábban tanult tétel alapján. Ebből már következne a várható értékek konvergenciája:∣∣E [|Xα
t+∆ −Xα

t |q
]
− E

[
νq|BH

t+∆ −BH
t |q
]∣∣ ≤ E

[∣∣|Xα
t+∆ −Xα

t |q − νq|BH
t+∆ −BH

t |q
∣∣]→ 0.

Az 1 valósźınűségű konvergencia bizonýıtásához felhasználjuk a [14] cikkben is megtalál-

ható tételt:

2.1.8 Tétel. (Skorokhod reprezentációs tétel)

Legyen adott (S, d) teljes szeparábilis metrikus tér. Tegyük fel, hogy Pn, (n = 1, 2, . . . ) és

P valósźınűségi mértékek (S,B)-n úgy, hogy Pn
d−→ P (itt B az S Borel σ-algebráját jelöli).

Ekkor létezik (Ω,F ,P) valósźınűségi mező, melyen léteznek X és Xn, (n = 1, 2, . . . ) S-

értékű valósźınűségi változók rendre P és Pn, (n = 1, 2, . . . ) eloszlással úgy, hogy Xn → X

majdnem mindenütt.

Alkalmazzuk a tételt S = R, d = |·|Eukl.,Pn = L
(
|X

1
n
t+∆ −X

1
n
t |q
)
,P = L

(
νq|BH

t+∆ −BH
t |q
)

választásokkal, ahol L(X) az X valósźınűségi változó eloszlását jelöli. Ebből tudjuk,

hogy létezik egy absztrakt valósźınűségi mező és azon egy valósźınűségiváltozó-sorozat

úgy, hogy α → 0 mellett

|X̃α
t+∆ − X̃α

t |q
m.m.−−−→ νq|B̃H

t+∆ − B̃H
t |q,

ahol

|X̃α
t+∆ − X̃α

t |q
d
= |Xα

t+∆ −Xα
t |q, νq|B̃H

t+∆ − B̃H
t |q d

= νq|BH
t+∆ −BH

t |q,

tehát ezen változók is egyenletesen integrálhatóak. A fentiekből pedig

E
[
|Xα

t+∆ −Xα
t |q
]
= E

[
|X̃α

t+∆ − X̃α
t |q
]
→ E

[
νq|B̃H

t+∆ − B̃H
t |q
]
= νqKq∆

qH .

Látható, hogy ugyanez az érvelés általánosan is használható a [2] cikk megkérdőjelezett

álĺıtásának bizonýıtására. □
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2.1.9 Következmény. t > 0,∆ > 0, α→ 0 esetén

Cov
[
Xα

t , X
α
t+∆

]
= D2[Xα

t ]−
1

2
ν2∆2H + o(1).

Az álĺıtás szerint a modellben a logvolatilitás autokovariancia-függvénye lineárisan csök-

kenő ∆2H-ban.

Bizonýıtás. A 2.1.7 következmény szerint q = 2 esetben

E[(Xα
t+∆ −Xα

t )
2] = E[(Xα

t+∆)
2] + E[(Xα

t )
2]− 2E[Xα

t+∆X
α
t ] → ν2K2∆

2H = ν2∆2H ,

melyet átrendezve

E[Xα
t+∆X

α
t ] →

1

2

(
E[(Xα

t+∆)
2] + E[(Xα

t )
2]− ν2∆2H

)
.

Az Xα folyamat stacionaritásából és 2.1.6-ból következik, hogy

E[Xα
t ] = E[Xα

t+∆] → 0, E[(Xα
t )

2] = E[(Xα
t+∆)

2] → D2[Xα
t ].

Összegezve kapjuk, hogy

Cov
[
Xα

t , X
α
t+∆

]
= E[Xα

t+∆X
α
t ] + o(1) = D2[Xα

t ]−
1

2
ν2∆2H + o(1).

□

Vizsgáljuk meg most a volatilitás autokovariancia-függvényét is. Tudjuk, hogy

log(σt) = Xα
t ∼ N(m, sα), ahol sα = ν2α−2HHΓ(2H) a 2.1.2 képlet alapján, ezért

E (σt) = E
(
eX

α
t
)
= em+ sα

2 .

Továbbá Xα Gauss-folyamat, ı́gy (Xα
t+∆ +Xα

t ) ∼ N(2m, 2sα + 2Cov
[
Xα

t , X
α
t+∆

]
), és

E (σt+∆σt) = E
(
eX

α
t+∆+Xα

t
)
= e2m+sα+Cov[Xα

t ,Xα
t+∆] ≈ e2m+2sαe−

1
2
ν2∆2H

a 2.1.9 következmény miatt, ha α értéke kicsi. Eszerint tehát az autokovariancia-függvény

exponenciális sebességgel lecsengő. A [2] munka vizsgálatai alapján mind a két auto-

kovariancia-függvény tulajdonságai megfigyelhetőek az adatokból számolt megfelelő ta-

pasztalati függvényeken, ami további fontos érv a modell mellett. Ez azért is érdekes

eredmény, mert a volatilitásfolyamat ún. hosszú emlékezetű tulajdonságát jelenthetné a

polinomiális lecsengés, de ezt a megfigyelés cáfolja.
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(a) log(σt) autokovariancia-függvénye (b) σt autokovariancia-függvényének logaritmusa

2.1.1. ábra. A [2] cikk vizsgálatai szerinti tapasztalati autokovariancia-függvények.

2.2. Derivat́ıva-árazás, érdes Bergomi-modell

Látni fogjuk [15]-öt követve, hogy a frakcionális Brown-mozgás nem markovi jellege mi-

att további megfontolásokra van szükség ahhoz, hogy a hagyományos árazási elvet alkal-

mazhassuk. Vegyük az RFSV-modell speciális α = 0 választás melletti, nem stacionárius

alakját:

log σt+∆ − log σt = ν
(
BH

t+∆ −BH
t

)
.

Az előző egyenletet a historikus P mérték alatt értjük a historikus volatilitás korábban

vizsgált tulajdonságai miatt. A vt = σ2
t jelöléssel a varianciafolyamat fejlődésére az 1.2.16

álĺıtásból u ≥ t mellett a következőt kapjuk:

log vu − log vt = 2(log σu − log σt) =

= 2νCH

∫ 0

−∞

(
(u− s)H− 1

2 − (−s)H− 1
2

)
−
(
(t− s)H− 1

2 − (−s)H− 1
2

)
dBs+

+ 2νCH

{∫ u

0

(u− s)H− 1
2dBs −

∫ t

0

(t− s)H− 1
2dBs

}
=

= 2νCH

{∫ t

−∞
(u− s)H− 1

2 − (t− s)H− 1
2dBs +

∫ u

t

(u− s)H− 1
2dBs

}
=

=: 2νCH {Zt(u) +Mt(u)} ,

ahol B (kétoldalú) Brown-mozgás a historikus P mérték alatt. Tehát

EP[log vu|Ft] = log vt + 2νCH {EP[Zt(u)|Ft] + EP[Mt(u)|Ft]} =

= log vt + 2νCHZt(u),
(2.2.6)
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ugyanis Zt(u) Ft-mérhető, valamint Mt(u) független Ft-től a Brown-mozgás markovitá-

sa miatt. Sőt, mivel az integrandus determinisztikus Volterra-magfüggvény, ı́gy Mt(u)

Volterra-folyamat, és az 1.2.16 álĺıtás bizonýıtásánál meggondoltak alapján 0 várható

értékű normális eloszlású változó, melynek varianciája

D2 [Mt(u)] = E
[
M2

t (u)
] izometria

=

∫ u

t

(u− s)2H−1ds =

[
−(u− s)2H

2H

]u
s=t

=
(u− t)2H

2H
.

A 2.2.6 egyenletből láthatóan felmerül egy probléma. Nevezetesen, hogy a volatilitás-

folyamat markovitásának hiányában látszólag szükséges az azt meghajtó Brown-mozgás

teljes múltjának ismerete is a feltételes várható érték számı́táshoz, vagyis az opcióára-

záshoz is. Továbbá ez nem csak erre a speciális modellre igaz, hanem általános jelenség

a frakcionális Brown-mozgás, mint meghajtó folyamat választása esetén. Legyen most

B̃t(u) :=
√
2H ·Mt(u) =

√
2H

∫ u

t

(u− s)H− 1
2dBs ∼ N

(
0, (u− t)2H

)
,

Gauss-folyamat, valamint

η := 2ν
CH√
2H

=⇒ 2νCHMt(u) = ηB̃t(u). (2.2.7)

Ilyen jelölésekkel a korábbiakból

vu = vt exp
{
ηB̃t(u) + 2νCHZt(u)

}
⇒ (vu|Ft)

vt
∼ logN

(
2νCHZt(u), ν

2E
∣∣∣B̃t(u)

∣∣∣2) ,
ezért a lognormális eloszlás ismert várható érték képlete miatt

EP [vu|Ft] = vt exp

{
2νCHZt(u) +

1

2
ν2E

∣∣∣B̃t(u)
∣∣∣2} .

Az előző kettőt összevetve

vu = vt exp

{
2νCHZt(u) +

1

2
ν2E

∣∣∣B̃t(u)
∣∣∣2 + ηB̃t(u)−

1

2
ν2E

∣∣∣B̃t(u)
∣∣∣2} =

= EP [vu|Ft] E
(
ηB̃t(u)

)
,

(2.2.8)

ahol E a Wick-exponenciális (lásd 2.1.1). A 2.2.8 képlet alapján tehát nem szükséges a

meghajtó Brown-mozgás múltjának ismerete, mivel a vu változó feltételes eloszlása az

Ft σ-algebrától csak az EP [vu|Ft] kifejezésen, vagyis a variancia előrejelzéseken keresztül

függ.

A korábbiak alapján tehát a historikus mérték alatt a 2.2.8 képlet alapján megadott,

lognormális varianciamodell visszaadja a megfigyelt variancia idősorok tulajdonságait.

Továbbá az EP [vu|Ft] folyamat adaptált a B (a kétoldalú Brown-mozgás integrátor) által
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generált filtrációra is. Feltételezzük, hogy ez egybeesik a BQ által generált filtrációval,

ahol BQ Brown-mozgás a Q kockázatsemleges mérték alatt. Tekintsük általánosan a

mértékcserét:

dBs = dBQ
s + λsds,

ahol {λs : s > t} interpretálható, mint a volatilitáskockázat piaci ára. A 2.2.8 tovább́ır-

ható

vu = EP [vu|Ft] E
(
ηB̃t(u)

)
= EP [vu|Ft] E

(
η
√
2H

∫ u

t

(u− s)H− 1
2dBs

)
=

= EP [vu|Ft] exp

{
η
√
2H

∫ u

t

(u− s)H− 1
2dBs −

η2

2
(u− t)2H

}
=

= EP [vu|Ft] exp

{
η
√
2H

∫ u

t

(u− s)H− 1
2 (dBQ

s + λsds)−
η2

2
(u− t)2H

}
=

= EP [vu|Ft] exp

{
η
√
2H

∫ u

t

(u− s)H− 1
2dBQ

s − η2

2
(u− t)2H + η

√
2H

∫ u

t

λs(u− s)H− 1
2ds

}
=

= EP [vu|Ft] E
(
ηB̃Q

t (u)
)
exp

{
η
√
2H

∫ u

t

λs(u− s)H− 1
2ds

}
módon, ahol a korábbihoz hasonlóan

B̃Q
t (u) :=

√
2H

∫ u

t

(u− s)H− 1
2dBQ

s

Q∼ N
(
0, (u− t)2H

)
. (2.2.9)

Látható, hogy Q alatt vu általában már nem lognormális eloszlású az utolsó tag miatt, de

az marad például determinisztikus λ esetén. Tegyük fel, hogy λ determinisztikus, ekkor

vu = EP [vu|Ft] E
(
ηB̃Q

t (u)
)
exp

{
η
√
2H

∫ u

t

λs(u− s)H− 1
2ds

}
= EQ[vu|Ft]E

(
ηB̃Q

t (u)
)
,

mert a 2.2.8 képlethez vezető gondolatmenet alkalmazható a Q mérték alatt is. Ezért

ξt(u) := EQ[vu|Ft] = EP [vu|Ft] exp

{
η
√
2H

∫ u

t

λs(u− s)H− 1
2ds

}
, u ≥ t

alakú lesz az ún. forwardvariancia-görbe, amely ı́gy két tag szorzata: az egyik a meghajtó

Brown-mozgás múltjától függő sztochasztikus-, a másik pedig a kockázat piaci árától

függő determinisztikus mennyiség.

2.2.1 Megjegyzés. A volatilitáskockázat a mögöttes pénzügyi eszköz árfolyamatának vo-

latilitásában beálló hirtelen, előre nem látható megváltozásból származó veszteség kocká-

zata. A volatilitáskockázat piaci ára alatt általában azt szokás érteni, hogy a befektetők

mekkora kockázati prémiumot várnak el a volatilitáskockázat egységnyi növekedéséért. A

volatilitás ma már piacon kereskedhető mennyiség, ezért az előbbi is jól számszerűśıthető.
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Ugyanezért a jelenbeni forwardvariancia-görbe megfigyelhető piaci adatokból. Ehhez gya-

korlatban általában a likviden kereskedett variancia swapok árait használják. Egy adott

alaptermékre vonatkozó variancia swap lényegében egy olyan forward ügylet, mely eseté-

ben a kötési ár (vagy inkább kötési érték) és a kifizetés viszonýıtási alapját az alaptermék

árfolyamat lejáratig realizált varianciája adja a konkrét árfolyam helyett. Részletesebb

léırásért lásd például a [16] munkát. A feltevésünk, hogy λ determinisztikus, mögöttes

tartalmában azt jelenti, hogy az ilyen jellegű befektetői preferenciákat gondoljuk időben

determinisztikusan változónak. A feltevés jogossága megkérdőjelezhető, azonban ebben

az esetben tudunk (viszonylag) könnyen álĺıtást megfogalmazni a variancia eloszlására

vonatkozóan.

A korábbiakból

vu = EQ[vu|F0]E
(
ηB̃Q

0 (u)
)
= ξ0E

(
η
√
2H

∫ u

0

(u− s)H− 1
2dBQ

s

)
,

ezért

EQ[vu|Ft] = ξ0(u)EQ

[
E
(
η
√
2H

∫ u

0

(u− s)H− 1
2dBQ

s

)
| Ft

]
=

= ξ0(u)E
(
η
√
2H

∫ t

0

(u− s)H− 1
2dBQ

s

)
= ξt(u).

Könnyen látható, hogy a forwardvariancia-folyamat nem markov tulajdonságú, vagyis

EQ[vu|Ft] ̸= EQ[vu|vt]. Eljutottunk tehát a következő modellhez (Q jelölés elhagyásával):

dSt

St

=
√
ξt(t)dZt, ξt(u) = ξ0(u)E

(
η
√
2H

∫ t

0

(u− s)H− 1
2dBs

)
, (2.2.10)

ahol dZt = ρdBt +
√
1− ρ2dB⊥

t , ρ korreláció paraméter, és B,B⊥ független Brown-

mozgások. Itt tipikusan ρ < 0, mivel a volatilitás és az árfolyam tapasztalatilag gyakran

mozdul ellentétes irányban.

A modell jelenlegi alakjában az 1 faktoros Bergomi-modell nem markovi általánośıtásá-

nak tekinthető. Az 1 faktoros Bergomi-modell megtalálható a [17] cikkben:

dSt

St

=
√
ξt(t)dZt,

ξt(u) = ξ0(u)E
(
η

∫ t

0

e−κ(u−s)dBs

)
= ξ0(u)E

(
ηe−κ(u−t)

∫ t

0

e−κ(t−s)dBs

)
=

= ξ0(u)E
(
ηe−κ(u−t)Yt

)
= ξ0(u) exp

{
ηe−κ(u−t)Yt −

1

2
η2e−2κ(u−t)E|Yt|2

}
,

ahol Y klasszikus Ornstein–Uhlenbeck-folyamat, pénzügyi folyamatok tárgyból is tanult

explicit képlettel:

dYt = −κYtdt+ dBt =⇒ Yt =

∫ t

0

e−κ(t−s)dBs.
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Látható, hogy valójában a sztochasztikus exponenciális argumentumában szereplő expo-

nenciális magfüggvényt cseréltük le Volterra-magfüggvényre:

η

∫ t

0

e−κ(u−s)dBs −→ η
√
2H

∫ t

0

(u− s)H− 1
2dBs. (2.2.11)

Ezért a modell az érdes Bergomi (rough Bergomi), vagy röviden rBergomi nevet kapta.

A modell feltételei melletti szimulációhoz 2.2.10-ből az Itô-formula szerint kapjuk, hogy

St = S0E
(∫ t

0

√
vudZu

)
vu = ξ0(u)E

(
η
√
2H

∫ u

0

(u− s)H− 1
2dBs

)
= ξ0(u)E

(
ηB̃0(u)

)
.

(2.2.12)

Itt B̃ := B̃0 Volterra-folyamat. Ez a folyamat a frakcionális Brown-mozgáshoz hason-

lóan skálázódik (1.2.5 megjegyzés, 2.2.9 képlet), valamint utóbbiból D2[B̃u] = u2H . Az

összefüggési struktúrája azonban eltérő, hiszen v ≥ u mellett az 1.2.21 izometria miatt

Cov
[
B̃v, B̃u

]
= E

[
B̃vB̃u

]
= 2HE

[∫ u

0

(u− s)H− 1
2dBs

∫ v

0

(v − s)H− 1
2dBs

]
=

2H

(
E
[∫ u

0

(u− s)H− 1
2dBs

∫ u

0

(v − s)H− 1
2dBs

]
+ E

[∫ u

0

(u− s)H− 1
2dBs

∫ v

u

(v − s)H− 1
2dBs

])
izometria

= 2H

∫ u

0

(u− s)H− 1
2 (v − s)H− 1

2ds+ 0
s=ut
= u2H2H

∫ 1

0

(1− t)H− 1
2

(v
u
− t
)H− 1

2
dt =

= u2H2H
(v
u

)H− 1
2

∫ 1

0

(1− t)H− 1
2

(
1− t

u

v

)H− 1
2
dt

∗
=

∗
= u2H2H

(v
u

)H− 1
2 Γ(1)Γ(H + 1

2
)

Γ(H + 3
2
)

2F1

(
1

2
−H, 1,

3

2
+H,

u

v

)
=

= u2H2H
(v
u

)H− 1
2 1

H + 1
2

2F1

(
1,

1

2
−H,

3

2
+H,

u

v

)
,

ahol 2F1 az úgynevezett (Gauss) hipergeometrikus függvény. A (∗) jelű egyenlőség a

hipergeometrikus függvény Euler-integrálreprezentációjából következik:

2F1(a, b, c, z) =
Γ(c)

Γ(b)Γ(c− b)

∫ 1

0

tb−1(1− t)c−b−1(1− tz)−adt, (c > b > 0).

Az utolsó egyenlőségnél kihasználtuk, hogy Γ(1) = 1,Γ(α + 1) = αΓ(α), valamint

2F1(a, b, c, z) =
∞∑
n=0

(a)n(b)n
(c)n

zn

n!
= 2F1(b, a, c, z), ahol (q)n =

1, ha n = 0,∏n−1
i=0 (q + i), ha n > 0.

A hipergeometrikus függvénnyel kapcsolatos további részletekért lásd pl. a [18] cikket.
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A Z Brown-mozgás és a Volterra-folyamat kovarianciája v ≥ u mellett

E
[
B̃vZu

]
=

√
2HE

[∫ v

0

(v − s)H− 1
2dBs

(∫ u

0

ρdBs +

∫ u

0

√
1− ρ2dB⊥

s

)]
=

= ρ
√
2HE

[∫ u

0

(v − s)H− 1
2d[B]s

]
+ 0 =

ρ
√
2H

H + 1
2

[
−(v − s)H+ 1

2

]u
s=0

=

=
ρ
√
2H

H + 1
2

(
vH+ 1

2 − (v − u)H+ 1
2

)
,

valamint hasonlóan

E
[
B̃uZv

]
=

√
2HE

[∫ u

0

(u− s)H− 1
2dBs

(∫ v

0

ρdBs +

∫ v

0

√
1− ρ2dB⊥

s

)]
=

= ρ
√
2HE

[∫ u

0

(u− s)H− 1
2d[B]s

]
+ 0 =

ρ
√
2H

H + 1
2

uH+ 1
2 .

Összevetve

E
[
B̃vZu

]
=
ρ
√
2H

H + 1
2

(
vH+ 1

2 − (v −min(u, v))H+ 1
2

)
.

Végül Z Brown-mozgás voltából fakadóan E[ZvZu] = min(u, v). Mivel Z és B̃ Gauss-

folyamatok, melyeknek ismert az együttes kovarianciamátrixa, lehetséges a modell felté-

telezései melletti Monte Carlo-szimuláció. A folyamatok trajektóriáinak összefűzésével

kapott vektor is többdimenziós normális eloszlású, ı́gy előálĺıthatóak lehetséges trajektó-

riáik az együttes kovarianciamátrix Cholesky-dekompoźıciójának seǵıtségével (lásd újra

1.4.4). Itt n darab m hosszú trajektória szimulálása esetén az együttes kovarianciamát-

rix (2m × 2m) dimenziós, melyet egy (2m × n) dimenziós véletlen normális mátrixszal

kell szorozni. Minden új trajektória generálásához szükséges egy alsóháromszög-mátrix

és egy vektor szorzása, ı́gy ez az eljárás sajnos meglehetősen lassú. A B̃ trajektóriáinak

ismeretében előálĺıtható v a 2.2.10 képlet alapján, és ı́gy megkapható Z és v seǵıtségé-

vel S közeĺıtése is, például az Euler–Maruyama-módszer alkalmazásával. S trajektóriáit

használva kiszámı́tható a megadott derivat́ıva kifizetésfüggvényének Q mérték melletti

tapasztalati diszkontált várható értéke, ı́gy lehetséges az árazás. Mindazonáltal a modell

ilyen elven történő kalibrációja nem célszerű a hosszú futási idő miatt. Modellkalibráció

alatt azt szokás érteni, hogy az implikált volatilitás felület és a modell implikált volatili-

tás felület valamilyen metrika szerinti távolságát minimalizáljuk a modell paraméterein.

Tulajdonképpen a piac állapotát legjobban léıró modellparaméterezést akarjuk ekkor

megtalálni. Ennek futási ideje akár 20-ad részére is csökkenthető például varianciacsök-

kentési módszerek seǵıtségével, mint feltételes Monte Carlo-szimuláció, illetve kontroll-,

és antitetikus változók használata (lásd [19]-ben).
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Alternat́ıv megközeĺıtésként használhatjuk, hogy a mértékcsere során a varianciafolyamat

diffúziós együtthatója, valamint a Hurst-paraméter nem változik meg, vagyis ugyanaz η

és H értéke a P és Q mértékek alatt. Továbbá 2.2.7 és 1.2.2 képletek alapján

η = 2ν
CH√
2H

= 2ν

√
Γ(3/2 −H)

Γ(H + 1/2)Γ(2− 2H)
, (2.2.13)

és a H, ν paraméterek becsülhetőek a historikus varianciafolyamat alapján is. A forward-

variancia-görbe megfigyelhető piaci adatokból (lásd megint 2.2.1). Mivel a modell pa-

raméterként fogadja a forwardvariancia-görbét (ξ0(t), t ≥ 0), ı́gy alkalmas választással

a modell és a piaci implikált volatilitás felületek ATM-nél vett keresztmetszete ponto-

san megegyezik. Ezen előzetesen becslések seǵıtségével elegendő lehet a fennmaradó ρ

paraméter szerint kalibrálni a modellt. A [15] munka szerzői megvizsgálták a felületek

illeszkedését előzetes megfontolások alapján megtippelt paraméterekkel az S&P 500 in-

dex esetében két múltbeli időpontra. Eredményeik alapján jobb illeszkedés érhető el az

rBergomi, mint a hagyományos sztochasztikus volatilitás modellek használatával.

2.3. A kapcsolódó programkód magyarázata

A második fejezethez tartozó programkód kiemelési az első rész sźınkódját követik. A

program első részében a fejezethez implementált függvények seǵıtségével röviden a 2.1.1

képlet által definiált frakcionális Ornstein–Uhlenbeck-folyamat paraméterbecslésével fog-

lalkozunk. Tegyük fel ismét, hogy a megfigyelt idősorunk az 1.3 szekcióban léırtak-

nak megfelelő, de ismeretlen ∆S időskálával, valamint hogy a logvolatilitás frakcionális

Ornstein–Uhlenbeck-folyamatot követ. A fejezetben léırtak alapján azt is feltételezzük,

hogy 0 ≤ α ≪ 1/T . A Hurst-paraméter becslésére megfigyelt logvolatilitás idősorból

már adtunk egy lehetséges egyszerű módszert. Ez ebben az esetben is használható ma-

rad a 2.1.7 következmény miatt. Hasonlóan egyszerű elven szeretnénk becsülni a ν, α,m

paramétereket is. A 2.1.6 álĺıtás miatt a logvolatilitásra teljesül az 1.2.10 önhasonlósági

tulajdonság. Ekkor nyilván tekinthetjük úgy, hogy a megfigyelt idősor skálája 1 egység

(például nap), hiszen az idő átskálázása ekvivalens a folyamat átskálázásával:

(Xα
t∆S

)t∈R+
d
= |∆S|H(Xα

t )t∈R+ .

Ez egyenértékű azzal, ha a folyamat ν és α paramétereit skálázzuk át ugyańıgy. A ν

paraméter becsléséhez használhatjuk a 2.1.7 következményben szereplő explicit formulát

a növekmények q-adik momentumára (m(q, 1)). Ekkor tehát

m(q, 1) ≈ Kqν
q1qH =⇒ ν̂ := q

√
m(q, 1)

Kq
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egy lehetséges becslés a feltételezések mellett. Tapasztalatilag különböző q értékekre

nagyon közeli eredményt kapunk, de ezt is több lehetséges q értékre átlagolva számı́tjuk

ki. Ebből az rBergomi-modell becsült η̂ paramétere is kiszámolható a 2.2.13 képlet

szerint. Ha a logvolatilitásról fetételezzük a stacionaritást (vagyis α > 0), akkor a 2.1.2

képlet alapján használhatjuk, hogy

s∗N(log(σt)) ≈ ν2α−2HHΓ(2H) =⇒ α̂ :=
2H

√
ν̂2ĤΓ(2Ĥ)

s∗N(log(σt))
,

ahol s∗N a minta korrigált tapasztalati szórása, valamint

m̂ :=
1

N

N∑
k=1

log(σk∆S
) ≈ E [log(σt)] .

Az α paraméter becslésénél két ellentétes szempontot kell figyelembe venni. Ha az értéke

túl kicsi, nem érvényesül lokálisan a stacionaritás, ha pedig túl nagy, akkor a folyamatnak

lokálisan eltérő tulajdonságai lesznek a frakcionális Brown-mozgás skálázottjáétól. Ezért

itt némileg egymásnak ellentmondó feltételezéseket tettünk, ami megjelenhet következe-

tesen fennálló hibákban a becsléseknél. Ennél nyilván léteznek sokkal szofisztikáltabb

módszerek is, melyekre most nem térünk ki (lásd például [20]).

2.3.2. ábra. Dow Jones logvolatilitásra illesztett paraméterezésű frakcionális

Ornstein–Uhlenbeck-folyamatok szimulációja különböző α értékek mellett.

Érdekes, hogy a paraméterbecsléseket a Dow Jones index logaritmusára kiszámı́tva kap-

juk, hogy α̂ < 0.006. A 2.3.2 ábrán is látható, hogy az indexből becsült paraméterek

mellett ez az érték jelentéktelen, hiszen még az α = 10 paraméter sem változtatja meg
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jelentős mértékben a szimulált idősor struktúráját, vagyis α ≈ 0. Ez is azt mutatja,

hogy a historikus logvolatilitás inkább az egyszerű skálázott frakcionális Brown-mozgás

tulajdonságait mutatja, mintsem a frakcionális Ornstein–Uhlenbeck-folyamatét. Emiatt

az α és m paraméterek becslései pontatlanok lehetnek a feltételezések hibái miatt, de

ebben az esetben nem is számı́tanak. Továbbá észszerű az rBergomi-modellben használt

α = 0 feltevés is.

A második részben az rBergomi-modell 2.2.10 képlet szerinti szimulációját valóśıtjuk

meg. Ehhez először külön implementáltuk a szükséges kovarianciafüggvényeket. Érdekes

vetni egy pillantást a variancia egyenletében használt B̃ Volterra-folyamat és a frakci-

onális Brown-mozgás kovarianciafüggvénye közötti különbségre. Ahogy látható a 2.3.3

ábrán, előbbi gyorsabban esik és 0-ba húz, mı́g a másik y = 1
2
s2H = 1

2
egyenesre simul

rá.

2.3.3. ábra. Cov(1, t), t ∈ [1, 5] a B̃ és frakcionális Brown-mozgás folyamatokra

Az együttes kovarianciamátrix kiszámı́tását is külön függvénybe szerveztük, ı́gy a költ-

séges Cholesky-dekompoźıciót nem kell szimulációnként végrehajtani. A szimulációhoz

szükséges

E
(
ηB̃t

)
= exp(ηB̃t −

1

2

[
ηB̃
]
t
)

kiszámı́tása, viszont nem tudjuk, hogy érvényes marad-e az Itô-kalkulusból megismert

Brown-mozgás szerinti integrálokra vonatkozó kvadratikus kovariáció képlete.

2.3.1 Álĺıtás. Determinisztikus, korlátos változású integrandusokra általánośıtható az Itô-

kalkulus kvadratikus kovariáció képlete:[∫ t

0

φt,sdBs,

∫ t

0

ξt,sdBs

]
=

∫ t

0

φt,sξt,sds.
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Bizonýıtás. Az 1.2.21 lemma bizonýıtásának érvelését felhasználva

E
([∫ t

0

φt,sdBs,

∫ t

0

ξt,sdBs

])
= E

(
lim
n→∞

nt−1∑
j=0

φt, j
n

(
B j+1

n
−B j

n

)
· ξt, j

n

(
B j+1

n
−B j

n

))
=

E
(∫ t

0

φt,sdBs ·
∫ t

0

ξt,sdBs

)
=

∫ t

0

φt,sξt,sds,

valamint

D2

([∫ t

0

φt,sdBs,

∫ t

0

ξt,sdBs

])
= D2

(
lim
n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n

(
B j+1

n
−B j

n

)2)
=

= lim
n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n
D2

((
B j+1

n
−B j

n

)2)
= lim

n→∞

nt−1∑
j=0

φt, j
n
· ξt, j

n
2

(
j + 1

n
− j

n

)2

≤

≤ sup
s∈[0,t]

|φt,s · ξt,s| lim
n→∞

2

n

nt−1∑
j=0

(
j + 1

n
− j

n

)
= sup

s∈[0,t]
|φt,s · ξt,s| lim

n→∞

2t

n
= 0.

Itt kihasználtuk, hogy X ∼ N(0, σ2) esetén a normális eloszlás momentumaira vonatkozó

képletből

D2(X2) = E(X4)− E(X2)2 = 3σ4 − σ4 = 2σ4.

□

Ez is általánośıtható nem determinisztikus esetre, korlátos változású integrandus mellett,

de erre nincs szükségünk. A formulát felhasználva[
ηB̃
]
t
=

[
η
√
2H

∫ t

0

(t− s)H− 1
2dBs

]
= 2Hη2

∫ t

0

(t− s)2H−1ds =

= 2Hη2
[
−(t− s)2H

2H

]t
s=0

= η2t2H ,

vagyis

vt = ξ0(t)E
(
ηB̃t

)
= ξ0(t) exp

(
ηB̃t −

1

2
η2t2H

)
,

és ı́gy minden adott a trajektóriák szimulációjához. Ezt a 11. függvényben valóśıtjuk

meg, melyet a 12. általános szimulációs árazási függvényben felhasználhatunk tetszőleges

(akár trajektóriafüggő) derivat́ıva árazására.

A szimulált trajektóriát a 2.3.4 ábrán szemügyre véve hihetőnek tűnik, hogy az árfo-

lyamat martingál, hiszen nem látunk egyértelmű trendet a trajektórián. Továbbá a

szimuláció során az alapterméket meghajtó egyenletben nem használunk idő szerinti in-

tegrált. Használjuk a martingál tulajdonság tapasztalati ellenőrzésére az implementált

általános szimulációs árazó függvényt. Ekkor S0 = 100, ρ = −0.9 paraméterekkel, lapos
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2.3.4. ábra. Saját kóddal generált variancia és árfolyamat trajektória ρ = −0.9 mellett.

forwardvariancia-görbét feltételezve a beárazandó kifizetésfüggvény ST (most S1). Erre

10 000 szimulációt végrehajtva az eredmény 99.997. Ez tehát megerőśıti a sejtésünket,

hiszen martingál várható értéke a kezdeti érték. Azonban egyáltalán nem nyilvánvaló

a martingál tulajdonság csak abból kiindulva, hogy az alaptermék árfolyamatában nem

szerepel drift. Valóban, már a hagyományos sztochasztikus volatilitás modellek esetében

is körültekintően kell eljárni az ekvivalens mérték kiválasztásánál, mert az erre alkalma-

zott bevett módszerek gyakran szigorúan lokális martingálmértéket eredményeznek (lásd

például [21]). Ez esetben viszont létezik T > 0, melyre E[ST ] < S0. Sőt, a korrelációra is

megkötéseket kell tenni, hogy létezzen a modellnek bizonyos általános elvárásoknak meg-

felelő megoldása (lásd [22]). Az könnyen belátható, hogy az árfolyamat lokális martingál,

ugyanis tudjuk, hogy

vu = ξ0(u)E
(
ηB̃u

)
= ξ0(u) exp

(
ηB̃u −

1

2
η2u2H

)
∼ ξ0(u) · logN

(
−1

2
η2u2H , η2u2H

)
.

Továbbá 2.2.12 alapján

St = S0E
(∫ t

0

√
vudZu

)
.

Itt az integrandusról belátjuk, hogy S-beli (defińıcióért lásd 1.2.20). Ismét a nemnegat́ıv

integrandusra vonatkozó Fubini-tételből
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E
(∫ t

0

vudu

)
= E

(∫ t

0

ξ0(u) exp

(
ηB̃u −

1

2
η2u2H

)
du

)
=

=

∫ t

0

ξ0(u)E
(
exp

(
ηB̃u −

1

2
η2u2H

))
du =

∫ t

0

ξ0(u)du <∞,

ha például a forwardvariancia-görbe folytonos. Vagyis az árfolyamat valóban lokális

martingál, lásd megint 2.1.1. Ehhez egyébként az integrandus L-belisége is elég, ami

szükséges is az integrál értelmezéséhez. Azonban az is ellenőrizhető, hogy az integrál

nem teljeśıti a Novikov-feltételt, ı́gy még mindig nem tudjuk, hogy valódi martingál-e.

A [23] cikk bizonýıtja a jelenleginél általánosabb esetben, hogy ez akkor és csak akkor

igaz, ha a ρ paraméter, vagyis a B és Z Brown-mozgások közötti korreláció nempozit́ıv

(ahol B̃u =
√
2H
∫ u

0
(u − s)H− 1

2dBs). Már korábban emĺıtettük, hogy a gyakorlatban

megfigyelteknek megfelelően a korreláció jellemzően erősen negat́ıv. Ez azonban a histo-

rikus mérték alatt igaz, de a mértékváltás során éppen a korreláció paraméter változik

meg. Az eredményből tudjuk, hogy ez a Q mérték alatt sem lesz pozit́ıv. Sőt többet is

tudunk, mert ezek szerint létezik Q martingálmérték, ı́gy az eszközárazás első alaptétele

miatt a modell arbitrázsmentes piacot eredményez. Továbbmenve minden ρ ≤ 0-hoz tar-

tozik Qρ martingálmérték, ı́gy a modell szerinti piac nem teljes az eszközárazás második

alaptétele következtében. Ez azt jelenti, hogy nem minden kifizetésfüggvény álĺıtható elő

önfinansźırozó replikáló portfólió seǵıtségével. A teljesség hiánya egyébként viszonylag

általános jellemzője a többfaktoros, ı́gy a sztochasztikus volatilitás modelleknek. A pia-

cot megfelelően léıró martingálmérték megkeresése gyakorlatban a modell kalibrációjával

oldható meg.

A fejezethez tartozó kód utolsó részében megmutatjuk mintaként az implementált árazó

függvény használatát. A függvénnyel kiértékeljük 10 000 szimulációval egy K = 100

kötési árfolyamú európai vételi opció, valamint egy ázsiai opció értékét a martingál tu-

lajdonság teszteléséhez használt paraméterezés mellett. Utóbbinál a kötési árfolyam a

3− 9. hónapok napi eszközárfolyamainak átlagaként van megállaṕıtva. Ez demonstrálja

a szimulációs módszer előnyét, ugyanis bármilyen exotikus derivat́ıva értékét meghatá-

rozhatjuk ı́gy rendḱıvül egyszerű implementáció mellett. A módszer korábban is emĺıtett

hátránya, hogy modell kalibrációra nem jól alkalmazható a hosszú futási idő miatt.
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2.4. Érdes Heston-modell

A (klasszikus) Heston-modell [24] egy sztochasztikus volatilitás modell, melyben a disz-

kontált árfolyamat (S) a következő dinamikával rendelkezik:

dSt = St

√
VtdWt,

dVt =λ(θ − Vt)dt+ λν
√
VtdBt,

(2.4.14)

ahol λ, θ, ν > 0 és dWt = ρdBt +
√
1− ρ2dB⊥

t , vagy másképpen [dWt, dBt] = ρ · dt.
A modell mára ipari sztenderddé vált számos kedvező tulajdonsága miatt. Viszonylag

jól reprodukálja az implikált volatilitás felületet és annak dinamikáját is, a volatilitás

átlaghoz húzó, és az árazás könnyen implementálható. Vizsgáljuk meg [25] nyomán,

milyen eredményre jutunk egy 2.2.11 képlethez hasonló jellegű változtatással ezen a

modellen. Vagyis adjuk hozzá a 2.4.14 integrálalakjához szorzótényezőként egy Volterra-

folyamat skalárszorosát. Legyen tehát α := H + 1/2 jelölés mellett

dSt = St

√
VtdWt,

Vt = V0 +
1

Γ(α)

∫ t

0

(t− s)α−1λ(θ − Vs)ds+
1

Γ(α)

∫ t

0

(t− s)α−1λν
√
VsdBs,

(2.4.15)

ahol λ, θ, ν, V0 > 0, W és B Brown-mozgások ρ korreláció paraméterrel, valamint

α = H + 1/2 ∈ (1/2, 1). A modellt érdes Heston (rough Heston) modellnek nevezzük,

melyből α = 1 esetben kapjuk vissza a klasszikus verziót.

Vegyük észre, hogy itt a Brown-mozgás szerinti integrált még nem értelmeztük. Az

integrandus tartalmazza szorzótényezőként a volatilitást, vagyis nem korlátos változású

folyamat. Ezt tehát nem definiálhatjuk trajektóriánkénti Riemann–Stieltjes-integrálként.

Mivel Volterra-folyamatot is tartalmaz, az Itô-féle megközeĺıtés sem alkalmazható közvet-

lenül. Megjegyzendő, hogy maga a [25] cikk nem utal rá, az integrált hogyan értelmezi.

Ez persze nem jelenti, hogy azt nem lehet értelmes módon definiálni, azonban ennek

prećız bevezetése meghaladja a dolgozat kereteit.

A sztochasztikus Volterra-integrálok, valamint a frakcionális Brown-mozgás szerinti in-

tegrálok kalkulusa több lehetséges módon is feléṕıthető. Az egyik kiindulásként az integ-

rált egyszerű integrandusokra definiálja a szokásos módon trajektóriánkénti szorzatként,

majd abból éṕıti fel az elméletet (lásd pl. [26]). Ekkor az integrál a Stratonovich-

féle megközeĺıtéshez hasonló tulajdonságokkal rendelkezik, amely a pénzügyi modellezés

szempontjából kedvezőtlen. Egy másik megoldás a Malliavin-kalkulus [27] adta elmé-

let felhasználása (pl [28]). E megközeĺıtéshez ı́géretes eredmények kapcsolódnak, többek
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között egy általános Itô-formula is levezethető [29]. Megjegyzendő, hogy a frakcionális

Brown-mozgásnak létezik klasszikus Brown-mozgás szerinti Volterra-integrál reprezentá-

ciója is, vagyis

BH
t =

∫ t

0

KH(t, s)dBs,

ahol B klasszikus Brown-mozgás, KH pedig alkalmas Volterra-integrandus, lásd a rész-

letekért a [30] cikket. Ebből kifolyólag a Volterra-integrál a frakcionális Brown-mozgás

szerinti integrál egyfajta általánośıtásának tekinthető.

A következőekben összefoglaljuk az érdes Heston-modellel kapcsolatos legfontosabb ered-

ményeket, mivel nagy érdeklődésre tart számot a szakirodalomban. Az álĺıtások bizo-

nýıtására viszont az elméleti megalapozás hiánya miatt csak referenciát adunk és azok

kidolgozását itt elhagyjuk. A klasszikus Heston-modellben zárt formula adható az árfo-

lyam logaritmusának karakterisztikus függvényére. Ehhez a függvényre feĺırt Feynman–

Kac-formula alkalmazásával adódó parciális differenciálegyenletet kell kifejteni, majd az

ebből adódó Ricatti-t́ıpusú differenciálegyenletet kell megoldani, lásd [24]. Ha a karakte-

risztikus függvényre ismert egy analitikus vagy szemianalitikus formula, akkor a tanult

inverziós formula alapján egy abszolút folytonos eloszlás sűrűségfüggvénye is számolha-

tó, mint a karakterisztikus függvény Fourier-transzformáltja. Gyakorlatban a Fourier-

transzformáció elvégézésére gyors algoritmusok állnak rendelkezésre, melyeket a szakiro-

dalom összefoglalóan gyors Fourier-transzformációnak (Fast Fourier-transform) nevez.

Ezen algoritmusok közvetlen alkalmazása az opció árazási feladatra nehézségekbe ütkö-

zik, melyek megoldását a [31] cikk tárgyalja. Mindezek együttes használatával hatéko-

nyan lehet a klasszikus modellt kalibrálni is.

A [25] cikk alapján a modell érdes általánośıtása esetében a klasszikus esettel analóg

formula kapható a karakterisztikus függvényre. Ennek bizonýıtása azonban alapjaiban

különbözik a klasszikus esettől. A nehézséget újfent az jelenti, hogy karakterisztikus

függvény várható értékében szereplő folyamat nem szemimartingál és nem is Markov-

folyamat. Viszont a modell által definiált árfolyamat logaritmusa megadható, mint egy

alkalmasan összeálĺıtott folyamatsorozat limesze. A folyamatsorozat éṕıtőelemei kétdi-

menziós, ún. közel instabil Hawkes-folyamatok. A karakterisztikus függvény ezen folya-

matsorozat karakterisztikus függvényeiből álló függvénysorozat határértékeként adódik:

E
[
e
ia log

St
S0

]
= exp (g1(a, t) + V0g2(a, t))) ,

ahol

g1(a, t) = θλ

∫ t

0

h(a, s)ds, g2(a, t) = Iαh(a, t).
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Itt a h függvény a következő frakcionális Ricatti-differenciálegyenlet megoldása:

Dαh(a, t) =
1

2
(−a2 − ia) + λ(iaρν − 1)h(a, s) +

(λν)2

2
h2(a, s), Iαh(a, 0) = 0,

ahol α ∈ [0, 1) esetén Dα, Iα rendre frakcionális differenciál-, és integráloperátorok:

Iαf(t) :=
1

Γ(1− α)

∫ t

0

(t− s)−αf(s)ds,

Dαf(t) :=
1

Γ(1− α)

d

dt

∫ t

0

(t− s)−αf(s)ds,

amikor léteznek. A frakcionális Ricatti-differenciálegyenlet megoldása egyértelmű és foly-

tonos, de nem adható meg explicit alakban. Léteznek viszont hatékony numerikus mód-

szerek ilyenek kiszámı́tására, mint például a [32] cikk javaslatai. Így a karakterisztikus

függvényre adott egy szemianalitikus képlet, mely lehetővé teszi az opcióárazást a klasszi-

kus esethez hasonló logikával. Viszont a függvény kiszámı́tása a klasszikus esethez képest

hosszabb futási idő alatt tehető csak meg.
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3. fejezet

Érdes volatilitás gépi tanulással

Az előző fejezetben láttuk, hogy érdes volatilitással történő modellezés mellett az árazás

többnyire nem túl gyors. Az rBergomi-modellben Monte–Carlo-szimulációs opcióárazás-

ra szorulunk. Az érdes Heston-modellben numerikus módszerekkel szükséges közeĺıte-

nünk az árfolyam logaritmusának karakterisztikus függvényét, majd abból jutunk el az

árhoz Fourier-transzformáció seǵıtségével. Vagyis már egy adott paraméterezés mellett

is viszonylag lassú a teljes modell implikált volatilitás felület kiszámı́tása. Ezt ráadásul

a kalibráció során nagyon sok különböző paraméterezés mellett meg kell tenni az impli-

kált volatilitás felületek távolságának minimalizálásához. Emiatt az eljárás még az érdes

Heston esetben is kifejezetten lassú lesz. Ez a korábban tárgyalt modellezési előnyök

ellenére csak mérsékelten teszi vonzóvá az érdes volatilitást ipari felhasználás szempont-

jából. Ez a probléma azonban megkerülhető a [33] cikk érvelése alapján neurális hálók

alkalmazásával. Mielőtt az előbbi módszer mikéntjének részletezésére rátérnénk, jöjjön

először egy rövid áttekintés a neurális hálók elméletével kapcsolatosan.

3.1. Neurális hálók

A fejezetben neurális háló alatt annak egy speciális, legelterjedtebb változatát, a több-

rétegű előrecsatolt neurális háló modellt értjük. Más modellekkel itt nem foglalkozunk.

3.1.1 Defińıció. (Neurális háló) Legyen L ∈ N, valamint (N0, N1, . . . , NL) ∈ NL+1.

Legyen továbbá Al ∈ RNl×Nl−1, bl ∈ RNl, valamint

wl : RNl−1 −→ RNl , x 7−→ Alx+ bl,

ahol l = 1, 2, . . . , L. Legyen φl : R → R mérhető függvény, és Fl := φl ◦ wl, (l =

1, 2, . . . , L), ahol a φl függvényt komponensenként alkalmazzuk. Ekkor az F := FL◦· · ·◦F1

kompoźıció leképezés neurális háló.
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Elnevezések: Legyen l ∈ {1, 2, . . . , L}, ekkor

• L a háló rétegeinek száma.

• Nl az l-edik réteg neuronjainak, vagy csomópontjainak száma.

• Az Al mátrix elemei az l-edik réteghez tartozó súlyok.

• A bl vektor az l-edik réteghez tartozó torźıtás.

• A φl függvény az l-edik réteg aktivációs függvénye.

• F1 a háló bemeneti -, FL a kimeneti -, F2, . . . , FL−1 pedig a rejtett rétegei.

• w := (w1, w2, . . . , wL) a hálósúlyozás.

3.1.1. ábra. A neurális háló modellje. [34] ábrájának átdolgozott verziója.
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A neurális háló tehát nem más, mint egy leképezés, melyet a bemeneten felváltva al-

kalmazott affin és aktivációs függvények alkalmazásával kapunk meg. Az aktivációs

függvények jellemzően folytonosak, de nemlineárisak, mert a háló később tárgyalt alkal-

mazása szempontjából fontos, hogy a háló maga ne korlátozódjon affin leképezéssé. A

szakirodalomban legtöbbször szigmoid t́ıpusú (S alakú grafikonnal rendelkező) eloszlás-

függvénynek, esetleg ilyen lineáris transzformáltjának választják. Példa ilyen függvényre

a logisztikus függvény : φl(x) =
1

1+e−2x . Jellemző választás még φl(x) = max(x, 0), melyet

ReLU (Rectified Linear Unit) függvénynek nevezünk. A kimeneti rétegben gyakori a

φL = id választás.

(a) ReLU függvény. (b) Logisztikus függvény.

3.1.2. ábra. Szakirodalomban gyakran alkalmazott aktivációs függvények.

Ha az aktivációs függvényeket előre rögźıtettnek tekintjük, akkor a háló kimenete (a

bemeneten ḱıvül) csak a defińıcióban szereplő súlymátrixok és torźıtásvektorok elemeitől

függ. Ezért a neurális háló jelölésében feltüntetjük a w hálósúlyozást is: F (w, ·).

A neurális hálók fő alkalmazási területei a regressziószámı́tás és a klasszifikáció. Utóbbi-

val most nem foglalkozunk. Előbbi esetében valamilyen ismeretlen függvény hálóval tör-

ténő közeĺıtése a cél. Vagyis kicsit prećızebben, jelölje Bm,n az Rm → Rn Borel-mérhető

függvények terét. Legyen adott egy δ : BN0,NL
× BN0,NL

→ R metrika, melyet kritéri-

umfüggvénynek nevezünk. Ekkor egy ismeretlen f ∈ BN0,NL
függvény esetén célunk a ŵ

paraméterhalmaz megtalálása, melyre

ŵ := argmin
w

δ (F (w), f) .

Az f függvényről általában csak feketedoboz jellegű információ adott, vagyis ismerjük

a függvény eredményét bizonyos meghatározott bemeneti halmazra. Ezen bemenet-

kimenet (x , f(x )) vektorpárokból álló halmazt nevezzük tańıtóhalmaznak. A kritéri-

umfüggvény ennek megfelelően csak ezen ismert értékek függvényeként kerülhet meg-

határozásra. Továbbá célszerű azt w szerint parciálisan differenciálható függvényként
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megválasztani. Ekkor az optimális ŵ súlyozás megtalálható valamilyen többdimenzi-

ós szélsőérték-kereső eljárással, mondjuk legmeredekebb gradiens szerinti ereszkedéssel

(gradiens-módszer). Ezt nevezik a hálózat (ellenőrzött) betańıtásának. Ügyes aktivációs

függvény választással (pl. szigmoid), a hálózat szerkezetének speciális jellegét kihasznál-

va a gradiens rétegenként visszafelé haladva egyszerű iterat́ıv eljárással számolható, ezt

nevezzük hiba-visszaterjesztésnek (error backpropagation). A hálótańıtás során általá-

nosan felmerülő jelenség, hogy a hálózat (kritériumfüggvény minimalizálási értelemben)

nagyon jól teljeśıt a tańıtóhalmazon, azonban abba nem tartozó vektorok esetén egy-

általán nem. Ezt a jelenséget túltanulásnak, vagy túlillesztésnek nevezzük. Intuit́ıvan

ekkor a háló megtanulja a tańıtóhalmazra kizárólagosan jellemző speciális összefüggési

jellemzőket is, és emiatt nem, vagy csak rosszul képes általánośıtani. Ennek megkerülé-

sére célszerű az adathalmazt 3 részre bontani: tańıtó-, validációs- és teszthalmazra. A

tańıtóhalmaz elemeit használjuk közvetlenül minimalizálásra a tańıtás során. Eközben a

kritériumfüggvényt a validációs halmazra is kiszámı́tjuk, és megállunk, ha az ezen vétett

hiba (a kritériumfüggvény értéke) meghalad egy küszöbértéket. A tańıtás lezárultával

a teszthalmazt használjuk a hálózat teljeśıtményének (tańıtási algoritmusnál használt

mintától független) ellenőrzésére. A tańıtás megálĺıtására további tolerancia jellegű fel-

tételekre is szükség lehet, hogy az eljárás futási ideje észszerű maradjon. Célszerű lehet

az adathalmazt előzetesen egy adott intervallumba transzformálni, hogy a probléma nu-

merikusan jól kezelhetővé váljon. Alkalmazhatunk előzetes kikötéseket egyes súly-, vagy

torźıtás értékekre vonatkozóan. Például a hálózat ”ritḱıtása” általában jav́ıt a hálózat

teljeśıtményén. Ez azt jelenti, hogy megköveteljük a súlyok adott halmazának eltűnését

a hálózatban. A neurális hálózatok átfogóbb áttekintéséért lásd például a [34] könyvet.

Neurális háló illesztése előtt tehát meghatározandó a rétegek száma, az aktivációs függ-

vények halmaza, a betańıtási eljárás, a tańıtó-/validációs-/teszthalmaz méretek aránya, a

kritériumfüggvény, a megállási feltételek, az adattranszformációk, a paraméterkikötések,

valamint a bemeneti és rejtett rétegek kimeneti dimenziója. Ez utóbbi a kikötésekkel

együtt azt is meghatározza, hány szabad paraméterrel rendelkezik a háló, vagyis mek-

kora a közeĺıtés szabadsági foka. Ezen döntéseket összefoglalóan hálózatspecifikációnak

nevezzük. Nincsen általános kőbe vésett szabály arra, hogyan érdemes hálózatot speci-

fikálni, ez nagyban függ a megoldandó problémától. Azonban a fontos, hatékonyságot

szolgáló általános elvek megtalálhatóak szakirodalomban. Külön-külön mindegyik szem-

pontra számos forrás fellelhető. Előzetes feltételezések nélkül érdemes több különböző

specifikációval kipróbálni a hálózat tańıtását, mert az eredmény nagyon erősen függhet

a probléma szempontjából helyes specifikáció megtalálásától.
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Most következzen két fontos eredmény, amely alátámasztja a neurális hálózatok relevan-

ciáját regressziószámı́tás szempontjából. A bizonýıtások megtalálhatóak rendre a [35] és

a [36] cikkekben.

3.1.2 Tétel. Legyen NNd0,d1 azon neurális hálók halmaza, melyek aktivációs függvénye

minden rétegben adott σ : R → R függvény, valamint bemeneti dimenziója d0 ∈ N, és
kimeneti dimenziója d1 ∈ N. Ekkor ha σ nemkonstans folytonos függvény, akkor NNd0,d1

sűrű Lp(µ)-ben minden véges µ mértékre.

A tétel miatt azt mondjuk, hogy a neurális háló univerzális approximátor. Továbbmenve

az is belátható, hogy bármely f ∈ Cn, f : Rd0 → R függvény és σ ∈ Cn nemkonstans ak-

tivációs függvény esetén az egyetlen rejtett rétegű neurális hálók halmaza tetszőlegesen

közeĺıti f -et és minden legfeljebb n-ed rendű deriváltját is. A célfüggvény deriváltjai-

nak közeĺıtéséhez tehát szükséges megfelelően sima aktivációs függvényt választani. A

korábban emĺıtett ReLU-függvény például nem alkalmas e célra. Látni fogjuk, hogy ez

a most következő gyakorlati alkalmazás szempontjából kifejezetten fontos tulajdonság.

3.2. Modellkalibráció neurális hálókkal

A neurális háló tehát egy hatékony eszköze a függvényközeĺıtésnek. A [33] cikk ötlete

alapján általánosan arra is használható, hogy a pénzügyi modellek hosszadalmas kalib-

rációját felgyorśıtsuk. Ehhez viszont meggondolandó, egyáltalán milyen (determiniszti-

kus!) függvényt tudunk egy pénzügyi modell esetében hálóval közeĺıteni? Feltesszük,

hogy adott egy M arbitrázsmentes pénzügyi modell Θ ⊂ Rn paraméterhalmazzal, vala-

mint egy ζ : R → Rm függvény, mely tulajdonképpen a beárazandó pénzügyi termékek

kifizetésfüggvényeiből áll vektorba rendezve. Itt tehát n ∈ N a modell paramétereinek

száma, m ∈ N pedig a vizsgált termékek száma. Ekkor a vizsgált modellhez tartozó

árazási függvény (pricing map) a

PM : Θ× (R → Rm) −→ Rm,

függvény, melyre θ ∈ Θ esetén PM(θ, ζ) értéke éppen a ζ által meghatározott m da-

rab pénzügyi termék arbitrázsmentes ára az M modell θ paraméterezése mellett. Ez egy

determinisztikus függvény, ı́gy a fenti kérdésre a válasz természetesen éppen ez lesz. Álta-

lános ζ mellett ez persze ilyen formában végtelen dimenziós probléma, mely megoldására

a neurális háló nem alkalmas. Gondoljuk meg tehát ismét, mit is értünk modellkalib-

ráció alatt. Meg akarjuk keresni a modellnek a piacot legjobban léıró paraméterezését.

47



Pontośıtva, ismerjük bizonyos likvid ζ pénzügyi termékek P(ζ) ∈ Rm piacon kereskedett

árfolyamait. Ekkor egy választott δ metrikával a korábbi jelölések mellett keresünk egy

θ̂ ∈ Θ paraméterezést, melyre

θ̂ = argmin
θ∈Θ

δ(PM(θ, ζ),P(ζ)). (3.2.1)

Ez tehát ismét egy többdimenziós függvényen történő szélsőérték-keresési eljárás. Gya-

korlatban viszont természetesen nem tetszőleges ζ függvény esetére kalibrálunk, hanem

éppen az implikált volatilitás felületet használjuk fel, és a modellt annak egy diszkretizált

rácsára illesztjük rá. Vagyis ζ minden koordinátájában európai vételi opció nτ különböző

likvid lejáratra és nκ különböző likvid relat́ıv kötési árra, és m = nτ · nκ. Ebből viszont

már adódik az ötlet, miszerint elegendő ezen ζ európai opciók esetében vett PM(θ, ζ)

árazási függvényt ”megtanulni” egy FM,ζ : Θ → Rm neurális hálóval. Ha már rendel-

kezünk ilyen hálózattal, ez használható arra, hogy a 3.2.1 kalibrációs feladatot sokkal

gyorsabban megoldhassuk a modell konkrét használata nélkül:

θ̂ = argmin
θ∈Θ

δ(FM,ζ(θ),P(ζ)). (3.2.2)

A két probléma közötti fontos különbség, hogy az FM,ζ háló kiértékelése jellemzően

nagyságrendekkel gyorsabban megtehető, mint a PM(θ, ζ) függvényé. Az FM,ζ determi-

nisztikus függvényen történő kalibráció gyakorlatilag pillanatok alatt megtehető, mely

a módszert még az egyébként viszonylag hatékony árazási eljárással rendelkező érdes

Heston-modell esetében is vonzóvá teszi. Különösen akkor jelentős a különbség, ha az

árazásnál Monte Carlo-szimulációra szorulunk, mint az érdes Bergomi-modell esetében

is. Ez esetben persze a hálózat betańıtása is hosszabb időt vehet igénybe a tańıtóhalmaz

létrehozásának plusz költsége miatt, azonban ez egy ”offline” és csak egyszer megoldandó

feladat, vagyis nem szükséges közvetlenül a kalibrációval és árazással egyidejűleg elvé-

gezni. A megközeĺıtés fontos előnye, hogy bármilyen arbitrázsmentes pénzügyi modell

esetében jól működik, hiszen annak tulajdonságaiból semmit sem használtunk ki. To-

vábbi előny hálózatéṕıtési szempontból, hogy a tańıtóhalmaz elméletben akármekkorára

bőv́ıthető, ı́gy mindig elérhető a szükséges (a probléma bonyolultságával arányos) minta-

elemszám. Új minta generálásához nincs szükség piaci adatokra, csak további θ értékek

melletti árazásra, ami minden további nélkül megtehető. A megközeĺıtés mellett szól az

is, hogy a neurális háló tańıtásával implicit figyelembe vesszük a diszkretizált implikált

volatilitás felület rács jellegű struktúráját. Hiszen speciális logikát feltételezhetünk ab-

ban, hogy a modellparaméterezés eltolása milyen hatású a rácson szomszédos implikált

volatilitás értékek közötti relációra. A hálótańıtási folyamat viszont e logikának megta-

nulását automatikusan magába foglalja. Ez jelentősen növeli a módszer hatékonyságát
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ahhoz képest, mintha a τ és κ paraméterek külön részei lennének a háló bemenetének.

Továbbá a rács jellegű célfüggvény miatt az árazási függvény nagyobb valósźınűséggel lesz

injekt́ıv, ami a tańıtás hatékonyságához szintén ḱıvánatos. Meggondolható az is, hogy a

használt rács finomságának esetlegesen szükséges növelése még akkor sem költséges, ha

az árazási függvény kiértékelése csak szimulációs árazás seǵıtségével tehető meg. Ehhez

mindössze kell lementenünk az egyes paraméterezések mellett generált szimulációkhoz

tartozó árfolyamat végállapotokat. Mivel az európai opció T -termék, ebből bármilyen

τ és κ esetén azonnal adódnak az átlagolandó kifizetésfüggvény-realizációk. Így nincs

szükség interpolációra vagy extrapolációra a felhasznált rácspontokon túl.

A [33] cikk vizsgálatai alapján a hálózatbetańıtási eljárás jól általánośıt tańıtóhalmazba

nem tartozó θ modellparaméterezésekre. Ez igaz legalábbis megfelelő hálózatspecifikáció

mellett, ennek fontossága a forrásban is kihangsúlyozott. Vagyis elérhető cél, hogy a kö-

zeĺıtés hibája ilyen θ esetén ugyanolyan nagyságrendű legyen, mint a betańıtási eljárásnál

az árazási függvény kiértékeléséhez használt numerikus módszeré. Másképp megfogal-

mazva e numerikus módszerrel kapott (P̂M) árazási függvény közeĺıtésre

P̂M(θ, ζ) = PM(θ, ζ) +O(ε) =⇒ FM,ζ(θ) = P̂M(θ, ζ) +O(ε).

A numerikus teljeśıtményvizsgálatok részletei, valamint az alkalmazott hálóspecifikációk

összehasonĺıtása szintén megtalálhatóak a cikkben. Ezek az 1-faktoros Bergomi-, az ér-

des Bergomi- és a klasszikus Heston-modellekre terjednek ki. Az érdes Bergomi esetében

természetesen szükséges a forwardvariancia-görbét lépcsős függvénnyel közeĺıteni, hogy

a modell véges sok paraméterrel rendelkezzen. A cikk szerzői a Python programnyelv

közkedvelt Keras és NumPy csomagjait használták fel a hálózatspecifikáció implemen-

tálásához. Ennek köszönhetően a githubon (NN-StochVol-Calibrations) elérhető prog-

ramkód rövid és jól értelmezhető. Eredményeik alapján az eljárás mindhárom modell

esetében kiváló eredményt nyújt. Hasonló vizsgálat elérhető a szakirodalomban [37] az

érdes Heston-modell némileg tovább jav́ıtott változatára is. A módszer erre a modellre

is hatékonyan alkalmazható.

Az eredeti ötletet a szerzők a [38] cikkben tárgyalták tovább. Itt összefoglalják az el-

járás előnyeit a szakirodalomban vizsgált másik, neurális hálózattal történő kalibrációs

módszerrel szemben. Ez utóbbi az egylépcsős megközeĺıtés, ahol közvetlenül a piaci imp-

likált volatilitás felület és a kalibrált modellparaméterek közötti leképezést tanulja meg

a háló. Az általunk is közölt módszer kétlépcsős, hiszen a kalibráció a neurális háló-

zat betańıtása után történik második lépésként. A korábban felsorolt előnyök mellett a
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kétlépcsős eljárás lehetővé teszi a hatékony piaci- és modellkockázat-kezelést, valamint

fedezeti portfóliók létrehozását. A hálózat kimenete jól értelmezhető, mint a megfelelő

modellparaméterek melletti opcióárak halmaza. Ez tesztelhető ugyanazon eszközökkel

(például elvártnak megfelelő paraméterfüggés vizsgálatával), melyekkel az eredeti mo-

dell ellenőrzését végeznénk. Továbbá az előző részben emĺıtettek értelmében az árazási

függvény egyes modellparaméterek szerinti parciális deriváltjai is tetszőlegesen jól köze-

ĺıthetőek hálózattal. A parciális deriváltakra többek között a fedezeti -, vagy más néven

hedge portfólió létrehozásakor is szükség van. A pénzügyi intézetek számára gyakorlat-

ban nem elegendő meghatározni a kereskedett termékek árát. Ezen felül a biztonságos

működés érdekében jól felfogott érdekük és regulátori kötelezettségük is a poźıcióikból

eredő piaci kockázatok számszerűśıtése és fedezése. A számszerűśıtés általában éppen a

modellparaméterek szerinti parciális deriváltak seǵıtségével történik. Ezek közvetve meg-

mutatják, hogyan változik a portfólió vagy pénzügyi eszköz értéke egyes piaci jellemzők

elmozdulása esetén. A feltárt kockázatok fedezhetők ellentétes előjelű kockázattal ren-

delkező termékek portfólióba vonásával.

A hálózatok derivált approximációs tulajdonsága egyszersmind lehetőséget nyújt a kalib-

ráció szélsőérték-keresési eljárásához általában szükséges Jacobi-mátrix jó közeĺıtésének

előálĺıtására is. Egyébként léteznek a Jacobi-mátrix közvetlen felhasználását mellőző

optimalizálási technikák is, azonban az azon alapuló algoritmusok jellemzően gyorsab-

ban eredményre vezetnek. Egy ilyen, széleskörű ipari felhasználással rendelkező algorit-

mus rövid bemutatására fog sor kerülni a dolgozat utolsó részében. Az árazó függvény-

ről tehát feltesszük, hogy már rendelkezésre áll gyorsan kiértékelhető formában, pontos

Jacobi-mátrix közeĺıtéssel együtt, például egy előzőek szerint betańıtott neurális hálózat

formájában. A megoldandó probléma mindössze egy többdimenziós függvényen történő

lokális szélsőérték-keresés. Az itt bemutatott eljárás a [38] cikk által is specifikált és al-

kalmazott Levenberg–Marquardt-algoritmus, vagy röviden LM-algoritmus. Az eredetileg

[39] és [40] cikkekből származó eljárás alkalmas választás, ha a volatilitás felületek sú-

lyozott négyzetes eltérését választjuk kalibrációs metrikának, vagyis súlyozott legkisebb

négyzetes közeĺıtést keresünk.

3.2.1 Algoritmus. (Levenberg–Marquardt)

Bemenetek:

• P(ζ) piaci implikált volatilitás felület,

• P̂M(θ, ζ) európai opciók megfelelő halmazára vonatkozó árazási függvény közeĺıtése.
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Kimenet:

• θ̂ kalibrált modellparaméter-halmaz, melyre θ̂ ≈ argmin
θ

∥∥∥W (
P(ζ)− P̂M(θ, ζ)

)∥∥∥
F
.

Egyéb paraméterek:

• θ0 ∈ Rn kiinduló paraméterhalmaz,

• λ0 ∈ R kiindulási Lagrange multiplikátor érték,

• W = diag(wζ) ∈ Rm×m a pénzügyi termékek súlyait tartalmazó diagonális mátrix,

• nmax ∈ N maximális iterációszám,

• εmin ∈ R+ lépés minimális normája,

• β ∈ R ∩ (0, 1) döntési küszöbszám,

• ν ∈ R ∩ (1,∞) Lagrange multiplikátor szorzótényező.

Eljárás:

Legyen R(θ) := P(ζ) − P̂M(θ, ζ) a reziduális függvény, valamint legyen n := 0, θ := θ0,

λ := λ0 és ∆θ olyan, hogy ∥∆θ∥2 > εmin.

Amı́g n < nmax és ∥∆θ∥2 > εmin:

Legyen n := n+ 1, és J := ∂P̂M(θ,ζ)
∂θ

Jacobi-mátrix.

Legyen ∆θ a
[
JTWJ + λI

]
∆θ = JTWR(θ) normálegyenlet-rendszer megoldása.

Legyen cθ :=
∥R(θ)∥2−∥R(θ+∆θ)∥2
∥R(θ)∥2−∥R(θ)−J∆θ∥2 lineáris modellhez képesti relat́ıv jav́ıtás.

Ha cθ ≤ β:

∆θ értéket elutaśıtjuk, legyen λ := λ · ν.

Különben:

∆θ értéket elfogadjuk, legyen λ := λ
ν
és θ := θ +∆θ.

Visszatér: θ.

51



Az eljárás R-ben ı́rt saját programkódja megtalálható a függelékben a korábbiakhoz

hasonló sźınkóddal kiemelve. A program tesztelésére külön függvényt hoztunk létre, mely

háromdimenziós (kétváltozós valós értékű) függvény esetében grafikusan is ábrázolja az

algoritmus lépéseit. Ezen ellenőrző függvény használatára mellékeltünk egy szkriptet is,

melynek eredménye látható a 3.2.3 ábrán. A program az algoritmus által bejárt pontokat

lila sźınnel jelöli meg az ábrán, mı́g a kezdeti- és végpontot szürke nýıllal köti össze.

Az algoritmust itt arra használjuk, hogy ismert globális minimumértékkel rendelkező

függvényeknek keressük meg egy globális minimumhelyét. A program kimenetéből és az

ábrákból is látható, hogy az eljárás mindhárom esetben sikeresen megtalált egy globális

minimumhelyet.

3.2.3. ábra. LM-algoritmus ellenőrzésére ı́rt saját szkript tesztesetei.

Ebből szemléletesen is látható tehát, hogy az eljárás jól szokott működni arra, hogy

megtaláljuk egy többdimenziós függvénynek azt a paraméterezését, mely egy megadott

értéket súlyozottan négyzetesen legjobban közeĺıt. Vagyis az algoritmus alkalmas mo-

dellkalibrációra, sőt igen hatékony abban az esetben, ha az árazási függvény gyorsan

kiértékelhető formában, pontos Jacobi-mátrix közeĺıtéssel együtt rendelkezésre áll. Lát-

tuk, hogy ez utóbbi szempontjából pedig a neurális hálózat alkalmazása megfelelő.

Összességében az érdes sztochasztikus volatilitásmodellek, a neurális hálózatok és a

Levenberg–Marquardt-algoritmus együttes felhasználása ı́gy olyan eszközt biztośıt szá-

munkra, mellyel a piacot talán minden eddig alkalmazott megoldásnál pontosabban le-

ı́rhatjuk egy villámgyorsan kalibrálható modell seǵıtségével.
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Függelék

1. fejezethez ı́rt programkód

1 ################################ chapter1.R ################################

2

3 library(dplyr)

4 library(xts)

5 library(fitdistrplus)

6 library(tsoutliers)

7

8 # 1. Volatilitás méröszámok kigyüjtése az adatokból a megadott indexre xts objektumként

9 extractIndex = function(mydata , name){

10 myTs = filter(mydata , Symbol == name)

11 dates = as.Date(sapply(myTs$X, function(s) substring(s, 1, 10)), "%Y-%m-%d")

12 toRemove = c("X", "Symbol", "open_time", "close_time", "open_to_close",

13 "open_price", "close_price", "nobs")

14 ts_data = xts(myTs[, -which(names(myTs) %in% toRemove)], order.by = dates)

15 return(ts_data)

16 }

17

18 # 2. Adott Hurst -együtthatójú , lépésközü , és hosszúságú frakcionális

19 # Brown -mozgás autokovariancia -mátrixának kiszámı́tása

20 calcFbmSigma = function(H, stepSize , processLength = 1){

21 n = processLength / stepSize

22 rho = outer(1:n, 1:n, function(i, j)

23 ((i * stepSize)^(2 * H) + (j * stepSize)^(2 * H)

24 - abs((j - i) * stepSize)^(2 * H)) / 2)

25 return(t(chol(rho)))

26 }

27

28 # 3. Adott autokovariancia -mátrixú frakcionális Brown -mozgás szimulációja

29 simulateFbmWith = function(sigma) {

30 v=rnorm(nrow(sigma))

31 u = c(0, sigma %*% v)

32 return(u)

33 }

34

35 # 4. Adott Hurst -együtthatójú , lépésközü , és hosszúságú

36 # frakcionális Brown -mozgás szimulációja

37 simulateFbm = function(H, stepSize , processLength = 1){

38 simulateFbmWith(calcFbmSigma(H, stepSize , processLength))

39 }
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40

41 # 5. H, lépésköz , és folyamathossz visszaállı́tása autokovariancia -mátrixból

42 retrieveParamsFrom = function(sigma){

43 rho = sigma[1:2, 1:2] %*% t(sigma[1:2, 1:2])

44 H = log(rho[2, 2] / rho[1, 1], 2) / 2

45 stepSize = rho[1, 1]^(1 / (2 * H))

46 processLength = nrow(sigma) * stepSize

47 return(list(H = H, processLength = processLength , stepSize = stepSize))

48 }

49

50 # 6. m(q, Delta = 1) kiszámı́tása a megadott folyamatra adott q értékekre

51 calcM = function(process , qs)

52 sapply(qs, function(q) 1 / (length(process) - 1) *

53 sum((abs(diff(process)))^q, na.rm = T))

54

55 # 7. Hurst -együttható becslése adott q és s értékekre

56 estimateHFrom = function(process , q = 1, s = 2){

57 eps = 0.001; n = length(process)

58 m_1 = calcM(process , q)

59 hs = sapply((1:s), function(x){

60 m_2 = calcM(process[seq(x, n, s)], q)

61 max(min(log(m_2 / m_1 , s) / q, 1 - eps), eps)

62 })

63 return(mean(hs))

64 }

65

66 # 8. Hurst -együttható átlagos becslése adott q és s értékekre

67 estimateH = function(process , qs = 1:5, ss = c(2, 3, 5)) {

68 ests = outer(qs, ss, Vectorize(estimateHFrom , c("q", "s")), process = process)

69 return(sum(ests) / length(ests))

70 }

71

72 # 9. Ismert Hurst -együttható becslés eloszlásának vizsgálata szimulációval

73 distOfHEstimate =

74 function(H, sigma = calcFbmSigma(H, stepSize), stepSize = 0.001, sim = 2000,

75 quantiles = c(0.05, 0.95)) {

76 hs = sapply(1:sim , function(i){

77 if(i %% (sim / 10) == 0) writeLines(paste("Elvégzett szimulációk :", i))

78 estimateH(simulateFbmWith(sigma))

79 })

80 writeLines("\n\nKvantilisek:")

81 print(quantile(hs, quantiles), quote = F)

82 writeLines(paste("\n\nÁtlag =", mean(hs), " Szórás =", sd(hs)))

83 print(JarqueBera.test(hs))

84 plot(fitdist(hs, "norm"))

85 return(hs)

86 }

87

88 # 10. Adott autokovariancia -mátrixú , megadott idösorral azonosan

89 # skálázott frakcionális Brown -mozgás szimulációja

90 scaledFbm = function(ts_data , sigma) {

91 n = min(length(ts_data) - 1, nrow(sigma))

92 ts_data = tail(ts_data , n + 1)

93 fbm = simulateFbmWith(sigma[1:n, 1:n])
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94 fbm = xts(fbm , order.by = index(ts_data))

95 sd_scale = sd(ts_data) / sd(fbm)

96 mean_scale = mean(ts_data) - mean(fbm * sd_scale)

97 return(fbm * sd_scale + mean_scale)

98 }

99

100 # 11. Összehasonlı́táshoz használható m(q, Delta) ábrázoló függvény

101 # adott index folyamatra és adott H-kkal szimulált folyamatokra

102 compareHs = function(process , hs, sigmas , indexName , qs = seq(0.1 , 5, 0.1)){

103 len = length(hs)

104 msIndex = calcM(process , qs)

105 plot(qs, msIndex , type = "l", ylim = c(0, 2),

106 xlab = "q", ylab = "m(q, Delta)", lwd = 2)

107 msHs = sapply(1:len , function(i){

108 sigma = sigmas[[i]]

109 msH = apply(sapply(1:100, function(j){

110 calcM(scaledFbm(process , sigma), qs)

111 }), 1, mean)

112 lines(qs, msH , col = i + 1, lwd = 2)

113 msH

114 })

115 legend("topleft", lwd = 2,

116 c(indexName , sapply(hs, function(H) (paste("H =", round(H, 3))))),

117 lty = rep(1, len + 1), col = 1 : (len + 1), cex = 1.1)

118 }

119

120 # 12. Összehasonlı́táshoz használható folyamat ábrázoló függvény

121 prettyPlots = function(process , fbm _1 , fbm _2) {

122 par(mfrow=c(3, 1))

123 print(plot(exp(process), col = "blue", main =

124 "Dow Jones Ipari Átlag volatilitása", cex=0.9))

125 print(plot(exp(fbm _1), col = "blue", main =

126 "Skálázott frakcionális Brown -mozgás exponenciálisa", cex=0.9))

127 print(plot(exp(fbm _2), col = "blue", main =

128 "Skálázott klasszikus Brown -mozgás exponenciálisa", cex=0.9))

129

130 print(plot((process), col = "blue", main =

131 "Dow Jones Ipari Átlag logvolatilitása", cex=0.9))

132 print(plot((fbm _1), col = "blue", main =

133 "Skálázott frakcionális Brown -mozgás", cex=0.9))

134 print(plot((fbm _2), col = "blue", main =

135 "Skálázott klasszikus Brown -mozgás", cex=0.9))

136 par(mfrow=c(1, 1))

137 }

1 ################################ chapter1Script.R ################################

2

3 # 1. Adatok letöltése és feldolgozása

4 setwd("E:/ Documents/BPM/4. félév/Szakdolgozat/R/")

5 source("chapter1.R")

6 url="https :// realized.oxford -man.ox.ac.uk/images/oxfordmanrealizedvolatilityindices.zip"

7 myfile = download.file(url , "mydata.zip")

8 unzip("mydata.zip")

9 mydata = read.csv("oxfordmanrealizedvolatilityindices.csv")
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10

11 unique(mydata$Symbol)

12 n = 1000

13 myIndex = tail(extractIndex(mydata , ".DJI")$rv5 , n + 1)

14 myIndex_log = log(myIndex)

15

16 ################################

17 # 2. Különbözö Hurst -paraméterek vizsgálata

18 stepSize = 1 / n

19 h_1 = 0.1; h_2 = 0.5; h_3 = 0.9

20 sigma _1 = calcFbmSigma(h_1 , stepSize)

21 sigma _2 = calcFbmSigma(h_2 , stepSize)

22 sigma _3 = calcFbmSigma(h_3 , stepSize)

23 xs = seq(0, 1, stepSize)

24

25 tmp = sapply(list(sigma _1 , sigma _2 , sigma _3), function(sigma){

26 set.seed(2)

27 plot(xs, simulateFbmWith(sigma), type = "l", col = "blue", xlab = "", ylab = "")

28 })

29

30 set.seed(Sys.time())

31 hs _1 = distOfHEstimate(h_1 , sigma _1)

32 hs _2 = distOfHEstimate(h_2 , sigma _2)

33 hs _3 = distOfHEstimate(h_3 , sigma _3)

34

35 ################################

36 # 3. Hurst -paraméter becslés és hatékonyság vizsgálata

37 hInd = estimateH(myIndex_log)

38 sigmaInd = calcFbmSigma(hInd , stepSize)

39 hsInd = distOfHEstimate(hInd , sigmaInd)

40

41 hReal = 0.156; sigmaReal = calcFbmSigma(hReal , stepSize)

42 res = compareHs(myIndex_log , c(h_1 , hReal , hInd , h_2),

43 list(sigma _1 , sigmaReal , sigmaInd , sigma _2), "Dow -Jones index")

44

45 ################################

46 # 4. Index összehasonlı́tása skálázott frakcionális és klasszikus Brown -mozgásokkal

47 fbm _1 = scaledFbm(myIndex_log , sigmaReal)

48 fbm _2 = scaledFbm(myIndex_log , sigma _2)

49 prettyPlots(myIndex_log , fbm _1 , fbm _2)

50

51 fbm _1 = tail(fbm _1 , 0.3 * n)

52 fbm _2 = tail(fbm _2 , 0.3 * n)

53 prettyPlots(tail(myIndex_log , 0.3 * n), fbm _1 , fbm _2)

54

55 ################################

56 # 5. Globális környezet elmentése

57 save.image(file = "my_workspace.RData")
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2. fejezethez ı́rt programkód

1 ################################ chapter2.R ################################

2

3 source("chapter1.R")

4 library(hypergeo)

5

6 ###### Frakcionális Ornstein -Uhlenbeck szimulációja és paraméterbecslése ######

7 # 1. Adott paraméterezésü FOU folyamat szimulációja FBM -böl

8 simulateFouFrom = function(fbm , stepSize , alpha , m, nu){

9 n = length(fbm)

10 fou = rep(m, n)

11 for(i in 2:n) {

12 fou[i] = fou[i - 1] + nu * (fbm[i] - fbm[i - 1]) -

13 alpha * (fou[i - 1] - m) * stepSize

14 }

15 return(fou)

16 }

17

18 # 2. Adott paraméterezésü FOU folyamat szimulációja kovarianciamátrixból

19 simulateFouWith = function(sigma , alpha , m, nu){

20 fbm = simulateFbmWith(sigma)

21 stepSize = retrieveParamsFrom(sigma)$stepSize

22 return(simulateFouFrom(fbm , stepSize , alpha , m, nu))

23 }

24

25 # 3. Kq kiszámı́tása egész q esetére

26 calcK = function(qs){

27 sapply(qs, function(q){

28 multiplier = ifelse(q %% 2 == 1, sqrt(2 / pi), 1)

29 q = q - 1

30 semifactorial = 1

31 while(q > 1){

32 semifactorial = semifactorial * q

33 q = q - 2

34 }

35 return(semifactorial * multiplier)

36 })

37 }

38

39 # 4. nu FOU -paraméter becslése

40 estimateNu = function(process , qs = 1:5){

41 ms = calcM(process , qs)

42 ks = calcK(qs)

43 return(mean((ms / ks)^(1 / qs)))

44 }

45

46 # 5. m, alpha FOU -paraméterek becslése

47 estimateFouParams = function(process , nu, H){

48 m = mean(process)

49 alpha = ((nu^2 * H * gamma(2 * H)) / sd(process))^(1 / (2 * H))

50 list(m = m, alpha = alpha)

51 }
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52

53 ################### rBergomi -modell szimulációja és árazás ###################

54

55 # 6. Volterra -folyamat kovarianciafüggvénye

56 volterraCov = function(ti, tj, H){

57 u = min(ti, tj); v = max(ti, tj)

58 coef = u^(2 * H) * 2 * H * (v / u)^(H - 0.5) / (H + 0.5)

59 hyp = hypergeo(1, 0.5 - H, 1.5 + H, u / v)

60 if(!isTRUE(all.equal(Im(hyp), 0))) message("Complex solution!")

61 return(coef * Re(hyp))

62 }

63

64 # 7. Volterra és Brown folyamatok kovarianciafüggvénye

65 brownVolterraCov = function(Zu, Bv, H, rho){

66 gam = H + 0.5

67 return(rho * sqrt(2 * H) / gam * (Bv^gam - (Bv - min(Zu, Bv))^gam))

68 }

69

70 # 8. Adott Hurst -együtthatójú , korrelációjú , lépésközü és hosszúságú

71 # rBergomi trajektóriapárhoz tartozó autokovariancia -mátrix kiszámı́tása

72 calcRBergomiSigma = function(H, rho , stepSize , processLength = 1){

73 xs = seq(stepSize , processLength , stepSize)

74 getCov = function(covFun , ...)

75 outer(xs, xs, Vectorize(function(u, v) covFun(u, v, ...)))

76 RB = getCov(volterraCov , H)

77 RZB = getCov(brownVolterraCov , H, rho)

78 RZ = getCov(min)

79 RJoint = rbind(cbind(RZ, RZB), cbind(t(RZB), RB))

80 return(t(chol(RJoint)))

81 }

82

83 # 9. Paraméterek visszafejtése kovarianciamátrixból

84 retrieveParamsFromBergomi = function(sigma){

85 stepSize = sigma[1, 1]^2

86 processLength = ncol(sigma) / 2 * stepSize

87 return(list(stepSize = stepSize , processLength = processLength))

88 }

89

90 # 10. eta paraméter kiszámı́tása

91 calcEta = function(nu, H){

92 Ch = sqrt(gamma(1.5 - H) / (gamma(H + 0.5) * gamma(2 - 2 * H)))

93 return(2 * nu * Ch)

94 }

95

96 # 11. Adott autokovariancia -mátrixhoz tartozó rBergomi -modell szerinti

97 # variancia és árfolyamat trajektóriák szimulációja

98 simulateRBergomi = function(sigma , xi _0 , S_0 , nu, H) {

99 n = nrow(sigma) / 2

100 zb = sigma %*% rnorm(2 * n)

101 z = c(0, zb[1 : n]); b = c(0, zb[(n + 1) : (2 * n)])

102 pars = retrieveParamsFromBergomi(sigma)

103 tpow = sapply(seq(0, pars$processLength , pars$stepSize),

104 function(i) i^(2 * H))

105 eta = calcEta(nu, H)
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106 v = xi _0 * exp(eta * b - 0.5 * eta^2 * tpow)

107 S = rep(S_0 , n + 1)

108 for(i in 1:n) {

109 S[i + 1] = S[i] + S[i] * sqrt(v[i]) * (z[i + 1] - z[i])

110 }

111 return(list(S = S, v = v, z = z, b = b))

112 }

113

114 # 12. Generikus szimulációs árazási elv

115 priceBySimulation = function(payoffFun , simStochVolFun , sigma , simNum = 1000, ...){

116 payoffRealizations = sapply(1:simNum , function(i){

117 underlying = simStochVolFun(sigma , ...)$S

118 payoffFun(underlying)

119 })

120 return(mean(payoffRealizations))

121 }

1 ################################ chapter2Script.R ################################

2

3 setwd("E:/ Documents/BPM/4. félév/Szakdolgozat/R/")

4 load("my_workspace.RData")

5 source("chapter2.R")

6

7 ################################

8 # 1. FOU paraméterek becslése és alpha értékek összehasonlı́tása

9

10 nu = estimateNu(myIndex_log)

11 fouPar = estimateFouParams(myIndex_log , nu, hReal)

12

13 set.seed(1)

14 fbm = simulateFbmWith(sigmaReal)

15 fou _0 = simulateFouFrom(fbm , stepSize , 0, fouPar$m, nu)

16 fou _1 = simulateFouFrom(fbm , stepSize , 1, fouPar$m, nu)

17 fou_10 = simulateFouFrom(fbm , stepSize , 10, fouPar$m, nu)

18

19 ylim = c(min(fou _0 , fou _1 , fou_10), max(fou _0 , fou _1 , fou_10) + 0.5)

20 plot(xs, fou _0 , type = "l", col = 1, xlab = "", ylab = "", ylim = ylim)

21 lines(xs, fou _1 , col = 2); lines(xs, fou_10, col = 3)

22 legend("topleft", c("alpha = 0","alpha = 1","alpha = 10"),

23 lty = rep(1, 3), col = 1:3, cex = 0.7)

24

25 ################################

26 # 2. Kovarianciafüggvények , szimuláció és árazás rBergomi -modell szerint

27 tjs = seq(1, 5, 0.01)

28 plot(tjs , sapply(tjs , function(t) volterraCov(1, t, hReal)), type = "l",

29 xlab = "t", ylab = "Cov(1, t)", col = 2, lwd = 2)

30 lines(tjs , sapply(tjs , function(t) 0.5 * (1 + t^(2 * hReal) - (t - 1)^(2 * hReal))),

31 lwd = 2)

32 legend("topright", c("Frakcionális Brown -mozgás", "Volterra -folyamat"),

33 lty = rep(1, 2), col = 1:2, lwd = 2, cex = 1.4)

34

35 set.seed(1)

36 stepSize = 1 / 252

37 processLength = 1
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38 sigmaB = calcRBergomiSigma(hReal , rho = -0.9 , stepSize , processLength)

39 xs _2 = seq(0, processLength , stepSize)

40 xi _0 = rep(myIndex[1], processLength / stepSize + 1)

41 par(mfrow = c(2,1))

42 trajlist = simulateRBergomi(sigmaB , xi _0 , S_0 = 100, nu, hReal)

43 plot(xs _2 , trajlist$v, type = "l", xlab = "t", ylab = "v", col = "red", lwd = 2)

44 plot(xs _2 , trajlist$S, type = "l", xlab = "t", ylab = "S", col = "red", lwd = 2)

45 par(mfrow = c(1,1))

46

47 equity = function(S) return(tail(S, 1))

48 vanillaCall = function(K) return(function(S) max(tail(S, 1) - K, 0))

49 asianCall = function(ti _1 , ti _2) return(function(S)

50 max(tail(S, 1) - mean(S[ti _1:ti _2]), 0))

51

52 price _1 = priceBySimulation(equity , simulateRBergomi , sigmaB , simNum = 10000,

53 xi _0 = xi _0 , S_0 = 100, nu = nu, H = hReal)

54 price _2 = priceBySimulation(vanillaCall(K = 100), simulateRBergomi , sigmaB ,

55 simNum = 10000, xi _0 = xi _0 , S_0 = 100, nu = nu, H = hReal)

56 price _3 = priceBySimulation(asianCall(ti _1 = 63, ti _2 = 189), simulateRBergomi , sigmaB ,

57 simNum = 10000, xi _0 = xi _0 , S_0 = 100, nu = nu, H = hReal)

58

59 save.image(file = "my_workspace.RData")
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3. fejezethez ı́rt programkód

1 ################################ chapter3.R ################################

2

3 library(numDeriv)

4 library(plot 3D)

5

6 ##################### A Levenberg -Marquardt -algoritmus #####################

7

8 LmOptimizer = function(fun , x_0 , y = rep(0, length(f(x_0))), lambda = 100,

9 W = diag(length(y)) / length(y), maxIt = 50,

10 minStep = 1e -5, threshold = 0.5 , nu = 2, track = T) {

11

12 f = function(x) do.call(fun , as.list(x))

13 residual = function(x) y - f(x)

14 ps = c(x_0 , f(x_0))

15 x = x_0

16 n = 0

17 deltaNorm = 1 + minStep

18

19 while(n < maxIt && deltaNorm > minStep) {

20 n = n + 1

21 if(track) cat("\n\nIterációszám :", n, "\n")

22

23 J = jacobian(f, x)

24 delta = solve(t(J) %*% W %*% J + lambda * diag(length(x)),

25 t(J) %*% W %*% residual(x))

26 deltaNorm = norm(delta , "2")

27

28 improvement = norm(residual(x), "2") - norm(residual(x + delta), "2")

29 improvementLin = norm(residual(x), "2") - norm(residual(x) - J %*% delta , "2")

30 cx = improvement / improvementLin

31 if(is.na(cx)) break

32

33 if(cx <= threshold) {

34 if(track) cat("Irány elutası́tva\n")

35 lambda = lambda * nu

36 }

37 else {

38 if(track) cat("Irány elfogadva\n")

39 x = x + delta

40 ps = cbind(ps, c(x, f(x)))

41 lambda = lambda / nu

42 }

43 if(track){

44 cat(paste("lambda: ", lambda , ", delta norma: ", deltaNorm ,

45 ", relatı́v javulás: ", cx));

46 cat("\nx:\n"); print(c(x)); cat("f(x):\n"); print(c(f(x)))

47 }

48 }

49 return(list(x = x, ps = ps))

50 }

51
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52 ################## Az algoritmus grafikus tesztelése ##################

53

54 testLm = function(fun , x_0 , y_0 , z, partition , phi , theta , main = ""){

55 l = LmOptimizer(fun , c(x_0 , y_0), z, track = T)

56 m = mesh(partition , partition)

57 mz = matrix(fun(m$x, m$y), ncol = ncol(m$x))

58 formula = deparse(fun)[2]

59 main = ifelse(main == "", substr(formula , 8, nchar(formula) - 1), main)

60 n = length(l$ps[1,])

61 surf 3D(m$x, m$y, mz, colkey = T, bty = "g", phi = phi ,

62 theta = theta , main = main , cex.main = 3)

63 points 3D(l$ps[1,], l$ps[2,], l$ps[3,], add = T, pch = 20, cex = 4,

64 col = "blueviolet")

65 arrows 3D(l$ps[1,1], l$ps[2,1], l$ps[3,1], l$ps[1,n], l$ps[2,n], l$ps[3,n],

66 add = T, pch = 20, col = "dimgray", lwd = 3, length = 0.3)

67 }

1 ############################### chapter3Script.R ###############################

2

3 setwd("E:/ Documents/BPM/4. félév/Szakdolgozat/R/")

4 source("chapter3.R")

5

6 ############################ A vizsgált tesztesetek ############################

7

8 par(mfrow = c(1,3))

9

10 f = function(x, y) return ((x^2+y^2)^2)

11

12 testLm(f, x_0 = 2, y_0 = 2, z = 0, partition = seq(-2, 2, 0.05), phi = 20,

13 theta = 353)

14

15 g = function(x, y) {

16 z = complex(1, x, y)

17 return(sapply(Re(log(z)), function(a) max(a, -3)))

18 }

19

20 testLm(g, x_0 = 2, y_0 = 2, z = -3, partition = seq(-2, 2, 0.05), phi = 29,

21 theta = 210, main = "max{Re[log(x + yi)], -3}")

22

23 h = function(x, y) {

24 z = complex(1, x, y)

25 return(abs(Re(sin(z)/z)))

26 }

27

28 testLm(h, x_0 = 0.1 , y_0 = 3, z = 0, partition = seq(-3, 3, 0.05), phi = 20,

29 theta = 140, main = "|Re[sin(x + yi)/(x + yi)]|")

30

31 par(mfrow = c(1,1))
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