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1. Bevezetés

A deep learning, azaz mélytanulási modellek egyre nagyobb teret nyertek az elmúlt
években. A képfeldolgozás terén a konvolúciós neurális háló (CNN) jelentett áttö-
rést, ami diszkriminatív feladatokat old meg hatékonyan (azaz a bemeneti képhez a
megfelel® címkét igyekszik kiválasztani). A modell a képeken lév® különböz® mintá-
zatokat és textúrákat tanulja, így többféle invariancia, például eltolás vagy tükrözés
mellett is képes meghatározni ugyanazt a kategóriát. Ezek a sikerek felügyelt ta-
nulás (supervised learning) mellett születtek, vagyis a modellnek szüksége van egy
helyes címkékkel ellátott adathalmazra a tanuláshoz. Ez egyrészt költségessé teszi
a megfelel® tanító adathalmazok létrehozását, másrészt nem egyezik meg egy valós
tanulási szituációval. A biológiai rendszerek címkék nélkül alakítanak ki egy repre-
zentációt a kapott információk alapján, ez pedig arra inspirál, hogy az önálló tanulás
(unsupervised learning) keretrendszerében dolgozó modellt válasszunk.

Ez a célkit¶zés irányít a mélygeneratív modellek irányába. Ezekben a tanult rep-
rezentációt egy látens tér dimenziói jelenítik meg, ezzel pedig könnyebben alakítható
és vizsgálható a CNN-nél. Az önálló tanulás során a modell felfedezi az adathalmaz-
beli képek mögöttes eloszlását, és így a folyamat során egy generatív komponenst
is kapunk. A célom annak vizsgálata, hogy a látens térben megjelen® generatív ele-
mek milyen hierarchia szerint rendez®dnek el. Illusztrációként gondoljuk el, hogy
egy kupac száraz bükkfalevél mintázatát szeretnénk generálni. Azt szeretnénk, hogy
a generatív elemek egy része az egyes levelek mintázatát tanulja meg, és más részük
legyen felel®s a levelek elhelyezkedéséért. A komponenseket azonban nehéz matema-
tikailag szétválasztani, hiszen egy kell®en �exibilis, nemlineáris modell hatékonyan
képes tanulni enélkül is - így viszont elveszik a mintázat struktúrájának mélyebb
megértése.

Azt, hogy ilyen hierarchikus látens teret alkosson a modell, a felépítésében je-
lenlév® induktív torzítással (inductive bias) tudjuk segíteni. Ezzel be tudjuk építe-
ni a modellbe a tanulandó adathalmazról való el®zetes tudásunkat, ezzel segítve a
tanulást. Egészítsük ki a faleveles példát egy egyszer¶ �zikai invarianciával, a kont-
raszttal. A levelek egy adott elrendezése különböz® fényviszonyok mellett ugyanaz,
azonban kisebb kontraszt nagyobb bizonytalanságot, azaz varianciát jelent az elren-
dezésben. Egy ilyen kép esetében a kontraszt egy fényer®sséget jelent, amit egy adott
elrendezés esetében a kép pixeleire vett szorzás ír le. Ebben az esetben tehát a mo-
dellben ezt a szorzást megragadó induktív torzítást kell bevezessünk, hogy segítsük
a struktúra megértését.

Az induktív torzítás jól megvalósítható a Variational Autoencoder (VAE) nev¶
mélygeneratív modell esetében. Ez a modell azért is vonzó, mert a bayesi statisztika
elvei szerint m¶ködik, ezáltal pedig átlátható garanciák és megkötések vonatkoz-
nak rá. Ezáltal egy normatív keretben vagyunk képesek következtetéseket levonni,
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ami más generatív modellek esetében nem adott. A dolgozatom célja, hogy egy
kontrasztinvariáns látens reprezentációval rendelkez® modellt alkosson a VAE keret-
rendszerében. A tanítás a MNIST adathalmaz kontraszttal augmentált változatán
történik. A távolabbi cél az, hogy természetes képeken m¶ködjön a modell, azon-
ban az ezekben lév® összetettebb struktúra miatt az erre való modellépítés id®- és
er®forrásigényes. Emiatt fontos, hogy ezel®tt felfedezzük, hogy milyen modell képes
hatékony tanulásra. A dolgozatban három különböz® felépítés¶ modellt vizsgálok.
Az egyikük egy standard VAE, amir®l azt találom, hogy jól tanulja a kontrasztot,
azonban nem egy külön látens dimenzióban jeleníti meg azt. Ezért két különböz®
továbbfejlesztést valósítok meg, amiben egy látens koordináták közötti szorzás hi-
vatott szétválasztani jelentés szerint a látens dimenziókat - ez apre hocéspost hoc
Scale Mixtures Variational Autoencoder. A vizsgálat során azt találom, hogy apost
hoc SMVAE képes leginkább kontrasztinvariáns reprezentáció és helyes rekonstruk-
ció tanulására.

A bevezetés után a második fejezetben röviden bemutatom a CNN felépítését,
majd a GAN nev¶ generatív modellt. A fejezet végén részletesen tárgyalom a VAE
felépítését. Ezután a harmadik fejezetben leírom a Gaussian Scale Mixtures nev¶,
valószín¶ségi eloszlásokat vegyít® ötletet és motivációját, ami a megvalósított model-
lekben bevezetett szorzást inspirálta. A negyedik fejezetben a felhasznált adathalmaz
bemutatása után részletezem a modellek felépítését és összefoglalom az eredménye-
ket. A Standard VAE, illetve a pre hocéspost hocSMVAE esetében is bemutatom
a látens teret, a rekonstrukciót, illetve vizsgálom a kontraszt elkódolásának függet-
lenségét. Végül az ötödik fejezetben összefoglalom az eredményeket, majd kitérek a
limitációkra és továbbfejlesztési lehet®ségekre.

2. Mélytanulási modellek a képfeldolgozásban

2.1. Neurális háló képklasszi�kációra

A mélytanulási modellek jelent®s részének alapja az a mesterséges neurális hálózat
struktúra, amit már régen kidolgoztak, azonban a számítási kapacitások és felhasz-
nálható adathalmazok az el®z® évtizedre n®ttek meg annyira, hogy a gyakorlatban
is jól alkalmazható legyen. A mesterséges neurális hálókról és alkalmazásaikról ír
Bishop (1994) harminc évvel ezel®tt összefoglalót. Amesterségesés neurális sza-
vak itt arra utalnak, hogy ezek a modellek a biológiai neurális hálózatokról vesznek
mintát.

Egy mesterséges neurális háló tulajdonképpen egyf : Rn ! Rm függvény, ami
egy speciális struktúra szerint épül fel. A bemenetx 2 Rn vektort els®ként egyk
dimenziós, úgynevezett rejtett rétegbe transzformálja a háló. Ennek egyaj koor-
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dinátájának (egy "mesterséges neuron") értékét az el®z® réteg, azaz jelen esetben
a bemenet koordinátáinak súlyozott összege alapján fejezzük ki. Vagyis egyaj ko-
ordináta értékét a

P n
i =1 wji x i kifejezés szerint kapjuk meg, aholwj 2 Rn az aj

koordinátára nézve egyedi súlyozás. Hogy ne csak lineáris összefüggések legyenek
a modellben, ez az érték még egy nemlineáris, úgynevezettaktivációs függvényen
is átmegy, azaz8j 2 1: : : k : aj = g(

P n
i =1 wji x i ), ahol g a nemlineáris aktivációs

függvény (azaz a "neuron" akkor "tüzel", ha elég nagy bemeneti impulzust kap). Egy
egész réteg neuronértékeinek kiszámítását mátrixszorzással végezhetjük:

a = g(Wx)

ahol a 2 Rk egy rejtett réteg k neuronjának aktivációi, W mátrix tartalmazza az
adott rejtett réteg súlyait (a j: sor i: eleme,wji az aj koordináta képletébenx i

súlya), x pedig az el®z® réteg. Rejtett rétegekb®l követi egymást több, majd végül
megkapjuk a modellf (x) 2 Rm kimenetét. Az aktivációs függvényekre néhány példa:

ReLU: g(x) = max(0 ; x)

sigmoid: g(x) =
1

1 + e� x

softplus: g(x) = log(1 + ex )

A cél az, hogy aw paramétereket optimálisan állítsuk be, azaz a feladatunknak
megfelel®en m¶ködjön a háló. A jó paraméterek megtalálásához egy optimalizálási
algoritmusra van szükség - ez abackpropagation, azaz a hiba-visszaterjesztési algo-
ritmus szerint valósul meg. Ehhez egy megfelel® veszteségfüggvényt kell de�niálni,
majd az algoritmus eszerint kiértékelif (x)-et, és változtat a paramétereken. Err®l
részletesebben a (2.3.2) részben írok. Az eredményes tanuláshoz legtöbbször sok rej-
tett rétegre, és megfelel®en nagy adathalmazra, amin az optimális paramétereket
meg tudja tanulni a háló.

Az els® nagy áttörést Krizhevsky, Sutskever, és Hinton (2012) munkája hozta,
akik képklasszi�kációs feladatra építettek fel egy 60 millió paraméterrel rendelkez®
speciális hálót. Egy konvolúciós neurális hálót (convolutional neural network, CNN)
hoztak létre, ami az ImageNet nev¶, természetes képeket és címkéiket tartalmazó
adathalmaz elemeit "ismeri fel", azaz minden képhez egy valószín¶ségi eloszlást ren-
del a címkékre nézve. Az ehhez hasonló,diszkriminatív modellek esetében a kimenet
el®tt található egy normalizáló réteg, ami az utolsó el®tti réteg értékeit valószín¶-
ségi eloszlássá transzformálja (azaz kimenete minden koordinátában(0; 1)-beli, és a
koordináták összege1). Ez jellemz®en asoftmax függvény:

� : Rk ! (0; 1)k ; � (x) i =
ex i

P k
j =1 ex j

(i 2 1: : : k)
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Krizhevsky és társainak hálózata az esetek83%-ában az 5 legvalószín¶bb címke kö-
zé sorolta a helyes megoldást az1000 lehetséges címke közül. Ez az arány akkor
�gyelemreméltóan magasabb volt más eljárások pontosságánál. Munkájuk már ko-
rábban is létez® eljárásokat valósított meg egy új kombinációban, és megmutatta,
hogy a mélytanulásban valós lehet®ség rejlik. Eredményeik nyomán rengetegen dol-
goztak különböz® neurális hálózatok fejlesztésén (az eredeti cikk jelenleg 133 ezer
hivatkozás körül jár a Google Scholar szerint).

A CNN architektúra több változtatást eszközöl a fentebb leírt, alap neurális háló
struktúráján - a képek esetében ugyanis kulcsfontosságú a különböz® textúrák és tu-
lajdonságok megtanulása, amik a vektorrá alakított reprezentációban elvesznek. A
CNN ezért kétdimenziós konvolúciós rétegeket használ, amik ugyanúgy az el®z® réteg
néhány elemének lineáris kombinációja szerint adják az új réteg elemeit. Itt azonban
a súlyok el®re meghatározottak és �xek, valamint az új réteg egy elemére az el®z®
réteg csak néhány, a 2D térben közeli pixel értéke fog hatni. Egy konvolúciós réteg
így egy "ablakot" csúsztat végig a kétdimenziós inputon. A modell a konvolúciós ré-
tegek mellett dimenziócsökkent® (pooling) rétegeket használ, és ezekkel hatékonyan
tud magasabb és alacsonyabb szint¶ mintázatokat, textúrákat tanulni. A megfele-
l® reprezentáció kialakítása után kell vektorizálni, "kilapítani" az adatokat, és itt
néhány hagyományos, illetve egy softmax réteg oldja meg a klasszi�káció feladatát.

A CNN tehát egy hatékony megoldás diszkriminatív feladat esetén, felügyelt ta-
nulás (supervised learning) mellett. A modell invariáns a transzlációra, vagyis egy
kép eltoltját, vagy tükrözöttjét is felismeri, hiába teljesen mások a konkrét pixel-
értékek a két képen. Ez a felépítés tehát egy olyan induktív torzítást jelent, ami a
segíti a transzlációs invariancia tanulását. Azonban a tanuláshoz szükség van arra,
hogy a tanító adathalmaz tartalmazza a helyes címkéket minden kép esetén, a mo-
dell veszteségfüggvénye pedig ezt, a helyes választ veti össze a kimenetként kapott
valószín¶ségi eloszlással. Ennek egyértelm¶ hátránya, hogy költségesebb egy ilyen
adathalmaz összeállítása. Az eredeti hálónak sok különböz® irányú továbbfejlesztése
született az azóta eltelt években, azonban az önálló tanulás és a képek eloszlásának
tanulására nem kifejezetten alkalmas ez a modell (Gu és tsai., 2018). Másrészt, mi-
vel a modell x bemenetre egyp(zjx) valószín¶ségi eloszlást számol (aholz 2 Rm

a kimeneti vektor), a képekp(x) eloszlásának tulajdonságairól nem tudunk tanul-
ni általa. A közbüls® rétegekben észrevehetünk mintázatokat aszerint, hogy milyen
textúrát hol kódol el a hálózat, azonban végs® soron a modell címkék között dönt. Ez
pedig nem egyezik meg egy biológiai hálózat m¶ködésével, ahol fontosabb a látottak
értelmezése a címkézésnél. Továbbá a strukturális értelmezés és �exibilis inferencia
is hiányzik: például egy állat esetében nem csak az érdekes, hogy milyen állat van a
képen, hanem a vislelkedése, mint hogy milyen irányba mozoghat, veszélyes-e.
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2.2. Generatív modellezés: a GAN

Az önálló tanulás (unsupervised learning) esetében a modellnek csak a feldolgozandó
adathalmazra van szüksége, címkék és egyéb kiegészítések nélkül. Feltételezzük, hogy
az adathalmazx elemei egy ismeretlen mögöttes eloszlásból származnak, legyen ez
p� (x). A célunk egy olyan modell megalkotása, ami ezt az eloszlást közelíti, azaz
kell:

p� (x) � p� (x)

A közelítést maximum likelihoodbecsléssel javíthatjuk, azaz a lehetséges paraméte-
reket tartalmazó � halmazban keressük azt a paraméterezést, amelyik a legjobban
közelíti az ismeretlen eloszlást, azaz keressük:

f p� g� 2 � : min
� 2 �

L(p� ; p� ) (2.1)

egy adott L : Rn ! R veszteségfüggvényre. Hap� jól közelíti p� -ot, akkor p� -ból
mintát véve a tanító adathalmaz pontjaihoz hasonló adatpontokat generálhatunk.
A mögöttes p� (x) eloszlást azonban nem biztos, hogy egy explicit paraméter¶ el-
oszlással le lehet írni, ezért implicit módon szeretnénk közelíteni az adathalmaz
struktúráját.

Ennek egy népszer¶ módszere Goodfellow és tsai. (2014) munkája nyomán aGe-
nerative Adversarial Network(GAN). A módszer sokféleképpen használható, most
képekre vonatkoztatva írok róla. Az architektúra felépítése játékelméleti alapon
nyugszik: két gépi tanulási modell, a Generátor és a Diszkriminátor (amik jellem-
z®en neurális hálók) "versenyeznek" egymással az optimalizáció során. A Generátor
feladata, hogy az eredetihez hasonló képeket generáljon. Ehhez egy sokdimenziósz
inputot kap, ami egy adott prior szerinti zaj (példáulp(z) = N (0; I )). Ebb®l állítja
el® aG(z; � G) kimenetet (ahol � G a paramétereket jelenti). A Diszkriminátor felada-
ta, hogy egy valódix kép ésG(z; � G) közül kiválassza az igazi képet. A tanuláshoz
mindkét rész kap egy költségfüggvényt:LG(� G; � D ) ésLD (� G; � D ). A Diszkriminátor
esetében ez lehet egy egyszer¶, bináris klasszi�kációra szolgáló negatív log likelihood
függvény: log(y), ahol y a helyes címkére tippelt valószín¶ség. A Generátoré pedig
vagy � LD (ekkor egy minimax algoritmust kapunk), vagy pediglog(1 � y) (azaz
LD fordított címkékkel: az a cél, hogy rossz kategóriába sorolja a Diszkriminátor).
A paraméterek frissítése gradiens módszerrel történhet.

A tanulási folyamat elméletben addig tart, amíg egy lokális Nash-egyensúly áll
fenn a két rész között. Ez azt jelenti, hogy egyik sem tudja úgy frissíteni a paraméte-
reit egy adott részhalmazon, hogy jobb eredményt érjen el a másik paramétereinek
változatlansága mellett. Ekkorra a Generátor implicit megtanulja, közelíti az eredeti
képekp� (x) eloszlását. A modell egy �x látens térrel rendelkezikz felett, vagyis kü-
lönböz®z vektorokat adva bemenetként a Generátornak, felfedezhetjük, hogy milyen
reprezentációt tanult meg. Izgalmas tulajdonsága ennek a térnek, hogy egy generált
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képen lév® szemantikai változásnak gyakran egy adott irányú látens vektor felel meg
- így például egy emberi arc generálására tanított GAN látens terében megtalálhat-
juk a mosolynak megfelel® irányt, és egy adott arcz ®sképét ebbe az irányba tolva
mosolyt csalhatunk rá. Ilyen irányok tartalmazhatnak forgatást, fényer®re, háttérre
vonatkozó információkat is. A modell tehát implicit felfedez szemantikus tulajdon-
ságokat a látens reprezentációban. Ezek szétválasztása (disentanglement) azonban
nem a látens koordináták mentén valúsul meg, hanem összetett irányokban jelenik
meg, és a modell struktúrája miatt ezek tanulását nem tudjuk induktív torzítással
segíteni.

A GAN jó eredményeket képes elérni a képgenerálás terén, azonban több hátrá-
nya is van. Az egyik a tanítás nehézkessége. A lokális Nash-egyensúly megtalálása
nem sikerül mindig, azaz a konvergencia nem biztosított. Ráadásul nem biztos, hogy
egy lokális egyensúly jó eredményt ad, a modell hajlamos arra, hogy az adathalmaz
egy részének megfelel® képeket generáljon - ha például számjegyek írására szeret-
nénk megtanítani, a Generátor csak egyfajta számjegy generálásával is átverheti a
Diszkriminátort. Emellett a GAN implicit tanulja meg a p� (x) mögöttes eloszlást,
amir®l így további információt nem nyerhetünk.

2.3. Variational Autoencoder (VAE)

Egy másik lehet®ség az önálló tanulás mentén aVariational Autoencoder (VAE),
ami az általam épített modellek alapját képezi. Ez a bayesi statisztika eszközeivel
tanul látens reprezentációt és eloszlást az adathalmazra nézve. Az alábbiakban a
modell alkotói, Kingma és Welling (2019) leírása alapján foglalom össze a VAE
tulajdonságait.

2.3.1. Általános leírás

A VAE a bayesi statisztika eszközeivel dolgozik. Most is adott az adathalmaz és
az ismeretlen mögöttes eloszlás:p� (x). A célunk az lesz, hogy egyx adatpontnak
egy megfelel®z látens térbeli reprezentációt találjunk. Ehhezp(z) eloszlásra meg-
határozunk egy prior becslést. A modell két részb®l fog állni: ez az Encoder és a
Decoder. Az Encoder feladata, hogy egy adottx-re el®állítsa a látensz megfelel®jét,
meghatározva a posteriorp� (zjx) feltételes eloszlást. Látni fogjuk, hogy ezt nem tud-
juk analitikusan számolni, hanem egyq� (zjx) variációs posteriorral kell közelítsük -
ezért ezt a folyamatotvariációs inferenciának hívjuk. A Decoder feladata az, hogy
egy látens térbeliz értékb®l visszaállítsa az eredetix inputot: p� (xjz) � p� (x). Ez a
modell generatív része, hiszen a tanítás után egy tetsz®legesz vektorral új képeket
is tudunk generálni. A modell általános felépítése a (2.1) ábrán látható. Jellemz®-
en, így esetünknben is, az Encodert és Decodert egy-egy nemlineáris neurális háló
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valósítja meg.

látens z-tér

x-tér

Adathalmaz

Encoder:
q� (zjx) � p� (zjx) Decoder:p� (xjz)

Variá
ciós inferencia

Generatív
modell

Prior eloszlás:p(z)

2.1. ábra. A VAE általános struktúrája

A cél tehát a p� (x) eloszlás közelítése, azonban továbbra sem számítunk arra,
hogy ez egy explicit paraméterezhet® eloszlás lesz. Ezért vezetjük be a látensp(z)
priort (ami gyakorlatban sokszor egy normál vagy uniform eloszlás). Az eredetip� (x)
eloszlást ennek függvényében szeretnénk keresni: ehhez els®ként meghatározunk egy
összetettf � függvényt. Ilyen lehet például egy mély neurális háló. A függvény kime-
netét esetlegesen tovább transzformálhatjuk valamilyeng függvénnyel, hogy meg-
kapjuk az x változó közelítését a prior függvényében:

x � g(f � (z)) :

Ebb®l adódik egy együttes eloszlásx-re ész-re: p� (x; z). Ebb®l könnyen tudunk
mintát venni: z � p(z) és x � g(f � (z)) szerint. Viszont az eredetip� eloszlás csak
x függvénye, ezértp� x-re vett marginális eloszlására van szükségünk. Ezt általános
esetben integrálással kaphatjuk meg:

p� (x) =
Z

p� (x; z)dz =
Z

p� (xjz)p(z)dz (2.2)
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Az így létrejött p� eloszlás elég �exibilis tud lenni. Egy egyszer¶ eset: haz diszkrét,
p(zjx) pedig normál eloszlás, akkor normál eloszlások a�n kombinációjáról beszél-
hetünk. Folytonos z esetén pedig összetettebb eloszlást kaphatunk. A továbbiakhoz
idézzük fel Bayes-tételét.

2.1. Tétel (Bayes-tétel). LegyenX ésY két valószín¶ségi változó,p(X ) ésp(Y) az
eloszlásuk. Ekkor az egymásra vett feltételes eloszlásokra fennáll a következ® össze-
függés:

p(X jY) =
p(Y jX )p(X )

p(Y)

A mögöttes eloszlás közelítéséhez,p� (x) meghatározásához a (2.2) integrál meg-
oldására van szükségünk. Ez azonban tipikusan lehetetlen, mert nem ismert rá ana-
litikus megoldás, vagy jó közelítés. Ha a 2.1 Bayes-tételt azx és z valószín¶ségi
változókra nézzük, akkor átszorzással kapjuk, hogy:

p� (x) =
p� (xjz)p(z)

p� (zjx)
(2.3)

A jobboldal számlálója a fentebb leírtak szerint könnyen számolható, azonban a
nevez®ben szerepl®p� (zjx) posterior szintén ismeretlen. Ezt a problémát hidalja át
a VAE, amikor az optimalizáció során variációs közelítést ad a posteriorra.

2.3.2. Veszteségfüggvény

A (2.1) formula szerinti minimalizáláshoz szükségünk van egy megfelel® veszteség-
függvényre, aminek mentén optimalizálni tudunk. Ehhez szükségünk lesz a KL diver-
gencia fogalmára, ami azt határozza meg, hogy egy eloszlás mennyire különböz® egy
másik, referencia-eloszlástól. A jelölt alap nélküli logaritmusfüggvény a természetes
alapú logaritmus.

De�níció (KL divergencia). Legyenp ésq folytonos valószín¶ségi változók s¶r¶ség-
függvénye. Ekkor az eloszlásaik Kullback-Leibler divergenciája a következ® integrál
értéke:

DKL (pkq) =
Z

R
p(x) log

 
p(x)
q(x)

!

dx = Ep

"

log
p(x)
q(x)

#

A KL divergencia nem távolságfüggvény, ugyanis nem szimmetrikus és nem tel-
jesíti a háromszög-egyenl®tlenséget. A nemnegativitást viszont teljesíti, erre szüksé-
günk is lesz a kés®bbiekben.
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2.2. Állítás. 8p; q : DKL (pkq) � 0

Bizonyítás. Azt fogjuk belátni, hogy � DKL (pkq) � 0.

(� ) Vegyük észre, hogya > 0 ) loga � a � 1 és q(x)
p(x) > 0.

� DKL (pkq) = �
Z

R
p(x) log

 
p(x)
q(x)

!

dx

=
Z

R
p(x) log

 
q(x)
p(x)

!

dx

(� )
�

Z

R
p(x)

 
q(x)
p(x)

� 1

!

dx

=
Z

R
q(x) � p(x)dx

= 1 � 1 = 0

mivel p(x) ésq(x) s¶r¶ségfüggvények.

A (2.3.1) részben láttuk, hogy egy olyan modellt szeretnénk készíteni, aminek a
q� (zjx) variációs posteriora jól közelíti a valódi és ismeretlenp� (zjx)-t. A közelség
mértékét KL divergencia segítségével tudjuk számszer¶síteni (az argumentum nélküli
q� illetve p� a q� (zjx) ésp� (zjx) eloszlásokat rövidítik).

DKL (q� kp� ) = Eq�

"

log
q� (zjx)
p� (zjx)

#

= Eq� [logq� (zjx)] � Eq� [logp� (zjx)] (2.4)

Ahonnan a második tagot továbbírva:

Eq� [logp� (zjx)] = Eq�

"

log
p� (z; x)
p� (x)

#

= Eq� [logp� (z; x)] � Eq� [logp� (x)]

= Eq� [logp� (z; x)] �
Z

q� (zjx) log p� (x)dz

= Eq� [logp� (z; x)] � logp� (x)
Z

q� (zjx)dz

= Eq� [logp� (z; x)] � logp� (x)

(2.5)

Ezt visszahelyettesítve a (2.4) egyenletbe:

DKL (q� kp� ) = Eq� [logq� (zjx)] � Eq� [logp� (z; x)] + log p� (x)

logp� (x) = � Eq� [logq� (zjx)] + Eq� [logp� (z; x)]
| {z }

ELBO: L �;� (x)

+ DKL (q� kp� )
| {z }

� 0

(2.6)
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A KL divergencia nemnegativitása miatt tehát:

L �;� (x) = log p� (x) � DKL (q� kp� ) � logp� (x) (2.7)

Vagyis a p� (zjx)-re tett q� (zjx) variációs becslés jósága, amit a (2.4) egyenletben
szerepl® KL divergenciával határozunk meg, az ELBO becslés pontosságát is meg-
határozza. Minél jobban közelítiq� (zjx) az igazi posteriort, annál jobban közelíti
az ELBO a logp� (x) loglikelihoodot. És vica versa, az ELBO maximalizálásával
egyrészt növekszik ap� (x) marginális likelihood, azaz jobb lesz a generatív modell,
emellett csökken a KL divergencia, vagyis jobb lesz az variációs posterior becslésünk.

Az ELBO-t a (2.6) alak mellett a következ®, szemléletesebb módon is felírhatjuk:

L �;� (x) = Eq� [logp� (z; x)] � Eq� [logq� (zjx)]

= Eq� [logp� (xjz)] + Eq� [logp� (z)] � Eq� [logq� (zjx)]

= Eq� [logp� (xjz)]
| {z }
rekonstrukció jósága

� Eq�

"

log
q� (zjx)
p� (z)

#

| {z }
a becsült posterior és a prior

KL divergenciája

(2.8)

Két dolgot szeretnénk tehát elérni. Az egyik, hogy minél pontosabb legyen a re-
konstrukció. A másik, hogy a posterior hasonló legyen a prior eloszláshoz - ezt
hívjuk regularizációs tagnak. Ez biztosítja, hogy a látens tér elrendezése értelmes
reprezentációt mutat, azaz (normál prior esetén) az elkódolt értékek az origóhoz
közel helyezkednek el, és a különböz® pontok közötti átmenet folytonos. Ellenkez®
esetben ugyanis a látens tér különböz® részeiben képezhetné le a modell különböz®
bemeneteket, így nem alakulna ki valódi információt hordozó látens tér.

2.3.3. Optimalizálás

Egy jó modell megalkotásához tehát az ELBO-t kell maximalizálnunk egy optimali-
zációs algoritmussal. Egy mély neurális hálót fogunk használni a variációs inferencia
alapjaként, ennek tanítása pedig a gradiens ereszkedés módszerével (gradient des-
cent) történhet, az ELBO-t használva veszteségfüggvényként. A gradiens leszállás
során a következ®képpen frissítjük a paramétereket az esetünkben:

(�; � ) = ( �; � ) � � � r �;� L �;� (x)

Ahol � és� az Encoder illetve Decoder paraméterei,� a tanulási ráta. A veszteség-
függvényünk minimalizálása céljából kiszámoljuk a gradienst, és ennek egy� ska-
lárszorosával változtatunk a paramétereinken, amik így a lokális optimum irányába
fognak változni. Ezt a paraméterfrissítést aminibatch módszerrel fogjuk végrehaj-
tani, azaz meghatározott számú adatpontot adunk a modellnek, miel®tt ezekb®l
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kiszámolnánk a gradienst. Így stabilabb lesz a konvergencia, mintha minden adat-
pont után frissítenénk (Ruder, 2016), illetve lehet®ségünk nyílik Monte Carlo jelleg¶
becslések használatára is.

A diszkriminatív modellek egyszer¶ veszteségfüggvényeinél valamivel nehezebb
helyzetben vagyunk, ugyanis az ELBO-ban szerepl® várható értéket nem tudjuk
analitikusan kiszámolni. A generatív modell� paramétereire nézve az ELBO (2.6)
alakjából kaphatunk torzítatlan becslést:

r � L �;� (x) = r �

h
Eq� [logp� (x; z)] � Eq� [logq� (zjx)]

i
(2.9a)

= Eq� [r � [logp� (x; z) � logq� (zjx)]] (2.9b)

' r � [logp� (x; z) � logq� (zjx)] (2.9c)

= r � [logp� (x; z)] (2.9d)

Ahol (2.9b)-nél azért cserélhettük fel a várható értéket és a gradienst, mert különböz®
változókra vonatkoznak. (2.9c)-nél egy Monte Carlo becslést végzünk: aminibatch
miatt torzítatlanul közelítjük a várható értéket. (2.9d)-nél pedig felhasználjuk, hogy
a második tag� -ra vett deriváltja 0, mert t®le független.

Az Encoder � paramétere esetében nem cserélhetjük fel a várható értéket és
a gradienst, ezért itt más módszert kell használjunk. A probléma kiküszöbölésére
változócserét fogunk végezni (reparameterization trick). Els®ként legyen egy" való-
szín¶ségi változónk, aminek eloszlása függetlenx-t®l és� -t®l. Ekkor a z � q� (zjx)
valószín¶ségi változót kifejezhetjük a következ®képpen:

z = g("; �; x )

egy megfelel®g függvényre. Így a gradiens és a várható érték operátorok kommuta-
tívak lesznek" függetlensége miatt, és Monte Carlo becsléssel:

r � Eq� (zjx) [f (z)] = r � Ep(" ) [f (z)]

= Ep(" ) [r � [f (z)]

' r � f (z)

(2.10)

Ezzel kiegészítve a (2.9) számolást di�erenciálhatjuk a teljes reparametrizált
veszteségfüggvényünket:

r �;� L �;� (x) = r �;�

h
Eq� [logp� (x; z)] � Eq� [logq� (zjx)]

i

= r �;� [Ep" [logp� (x; z)] � Ep" [logq� (zjx)]]

= Ep" r �;� [logp� (x; z) � logq� (zjx)]

' r �;� [logp� (x; z) � logq� (zjx)]

= r � logp� (x; z) � r � logq� (zjx)

= r �;�
~L �;� (x)

(2.11)
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ahol az utolsó sorban~L a gradiens érték becslését jelöli. Így pedig a megfelel® prog-
ramozási keretrendszerben már könnyen elvégezhet® a di�erenciálás, a kapott becs-
lésünk pedig torzítatlan, hiszen:

Ep(" )

h
r �;�

~L �;� (x; " )
i

= Ep(" )(r �;� [logp� (x; z) � logq� (zjx))]

= r �;� [Ep(" )(log p� (x; z) � logq� (zjx))]

= r �;� L �;� (x)

(2.12)

Most már minden készen áll a modell létrehozásához és tanításához. A tanítás me-
netét leírtam fentebb, a pontos algoritmus az eredeti leírásban található (Kingma &
Welling, 2014, p. 21).

3. Gaussian Scale Mixtures

A modellek bemutatása el®tt a természetes képek statisztikai tulajdonságairól írok
röviden. Olshausen és Field (1996) vizsgálják azt, hogy egy természetes képet ho-
gyan lehet hatékonyan elkódolni. A szerz®k célja az, hogy egyn � n pixeles képet,
amit az I (x; y) függvénnyel reprezentálunk, felbontsunk (nem feltétlenül ortogonális)
bázisfüggvények lineáris kombinációjára:

I (x; y) =
X

i

ai � i (x; y)

ahol � i 2 � pixeltéren értelmezett függvény, amib®ln2 darabot választunk. A cél az,
hogy olyan bázisfüggvényeket válasszunk, amik egyrészt egy teljes� bázisát alkot-
ják a képek terének, másrészt azai együtthatók minél inkább függetlenek legyenek
természetes képek egy halmazára.

A szerz®k azzal a feltételezéssel élnek, hogy a természetes képek ritka struktúrá-
val (sparse sturcture) rendelkeznek, vagyis egy nagy méret¶� halmazból kevés elem-
mel leírhatunk egy képet. Ez azt jelenti, hogy az együtthatók eloszlása unimodális
és nulla körüli. Egy � bázis jóságának értékelésére az ELBO-hoz hasonló veszteség-
függvényt választanak a szerz®k: azE = [ információ-meg®rzés] + � � [ai ritkasága]
összefüggés minimalizálása a cél, ahol� 2 R+ skálázza a második tagot. Eredmény-
ként azt találják a szerz®k, hogy a természetes képeken tanított modell optimális bá-
zisfüggvényei awavelettranszformációnak megfelel® struktúrát mutatnak. Ez azért
is érdekes, mert az eml®sök els®dleges látókérgében a neuronok receptív mez®ire
igaz az, hogy helyileg lokalizáltak, orientáltak és egy adott frekvenciatartományra
érzékenyek - ezek a tulajdonságok pedig a wavelet transzformációra is igazak.

A wavelet transzformációt pedig ezek után a következ®képpen pontosíthatjuk.
Legyen 2 L2(R), azaz

R
R  2(x) dx < 1 , továbbá legyen

R
R  (t) dt = 0.  ortonor-

mált wavelet, ha teljes f  jk : j; k 2 Zg ortonormált bázis származtatható bel®le az
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L2(R) Hilbert-térre. Ekkor 8f 2 L2(R) felírható f (x) =
P 1

j;k = �1 cjk  jk (x) alakban,
a megfelel®cjk együtthatókra, amit f wavelet-sorba fejtésének nevezünk (Chun-
Lin, 2010). Chun-Lin munkájának 31. oldalán látható néhány példa a waveletekre.
A mostani jelentéskörnyezetben, a képek terén a waveletek értelmezési tartománya
nem a teljes valós halmaz lesz, hanem egy kép(x; y) 2 R2 síkrészletén vesszük ®ket,
a pixelértékekre diszkretizálva. A képeken egy wavelet-bázist tehátn2 wavelet fog
kiadni, amik skálában és orientációban különböznek, ahol a skála a szélességet ha-
tározza meg, az orientáció a térbeli elhelyezkedést és irányt (képek és részletes leírás
Olshausen és Field (1996) munkájában).

Ezt az eredményt tovább kutatva Wainwright és Simoncelli (1999) foglalkozik
természetes képek wavelet transzformáció utáni statisztikájának leírásával. Analí-
zisük szerint a képekwavelet bázis szerinti reprezentációi két tekintetben is nem
normál eloszlást követnek. Az egyik a korábban említett ritka struktúra: egy kép
elkódolásakor az együtthatók legtöbbje 0 körüli és kevés lesz nagy amplitúdójú. A
(3.1a) képen látszanak egy képkódolás együtthatóinak abszolútértékei három kü-
lönböz® skála és orientáció szerinti waveletre, láthatóan ritka eloszlással, sok sötét,
azaz 0 közeli értékkel. Ezt kvantitatívan láthatjuk a (3.1b) hisztogramon, ahol a
középs®, 0 érték körül nagyon sok együttható van, két oldalra pedig er®sen csökken
a számuk. A különböz® diagramokon négy különböz® dolgot ábrázoló természetes
kép (tájkép, fakéreg-szer¶ textúra, orvosi kép, számítógépes gra�ka) együtthatóinak
eloszlása látható. A fels® sorban függ®leges, az alsó sorban pedig vízszintes orien-
tációjú, közepes skálájú waveletek együtthatóit láthatjuk. Az eloszlás nyilvánvalóan
nem normál, ez tehát az els® eltérés.

(a) Együtthatók abszolútér-
tékei a kép mentén

(b) Együtthatók eloszlása

3.1. ábra. Természetes képeken vett wavelet transzformációk együtthatóinak tulaj-
donságai (Buccigrossi & Simoncelli, 1999)

A második, nem normál eloszlás szerinti tulajdonság a wavelet transzformáció
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utáni szomszédos pixelek intenzitása (szomszédos ugyanazon wavelet szerinti kódo-
lásban, vagy ugyanaz a pixel hely, csak orientációban, illetve skálában eltér® wav-
eletre). Ha ugyanis egy együttható nulla, akkor a szomszédjai is nagy valószín¶séggel
lesznek nulla közeliek, azonban egy együttható magas értéke mellett a szomszédok-
nak lehet nagy, vagy kicsi értéke is, azaz n® a varianciájuk. Ez látható diagramon
a (3.2) ábrán, a fels® sorban. A vízszintes tengely mentén látszik a független pixel
intenzitása (a (3.1b) hisztogramokhoz hasonlóan a középs® értékek jelentik a nulla
értéket). A függ®leges tengely mentén a szomszédok intenzitását látjuk. A szalon-
cukorra hasonlító alak jelenti a most leírt összefüggést, azaz hogy magas értékek
mellett a szomszédok értékei sokfélék lehetnek. Az egyes oszlopok négy különböz®
természetes képre adott eloszlást jelenítenek meg ugyanazon wavelet szerint. Az alsó
sor magyarázatát a szerz®k által vázolt megoldás bemutatása után írom le.

3.2. ábra. Kondícionális hisztogram a szomszédos együtthatók értékeire (Wainwright
& Simoncelli, 1999)

A fentiek miatt a bemutatott eloszlások modellezésére nem alkalmas normál
eloszlások kombinációja. Ehelyett a szerz®k bevezetik aGaussian Scale Mixtures
fogalmát.

De�níció (GSM). Egy Y valószín¶ségi vektortGaussian Scale Mixture-nek (GSM)
hívunk, ha Y d= zU, ahol d= eloszlásbeli egyenl®séget jelöl,z � 0 egy skalár valószí-
n¶ségi változó,U � N (0; Q) random normál vektor, illetve z ésU függetlenek.

Speciálisan, haz Gamma eloszlás szerinti, akkor a GSM eloszlás jól tudja köze-
líteni a (3.1b) ábra szerinti együttható eloszlásokat. Amennyiben pedig a kódolás
utáni pixel értékek normalizálva vannakz szerint (egy y0 pixelt y0=z0 szerint nor-
malizálva), a normalizált pixel értékek együttes eloszlása normál - ez látható a (3.2)
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ábra alsó sorában. Továbbá a normalizált pixel értékek marginális eloszlása is nor-
mál eloszlás lesz. A GSM modell további fejlesztésével pedig nem csak az egymáshoz
közeli pixelek válnak jól modellezhet®vé, hanem a teljes képen vett együtthatók el-
oszlása is.

A bemutatott elemzések természetes képekre vonatkoznak, ahol a lineáris tulaj-
donságok (feature-ök) teljes bázist alkotnak. Ennek a leképezéséhez a látens teret az
eredeti kép méretének megfelel®,n2 dimenziósra kéne állítsuk, ez azonban id®- és er®-
forrásigényes. Ezért a dolgozatban a természetes képeknél egyszer¶bb adatbázison,
a MNIST augmentált változatán tanítom a modelleket, ahol a tulajdonságok tere
(feature space) néhány dimenzióban leírható. A célja ennek a modellek m¶ködésének
megértése és el®zetes vizsgálata, hogy a természetes képek vizsgálata ezekb®l a ta-
pasztalatokból kiindulva történhessen. Tehát a cél kontrasztinvariáns reprezentáció
létrehozása a MNIST augmentációján, ahonnan tovább lehet lépni a természetes ké-
pekre. Ezért motivál ascale mixturesmodellek megalkotásában a fenti GSM eloszlás,
ami egy hatékony eszköz lehet a neurális háló kontrasztinvariáns megvalósításában.

4. A modellek bemutatása és kiértékelése

4.1. A c-MNIST adathalmaz

A modellt a MNIST adathalmaz egy augmentált változatán tanítom és tesztelem.
A MNIST 28x28 pixelb®l álló, kézzel írott számjegyeket tartalmaz, szürkeárnyalatos
formában. Minden képet egyM 2 R28� 28 mátrix reprezentál, amiben minden pixel-
értékre: mi;j 2 [0; 1]. Az adathalmaz tanításra szánt része60000, a tesztrész10000
képet tartalmaz. Meg kell jegyeznem, hogy ez nem egy nehezen tanulható adathal-
maz: régóta léteznek rá szinte tökéletes klasszi�káló algoritmusok, illetve egy szimpla
lineáris klasszi�káció is12%-os hibával megoldja (LeCun, Bottou, Bengio, & Ha�ner,
1998; LeCun, Cortes, & Burges, n.d.). Az adathalmaz tehát kvázi lineáris.

A modelleket a MNIST egy b®vített változatára tanítom. Az eredeti képeket
kontrasztált változatokkal egészítem ki: egy eredetix kép helyett bekerülc� x (8c 2
C skalár), ahol C a kontraszt értékeket tartalmazó halmaz. A vizsgálatom során
a C = f 0:2; 0:5; 0:8; 1g kontraszt értékekkel augmentálom az eredeti adathalmazt
(vagyis az eredeti képek mellett három kontrasztos változatuk is bekerül). Így a
tanító adathalmaz összesen240000, a teszthalmaz60000képet tartalmaz. Ezen az
augmentált c-MNIST adathalmazon tanítom a modelleket. A modellek felépítését
és tanítását a Google Colab keretrendszerében, apytorch deep learning csomag fel-
használásával végeztem.
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4.2. Standard VAE

A modell felépítése Az els® modell egy standard Variational Autoencoder meg-
valósítása a c-MNIST adathalmazon. A modell felépítése a következ® (ahogyan a
(4.1) ábrán is látszik):

ˆ INPUT: x 2 R784

ˆ Encoder:R784 ! R6

3 rejtett réteg ReLU aktivációs függvénnyel:784! 256! 32 ! 6

output: (�; 2 log� ), ahol �; � 2 R3 a posterior normál eloszlás paraméterei

ˆ Mintavétel: z � N (�; � 2)

ˆ Decoder:R3 ! R784

3 rejtett réteg ReLU aktivációs függvénnyel:3 ! 32 ! 256! 784

ˆ OUTPUT: rekonstruált x̂ 2 R784

�

2 log�

z 2 R3

Encoder(R784 ! R6) Decoder(R3 ! R784)

z � N (�; � 2)

x1 x̂1

x2 x̂2

x3 x̂3

(: : :) (: : :)

x784 x̂784

input (R784) output (R784)

4.1. ábra. A Standard VAE felépítése

A neurális háló Encoder része inputként egyx 2 c-MNIST 28x28-as szürkeárnya-
latos képet kap meg egy784 dimenziós vektorrá kilapított formában. Az Encoder
kimenetként az adott x kép alapján kapott q� (zjx) variációs posterior eloszlás pa-
ramétereit adja (ez közelíti a valódip� (zjx) posterior eloszlást). Ebben a modellben
a látens tér 3 dimenziós, a prior normál eloszlást követ:p� (z) � N (0; I ). A vari-
ancia nemnegativitása miatt a megfelel® paraméterekre pozitív értéket várunk, ezt
azonban nem tudjuk beleépíteni a neurális hálóba. Emiatt a variancia logaritmusa
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lesz az Encoder kimenete:log� 2 = 2 log � . Ebb®l könnyen kiszámolhatjuk a normál
eloszlás varianciáját:exp(0:5 � 2 log� ).

A következ®, sztochasztikus rétegben mintát veszünk az Encoder által megha-
tározott paraméter¶ eloszlásból. A (2.3.3) részben leírtak szerint változócserére van
szükségünk (reparameterization trick), hogy a deriváltakat megkapjuk, és gradiens
módszerrel tudjunk optimalizálni. Ezt a konkrét modellben apytorch distribution
csomagjának segítségével valósítottam meg, ami a szükséges módon vesz mintát a
megadott eloszlásból (PyTorch, 2023; Dillon és tsai., 2017).

Hiperparaméterek és optimalizálás A hiperparaméterek az összes megalkotott
modellben megegyeznek. A látens dimenzió, azaz az tér háromdimenziós, az MNIST
egyszer¶sége miatt ugyanis elég lesz kevés látens dimenzió. Ha nagyobb látens teret
veszünk, azt láthatjuk, hogy a posterior "összeomlik" pár dimenzió mentén: teljesen
megegyezik a priorral, azaz nem hordoz új tulajdonságokat. Ez az alacsony dimenzió
továbbá lehet®séget ad arra, hogy a látens tér struktúráját az egyik változó szerinti
2 dimenziós szeleteken láthassuk. A tanítás a gradiens leszállással, azon belül az
Adaptive Moment Estimation(Adam) módszerrel lett megvalósítva. Ennek hiperpa-
raméterei: batch méret= 128, tanulási ráta = 10� 3. Mindkett® egy szokásos érték,
és nem találtam náluk jobb eredményt elér® paramétereket. A tanítás 20epoch-on
keresztül zajlott, vagyis a tanulás során 20-szor iterált végig a teljes adathalmazon a
tanító algoritmus. Ez minden modell esetében elég volt arra, hogy a veszteségfügg-
vény stabilan megközelítsen egy végs® értéket.

Az ELBO megvalósítása Az ELBO-t a korábban látott (2.8) egyenlet szerint
valósítjuk meg, vagyis:

L �;� (x) = Eq� [logp� (xjz)]
| {z }
rekonstrukció jósága

� Eq�

"

log
q� (zjx)
p� (z)

#

| {z }
a becsült posterior és a prior

KL divergenciája

A neurális hálók esetében az optimalizálás a legtöbbször minimalizálásként történik,
és ez a (2.3.3) részben ismertetett gradiens leszállás módszerre is igaz. Ezért az ELBO
maximalizálása helyett a negáltjának minimalizálása lesz a célunk:

max
�;�

L �;� (x) = min
�;�

� L �;� (x)

Az ELBO els® tagja a modell rekonstrukciójának pontosságát méri: adott variá-
ciós posterior mellettiz-re minél nagyobb valószín¶séggel szeretnénk az eredetix-et
kapni. A logaritmusfüggvény miatt az eredeti ELBO-ban a várható érték maximuma
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0, vagyis a negáltban a0 felé szeretnénk minimalizálni ezt a tagot. Az implementáci-
óban az eredetix vektort hasonlítjuk össze a rekonstruált̂x vektorral. Erre például a
bináris kereszt-entrópiát (Binary Cross Entropy, BCE) vagy a négyzetes középérték
hibát (Mean Squared Error, MSE) használhatjuk, amiket az itt szerepl®,[0; 1]-beli
értékeket tartalmazó vektorokra de�niálok.

De�níció. (Bináris kereszt-entrópia) Legyenx; y 2 [0; 1]N vektor. A köztük vett
bináris kereszt-entrópia:

lBCE (x; y) = �
1
N

NX

i =1

yi logx i + (1 � yi ) log(1 � x i )

De�níció. (Négyzetes középérték hiba) Legyenx; y 2 [0; 1]N vektor. A köztük vett
négyzetes középérték hiba:

lMSE (x; y) =
1
N

NX

i =1

(x i � yi )2

Természetes feltételezni, hogy az eredeti és a rekonstruált kép közötti hiba, azaz
a meg�gyelési zaj (observation noise) normál eloszlású, továbbá a pixelértékek is
normál eloszlásúak, ebben az esetben pedig az MSE az adódó választás. A tapaszta-
lataim szerint azonban a BCE használatával jobb eredményeket értek el a modellek.
A BCE feltételezése az, hogy a pixelek eloszlása bináris, ekkor m¶ködik optimálisan.
Ez esetünknben nem igaz, hiszen folytonosak a pixelértékek, viszont az eloszlásuk
bimodális, 0 és1 körüli csúccsal, vagyis a bináris feltételezés pontosabb, mint a nor-
mál. A modellek bemutatásakor látni fogjuk, hogy a bináris feltételezés valamelyest
elmosódott számalakokat fog eredményezni, ugyanis0 és1 közötti pixelértékek ese-
tén a BCE képlete0:5 felé húz (mivel a másik irányba tévedni nagyobb veszteséget
jelentene). Loaiza-Ganem és Cunningham (2019) ezt kijavítva egy BCE variánst
alkot, ami folytonos pixel eloszlást feltételez. Ezzel továbbfejleszthet® lenne a mo-
dell, azért nem valósítottam meg, mert a természetes képek, azaz a cél adathalmaz
esetében az MSE módszer feltételezései lesznek természetesek.

A KL divergencia, azaz a regularizációs tag kiszámításához azzal a feltételezéssel
élünk, hogy a posterior eloszlás nagyjából egy diagonális kovarianciamátrixú nor-
mál eloszlást követ, azaz a posteriorban is függetlenek a különböz® dimenziók (lásd
Kingma és Welling (2014), p. 5). Ekkor a KL divergenciát két normál eloszlás között
kell számoljuk, amire ez analitikusan elvégezhet®.

4.1. Állítás. Legyenp � N (x; 0; I ) ésq � N (x; �; � 2) k dimenziós normál eloszlás.
Ekkor

DKL (qkp) =
1
2

h
� 2 + tr f � g � k � logj� j

i
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Bizonyítás. A s¶r¶ségfüggvények:

f q(x) =
1

(2� )k=2 j� j1=2
exp

�

�
1
2

(x � � )T � � 1(x � � )
�

f p(x) =
1

(2� )k=2
exp

�

�
1
2

x2
�

Ezt behelyettesítve:

DKL (qkp) = Eq [logf q(x) � logf p(x)]

= Eq

�

�
1
2

(x � � )T � � 1(x � � ) � log(2� )k=2 � logj� j1=2 +
1
2

x2 + log(2� )k=2

�

= �
1
2

logj� j �
1
2

Eq

h
(x � � )T � � 1(x � � )

i
+

1
2

Eq

h
x2

i

Ahonnan a második tagban szerepl®(x � � )T � � 1(x � � ) 2 R, vagyis írhatjuk
tr f (x � � )T � � 1(x � � )g alakban, aholtr fg a nyom operátor. Ezen belül pedig kom-
mutatívak a tényez®k, vagyis megegyezik a következ®vel:tr f (x � � )T (x � � )� � 1g,
ahonnan:

Eq

h
tr f (x � � )T (x � � )� � 1g

i
= tr f Eq

h
(x � � )T (x � � )� � 1

i
g

= tr f Eq

h
(x � � )T (x � � )

i
� � 1g

= tr f �� � 1g

= tr f I kg

= k

Továbbá a harmadik tagban az egydimenziósE(x2) = V ar(x)+ E2(x) összefüggésb®l:

Eq

h
x2

i
= Eq

" kX

i =1

x2
i

#

=
kX

i =1

Eq[x2
i ]

=
kX

i =1

�
V ar(x i ) + � 2

i

�

= tr f � g + � 2

Ezeket visszahelyettesítve pedig megkapjuk az állításban szerepl® kifejezést:

DKL (qkp) =
1
2

h
� 2 + tr f � g � k � logj� j

i
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Mindezek szerint pedig már minden, a modellnek adottx adatpontra ki tudjuk
számítani az ELBO értékét, ami alapján a (4.2) részben leírtak szerint optimalizál-
hatunk.

Eredmények A modellek objektív teljesítményét az ELBO teszthalmazra való ki-
számításával kaphatjuk meg, ezt a (4.5) részben írom le, minden modellre összesítve.

A modell rekonstrukciójára néhány példa a (4.2) ábrán látható, a fels® sorban
vannak az eredeti képek, alattuk a rekonstruált párjaik. A rekonstrukció min®sége ez
alapján jó, a számjegyeket néhány hibával helyesen rekonstruálja, a d®lésszögüket és
a négyzeten belüli elhelyezkedésüket is jól állítja vissza. Alacsony kontrasztú képek-
nél a kontraszttal is pontos, azonban a magas kontrasztú(c = 1) , azaz világos képek
esetében több helyütt sem állítja vissza a teljes kontrasztosságot. A rekonstruált
képek valóban kicsit elmosottabb határokkal rendelkeznek.

4.2. ábra. Standard VAE rekonstrukció

A modell háromdimenziós látens terét kétdimenziós szeletek mentén tudjuk vizs-
gálni. A (4.3) ábrán látható a látens tér 5 szelete az3 2 f� 3; � 1; 0; 1; 3g értékekre.
Az egyes szeleteken a(z1; z2) altér értékeinek a Decoder által rekonstruált̂x ké-
pei láthatóak. A diagramok mindkét koordinátában a[� 3; 3] intervallumot jelenítik
meg, 20 ekvidisztáns rácsponton. Tehát az így kapott 400 darabz 2 R3 látens
koordinátatrió rekonstrukcióját láthatjuk egy-egy ábrán.

Az ábrákon meg�gyelhetjük az általános VAE alaptulajdonságait. A regularizáci-
ós tagnak köszönhet®en a látens tér elemeinek rekonstrukciója folytonosan változik,
azaz közeli látens vektorokból hasonló képet állít el® a Decoder. A rekonstruált
számjegyek közti átmenet továbbá értelmes, azaz a látens tér pontjainak túlnyomó
többségéb®l értelmes kép rekonstruálódik. A (4.3d) kép jobb alsó sarkában a kevés
kivétel egyik csoportját láthatjuk. Vegyük észre azt is, hogy bár a tanítás során négy
különböz® értéket felvev®, diszkrét kontraszt változót használtunk, a reprezentáció
az ezen kontraszt értékek közötti átmenetben is folytonos.

A kontraszt elkódolását vizsgálva érdekes mintázatot láthatunk. A képek alapján
úgy t¶nik, hogy a kontraszt az origóban a legkisebb, és az origóból kiinduló félegye-
nesek mentén növekszik. Ahogyan a (4.4) ábra példáján is láthatjuk, ez valóban így
van, s®t úgy látszik, hogy a félegyenesek mentén a számalak is kevéssé változik (a
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(a) z3 = � 1 (b) z3 = 0 (c) z3 = 1

(d) z3 = � 3 (e) z3 = 3

4.3. ábra. Standard VAE látens terének szeleteiz3 mentén
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nagyon kicsi kontrasztú részt kivéve). Az ábra két végpontja egyaránt 3 egység tá-
volságra van az origótól, a számjegyek a két végpont közti 20 ekvidisztáns rácspont
rekonstrukciói.

Azt, hogy különböz® kontrasztra csak az origótól való távolság változik, a szám-
alaknak megfelel® irányvektor pedig hasonló marad, a (4.5) ábra szemlélteti. Itt a
látens tér (z1; z2; z3) kimenetét normáltam, azaz a Decoder a

z
kzk

=
(z1; z2; z3)

q
(z1 + z2 + z3)

inputot kapta. Ez tehát egyedül z iránya, 1 hosszúságra normálva. Az ábrán azt
láthatjuk, hogy ugyanazon számalak különböz® kontrasztú változatai valóban szinte
ugyanolyan irányban kódolódnak el. Eltérést alacsony kontraszt esetén tapasztalunk,
ahol nagyobb a modell bizonytalansága a sz¶kösebb információ miatt.

4.4. ábra. Standard VAE látens tér origón átmen® egyenesek mentén

4.5. ábra. Standard VAE távolságnormált irányvektorok

A (4.3) és (4.4) ábrák alapján tehát az látszik, hogy a modell látens tere radiális
szerkezet¶. Ennek magyarázatához idézzük fel, hogy a kontraszt változónk egy zárt
intervallumon van (c 2 [0; 1]). A modell feladata (a számjegyek elkódolása mellett),
hogy ezt a kontraszt-intervallumot elkódolja azR3 látens térbe. A regularizációs tag
miatt a posterior a priort kell közelítse, a prior normál eloszlás szimmetrikussága
miatt pedig akkor tud megvalósulni, ha a kontraszt-intervallumot az egyik féltér
irányában kódolja el a modell. Azaz a[0; 1] ! R+ transzformációval kerülnek a
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kontraszt értékek a félegyenesekre, és ez biztosítja a posterior priorhoz való hason-
lóságát.

A modell által megtanult radiális reprezentáció kifejezetten izgalmas, illetve jó
eredmény az is, hogy a kontrasztot a látensz normája adja meg, a számalaknak
megfelel® irányvektor pedig jórészt invariáns a kontrasztra nézve. Ezt úgy szeretnénk
továbbfejleszteni, hogy a kontraszt változó értéke egy független dimenzióban jelenjen
meg. Ebb®l a reprezentációból ezt polárkoordinátákra való transzformációval lehetne
közelíteni (polárkoordinátás reprezentációval foglalkozik Graving és Couzin (2020)
is), viszont ez kívül esik jelen dolgozat keretein. A (4.4) ábrán látottak szerint pedig
a kis kontrasztú részen a számjegyek alakja is változik a kontraszt mellett, úgyhogy
a függetlenség így sem teljesen adott. A radiális reprezentáció egy jó példa arra,
hogy hogyan befolyásolják a modell építése során használt prior feltételezéseink a
reprezentációt. A következ®kben ezeket a feltételezéseket szeretnénk úgy változtatni,
hogy a kontraszt változó egy független euklidészi koordinátán jelenjen meg.

4.3. Pre Hoc Scale Mixtures VAE

Az els® modellhez képest azt szeretnénk elérni, hogy a kontraszt értéke a látens
tér egy független változóján kódolódjon. Az angol nyelv¶ szakirodalom eztdisen-
tangled modellnek hívja, a látens koordináták szétválasztása miatt. Az adathalmaz
augmentációjához hasonlóan egy szorzást vezetünk be, amiben az egyik szorzóténye-
z®vel a kontraszt értékét szeretnénk kódolni. A szorzás képében bevezetett induktív
torzítás inspirációja a Wainwright és Simoncelli (1999) által leírt GSM modell. A
VAE struktúra keretei között két, meghatározott eloszlásból származó változó össze-
szorzásával kapjuk a két eloszlás elegyéb®l származóscale mixtureeloszlást. Ezt a
szorzást kétféleképpen helyezzük el: a Decoder bemenete el®tt, illetve a kimenete
után. A bemenet el®tti apre hoc (err®l lesz szó most), a kimenet utáni apost hoc
változat ((4.4) rész).

4.3.1. Normál prior

A modell felépítése, változások A modell felépítésében a változás az, hogy a
variációs posteriorból vett minta utolsó koordinátájával skalárként megszorozzuk a
minta többi részét - azaz a Decoder(z1; z2; z3) input helyett z3 � (z1; z2) inputot kap.
Ez a bevezetett induktív torzítás, és a szorzással kapott strukturális változtatáson
kívül nem utal más arra, hogy ez a kontrasztot reprezentáló dimenzió. Innent®l az3

koordinátát c-nek hívjuk, ugyanis ez hivatott kódolni a kontraszt értékét. A látens
tér így (z1; z2; c) alakú, a Decoder inputjac � (z1; z2). c dimenziójára új priort is be-
vezethetünk, az els® modell esetében viszont ez egyel®re maradc � N (0; 1). Ezért a
Normál Scale Mixtures név, hiszen egy normál eloszlással skálázzuk az számalakok-
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ra vonatkozó (szintén) normál eloszlást. Az Encoder outputja továbbra is� , illetve
2 log� a három dimenzió mentén. A változásokat a (4.6) ábrán is követhetjük. A be-
keretezett részbenc eloszlása,p(c) most normál, ezen a kés®bbiekben változtatunk,
ezért az absztraktabb leírás.

� z1

� z1

� z2

� z2

� c

� c

mean

var

(cz1; cz2) 2 R2

Encoder(R784 ! R6) Decoder(R2 ! R784)

z1; z2 � N (� zi ; � 2
zi

)

c � p(c; g1(� c); g2(� c))

x1 x̂1

x2 x̂2

x3 x̂3

(: : :) (: : :)

x784 x̂784

input (R784) output (R784)

4.6. ábra. A pre hocSMVAE általános felépítése

A szorzás bevezetése kapcsán egy észrevételt kell tegyünk. Azt szeretnénk tehát
elérni, hogy a látens térz koordinátái (illetve a posterior eloszlás els® két dimenzió-
ja) tartalmazzák a számalakra vonatkozó információt, ac koordináta (és a posterior
harmadik dimenziója) pedig a kontrasztot. Mivel a Decoder most egy kétdimenziós
inputot kap, R2-be kell minden információt beles¶rítenie a számalakról. Ebben a két-
dimenziós térben ac-vel való szorzás félegyeneseket hoz létre, amik mentén változik
a kontraszt - ugyanis egy adott(z1; z2) vektor c-szeresét véve azt szeretnénk, hogy
csak a kontraszt változzon. Vagyis a(z1; z2) térben egy már látott radiális elrende-
zés lenne optimális: origóból kiinduló egyenesek mentén csak a kontraszt változik, a
számalak nem, azaz minden irányvektor egy számalakot jelöl.

Vegyük észre, hogy a szorzás miatt valójában nem független a három koordináta,
például az(1; 1; 0:5) és a(2; 2; 0:25) látens hármasok ugyanazt ac � z értéket adják:
(0:5; 0:5). Ez azt jelenti, hogy egy nagyítás bekerül a rendszerbe: amilyen szám a
c = 0:5 szeleten az(1; 1) pontról rekonstruálódik, az ac = 0:25 szeleten a(2; 2)
ponton lesz.c további csökkentésével ez a pont egyre távolabbra kerül, és mivel ez
minden pontra igaz, ezért eredményez nagyítást a folyamat, amit a látens téren is
látni fogunk. A nagyítás miatt ellentett c értékekre a látens tér egy pontja meg fog
egyezni a középpontra vett tükörképével, azaz elég lesz ac szerinti egyik félteret
vizsgáljuk.

A modell hiperparaméterei megegyeznek az eredetiével ((4.2)).
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Eredmények A modell rekonstrukciója a (4.7) ábrán látható. A számalakokba
több hiba csúszik, a d®lésszög és elhelyezkedés viszont pontos. A kontraszt meg-
jelenítése sem fejl®dött, a magas kontrasztot nem tudja visszaadni, többi esetben
nagyjából pontos. A számjegyek határai elmosottabb határokkal rendelkeznek, mint
az el®z® modell esetében ((4.2) ábra).

4.7. ábra. Normál VAE rekonstrukció

A látens tér c menti szeleteit a (4.8) ábrán láthatjuk. Ahogyan fentebb írtam,
ellentett c értékekre a két tér elrendezése középpontos tükörképe egymásnak, így
elég csakc nemnegatív értékeit vizsgálni. A (4.8a) és (4.8c) ábrákon meg�gyelhet®
ez a középpontos szimmetria. Ac = 0 esetben ((4.8b)) a szorzás miatt lesz teljes
homogenitás, hiszen bármilyen(z1; z2; 0) hármas a(0; 0) inputot adja a Decodernek.
A c = 1; 2; 5 szeleteken látjuk, hogy a kontraszt változó hatására hogyan változik a
látens tér. A c = 1 ésc = 2 képeken meg�gyelhetjük a nagyítás jelenségét: ac = 1
szelet ac = 2 szelet kétszeres nagyítása, azaz a (4.8d) képen a piros keret ac = 1
szeletnek felel meg.

A kontraszt változását �gyelve nem nagyon adódik egyértelm¶ változás a kü-
lönböz®c értékek között. A c = 1 nagyítást �gyelve nem találunk mintázatot a
kontrasztosságban. Azonban ac = 5 képpel összehasonlítva látszik, hogy a nagyobb
c értékek mentén nagyobb lesz a kontraszt adott(z1; z2) értékre (bár a kép bal al-
só szeletében megjelenik egy értelmezhetetlen és sötét régió). Ac érték tehát tárol
kontraszt információt, viszont változtatásával a számjegyek alakja is változik, csak
részben teljesül a kívánt tulajdonság, hogy egy origóból kiinduló félegyenes mentén
azonos számalakokat találjunk.

Szeretnénk megvizsgálni kvantitatívan is, hogy mennyire teljesül az eredeti cél-
kít¶zésünk, adisentangled, azaz szétválasztott látens tér. Ehhez újból a teszthalmaz
képeit használjuk fel, hogy kereszt-validált eredményt kapjunk. A módszerünk az,
hogy a teszthalmaz10000képét odaadjuk a modell Encoderének, és elmentjük min-
den kép kontrasztját, valamint az Encoder által adott posterior eloszlás várható
értékét és szórását. A (4.9) ezen értékek átlagát ábrázolja a kontraszt függvényében,
a látens tér egyes dimenzióira.

A (4.9a) képen azt láthatjuk, hogy a célunkat egyel®re nem sikerült elérjük. A
kontraszt változó hatásáraz2 ésc alig változik, z1-gyel viszont szoros kapcsolatban
van. A szórás esetében az a várakozásunk, hogy a számalakot hordozó dimenziók va-
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