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1. Bevezetés

A deep learning azaz mélytanulasi modellek egyre nagyobb teret nyertek az elmult
években. A képfeldolgozas terén a konvollcios neuralis halé (CNN) jelentett atto-
rést, ami diszkriminativ feladatokat old meg hatékonyan (azaz a bemeneti képhez a
megfelel® cimkét igyekszik kivalasztani). A modell a képeken 1év® kilonb6z® mint4-
zatokat és texturakat tanulja, igy tobbféle invariancia, példaul eltolas vagy tukrézés
mellett is képes meghatarozni ugyanazt a kategoriat. Ezek a sikerek felugyelt ta-
nulas (supervised learningy mellett szllettek, vagyis a modellnek sziiksége van egy
helyes cimkékkel ellatott adathalmazra a tanulashoz. Ez egyrészt koltségessé teszi
a megfelel® tanité adathalmazok létrehozasat, masrészt nem egyezik meg egy valés
tanulasi szituaciéval. A bioldgiai rendszerek cimkéek nélkul alakitanak ki egy repre-
zentaciot a kapott informaciok alapjan, ez pedig arra inspiral, hogy az 6nallo tanulas
(unsupervised learniny keretrendszerében dolgozo modellt valasszunk.

Ez a célkitfzés irdnyit a mélygenerativ modellek iranyaba. Ezekben a tanult rep-
rezentaciot egy latens tér dimenzidi jelenitik meg, ezzel pedig kdnnyebben alakithato
és vizsgalhaté a CNN-nél. Az 6nall6 tanulas soran a modell felfedezi az adathalmaz-
beli képek mogottes eloszlasat, és igy a folyamat soran egy generativ komponenst
is kapunk. A célom annak vizsgalata, hogy a latens térben megjelen® generativ ele-
mek milyen hierarchia szerint rendez®dnek el. lllusztraciéként gondoljuk el, hogy
egy kupac széaraz bikkfalevél mintazatat szeretnénk generalni. Azt szeretnénk, hogy
a generativ elemek egy része az egyes levelek mintazatat tanulja meg, €s mas részik
legyen felel®s a levelek elhelyezkedéséért. A komponenseket azonban nehéz matema-
tikailag szétvalasztani, hiszen egy kell®en exibilis, nemlinearis modell hatékonyan
képes tanulni enélkil is - igy viszont elveszik a mintdzat struktlrdjanak mélyebb
megeértése.

Azt, hogy ilyen hierarchikus latens teret alkosson a modell, a felépitésében je-
lenlév® induktiv torzitassal inductive bia9 tudjuk segiteni. Ezzel be tudjuk épite-
ni a modellbe a tanuland6 adathalmazrél valé el®zetes tudasunkat, ezzel segitve a
tanulast. Egészitsuk ki a faleveles példat egy egyszerq zikai invarianciaval, a kont-
raszttal. A levelek egy adott elrendezése kilénb6z® fényviszonyok mellett ugyanaz,
azonban kisebb kontraszt nagyobb bizonytalansagot, azaz varianciat jelent az elren-
dezésben. Egy ilyen kép esetében a kontraszt egy fényer®sséget jelent, amit egy adott
elrendezés esetében a kép pixeleire vett szorzés ir le. Ebben az esetben tehat a mo-
dellben ezt a szorzast megragado induktiv torzitast kell bevezessiunk, hogy segitsik
a struktira megértéseét.

Az induktiv torzitas j0l megvaldsithaté a Variational Autoencoder (VAE) nevy
meélygenerativ modell esetében. Ez a modell azért is vonzo, mert a bayesi statisztika
elvei szerint mfkodik, ezaltal pedig atlathatd garanciak és megkotések vonatkoz-
nak ra. Ezaltal egy normativ keretben vagyunk képesek kovetkeztetéseket levonni,



ami mas generativ modellek esetében nem adott. A dolgozatom célja, hogy egy
kontrasztinvarians latens reprezentaciéval rendelkez® modellt alkosson a VAE keret-
rendszerében. A tanitas a MNIST adathalmaz kontraszttal augmentélt valtozatan
torténik. A tavolabbi cél az, hogy természetes képeken mykddjon a modell, azon-
ban az ezekben |év® Osszetettebb struktira miatt az erre vald6 modellépités id®- és
er®forrasigényes. Emiatt fontos, hogy ezel®tt felfedezzik, hogy milyen modell képes
hatékony tanulasra. A dolgozatban harom kilénb6z® felépités] modellt vizsgalok.
Az egyikik egy standard VAE, amir®l azt talalom, hogy jél tanulja a kontrasztot,
azonban nem egy kulon latens dimenzioban jeleniti meg azt. Ezért két kulonb6z®
tovabbfejlesztést valositok meg, amiben egy latens koordinatak kozotti szorzas hi-
vatott szétvalasztani jelentés szerint a latens dimenziékat - ezme hoc éspost hoc
Scale Mixtures Variational Autoencoder. A vizsgalat soran azt talalom, hogy jgost

hoc SMVAE képes leginkabb kontrasztinvarians reprezentacié és helyes rekonstruk-
cio tanulasara.

A bevezetés utdn a masodik fejezetben réviden bemutatom a CNN felépitését,
majd a GAN nev{ generativ modellt. A fejezet végén részletesen targyalom a VAE
felépitését. Ezutan a harmadik fejezetben leirom a Gaussian Scale Mixtures nevy,
valészinfségi eloszlasokat vegyit® otletet és motivaciojat, ami a megvaldsitott model-
lekben bevezetett szorzast inspiralta. A negyedik fejezetben a felhasznalt adathalmaz
bemutatasa utan részletezem a modellek felépitését és dsszefoglalom az eredménye-
ket. A Standard VAE, illetve a pre hoc éspost hocSMVAE esetében is bemutatom
a latens teret, a rekonstrukciot, illetve vizsgalom a kontraszt elkdédoldsanak fiigget-
lenségét. Vegul az 6todik fejezetben dsszefoglalom az eredményeket, majd kitérek a
limitaciokra és tovabbfejlesztési lehet®ségekre.

2. Mélytanulasi modellek a képfeldolgozasban

2.1. Neuralis halo képklasszi kaciora

A mélytanulasi modellek jelent®s részének alapja az a mesterséges neurdlis halézat
struktara, amit mar régen kidolgoztak, azonban a szamitasi kapacitasok és felhasz-
nalhaté adathalmazok az el®z® évtizedre n®ttek meg annyira, hogy a gyakorlatban
is j6l alkalmazhatd legyen. A mesterséges neurdlis halokrol és alkalmazasaikrol ir
Bishop (1994) harminc évvel ezel®tt 6sszefoglalot. rAestersége®s neuralis sza-
vak itt arra utalnak, hogy ezek a modellek a bioldgiai neuralis hal6zatokrol vesznek
mintat.

Egy mesterséges neuralis halo tulajdonképpen efjy. R" ! R™ flggvény, ami
egy specidlis struktira szerint épil fel. A bemenet 2 R" vektort els®ként egyk
dimenzios, Ggynevezett rejtett rétegbe transzformalja a haloé. Ennek egy koor-



dinatdjanak (egy "mesterséges neuron") értékét az el®z® réteg, azaz jelen esetben
a bemenet koordinétéinak sulyozott 6sszege alapjan fejezzik ki. Vagyis egyko-
ordinata értékét a L, w; x; kifejezés szerint kapjuk meg, ahol; 2 R" az g
koordinatara nézve egyedi sulyozas. Hogy ne csak linearis 6sszefliggések legyenek
a modellben, ez az érték még egy ngmlineéris, ugynevezaktivacios fuggvéngn

is atmegy, azaz8j 2 1:::k : & = g( {L; W;iX;), ahol g a nemlineéris aktivacios
fliggvény (azaz a "neuron" akkor "tlizel", ha elég nagy bemeneti impulzust kap). Egy
egész réteg neuronértékeinek kiszamitdsat matrixszorzassal végezhetjik:

a= g(Wx)

ahol a 2 R* egy rejtett réteg k neuronjanak aktivaciéi, W matrix tartalmazza az
adott rejtett réteg sulyait (a j: sori: eleme,w; az a koordinata képletébenx;
sulya), x pedig az el®z® réteg. Rejtett rétegekb®I| kdveti egymast tdbb, majd végul
megkapjuk a modelf (x) 2 R™ kimenetét. Az aktivacios figgvényekre néhany példa:

ReLU: g(x) = max(0; x)
1

l1+eX

softplus: g(x) = log(1 + €)

sigmoid: g(x) =

A cél az, hogy aw parameétereket optimalisan allitsuk be, azaz a feladatunknak
megfelel®en m{kddjon a halo. A j6 paraméterek megtalalasdhoz egy optimalizalasi
algoritmusra van szikség - ez hackpropagationazaz a hiba-visszaterjesztési algo-
ritmus szerint valésul meg. Ehhez egy megfelel® veszteségfiiggvényt kell de nialni,
majd az algoritmus eszerint kiértékelif (x)-et, és valtoztat a paramétereken. Err®l
részletesebben a (2.3.2) részben irok. Az eredményes tanulashoz legtébbszor sok rej-
tett rétegre, és megfelel®en nagy adathalmazra, amin az optimalis paramétereket
meg tudja tanulni a halo.

Az els® nagy éttorést Krizhevsky, Sutskever, és Hinton (2012) munkaja hozta,
akik képklasszi kacios feladatra épitettek fel egy 60 millio paraméterrel rendelkez®
specialis halot. Egy konvollciés neuralis haléiconvolutional neural network CNN)
hoztak Iétre, ami az ImageNet nevy, természetes képeket és cimkeéiket tartalmazo
adathalmaz elemeit "ismeri fel", azaz minden képhez egy valdszinfségi eloszlast ren-
del a cimkékre nézve. Az ehhez hasontfiszkriminativ modellek esetében a kimenet
el®tt talalhatd egy normalizalo réteg, ami az utolsé el®tti réteg értékeit valdszinf-
ségi eloszlassa transzformalja (azaz kimenete minden koordinatal{@nl)-beli, és a
koordinatak 6sszegd). Ez jellemz®en asoftmax fliggvény:

R (0;1)%; (x)i=P# (i21:::k)
j=1 €9



Krizhevsky és tarsainak halézata az esetédiB%aban az 5 legvalészinfbb cimke ko-
zé sorolta a helyes megoldast ak000 lehetséges cimke kozil. Ez az arany akkor
gyelemreméltban magasabb volt mas eljarasok pontossaganal. Munkajuk mar ko-
rabban is létez® eljarasokat valositott meg egy Uj kombinacidban, és megmutatta,
hogy a mélytanulasban valds lehet®ség rejlik. Eredményeik nyoméan rengetegen dol-
goztak kulénb6z® neuralis haldzatok fejlesztésén (az eredeti cikk jelenleg 133 ezer
hivatkozas korul jar a Google Scholar szerint).

A CNN architektara tébb valtoztatast eszkdzél a fentebb leirt, alap neuralis halo
struktarajan - a képek esetében ugyanis kulcsfontossagu a kilonb6z® texturak és tu-
lajdonsagok megtanulasa, amik a vektorra alakitott reprezentaciéban elvesznek. A
CNN ezért kétdimenzids konvolucios rétegeket hasznél, amik ugyanugy az el®z® réteg
néhany elemének linearis kombinacibja szerint adjak az Uj réteg elemeit. Itt azonban
a sulyok el®re meghatarozottak és xek, valamint az Uj réteg egy elemére az el®z®
réteg csak néhany, a 2D térben kozeli pixel értéke fog hatni. Egy konvollciés réteg
igy egy "ablakot" csusztat végig a kétdimenzids inputon. A modell a konvoluciés ré-
tegek mellett dimenziécsokkent®ppoling) rétegeket hasznal, és ezekkel hatékonyan
tud magasabb és alacsonyabb szint] mintdzatokat, texturakat tanulni. A megfele-
I® reprezentacio kialakitasa utan kell vektorizalni, "kilapitani* az adatokat, és itt
néhany hagyomanyos, illetve egy softmax réteg oldja meg a klasszi kacio feladatat.

A CNN tehét egy hatékony megoldas diszkriminativ feladat esetén, felugyelt ta-
nulds (supervised learning mellett. A modell invaridns a transzlaciora, vagyis egy
kép eltoltjat, vagy tukrozottjét is felismeri, hidba teljesen masok a konkrét pixel-
ertékek a két képen. Ez a felépités tehat egy olyan induktiv torzitast jelent, ami a
segiti a transzlacids invariancia tanulasat. Azonban a tanulashoz sziikség van arra,
hogy a tanit6 adathalmaz tartalmazza a helyes cimkéket minden kép esetén, a mo-
dell veszteségfiggveénye pedig ezt, a helyes vélaszt veti 6ssze a kimenetként kapott
valoszinfségi eloszlassal. Ennek egyértelmy hatranya, hogy koltségesebb egy ilyen
adathalmaz 6sszedllitdsa. Az eredeti halénak sok kilonb6z® iranyl tovabbfejlesztése
szlletett az azéta eltelt években, azonban az 6néllé tanulas és a képek eloszlasanak
tanulasara nem kifejezetten alkalmas ez a modell (Gu és tsai., 2018). Masrészt, mi-
vel a modellx bemenetre egyp(zjx) valészinfségi eloszlast szamol (ahal2 R™
a kimeneti vektor), a képekp(x) eloszlasanak tulajdonsagairdl nem tudunk tanul-
ni altala. A kézblls® rétegekben észrevehetiink mintazatokat aszerint, hogy milyen
textarat hol kdédol el a halézat, azonban végs® soron a modell cimkék kozoétt dont. Ez
pedig nem egyezik meg egy bioldgiai halézat m{kddésével, ahol fontosabb a latottak
értelmezése a cimkézésnél. Tovabba a strukturdlis értelmezés és exibilis inferencia
is hianyzik: példaul egy allat esetében nem csak az érdekes, hogy milyen allat van a
képen, hanem a vislelkedése, mint hogy milyen iranyba mozoghat, veszélyes-e.



2.2. Generativ modellezés: a GAN

Az 6nallo tanulas unsupervised learninyjesetében a modellnek csak a feldolgozando
adathalmazra van sziksége, cimkék és egyeb kiegészitések nélkil. Feltételezzik, hogy
az adathalmazx elemei egy ismeretlen mogottes eloszlasbél szarmaznak, legyen ez
p (X). A célunk egy olyan modell megalkotasa, ami ezt az eloszlast kozeliti, azaz
kell:

p(x) p(x)
A kozelitést maximum likelihoodbecsléssel javithatjuk, azaz a lehetséges paraméte-

reket tartalmazé halmazban keressiik azt a paraméterezest, amelyik a legjobban
kozeliti az ismeretlen eloszlast, azaz keressuk:

fpgz :minl(p:p) (2.1)

egy adott L : R" ! R veszteségfiiggvényre. Ha jél kozeliti p -ot, akkor p -bdl
mintat véve a tanité adathalmaz pontjaihoz hasonlé adatpontokat generalhatunk.
A mogottes p (x) eloszlast azonban nem biztos, hogy egy explicit paramétery el-
oszlassal le lehet irni, ezért implicit médon szeretnénk kozeliteni az adathalmaz
strukturajat.

Ennek egy népszer{ médszere Goodfellow és tsai. (2014) munkaja nyom&ea
nerative Adversarial Network(GAN). A modszer sokféleképpen hasznalhatd, most
képekre vonatkoztatva irok rola. Az architektlra felépitése jatékelméleti alapon
nyugszik: két gépi tanulasi modell, a Generator és a Diszkriminator (amik jellem-
z®en neuralis halék) "versenyeznek" egymassal az optimalizacié soran. A Generator
feladata, hogy az eredetihez hasonld képeket generaljon. Ehhez egy sokdimernzios
inputot kap, ami egy adott prior szerinti zaj (példaulp(z) = N (0;1)). Ebb®I allitja
el® aG(z; ¢) kimenetet (ahol ¢ a paramétereket jelenti). A Diszkriminator felada-
ta, hogy egy valodix kép ésG(z; ¢) kdzul kivalassza az igazi képet. A tanuldshoz
mindkét rész kap egy koltségfiggvényt:c( ; p) €ésLp( ¢; p). A Diszkriminator
esetében ez lehet egy egyszery, binaris klasszi kaciora szolgal6 negativ log likelihood
flggvény:log(y), aholy a helyes cimkére tippelt valészinfség. A Generatoré pedig
vagy Lp (ekkor egy minimax algoritmust kapunk), vagy pediglog(l vy) (azaz
Lp forditott cimkékkel: az a cél, hogy rossz kategoriaba sorolja a Diszkriminator).
A paraméterek frissitése gradiens modszerrel torténhet.

A tanulasi folyamat elméletben addig tart, amig egy lokalis Nash-egyensuly all
fenn a két rész kdzott. Ez azt jelenti, hogy egyik sem tudja gy frissiteni a paraméte-
reit egy adott részhalmazon, hogy jobb eredményt érjen el a masik paramétereinek
valtozatlansaga mellett. Ekkorra a Generator implicit megtanulja, kdzeliti az eredeti
képekp (x) eloszlasat. A modell egy x latens térrel rendelkezik felett, vagyis ki-
|6nb6z@®z vektorokat adva bemenetként a Generatornak, felfedezhetjik, hogy milyen
reprezentaciot tanult meg. lzgalmas tulajdonsaga ennek a térnek, hogy egy generalt

6



képen Iév® szemantikai valtozasnak gyakran egy adott iranyu latens vektor felel meg
- igy példaul egy emberi arc generalasara tanitott GAN latens terében megtalalhat-
juk a mosolynak megfelel® iranyt, és egy adott a®sképét ebbe az irAnyba tolva
mosolyt csalhatunk ra. llyen iranyok tartalmazhatnak forgatast, fényer®re, hattérre
vonatkozo informaciokat is. A modell tehat implicit felfedez szemantikus tulajdon-
sdgokat a latens reprezentacidban. Ezek szétvalasztasiiséntanglement azonban
nem a latens koordinatak mentén vallsul meg, hanem 6sszetett iranyokban jelenik
meg, és a modell struktirgja miatt ezek tanulasat nem tudjuk induktiv torzitassal
segiteni.

A GAN j6 eredményeket képes elérni a képgeneralas terén, azonban tébb hatra-
nya is van. Az egyik a tanitas nehézkessége. A lokdlis Nash-egyensuly megtalédlasa
nem sikerul mindig, azaz a konvergencia nem biztositott. Rdadasul nem biztos, hogy
egy lokalis egyensuly jo eredményt ad, a modell hajlamos arra, hogy az adathalmaz
egy részének megfelel® képeket generaljon - ha példaul szamjegyek irdsara szeret-
nénk megtanitani, a Generator csak egyfajta szamjegy generaldsaval is atverheti a
Diszkriminatort. Emellett a GAN implicit tanulja meg a p (x) mogoéttes eloszlast,
amir®l igy tovabbi informaciét nem nyerhetiink.

2.3. Variational Autoencoder (VAE)

Egy masik lehet®ség az 6nallé tanulas menténVariational Autoencoder (VAE),

ami az altalam épitett modellek alapjat képezi. Ez a bayesi statisztika eszkozeivel
tanul latens reprezentaciét és eloszlast az adathalmazra nézve. Az alabbiakban a
modell alkot6i, Kingma és Welling (2019) leirdsa alapjan foglalom 6ssze a VAE
tulajdonsagait.

2.3.1. Altalanos leiras

A VAE a bayesi statisztika eszkdzeivel dolgozik. Most is adott az adathalmaz és
az ismeretlen mogottes eloszlag: (x). A célunk az lesz, hogy egyx adatpontnak
egy megfelel& latens térbeli reprezentaciot talaljunk. Ehhezp(z) eloszlasra meg-
hatarozunk egy prior becslést. A modell két részb®I fog allni: ez az Encoder és a
Decoder. Az Encoder feladata, hogy egy adoxkt-re el®allitsa a lateng megfelel®jét,
meghatarozva a posteriop (zjx) feltételes eloszlast. Latni fogjuk, hogy ezt nem tud-
juk analitikusan szamolni, hanem egy (zjx) variacios posteriorral kell kdzelitstk -
ezért ezt a folyamatotvariacios inferencianak hivjuk. A Decoder feladata az, hogy
egy latens térbeliz értékb®lI visszaallitsa az eredeti inputot: p (xjz) p (x). Eza
modell generativ része, hiszen a tanitas utan egy tetsz®legegktorral Uj képeket

is tudunk generdlni. A modell altalanos felépitése a (2.1) abran lathaté. Jellemz®-
en, igy esetlinknben is, az Encodert és Decodert egy-egy nemlineéris neuralis halo



valésitja meg.

Prior eloszlas:p(z)

latens z-tér

Encoder:
q (zix) p(zix) Decoder:p (xjz)

N
0%

A W
x-tér Ge(\e(’&

Adathalmaz

2.1. 4bra. A VAE altalanos strukturaja

A cél tehat a p (x) eloszlas kozelitése, azonban tovabbra sem szamitunk arra,
hogy ez egy explicit paraméterezhet® eloszlas lesz. Ezért vezetjik be a lafgny
priort (ami gyakorlatban sokszor egy normal vagy uniform eloszlas). Az eredpt{x)
eloszlast ennek fuggvényeben szeretnénk keresni: ehhez els®ként meghatarozunk egy
Osszetettf fuggvényt. llyen lehet példaul egy mély neurdlis halé. A fuggvény kime-
netét esetlegesen tovabb transzformalhatjuk valamilyeg fuggvénnyel, hogy meg-
kapjuk az x valtoz6 kdzelitését a prior fuggvényében:

x g (2)):

Ebb®| adddik egy egylttes eloszlasre ész-re: p (x;z). Ebb®l kdnnyen tudunk
mintat venni: z  p(z) ésx  g(f (z)) szerint. Viszont az eredetip eloszlas csak
x fuggvénye, ezérp x-re vett marginalis eloszlasara van szikségunk. Ezt altalanos
esetben integralassal kaphatjuk meg:

z z
p(x)= p(xz)dz= p (xjz)p(z)dz (2.2)



Az igy létrejott p eloszlas elég exibilis tud lenni. Eqy egyszer| eset: lzadiszkrét,
p(zjx) pedig normal eloszlas, akkor normal eloszlasok a n kombinacibéjarol beszél-
hetlink. Folytonos z esetén pedig 6sszetettebb eloszlast kaphatunk. A tovabbiakhoz
idézzik fel Bayes-tételét.

2.1. Tétel (Bayes-tétel). LegyenX ésY két valészinfségi valtozg(X) ésp(Y) az
eloszlasuk. Ekkor az egymasra vett feltételes eloszlasokra fennall a kovetkez® Ossze-

fuggés:
p(YX)p(X)
p(Y)

A mogottes eloszlas kozelitéséhgz,(x) meghatarozasahoz a (2.2) integral meg-
oldasara van szikséglnk. Ez azonban tipikusan lehetetlen, mert nem ismert ra ana-
litikus megoldas, vagy j6 kozelités. Ha a 2.1 Bayes-tételt az és z valészin{ségi
valtozokra nézzik, akkor atszorzassal kapjuk, hogy:

p(XjY) =

p (xjz)p(z)
p (zjx)
A jobboldal szamlaldja a fentebb leirtak szerint kbnnyen szamolhatd, azonban a

nevez®ben szerep®(zjx) posterior szintén ismeretlen. Ezt a problémat hidalja at
a VAE, amikor az optimalizacié soran variaciés kozelitést ad a posteriorra.

p(x) = (2.3)

2.3.2. Veszteségfuggveny

A (2.1) formula szerinti minimalizaladshoz szikségunk van egy megfelel® veszteség-
fuggvényre, aminek mentén optimalizalni tudunk. Ehhez sziikségink lesz a KL diver-
gencia fogalmara, ami azt hatarozza meg, hogy egy eloszlas mennyire kilonb6z® egy
masik, referencia-eloszlastol. A jel6lt alap nélkuli logaritmusfiiggvény a természetes
alapu logaritmus.

De nici6 (KL divergencia). Legyenp esq folytonos valdszinfségi valtozok s{r{iség-
fuggvenye. Ekkor az eloszlasaik Kullback-Leibler divergenciaja a kdvetkez® integral
ertéke: 7 ( )! ( )#
pX pX
Dk (pka) = p(x)log ——= dx=E, log——=
~ : a(x) P A
A KL divergencia nem tavolsagfliggvény, ugyanis nem szimmetrikus €s nem tel-
jesiti a hAromszog-egyenl®tlenséget. A nemnegativitast viszont teljesiti, erre sziksé-
glnk is lesz a kés®bbiekben.



2.2. Allitas. 8p;q: Dk, (pkg) O

Bizonyitas. Azt fogjuk belatni, hogy Dk, (pkg) O.

( ) Vegyuk észre, hogya>0) loga a 1 és% > 0.

z

_ P9
Diw (pka) = ] o p(x) log @ dx

_ qx)

= ZR p(x) log () |dx

() qx)
ZRp(x) ﬁ 1 dx

=A%) p(x)dx

=1 1=0

mivel p(x) ésq(x) sTrységfuggvenyek. ]

A (2.3.1) részben lattuk, hogy egy olyan modellt szeretnénk késziteni, aminek a
g (zjx) variacios posteriora jol kozeliti a valodi és ismeretlep (zjx)-t. A kozelség
mértékét KL divergencia segitségével tudjuk szamszer{siteni (az argumentum nélkali
g illetve p aq (zjx) ésp (zjx) eloszlasokat roviditik).

#
q (zjx)
P (zjx)

Ahonnan a masodik tagot tovabbirva:

Dk (akp)= Eq log = Eq llogq (zix)]  Eq [logp (zjx)] (2.4)

#
p (z;X)
p (X)
Eq [logp (z;X)] gq [logp (x)]

Eq [logp (z;X)] q (zjx)zlog p (x)dz

Eq [logp (zjx)] = Eq log

(2.5)

Eq [logp (z;x)] logp (X) g (zjx)dz
Eq [logp (z;x)] logp (x)

Ezt visszahelyettesitve a (2.4) egyenletbe:

Diw (a kp ) = Eq [logq (zjx)]  Eq [logp (z;x)] +1og p (x)
logp (x)= | Eq lloga (Zx)]+ Eq llogp (2:)]+ D (g kp) - (26)
0

ELBO: L. (x)
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A KL divergencia nemnegativitasa miatt tehat:

L, x)=logp(x) Dx.(gkp) logp (x) (2.7)

Vagyis ap (zjx)-re tett g (zjx) variacios becslés josaga, amit a (2.4) egyenletben
szerepl® KL divergenciaval hatarozunk meg, az ELBO becslés pontossagat is meg-
hatarozza. Minél jobban kozelitiq (zjx) az igazi posteriort, annal jobban kézeliti

az ELBO a logp (x) loglikelihoodot. Es vica versa az ELBO maximalizalaséaval
egyrészt novekszik g (x) marginalis likelihood, azaz jobb lesz a generativ modell,
emellett csokken a KL divergencia, vagyis jobb lesz az variacios posterior becslésunk.

Az ELBO-t a (2.6) alak mellett a kdvetkez®, szemléletesebb modon is felirhatjuk:

L, (x) = Eq [logp (z;X)] Eq [logq (zjx)]
= Eq [logp (Xj2)] + Eq [logp (2)] Eq QOQQ (zjx)]
_ . q (zjx) (2.8)
= IEq [Iog{g (.XjZ)} Eq log 0 (2
rekonstrukcié jésaga | {z }

a becsilt posterior és a prior
KL divergencigja

Két dolgot szeretnénk tehéat elérni. Az egyik, hogy minél pontosabb legyen a re-
konstrukcio. A masik, hogy a posterior hasonlo legyen a prior eloszlashoz - ezt
hivjuk regularizacios tagnak. Ez biztositja, hogy a latens tér elrendezése értelmes
reprezentaciot mutat, azaz (normal prior esetén) az elkddolt értékek az origbhoz
kdzel helyezkednek el, és a kulonb6z® pontok kdzotti atmenet folytonos. Ellenkez®
esetben ugyanis a latens tér kilonb6z® részeiben képezhetné le a modell kilénb6z®
bemeneteket, igy nem alakulna ki valédi informaciot hordozo latens teér.

2.3.3. Optimalizalas

Egy j6 modell megalkotasahoz tehat az ELBO-t kell maximalizalnunk egy optimali-
zAaciobs algoritmussal. Egy mély neuralis hal6t fogunk hasznalni a variaciés inferencia
alapjaként, ennek tanitdsa pedig a gradiens ereszkedés moédszeréyeldient des-
cent) torténhet, az ELBO-t hasznéalva veszteségfiiggvényként. A gradiens leszallas
soran a kovetkez®képpen frissitjuk a paramétereket az esetiinkben:

(; )=(C; ) r. L, (x)

Ahol és az Encoder illetve Decoder paraméterei, a tanulasi rata. A veszteség-
fuggvényink minimalizalasa céljabdél kiszamoljuk a gradienst, és ennek egyka-
larszorosaval valtoztatunk a paramétereinken, amik igy a lokalis optimum iranyaba
fognak valtozni. Ezt a paraméterfrissitést aminibatch modszerrel fogjuk végrehaj-
tani, azaz meghatarozott szamu adatpontot adunk a modellnek, miel®tt ezekb®I
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kiszamolnank a gradienst. Igy stabilabb lesz a konvergencia, mintha minden adat-
pont utan frissitenénk (Ruder, 2016), illetve lehet®ségunk nyilik Monte Carlo jellegf
becslések hasznalatara is.

A diszkriminativ modellek egyszery veszteségfiggvényeinél valamivel nehezebb
helyzetben vagyunk, ugyanis az ELBO-ban szerepl® varhaté értéket nem tudjuk
analitikusan kiszadmolni. A generativ modell paramétereire nézve az ELBO (2.6)
alakjabdl kaphatunk torzitatlan becslést:

h i
r L, (x)=r Eqflogp (x;2)] Eq [logq (zjx)] (2.92)
= Eq [r [logp (x;2) logq (zjx)]] (2.9b)
't [logp (x;2) logq (zjx)] (2.9c)
=1 [logp (x;2)] (2.9d)

Ahol (2.9b)-nél azért cserélhettik fel a varhaté értéket és a gradienst, mert killonb6z®
valtozokra vonatkoznak. (2.9c)-nél egy Monte Carlo becslést végzinknanibatch
miatt torzitatlanul kdzelitjik a varhato6 értéket. (2.9d)-nél pedig felhasznaljuk, hogy

a masodik tag -ra vett derivaltja O, mert t®le fuggetlen.

Az Encoder paramétere esetében nem cserélhetjik fel a varhatd értéket és
a gradienst, ezért itt mas modszert kell hasznaljunk. A probléma kikiiszobdlésére
valtozdcserét fogunk végezniréparameterization trick). Els®ként legyen egy valo-
szinfségi valtozonk, aminek eloszlasa fliggetlgA®| és -t®l. Ekkor az  q (zjx)
valészinfségi valtozoét kifejezhetjuk a kovetkez®képpen:

z=9g(" ;x)

egy megfelel® fuggvényre. igy a gradiens és a varhat6 érték operatorok kommuta-
tivak lesznek" fliggetlensége miatt, és Monte Carlo becsléssel:

I Eq@wolf @1=r1 Epelf (2)]
= Epn[r [f (2)] (2.10)
't (2

Ezzel kiegészitve a (2.9) szamolast di erencialhatjuk a teljes reparametrizalt

veszteségflggvényinket:
h

r. L, X)=r, Eqllogp (x;2)] Eq [logq (zjx)]
=r . [Epllogp (x;2)] Ep [logq (zjx)]]
Epr . [logp (x2) logq (zix)] o1
‘r . [logp (x;z) logq (zjx)]
=r logp(x;z) r logq (zjx)
=r; C, (x)
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ahol az utols6 sorbar a gradiens érték becslését jeloli. igy pedig a megfelel® prog-
ramozasi keretrendszerben mar kénnyen elvégezhet® a di erencialas, a kapott becs-
léstink pedig torzitatlan, hiszen:

h i
Epey 7o E; (")

Eoey(r ; [logp (x;2) logq (zjx))]

=1, [Epm(logp (x;2) logq (zjx))] (2.12)
r. L. (x)

Most mér minden készen all a modell Iétrehozasahoz és tanitasahoz. A tanitds me-
netét leirtam fentebb, a pontos algoritmus az eredeti leirasban talalhato (Kingma &
Welling, 2014, p. 21).

3. Gaussian Scale Mixtures

A modellek bemutatasa el®tt a természetes képek statisztikai tulajdonsagairdl irok
roviden. Olshausen és Field (1996) vizsgaljak azt, hogy egy természetes képet ho-
gyan lehet hatékonyan elkodolni. A szerz®k célja az, hogy agy n pixeles képet,
amit az | (x;y) fuggvénnyel reprezentalunk, felbontsunk (nem feltétlenil ortogonalis)
bazisflggvények linearis kombinaciojara:

X

Lcy) = & i(xy)
|

ahol ;2 pixeltéren értelmezett figgvény, amib®&? darabot valasztunk. A cél az,
hogy olyan béazisfliggvényeket valasszunk, amik egyrészt egy teljebazisat alkot-
jak a képek terének, masrészt aa egyutthatok minél inkabb fuggetlenek legyenek
természetes képek egy halmazara.

A szerz®k azzal a feltételezéssel élnek, hogy a természetes képek ritka struktura-
val (sparse sturcturg rendelkeznek, vagyis egy nagy méretq halmazbdl kevés elem-
mel leirhatunk egy képet. Ez azt jelenti, hogy az egyitthatdk eloszlasa unimodalis
és nulla korlli. EQy bézis josaganak értékelésére az ELBO-hoz hasonlo veszteség-
fuggvényt valasztanak a szerz®k: & = [informacio-meg®rzgs [a ritkasagd
0sszefliggés minimalizalasa a cél, ahoR R* skalazza a masodik tagot. Eredmény-
ként azt talaljak a szerz®k, hogy a természetes képeken tanitott modell optimalis ba-
zisflggvényei avavelettranszformaciénak megfelel® struktirat mutatnak. Ez azért
is érdekes, mert az eml®sok els®dleges latbkérgében a neuronok receptiv mez®ire
igaz az, hogy helyileg lokalizaltak, orientaltak és egy adott frekvenciatartomanyra
érzékenyek - ezek a tulajdonsagok pedig a wavelet transzformaciora is igazak.

A wavelettranszforrﬂécic’)t pedig ezek utan a kévetl&z@képpen pontosithatjuk.
Legyen 2 L%(R),azaz 5 %(x) dx< 1 ,tovabbalegyen (t)dt=0. ortonor-
malt wavelet ha teljesf j :j;k 2 Zg ortonormalt bazis szarmaztathat6 bel®le az
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L2(R) Hilbert-térre. Ekkor 8f 2 L2(R) felirhato f (x) = P k=1 Gk jk(x) alakban,

a megfelel®gy egyutthatokra, amit f wavelet-sorba fejtésének neveziink (Chun-
Lin, 2010). Chun-Lin munkajanak 31. oldalan lathaté6 néhany példa a waveletekre.

A mostani jelentéskornyezetben, a képek terén a waveletek értelmezeési tartomanya
nem a teljes valos halmaz lesz, hanem egy képy) 2 R? sikrészletén vesszilk ®ket,

a pixelértékekre diszkretizalva. A képeken egy wavelet-bazist tehat wavelet fog
kiadni, amik skalaban és orientacidban kilonb6znek, ahol a skala a szélességet ha-
tarozza meg, az orientéacio a térbeli elhelyezkedést és iranyt (képek és részletes leiras
Olshausen és Field (1996) munkajaban).

Ezt az eredményt tovabb kutatva Wainwright és Simoncelli (1999) foglalkozik
természetes képek wavelet transzformacio utani statisztikjanak leirdsaval. Anali-
zisik szerint a képekwavelet bazis szerinti reprezentacioi két tekintetben is nem
normal eloszlast kévetnek. Az egyik a kordbban emlitett ritka struktira: egy kép
elkddolasakor az egyitthatok legtobbje O korili és kevés lesz nagy amplitadoju. A
(3.1a) képen latszanak egy képkodolas egydttthatdinak abszolutértékei harom ki-
|16nb6z® skala és orientacio szerinti waveletre, lathatéan ritka eloszlassal, sok sotét,
azaz 0 kozeli értékkel. Ezt kvantitativan lathatjuk a (3.1b) hisztogramon, ahol a
kdzéps®, 0 érték korul nagyon sok egyutthato van, két oldalra pedig er®sen csokken
a szamuk. A kilénb6z® diagramokon négy kilénb6z® dolgot abrazolo természetes
kép (tajkép, fakéreg-szerq textlra, orvosi kép, szamitogépes gra ka) egyutthatéinak
eloszlasa lathatd. A fels® sorban flgg®leges, az als6 sorban pedig vizszintes orien-
tacioju, kozepes skalaju waveletek egyutthatéit lathatjuk. Az eloszlas nyilvanval6éan
nem normal, ez tehat az els® eltérés.

(a) Egyutthatdék abszolutér- (b) Egyultthatok eloszlasa
tékei a kép mentén

3.1. abra. Természetes képeken vett wavelet transzformacidk egyutthatéinak tulaj-
donsagai (Buccigrossi & Simoncelli, 1999)

A masodik, nem normal eloszlas szerinti tulajdonsag a wavelet transzformacio
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utani szomszédos pixelek intenzitasa (szomszédos ugyanazon wavelet szerinti kddo-
lasban, vagy ugyanaz a pixel hely, csak orientacidban, illetve skalaban eltér® wav-
eletre). Ha ugyanis egy egydutthat6 nulla, akkor a szomszédjai is nagy valészinfséggel
lesznek nulla kézeliek, azonban egy egyutthaté magas értéeke mellett a szomszédok-
nak lehet nagy, vagy kicsi értéke is, azaz n® a varianciajuk. Ez lathaté diagramon
a (3.2) abran, a fels® sorban. A vizszintes tengely mentén latszik a fliggetlen pixel
intenzitasa (a (3.1b) hisztogramokhoz hasonl6an a k6zéps® értékek jelentik a nulla
értéket). A fligg®leges tengely mentén a szomszédok intenzitasat latjuk. A szalon-
cukorra hasonlitd alak jelenti a most leirt dsszefliggést, azaz hogy magas értékek
mellett a szomszédok értékei sokfélék lehetnek. Az egyes oszlopok négy kilénb6z®
természetes képre adott eloszlast jelenitenek meg ugyanazon wavelet szerint. Az also
sor magyarazatat a szerz®k altal vazolt megoldas bemutatasa utan irom le.

3.2. &bra. Kondiciondlis hisztogram a szomszédos egyutthatok értékeire (Wainwright
& Simoncelli, 1999)

A fentiek miatt a bemutatott eloszlasok modellezésére nem alkalmas normal
eloszlasok kombinacidja. Ehelyett a szerz®k bevezetikGaussian Scale Mixtures
fogalmat.

De nici6 (GSM). Egy Y valészinfségi vektortGaussian Scale Mixturenek (GSM)
hivunk, haY 2 zU, ahol 2 eloszlasbeli egyenl®séget jelal, 0 egy skalar valoszi-
n{ségi valtoz6,U N (0; Q) random normal vektor, illetve z ésU fliggetlenek.

Specidlisan, haz Gamma eloszlas szerinti, akkor a GSM eloszlas jél tudja koze-
liteni a (3.1b) &bra szerinti egyutthato eloszlasokat. Amennyiben pedig a kodolas
utani pixel értékek normalizalva vannakz szerint (egyyo pixelt yo=2 szerint nor-
malizalva), a normalizalt pixel értékek egylttes eloszlasa normal - ez lathat6 a (3.2)

15



abra alsé sordban. Tovabba a normalizalt pixel értékek marginalis eloszlasa is nor-
mal eloszlas lesz. A GSM modell tovabbi fejlesztésével pedig nem csak az egymashoz
kdzeli pixelek valnak j6l modellezhet®vé, hanem a teljes képen vett egyitthatdk el-
oszlasa is.

A bemutatott elemzések természetes képekre vonatkoznak, ahol a lineéris tulaj-
donséagok feature-6k) teljes bazist alkotnak. Ennek a leképezéséhez a latens teret az
eredeti kép méretének megfelel®? dimenzidsra kéne allitsuk, ez azonban id®- és er®-
forrasigényes. Ezért a dolgozatban a természetes képeknél egyszerfbb adatbazison,
a MNIST augmentélt valtozatan tanitom a modelleket, ahol a tulajdonsagok tere
(feature spacg néhany dimenzidban leirhat6. A célja ennek a modellek mfkodésének
megértése és el®zetes vizsgdalata, hogy a természetes képek vizsgalata ezekb®I a ta-
pasztalatokbol kiindulva torténhessen. Tehat a cél kontrasztinvaridns reprezentacio
pekre. Ezért motival ascale mixturesmodellek megalkotasaban a fenti GSM eloszlas,
ami egy hatékony eszkoz lehet a neuralis halé kontrasztinvaridns megvalositasaban.

4. A modellek bemutatasa és kiértékelése

4.1. A c-MNIST adathalmaz

A modellt a MNIST adathalmaz egy augmentalt valtozatan tanitom és tesztelem.
A MNIST 28x28 pixelb®I all6, kézzel irott szamjegyeket tartalmaz, szlrkearnyalatos
formaban. Minden képet egyM 2 R?® 28 matrix reprezental, amiben minden pixel-
értékre: m;; 2 [0; 1]. Az adathalmaz tanitasra szant rész€000Q a tesztrész10000
képet tartalmaz. Meg kell jegyeznem, hogy ez nem egy nehezen tanulhaté adathal-
maz: régota léteznek ra szinte tokéletes klasszi kalo algoritmusok, illetve egy szimpla
lineéris klasszi kacioé is12%0s hibaval megoldja (LeCun, Bottou, Bengio, & Ha ner,
1998; LeCun, Cortes, & Burges, n.d.). Az adathalmaz tehéat kvazi linearis.

A modelleket a MNIST egy b®vitett valtozatara tanitom. Az eredeti képeket
kontrasztalt valtozatokkal egészitem ki: egy eredek kép helyett bekertlc x (8c 2
C skalar), ahol C a kontraszt értékeket tartalmazé halmaz. A vizsgalatom soran
a C= f0:2; 0:5; 0:8; 1g kontraszt értékekkel augmentalom az eredeti adathalmazt
(vagyis az eredeti képek mellett harom kontrasztos valtozatuk is bekeril). gy a
tanitd adathalmaz 6sszese@40000 a teszthalmaz60000képet tartalmaz. Ezen az
augmentalt c-MNIST adathalmazon tanitom a modelleket. A modellek felépitését
és tanitasat a Google Colab keretrendszerébenpgtorch deep learning csomag fel-
hasznélaséaval végeztem.
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4.2. Standard VAE

A modell felépitése Az els® modell egy standard Variational Autoencoder meg-
valésitasa a c-MNIST adathalmazon. A modell felépitése a kbvetkez® (ahogyan a
(4.1) abréan is latszik):

" INPUT: x 2 R78

" Encoder:R®! RS
3 rejtett réteg RelLU aktivacios fuggvennyel784! 256! 32! 6
output: (; 2log ), ahol ; 2 R® a posterior normal eloszlas paraméterei

~ Mintavétel: z N (; 2)

" Decoder:R®! R
3 rejtett réteg RelLU aktivacios fuggvénnyel3! 32! 256! 784

" OUTPUT: rekonstruélt 2 2 R78

input (R78%) output (R784)
Encoder(R7* ! R®) Decoder(R®! Rygs)
“Q

4.1. &bra. A Standard VAE felépitése

A neuralis hal6é Encoder része inputként egy 2 c-MNIST 28x28-as szlrkearnya-
latos képet kap meg egy’84 dimenzids vektorra kilapitott formaban. Az Encoder
kimenetként az adottx kép alapjan kapott g (zjx) variaciés posterior eloszlas pa-
ramétereit adja (ez kozeliti a valodip (zjx) posterior eloszlast). Ebben a modellben
a latens tér 3 dimenzids, a prior normal eloszlast kdvepi (z) N (0;1). A vari-
ancia nemnegativitdsa miatt a megfelel® paraméterekre pozitiv értéket varunk, ezt
azonban nem tudjuk beleépiteni a neurdlis haléba. Emiatt a variancia logaritmusa
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lesz az Encoder kimenetdog 2 =2log . Ebb®I kénnyen kiszamolhatjuk a normal
eloszlas varianciajatexp(05 2log ).

A kovetkez®, sztochasztikus rétegben mintat vesziink az Encoder altal megha-
tarozott paraméterq eloszlasbadl. A (2.3.3) részben leirtak szerint valtozdcserére van
szlukségunk feparameterization trick), hogy a derivaltakat megkapjuk, és gradiens
maddszerrel tudjunk optimalizélni. Ezt a konkrét modellben gpytorch distribution
csomagjanak segitségével valositottam meg, ami a sziikséges mddon vesz mintat a
megadott eloszlasbol (PyTorch, 2023; Dillon és tsai., 2017).

Hiperparaméterek és optimalizalas A hiperparaméterek az 6sszes megalkotott
modellben megegyeznek. A latens dimenzid, azaz &r haromdimenziés, az MNIST
egyszerfsége miatt ugyanis elég lesz kevés latens dimenzié. Ha nagyobb latens teret
veszunk, azt lathatjuk, hogy a posterior "0sszeomlik" par dimenzié mentén: teljesen
megegyezik a priorral, azaz nem hordoz Uj tulajdonsagokat. Ez az alacsony dimenzio
tovabba lehet®séget ad arra, hogy a latens tér strukturajat az egyik valtoz6 szerinti

2 dimenzibés szeleteken lathassuk. A tanitds a gradiens leszéllassal, azon belil az
Adaptive Moment Estimation(Adam) modszerrel lett megvaldsitva. Ennek hiperpa-
raméterei: batch méret= 128, tanulasi rata = 10 3. Mindkett® egy szokasos érték,
eés nem talaltam naluk jobb eredményt eler® paramétereket. A tanitas 2Ppochkon
keresztul zajlott, vagyis a tanulas soran 20-szor iteralt végig a teljes adathalmazon a
tanitd algoritmus. Ez minden modell esetében elég volt arra, hogy a veszteségfiigg-
vény stabilan megkozelitsen egy végs® értéket.

Az ELBO megvalbsitasa Az ELBO-t a korabban latott (2.8) egyenlet szerint
valésitjuk meg, vagyis:

o
L 0= Falogp 042 Eg log TR

p (2)
rekonstrukcié josaga | {z }
a becsiilt posterior és a prior
KL divergenciaja

A neurdlis haldk esetében az optimalizalas a legtdbbszor minimalizalasként torténik,
és ez a (2.3.3) részben ismertetett gradiens leszallas modszerre is igaz. Ezért az ELBO
maximalizalasa helyett a negaltjanak minimalizalasa lesz a célunk:

maxL. (x)=min L, (x)

Az ELBO els® tagja a modell rekonstrukciojanak pontossagat méri: adott varia-
cios posterior mellettiz-re minél nagyobb valoszinfséggel szeretnénk az eredett
kapni. A logaritmusfliggvény miatt az eredeti ELBO-ban a varhat6 érték maximuma
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0, vagyis a negaltban & felé szeretnénk minimalizalni ezt a tagot. Az implementéci-
Oban az eredetk vektort hasonlitjuk 6ssze a rekonstrualR vektorral. Erre példaul a
binaris kereszt-entropiat Binary Cross Entropy, BCE) vagy a négyzetes kdzépérték
hibat (Mean Squared Error MSE) hasznalhatjuk, amiket az itt szerepl®[0; 1}-beli
ertékeket tartalmazo vektorokra de nialok.

De nici6. (Bindris kereszt-entropia) Legyenx;y 2 [0;1]N vektor. A koztik vett
binaris kereszt-entropia:

1 X
lgce (X;y) = N yilogxi + (1 yi)log(l x;)

i=1

De nici6. (Négyzetes kozépérték hiba) Legyexiy 2 [0; 1]N vektor. A koztik vett
négyzetes kozépérték hiba:

X
wse (6Y)= 10 (0 )’

i=1

Természetes feltételezni, hogy az eredeti és a rekonstrualt kep kozotti hiba, azaz
a meg gyelési zaj pbservation nois¢ normal eloszlasu, tovabba a pixelértékek is
normal eloszlasuak, ebben az esetben pedig az MSE az ad6doé valasztas. A tapaszta-
lataim szerint azonban a BCE hasznélataval jobb eredményeket értek el a modellek.
A BCE feltételezése az, hogy a pixelek eloszlasa binéris, ekkor m{kddik optimalisan.
Ez esetinknben nem igaz, hiszen folytonosak a pixelértékek, viszont az eloszlasuk
bimodalis, 0 és1 koruli csuccsal, vagyis a binaris feltételezés pontosabb, mint a nor-
mal. A modellek bemutatasakor latni fogjuk, hogy a binaris feltételezés valamelyest
elmosodott szamalakokat fog eredményezni, ugyariss1 kozotti pixelértékek ese-
tén a BCE képlete0:5 felé huz (mivel a masik iranyba tévedni nagyobb veszteséget
jelentene). Loaiza-Ganem és Cunningham (2019) ezt kijavitva egy BCE varianst
alkot, ami folytonos pixel eloszlast feltételez. Ezzel tovabbfejleszthet® lenne a mo-
dell, azért nem valdsitottam meg, mert a természetes képek, azaz a cél adathalmaz
esetében az MSE modszer feltételezései lesznek természetesek.

A KL divergencia, azaz a regularizacios tag kiszamitasahoz azzal a feltételezéssel
eliink, hogy a posterior eloszlas nagyjabdl egy diagonalis kovarianciamatrixi nor-
mal eloszlast kovet, azaz a posteriorban is fuggetlenek a kilénb6z® dimenziok (lasd
Kingma és Welling (2014), p. 5). Ekkor a KL divergenciat két normal eloszlas k6zott
kell szamoljuk, amire ez analitikusan elvégezhet®.

4.1. Allitas. Legyenp N (x;0;1) ésg N (x;; ?2) k dimenziés normal eloszlas.
Ekkor

1h ]
D (ckp) = 5 2+trf g k logj j
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Bizonyitas. A sYr{ségfliggvények:
1 1

foX)= oz exp  =(x )T (x
a(X) 2= =P 5 ) ( )
— 1 1 2
fp(X) = 2= exp éx
Ezt behelyettesitve:
Dk (gkp) = Eq[logfq(x) logfp(x)]
=By S )T Mx ) log2 )= logj j=+ 2x*+log(2 )=
1, .. 1_n"h b1 b
= élOQJ J éEq x )T txoo) + éEq x?

Ahonnan a masodik tagban szerepl® yToo(x ) 2 R, vagyis irhatjuk
trf (x )yooY(x )g alakban, aholtr fg a nyom operator. Ezen belll pedig kom-
mutativak a tényez®k, vagyis megegyezik a kovetkez®wef:(x )T(x ) 1g,

ahonnan:
h i
Eq rf(x  )'(x ) ‘g

h i
trfEq (x )'(X )y tg
h i
rfEq (x  )'(x ) ‘g
=trf 9

trflcg
k

Tovabba a harmadik tagban az egydimenzids(x?) = V ar(x)+ E?(x) dsszefiiggésb®l:

X
= EQ[XiZ]
=1
= Var(x))+ 2
i=1
=trf g+ ?2

Ezeket visszahelyettesitve pedig megkapjuk az allitasban szerepl® kifejezést:

1h ]
D (ckp) = 5 2+trf g k logj j
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Mindezek szerint pedig mar minden, a modellnek ado& adatpontra ki tudjuk
szamitani az ELBO értékét, ami alapjan a (4.2) részben leirtak szerint optimalizal-
hatunk.

Eredmények A modellek objektiv teljesitményét az ELBO teszthalmazra valo ki-
szamitasaval kaphatjuk meg, ezt a (4.5) részben irom le, minden modellre 6sszesitve.

A modell rekonstrukciéjara néhany példa a (4.2) abran lathato, a fels® sorban
vannak az eredeti képek, alattuk a rekonstrualt parjaik. A rekonstrukcié min®sége ez
alapjan jo, a szamjegyeket néhany hibaval helyesen rekonstrualja, a d®lésszogiket és
a négyzeten bellli elhelyezkedésiket is jol allitja vissza. Alacsony kontrasztu képek-
nél a kontraszttal is pontos, azonban a magas kontrasz{é = 1), azaz vilagos képek
esetében tobb helyltt sem allitja vissza a teljes kontrasztossagot. A rekonstrualt
képek valdéban kicsit elmosottabb hatarokkal rendelkeznek.

4.2. abra. Standard VAE rekonstrukci6

A modell haromdimenzios latens terét kétdimenzids szeletek mentén tudjuk vizs-
galni. A (4.3) abran lathaté a latens tér 5 szelete a; 2 f 3; 1;0; 1; 3g értékekre.
Az egyes szeleteken &z;;7,) altér értékeinek a Decoder altal rekonstruéltt keé-
pei lathatdéak. A diagramok mindkét koordinataban g 3; 3] intervallumot jelenitik
meg, 20 ekvidisztans racsponton. Tehat az igy kapott 400 darab2 RS latens
koordinatatrié rekonstrukciojat lathatjuk egy-egy abran.

Az abrakon meg gyelhetjik az altalanos VAE alaptulajdonsagait. A regularizaci-
0s tagnak kdszonhet®en a latens tér elemeinek rekonstrukcioja folytonosan valtozik,
azaz kozeli latens vektorokbol hasonld képet éllit el® a Decoder. A rekonstrualt
szamjegyek kozti &tmenet tovabba értelmes, azaz a latens tér pontjainak tulnyomo
tobbségéb®l értelmes kép rekonstrualddik. A (4.3d) kép jobb alsé sarkaban a kevés
kivétel egyik csoportjat lathatjuk. Vegyuk észre azt is, hogy béar a tanitds soran négy
kilonb6z® ertéket felvev®, diszkrét kontraszt valtozot hasznaltunk, a reprezentacio
az ezen kontraszt értekek kdzotti atmenetben is folytonos.

A kontraszt elkédolasat vizsgalva érdekes mintazatot lathatunk. A képek alapjan
agy tfnik, hogy a kontraszt az origéban a legkisebb, és az origébdl kiindul6 félegye-
nesek mentén ndvekszik. Ahogyan a (4.4) abra példajan is lathatjuk, ez valoban igy
van, s®t ugy latszik, hogy a félegyenesek mentén a szamalak is kevéssé valtozik (a
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@z3= 1 (b) z3=0 (c)zz=1

(d zz= 3 () z3=3

4.3. dbra. Standard VAE latens terének szeletes mentén
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nagyon kicsi kontrasztu részt kivéve). Az abra két végpontja egyarant 3 egyseég ta-
volsagra van az origotol, a szamjegyek a két végpont kozti 20 ekvidisztans racspont
rekonstrukcioi.

Azt, hogy kulonb6z® kontrasztra csak az origotdl valé tavolsag valtozik, a szam-
alaknak megfelel® iranyvektor pedig hasonlé marad, a (4.5) abra szemlélteti. Itt a
latens tér (z1; z»; z3) kimenetét normaltam, azaz a Decoder a

z _ (%122, 75)
= g 2%
kzk (zs+ 22+ 23)

inputot kapta. Ez tehat egyedul z irdnya, 1 hosszusagra normalva. Az abran azt
lathatjuk, hogy ugyanazon szamalak kilénb6z® kontraszt( valtozatai valéban szinte
ugyanolyan iranyban kédolodnak el. Eltérést alacsony kontraszt esetén tapasztalunk,
ahol nagyobb a modell bizonytalansaga a szfkdsebb informacié miatt.

4.4. abra. Standard VAE latens tér origon atmen® egyenesek mentén

4.5. dbra. Standard VAE tavolsagnormalt iranyvektorok

A (4.3) és (4.4) abrak alapjan tehat az latszik, hogy a modell latens tere radialis
szerkezetq. Ennek magyarazatdhoz idézzik fel, hogy a kontraszt valtozonk egy zart
intervallumon van (c 2 [0; 1]). A modell feladata (a szamjegyek elkddolasa mellett),
hogy ezt a kontraszt-intervallumot elkddolja azR? latens térbe. A regularizacios tag
miatt a posterior a priort kell kozelitse, a prior normal eloszlas szimmetrikussaga
miatt pedig akkor tud megvalésulni, ha a kontraszt-intervallumot az egyik féltér
irAnyaban kodolja el a modell. Azaz 40;1] ! R* transzformécioval kerlilnek a
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kontraszt ertékek a félegyenesekre, és ez biztositja a posterior priorhoz valé hason-
|6sagat.

A modell altal megtanult radialis reprezentacio kifejezetten izgalmas, illetve jo
eredmény az is, hogy a kontrasztot a latens normdja adja meg, a szamalaknak
megfelel® iranyvektor pedig jorészt invarians a kontrasztra nézve. Ezt gy szeretnénk
tovabbfejleszteni, hogy a kontraszt valtoz6 értéke egy fliggetlen dimenzidban jelenjen
meg. Ebb®I a reprezentaciobdl ezt polarkoordinatakra valo transzformécioval lehetne
kdzeliteni (polarkoordinatas reprezentacioval foglalkozik Graving és Couzin (2020)
is), viszont ez kivul esik jelen dolgozat keretein. A (4.4) abran latottak szerint pedig
a kis kontrasztu részen a szamjegyek alakja is valtozik a kontraszt mellett, Ggyhogy
a fluggetlenség igy sem teljesen adott. A radialis reprezentécié egy j0 példa arra,
hogy hogyan befolyasoljak a modell épitése soran hasznalt prior feltételezéseink a
reprezentaciot. A kbvetkez®kben ezeket a feltételezéseket szeretnénk ugy valtoztatni,
hogy a kontraszt valtoz6 egy flggetlen euklidészi koordinatan jelenjen meg.

4.3. Pre Hoc Scale Mixtures VAE

Az els® modellhez képest azt szeretnénk elérni, hogy a kontraszt értéke a latens
tér egy fliggetlen valtoz6jan kodolddjon. Az angol nyelvy szakirodalom edtsen-
tangled modellnek hivja, a latens koordinatak szétvalasztasa miatt. Az adathalmaz
z®vel a kontraszt értékét szeretnénk kodolni. A szorzas képében bevezetett induktiv
torzitas inspiracidja a Wainwright és Simoncelli (1999) altal leirt GSM modell. A
VAE struktura keretei k6z6tt két, meghatarozott eloszlasbél szarmazo valtoz6 dssze-
szorzasaval kapjuk a két eloszlas elegyeb®| szarmaedle mixture eloszlast. Ezt a
szorzast kétféleképpen helyezziik el: a Decoder bemenete el®tt, illetve a kimenete
utan. A bemenet el®tti apre hoc (err®l lesz sz6 most), a kimenet utani post hoc
valtozat ((4.4) rész).

4.3.1. Normal prior

A modell felépitése, valtozasok A modell felépitésében a valtozas az, hogy a
variacios posteriorbdl vett minta utolsé koordinatajaval skalarként megszorozzuk a
minta tObbi részét - azaz a Decode(z;; zo; z3) input helyett z3 (z;; z,) inputot kap.

Ez a bevezetett induktiv torzitas, és a szorzassal kapott strukturalis valtoztatason
kivil nem utal mas arra, hogy ez a kontrasztot reprezentaldé dimenzid. Innent®za
koordinatat c-nek hivjuk, ugyanis ez hivatott kddolni a kontraszt értékét. A latens

tér igy (z1; z»; ¢) alaku, a Decoder inputjac (z;;z,). ¢ dimenzidjara Uj priort is be-
vezethetlink, az els® modell esetében viszont ez egyel®re mardd (0;1). Ezért a
Normal Scale Mixtures név, hiszen egy normal eloszlassal skéldzzuk az szamalakok-
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ra vonatkozo (szintén) normal eloszlast. Az Encoder outputja tovabbra is, illetve
2log a harom dimenzié mentén. A valtozasokat a (4.6) abran is kovethetjuk. A be-
keretezett részbert eloszlasap(c) most normal, ezen a kés®bbiekben valtoztatunk,
ezeért az absztraktabb leiras.

mean

input (R78%) output (R84
Encoder(R™* ! R®) Decoder(R?! R"84)

\

XZO \

e W

(:::)O ‘ 2322 N (2 2)
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X784 O O R7g4

4.6. abra. Apre hoc SMVAE altalanos felépitése

X1

(czi;cz) 2 R?

TR

A szorzas bevezetése kapcsan egy észrevételt kell tegylnk. Azt szeretnénk tehat
elérni, hogy a latens térz koordinatai (illetve a posterior eloszlas els® két dimenzio-
ja) tartalmazzak a szamalakra vonatkozo informéciot, & koordinata (és a posterior
harmadik dimenzioja) pedig a kontrasztot. Mivel a Decoder most egy kétdimenzids
inputot kap, R2-be kell minden informaciét beles{ritenie a szamalakrél. Ebben a két-
dimenziés térben ac-vel val6é szorzas félegyeneseket hoz Iétre, amik mentén Valtozik
a kontraszt - ugyanis egy adott(z;; z,) vektor c-szeresét véve azt szeretnénk, hogy
csak a kontraszt valtozzon. Vagyis 4z;; z;) térben egy mar latott radidlis elrende-
zés lenne optimalis: origobdl kiindulé egyenesek mentén csak a kontraszt valtozik, a
szamalak nem, azaz minden iranyvektor egy szamalakot jel6l.

Vegylk észre, hogy a szorzas miatt val6jaban nem fliggetlen a harom koordinata,
példaul az(1; 1; 0:5) és a(2; 2; 0:25) latens harmasok ugyanazt & z érteket adjak:
(0:5;0:5). Ez azt jelenti, hogy egy nagyitas bekeril a rendszerbe: amilyen szam a
c = 0:5 szeleten az(1;1) pontrdl rekonstrualédik, az ac = 0:25 szeleten a(2; 2)
ponton lesz.c tovabbi csokkentésével ez a pont egyre tavolabbra kerul, és mivel ez
minden pontra igaz, ezért eredményez nagyitast a folyamat, amit a latens téren is
latni fogunk. A nagyitas miatt ellentett c értékekre a latens tér egy pontja meg fog
egyezni a kdzéppontra vett tikorképével, azaz elég leszxazerinti egyik félteret
vizsgaljuk.

A modell hiperparaméterei megegyeznek az eredetiével ((4.2)).
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Eredmények A modell rekonstrukcidja a (4.7) abran lathat6. A szamalakokba
tobb hiba csuszik, a d®lésszdg és elhelyezkedés viszont pontos. A kontraszt meg-
jelenitése sem fejl®dott, a magas kontrasztot nem tudja visszaadni, tébbi esetben
nagyjabol pontos. A szamjegyek hatarai elmosottabb hatarokkal rendelkeznek, mint
az el®z® modell esetében ((4.2) abra).

4.7. abra. Normal VAE rekonstrukcio

A latens tér ¢ menti szeleteit a (4.8) abran lathatjuk. Ahogyan fentebb irtam,
ellentett c értékekre a két tér elrendezése kdzéppontos tikoérképe egymasnak, igy
elég csakc nemnegativ értékeit vizsgalni. A (4.8a) és (4.8c) dbrakon meg gyelhet®
ez a kdzéppontos szimmetria. & = 0 esetben ((4.8b)) a szorzas miatt lesz teljes
homogenitas, hiszen barmilyeiiz,; z,; 0) harmas a(0; 0) inputot adja a Decodernek.

A c=1;2;5 szeleteken latjuk, hogy a kontraszt valtozé hatasara hogyan valtozik a
latens tér. Ac=1 ésc =2 képeken meg gyelhetjik a nagyitas jelenségét:@= 1
szelet ac = 2 szelet kétszeres nagyitasa, azaz a (4.8d) képen a piros keret=al
szeletnek felel meg.

A kontraszt valtozasat gyelve nem nagyon adodik egyértelm( valtozas a ku-
l6nb6z®c értékek kdzott. A ¢ = 1 nagyitadst gyelve nem taldlunk mintazatot a
kontrasztossagban. Azonban a=>5 képpel 6sszehasonlitva latszik, hogy a nagyobb
c értékek mentén nagyobb lesz a kontraszt adoftz;; z,) értékre (bar a kép bal al-
s6 szeletében megjelenik egy értelmezhetetlen és soétét régiox érték tehat tarol
kontraszt informaciot, viszont valtoztatasaval a szamjegyek alakja is valtozik, csak
részben teljestl a kivant tulajdonsag, hogy egy origébdl kiinduld félegyenes mentén
azonos szamalakokat talaljunk.

Szeretnénk megvizsgalni kvantitativan is, hogy mennyire teljesil az eredeti cél-
Kitfzésunk, adisentangled azaz szétvalasztott latens tér. Ehhez 0jbdl a teszthalmaz
képeit hasznaljuk fel, hogy kereszt-validalt eredményt kapjunk. A mddszerink az,
hogy a teszthalmazl0000képét odaadjuk a modell Encoderének, és elmentjiik min-
den kép kontrasztjat, valamint az Encoder altal adott posterior eloszlas varhaté
ertékeét eés szorasat. A (4.9) ezen értékek atlagat abrazolja a kontraszt fliggvényeben,
a latens tér egyes dimenzidira.

A (4.9a) képen azt lathatjuk, hogy a célunkat egyel®re nem sikertlt elérjuk. A
kontraszt valtozé hatasaraz, ésc alig valtozik, z;-gyel viszont szoros kapcsolatban
van. A szOras esetében az a varakozasunk, hogy a szamalakot hordozo dimenzidk va-
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