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Koszonetnyilvanitas

Dolgozatom elején mindenképpen szeretnék koszonetet mondani témavezetSimnek:
Bérczi-Kovacs Erikanak, aki segitségével, szakmai tudaséval és lelkesit6 mondata-
ival nagy mértékben hozzajarult a szakdolgozatom elkészitéséhez; tovabbé Béres
Ferencnek a sok sok programozési segitségért, amit kaptam, ugyanis nélkiile ez a
dolgozat nem jott volna létre. Mindkét témavezetémre igaz, hogy egész id6 alatt
tamogattak, barmikor szamithattam rajuk, minden egyes kérdésemre készséggel
és tiirelemmel valaszoltak. Koszonom!

Tovabba szeretném haldmat kifejezni a csalddomnak és eziton is koszonom nekik
a rengeteg tdmogatast. Természetesen szeretném megkoszonni hallgatotarsaim,
barataim segitségét, akik az alapképzés és / vagy a mesterképzés alatt mellettem

alltak, tamogattak.



Bevezetés

Manapsag egyre gyakrabban felmerils probléma a gépi tanulasi folyamatok soréan,
hogy rendkiviil nagy mennyiségii adatot hasznalunk kiilonbéz6 modellek tanité-
sara, igy ahhoz, hogy megfelel§ eredményt kapjunk olykor nagy szémitéasi telje-
sitmény mellett is hosszi a tanulési algoritmusok futasideje. A szubmoduléris
optimalizalas egy lehetséges megoldas lehet arra, hogy a nagy adathalmazok ke-
zelésével jaro szamitési terheket csokkentsiik, ugyanis az adathalmazok méretének
novelésével altalaban az ismétl§dések szama is nd, viszont ezek a redundans ada-
tok nem mindig jelentenek hasznot. Tehat az adatokban rejl§ informécié szubmo-
dularis jellege miatt lehetnek hatékonyak a szubmoduléaris maximalizalasra épits
megkozelitések.

A mesterképzés soran témavezetSimmel az alapképzésen megkezdett munkéat foly-
tatva a fentiekben véazolt probléméra a Washingtoni Egyetem kutatéi altal kifej-
lesztett Apricot [7] Python program csomag alkalmazéasi lehetdségeit tanulmanyoz-
tuk.

A mérések, tapasztalatok alapjan azt lattuk, hogy a programot nemcsak a mintak
szaménak redukalasara (sorredukcio), hanem a dimenzidcsokkentésre is lehet hasz-
nélni, igy nem a sorok, hanem az oszlopok szdménak redukélasaval csokkentenénk
a tanitasi adathalmaz méretét. Dolgozatomban bemutatom a szubmodularis meg-
kozelitést a sorredukcios feladatra, majd Osszehasonlitom az Apricot altal adott
modszert a standard dimenziécsokkentési eljarasokkal. Megkisérlem kihangsilyoz-
ni a modszer erdsségeit és gyengeségeit is egyarant.

Az els6 fejezetben a gépi tanulasrdl irunk altalaban, majd a masodik fejezetben
a dimenziécsokkentési feladatot definialjuk, a legelterjedtebb dimenzi6csckkenté-
si eljarasokat ismertetjiik. Fzek utan a szubmodularitassal kapcsolatos alapvetd
fogalmakat mutatjuk be, majd a szubmodularis dimenziécsdkkentést fejtjiik ki
részletesebben. Az elméleti rész utan ratériink a hasznalt adathalmazok, az elért

eredmények, mérések ismertetésére. Végiil egy Osszegzéssel zarjuk a dolgozatot.



1 GEPI TANULAS

1. Gépi tanulas

1.1.

Alapfogalmak

A dolgozatban gépi tanulasi (angolul Machine Learning) folyamatok felgyorsitasa-

val foglalkozunk, ezért szeretnénk néhany bekezdésben ismertetni a legfontosabb

gépi tanulassal kapcsolatos fogalmakat.

Attol figgden, hogy hogyan tanitjuk a gépet, azaz a tanul6 eljaras milyen for-

maban szerez tudomast az adatpontokhoz tartozoé célvaltozé értékekrdl, harom f6

megkozelitést szokas emliteni [11]:

(1)

Feliigyelt tanulas (supervised learning): az adatpontokhoz tartozo célvalto-
z6értékek ismertek és ezek segitségével tanitjuk a modellt. Az adatpontokbdl
és a hozzajuk tartozo ismert célvaltozoértékekbdl 4ll6 halmazt hivjuk tani-
tasi adathalmaznak (training dataset). A cél, hogy ez alapjan olyan modellt
tanuljunk, ami kordbban nem latott példakon (teszthalmazon, validacios

halmazon) is helyesen miikodik.

A dolgozatban a kovetkezs formalizaciot hasznaljuk: U = {(2%, y") }iz1.m
legyen a teljes tanitasi adathalmaz, ahol minden z¢ egy d dimenzioés vektor
(rekord, minta), értékeit az X halmazbol veszi fel és 3* € Y a hozza tar-

tozd cimkeérték. Hasonlban legyen V' a validacids halmaz, a mintdk pedig
{(z",y") }iev-

Feliigyelet nélkiili tanulés (unsupervised learning): A megfigyelésekhez nincs
rendelkezésre allo célvaltozoérték. Az adatok kozt Osszefiiggéseket, kiillonbo-
z6 mintazatokat keresiink. Célunk, hogy ezeket azonositsuk. A tanitas itt a

kérdéses mintazat definidlasat jelenti.

Megerésitéses tanulas (reinforcement learning): a gép folyamatosan akciokat
hajt végre, melyekre néha kap megerdsitést (mennyire jol csinalja a felada-

tot). Ezekbdl a visszajelzésekbdl tanul.

A mesterképzés alatt végzett munka soran tobbnyire feliigyelt gépi tanulassal fog-

lalkoztunk. Ezen beliil két lényeges feladattipus kiillonboztetheté meg: osztalyo-

zési, azaz klasszifikdcios és regresszios feladat. A klasszifikacios feladat esetén a
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célunk, hogy az adatpontokat az el6re adott osztalyok koziil az egyikbe besoroljuk,
azaz megfelels célvaltozoértékkel, osztaly cimkével (class label) ellassuk. Ezzel
szemben regresszid esetén a célvaltozd nem diszkrét, hanem folytonos értékeket
vesz fel, a feladatunk megjoésolni, prediktalni, hogy a kiilonb6z8 adatpontokhoz
milyen célvaltozoérték tartozhat.

Ahhoz, hogy mérni tudjuk egy gépi tanuld eljards josagat sziikségiink van egy
kiértékelési metrikira, ami értékeli, szadmszertisiti a modell teljesitményét.
Elgszor négy olyan metrikat ismertetek, amivel az osztalyozo, azaz klasszifikicios
modellek teljesitményét jellemezhetjiik. Ehhez tekintsiik a kovetkezs tévesztési

métrixot (confusion matrix):

Josolt cimke

1 0
_ 1 TP FN
L 3 0 FP TN

A tablazatban a TP (true positive, magyarul valodi pozitiv), a modell altal helye-
sen prediktalt 1-es cimkével rendelkezé mintédk szamanak felel meg, az FN (false
negative, azaz hamis negativ), pedig azon 1l-es célvaltozoértékkel rendelkezs min-
tak szamanak felel meg, amelyeket a modell tévesen 0 cimkéjiinek prediktal. Az
FP (false positive, azaz hamis pozitiv) azon 0 cimkéji mintak szadmanak felel meg,
amelyeket a modell tévesen 1-esnek josol, a TN (true negative, magyarul igaz
negativ) a modell altal helyesen prediktalt 0 célvaltozoértékkel rendelkezs esetek
szamét jeloli.

Ezen jelolések segitségével a kdvetkezSképpen definidlhatunk négy kiértékelési met-

rikat [11]:

(i) Accuracy (pontossag): a helyes joslatok aranya, azaz

TP+TN
TP+ FP+FN+TN

accuracy =
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(i)

(iii)

Precision (precizitéas): azt fejezi ki, hogy amikor a modell 1-es osztalycimkét

prediktélt, akkor hany szézalékban volt igaza.

TP
TP+ FP

precision =

Recall (szenzitivitas): azt mutatja meg, hogy az adathalmazban szerepls

elvart 1 cimkéjd mintak koziil hanyat talalt meg/fedett le a modell.

TP

|
e = TP Y FN

Roc-Auc: A ROC gorbe (Receiver Operating Characteristic curve) olyan tel-
jesitmeényt jellemzs grafikon, amely megadja a valodi pozitivak (azaz 1-esnek
josolt, valoban 1-es cimkéjiiek) aranyat a hamis pozitiv minték (tévesen 1-es
cimkéjtinek prediktéaltak) ardnyanak fiiggvényében. Tehat a modell folytonos
kimenetet eredményez, ami annal nagyobb, minél nagyobb valdsziniiséggel
tartozik az adott minta a pozitiv osztalyba. Itt persze fontos, hogy milyen
kiiszobérték felett tekintjiik a mintat pozitivnak. A valédi pozitivak aranyat

(TPR) definialjuk gy, mint a recall metrikat :

TP

TPR= ———
i TP+ FN’

a hamis pozitivak aranyat (FPR) pedig a kovetkezSképpen:

FpP

FPR= ———.
r FP+4+TN

Ekkor a TPR-t az FPR fliggvényében abrazolva kapott gérbét nevezziik ROC
gorbének. A ROC-gorbe alatti teriiletet pedig AUC-vel (area under curve)
jeloljiik. Hogyha tokéletes osztalyozd modellel van dolgunk és talalhatoé olyan
kiiszobszam, amely mellett a modell kimenete megegyezik a tényleges osz-
talyokkal, az AUC értéke 1. A véletlenszerd kimenetet adé modell esetében
az AUC értéke 0,5.
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ROC gérbe
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1. abra. ROC gorbe. A bal oldali tablazatban az osztalyokba tartozas valdszint-
ségeit talaljuk. A kérdés az, hogy milyen kiiszob valdszintiség mellett déntiink a
két osztaly kozott. A ROC gorbe a hamis pozitivak és a valodi pozitvak ardnyét

abrazolja.

A regresszits feladatokban gyakran hasznalt kiértékels fiiggvény az atlagos négyze-
tes eltérés (mean squared error - mse). Legyenek az y;-k a valodi célvaltozoértékek,

7;-k pedig a josolt értékek (i = 1...n). Ekkor

32
MSE = 2miz1¥i = %)
n
A kovetkezdkben néhany gyakran hasznalt klasszifikdcios modszert emlitiink. Fo-
leg azokra tériink ki, melyeket mi is hasznéltunk a mérések soran. Ezeket kis

modositassal regresszids feladatok megoldasara is lehet hasznélni.

1.2. Osztalyozo6 eljarasok
1.2.1. Logisztikus regresszi6

A logisztikus regresszié modszer [11] mogott a gondolat az, hogy az osztaly els-
fordulasanak valdszintiségét josoljuk meg adott bemenet esetén. Ehhez az tgyne-

vezett logisztikus fiiggvényt hasznaljuk, ami a kovetkezs:

1

f(??):m



1 GEPI TANULAS

Szemben a linearis regresszioval, nem az X és az Y kozott van linearis kapcso-
lat, hanem In ( P=1]X) )) és 7w (az = pont joslasdhoz meghatarozando érték)

I—P(Y=1]X
kozott. Tehét

1
P = 1) = e

_xT
6Xw

PY=0X)=1-PY =1X)= ——.
(Y =01X) = 1= PY = 11X) = -0

Az 2. abra a logisztikus regresszié modszer lényegét mutatja.

input

sulyok

konstans

nemlinearitas

2. abra. Logisztikus regresszio [11]

Azt a w értéket kell megkeresni, amelyik a legkisebb hibat adja, viszont erre nincs
szép zart képlet, hanem gradiensképzésen alapulé iterativ, kozelité modszer hasz-

nalhato.

1.2.2. Hibrid modszerek

Random Forest

A random forest [11] (vagy magyarul véletlen erdd) egy gépi tanulasban és adat-
banyaszatban hasznalt klasszifikdcios és regresszios modszer, ami dontési fakat
hasznal. A dontési fak alapdtlete, hogy a bonyolult dontéseket egyszertd donté-
sek sorozatara vezeti vissza. Egy ismeretlen minta osztalyozasakor a gyokérbdl
kiindulva a belsé cstucsokban, csomopontokban feltett kérdésekre adott valasznak
megfelelGen 1épkediink lefelé a faban, mignem eljutunk egy levélig. A dontést, azaz
a klasszifikalast az adott levél cimkéje segitségével hozzuk meg.

A dontési fat a tanitasi halmaz segitségével rekurziv modon allitjuk els: kiindu-

lunk a tanitasi adatbazisboél és egy olyan kérést keresiink, aminek segitségével jol
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szétvaghaté a tanitasi adathalmaz. Egy szétvagasra akkor mondjuk, hogy jo, ha
a célvaltozoértékek eloszlasa a keletkezett részekben kevésbé szort. Az nem feltét-
leniil sziikséges, hogy az egyes részfak mérete nagyjabol megegyezzen, de néhany
algoritmus erre is figyel. Ezt az eljarast rekurzivan alkalmazzuk.

A random forest modszer lényege, hogy tébb kiilonb6z8 dontési fat hoz 1étre, és
ezek eredményeinek atlagolasaval (vagy klasszifikdcio esetén a legtobb szavazatot
kapott eredmény kivalasztasaval, azaz tobbségi szavazassal) adja meg a végered-
ményt. Ezzel a megkdzelitéssel kisebb eséllyel esiink a tultanulés hibajaba.
Ahhoz, hogy a modszer jol miikodjon sziikséges, hogy az egyes dontési fak a vélet-
lennél jobban teljesitsenek, illetve hogy az elérejelzéseik (és igy a hibaik) egymastol
viszonylag fliggetlenek legyenek, azaz kicsi legyen koztiik a korrelacio. A tobb don-
tési fa egyiittes alkalmazasa igy ki tudja szlirni az egyes dontési fak altal vétett
hibakat.

Boosting

A boosting [11] eljarasok soran klasszifikalo modellek sorozatat hozzuk létre. Ezek
az osztalyozo modellek altalaban ugyanolyan tipusiak (példaul mindegyik egy
dontési fa), tovabba gyakran a modellt elgallito algoritmus paramétereit sem val-
toztatjuk. A modellek kozti kiilonbséget az adja, hogy a tanitési halmazban szerep-
16 mintakat kiilonbo6z§ stlyokkal vessziik figyelembe az egyes modellek 1étrehozasa
soran: Az els§ modell létrehozasakor minden mintat azonos (példaul 1) sullyal
veszlink figyelembe, majd ezt kévetSen megnézziik, hogy a tanitési adatpontok
kozil kiket klasszifikal helyesen a modell és kiket nem. Azon adatpontok silyat
csokkentjiik, akiknek eltalaltuk a célvaltozoértékeét, akikét nem, azoknak a sulyéat
noveljiik. Ezeket az 4j silyokat figyelembe véve egy tjabb klasszifikiciés modellt
épitiink. Ezt az eljarast folytatjuk egészen addig, amig a kivant szamu osztéalyozd
modellt létre nem hoztuk.

Egy ismeretlen osztalyba tartozo, Gj minta osztilyozasa soran a felépitett klasszi-
fikdtorok stulyozott tobbségi szavazatat vessziik. (Regresszio esetén a modellek
kimeneteinek stlyozott atlagat tekintjiik.)

A boosting eljardsnak tobb valtozata létezik, melyek abban kiilonboznek, hogy

a modellek létrehozésa soran konkrétan hogyan valtoztatjuk az egyes mintakhoz

10
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tartozo sulyértékeket, illetve abban, hogy az ismeretlen minta klasszifikalasakor
milyen médon siilyozzuk az osztalyozé modelleket. Néhény ismert valtozat: Ada-

boost, Gradient boosting, XGBoost.

1.2.3. Naiv Bayes

A Naiv Bayes [11] nevét onnan kapta, hogy feltételezi, hogy adott célvaltozo mel-
lett az attributumok, minték fiiggetlenek egyméstol. A modszer soran az X-et
(a mintak lehetséges értékeit) és az Y-t (lehetséges célvaltozdértékeket) véletlen
valtozokként kezelhetjiik és kapcsolatukat P(Y'|X) segitségével irhatjuk le. Ezt a
feltételes valoszintséget Y posteriori valoszintiségének is nevezik, a P(Y') értéket
pedig priori valdszintiségnek.

A tanitési folyamat soran a P(Y'|X) a posteriori valoszintiségeket meg kell tanulni
az X és Y minden lehetséges kombinacidjara. Ezek utian egy X* tesztrekord
osztéalyzasa gy torténik, hogy megkeressiik azt az Y* osztalyt, ami a P(Y™*|X™*)
posteriori valdsziniiséget maximalizalja.

A feltételezett fliggetlenség miatt az adott osztilyra vonatkozé feltételes valdszi-
feltételes valoszintiségét megbecsiilni adott Y mellett. Ez a megkozelités gyakorlati
szempontbol sokkal alkalmasabb, ugyanis ahhoz, hogy j6 becslést kapjunk a valo-
szintiségre, nincs szlikség nagyon nagy méretd tanitasi halmazra. Egy tesztrekord
osztalyozasahoz a naiv Bayes-klasszifikdtor a kdvetkezs valoszintiségeket szamolja

és ezeknek keresi a maximumat:
d

P(Y|X) = P(Y) HP(XZ»\Y).

11



2 DIMENZIOCSOKKENTES

2. Dimenzi6csokkentés

Mint a bevezben is emlitettiik gyakran fordul els, hogy az adatsorok kezelhetet-
lenné, hasznalhatatlanné valnak, mivel tul sok dimenziésak, ahol a dimenzi6 alatt
az egy mintédhoz tartoz6 paraméter, feature szamot értjik. Matematikai szem-
pontbdl tekintve, a dimenzidszam csckkentésének a célja az, hogy a vizsgalt sokdi-
menzios adathalmaz (D dimenzios) egy alacsony dimenzionalitasi (d-dimenzios)
reprezentaciojat készisiik el, amely leginkdbb meg6rzi, tiikkrozi az adathalmazban
rejlé fontos informaciokat, és magat a strukturat is. A kdvetkezSkben az adatokra
szamsorokként tekintiink, ezért példaul szovegek esetén kiilonbozs vektorbeagya-
z6s modszerekkel at kell alakitani az adatot. A feladatot a kovetkez&képpen lehet
formalizalni. Adott az M n sorbdl és D oszlopbol all6 matrix, mely az adat-
halmazunkat tartalmazza. Tekintsiik a méatrix sorait, azaz az adathalmaz sorait
(rekordjait) tartalmazé halmazt. Legyen ez az X = {1, 9, ..., z,} objektumhal-
maz, ahol z; = [z;1, %9, ...,x;p] az i. objektum (rekord) melyet D tulajdonsag
jellemez. A dimenzidcsOkkentd eljardsok a vizsgalt X objektumhalmazt egy 1j,
d (d << D) dimenzidés Y objektumhalmazba képezik le, ahol Y = y1,y2, ..., yn,
yi = [yil,4:2,...,y:d] . A dimenzioészam csokkentéséhez hasznalhatunk lineéris
algebrai vagy statisztikai eszkozoket is. A kovetkezGkben néhany standard meg-

kozelitést szeretnék ismertetni.

2.1. PCA - f6komponens analizis

A fskomponens-analizis [4] (angolul Principal Component Analysis, roviditve PCA)
egy tObbvaltozos statisztikai, adatbanyészati, els6Gsorban adatredukcios feladatokra
hasznalt eljaras. A modszert szoktak Hotelling, vagy Karhunen-Loéve transzfor-
maciénak is nevezni. Ez az eljards a dimenzidécsokkentést az objektumtér transz-
formélaséaval oldja meg, azaz a meglévs tulajdonsigokbdl kiindulva 1j, de kevesebb
szamu tulajdonsagot hoz létre. A cél lényegében az, hogy egy nagy dimenzios ada-
tot levetitiink a legfontosabb tengelyeire, igy egy jobban, egyszertibben kezelhetd,
kisebb dimenzios adatot kapunk. A legfontosabb tengelyek a kovarianciamatrix

nagy sajatértékeihez tartozo tengelyek lesznek, ugyanis ezen helyeken a legnagyobb
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2 DIMENZIOCSOKKENTES

a szorasnégyzet. Ezeket hivjuk f6komponenseknek.

Maésképpen fogalmazva az adatpontokat egy ortogonalis lineéris transzformacioval
egy Uj koordindtarendszerbe transzforméljuk, ahol az els§ tengely a legnagyobb
sajatértékhez tartozo, a masodik a masodik legnagyobb sajatértékhez tartozo és
igy tovabb. Azaz elérjiik azt, hogy az a komponens, amelynek legnagyobb a vari-
ancidja az els6 koordinatatengely mentén helyezkedjen el, a mésodik legnagyobb
varianciaju komponens a mésodik koordinata mentén helyezkedjen el, stb. [?]

Az algoritmus elszor kiszamolja az M1 M kovarianciamétrixot, majd ezen matrix
sajatvektorainak és sajatértékeinek szamitasa, a f6komponensek meghatarozasa
torténik. A kiszamolt sajatvektorokat a sajatértékek szerint csokkend sorrend-
be rendezziik, és ezekre, mint egy matrixra tekintiink. Igy a fékomponenseket a
szignifikancidjuk, jelentGségiik sorrendjében taldljuk meg, a d legfontosabbat vé-
lasztjuk ki. Igy kapunk egy feature vektort, vagyis egy ortogonalis bazist. Végiil az
eredeti M adatpontokat tartalmazé halmaz transzponéltjat beszorozzuk a feature
vektor transzponéltjaval és igy megkapjuk a dimenzi6csckkentett adathalmazt.
Konnyen lathato, hogy az algoritmus legtobb szamitasi kapacitast igényld része
a kovarianciamétrix kiszamitasa és ennek a sajatértékfelbontasa. A kovariancia-
méatrix O(nD min(n, D)) id6ben megkonstrualhaté (méatrixszorzas), a sajatérték-
felbontas pedig legrosszabb esetben is O(D3) id6t vesz igénybe. [4] Mindezt 6ssze-
vetve az algoritmus futési ideje O(nD min(n, D) + D?).

2.1.1. Példa. Egy egyszerd kétdimenzids példa a kovetkezd: adottak az (1,2);
(2,1); (3,4); (4,3) pontok. Természetesen jelen példaban az adatpontok szdma

€s a dimenzidszam sem indokolja a PCA haszndlatdtl. Tekintsik az adatpontokat

1 2

2 1 30 28
tartalmazo matrizot: M = Ekkor az MM mdtriz a kovetkezd

3 4 28 30

4 3

A karakterisztikus egyenletet megoldva kapjuk a két sajdtértéket: Ay = 58, Ay =

2. Ha kiszamoljuk a sajdtértékekhez tartozé sajdtvektorokat, majd ezekre, mint
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2 DIMENZIOCSOKKENTES

1 1
oszlopvektorokra egy mdtrizként tekintink kapjuk, hogy E = V2 V2 Erre

1 1

VzoV2

a mdtrizra tekinthetink ugy is, mint a 45 fokos forgatds mdtriza. Ha vessziik
az ME szorzatmdtrizot, ldtjuk, hogy példdul az (1,2) pontot a (%,%) pontba

transzformdltuk.

(3,4)
o
'5(353.9)
O
(1.2) % *3)
@ i

(15,15

/// O (2’1)

e

3. abra. Adatpontok. A szaggatott vonal az 0j x-tengelyt jeloli. [4]

Az dbrdn a szaggatott vonal jeloli az ij x tengelyt. Ldtszdodik, hogy az (1,2) pont
Uj x tengelyre vett vetiilete az origotol pont % tavolsdgra van. Az ij y tengely
természetesen merdleges a szaggatott vonalra. Vegyiik észre, hogy az (1,2) pont és a
szaggatott vonalra vett vetiilete kozti tavolsdg pont % Valoban sikerilt csékkenteni

a dimenzidt, sot jelen esetben a pontok szamdt is.

2.2. Szoveges adat dimenzi6écsokkentése

Szoveges adatok dimenzidcsokkentésénél két fontos 1épést kell elkiiloniteni. Ahogy
azt mar fentebb is emlitettem, a szOveges adat esetén sziikséges az adat szdmsorra
alakitasa. Ehhez hasznalhatjuk példaul a TF-IDF modszert. [5] A masodik lépés
a dimenzi6écsokkentés, ami lényegében a gyakorisdg alapjan, a k leggyakrabban

el6fordulo sz6 hasznalatéval torténik.
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2 DIMENZIOCSOKKENTES

A "term frequency-inverse document frequency" (kifejezés gyakorisag — forditott
dokumentum gyakorisag) statisztikai mérgszamra altalaban a TF-IDF roviditéssel
hivatkoznak a szakirodalomban. Féleg a szdvegbanyaszati eljarasok, azaz a mes-
terséges nyelvfeldolgozasi feladatok, a tomoritési, lényegkiemelési, avagy dokumen-
tumkeresési eljarasok soran hasznaljak. A modszerrel azt probaljuk meghatarozni,
hogy egy adott sz6 mennyire fontos, mikézben probaljuk kiszlrni a lényegtelen,
ambér sokszor el6forduld szavakat, mint példaul a névelSket, névmasokat stb...
Tegyiik fel, hogy a "word" sz6 TF-IDF értékét szeretnénk kiszamolni a k-adik
dokumentumban. Legyen az I = {1,...,m} a dokumentumokhoz tartozé index-
halmaz, D a dokumentumok halmaza és jeldlje az i-edik dokumentumot D;, ahol
i € I. A TF-IDF érték kiszamitasa két metrika segitségével torténik:

TF: El6szor meg kell hatarozni egy adott sz6 gyakorisagat az adott dokumentum-
ban ("kifejezés gyakorisag"). Ennek kiszamolasara tobb lehetséges eljaras is léte-
zik. Egy egyszeri leszamlalassal meg lehet hatarozni egy adott sz6 gyakorisagéit,
ezt akar ardnyositani is lehet a széveg hosszéhoz, vagy a leggyakrabban el6fordulé
sz0 gyakorisdgahoz. A relativ gyakorisagot jelolje f. Ehhez 1-et hozzaadva és

logaritmust véve kapjuk a TF értéket:
TF(word, Dy) =log(1 + f(word, Dy))

IDF: Masodszor meg kell hatarozni azt, hogy egy adott szé milyen gyakori a
dokumentum-halmazunkban ("forditott dokumentum gyakorisag"). Ha ez az érték
kozel van a 0-hoz, az azt jelenti, hogy az adott szd nagyon gyakori, ezért érdek-
telenné valik. Egyébként pedig kozel lesz 1-hez. Kiszamolasa a kovetkezdképpen

torténik:

{|Dj| :i € I}
IDF(word, D) = log <{|D[ :"word” € D})

Tehét a kiszamitasahoz vessziik az 0sszes dokumentum szdméanak és az adott szot
tartalmaz6 dokumentumok szamanak a hanyadosédnak a logaritmusét.

Ha ezt a két értéket Osszeszorozzuk, akkor megkapjuk a TF-IDF értéket:

TFIDF (word, Dy, D) = TF(word, Dy,) - DF(word, D)

15



2 DIMENZIOCSOKKENTES

Minél nagyobb ez a szam, anndal relevansabb az adott sz6 a dokumentumban.

A TF-IDF értékek segitségével meg tudunk adni egy egyszerd dimenzidécsokkentd
algoritmust. Tegyiik fel, hogy a szévegnek mér létrehoztuk a one hot reprezenta-
ciojat (one hot encoding: a "word" elemet az a vektor reprezentélja, aminek csak
az az oszlopa 1, ami a "word" szoénak felel meg). Vegyiik az oszlopokhoz tartozo
TF-IDF értékeket és tartsuk meg a legnagyobb TF-IDF értékkel rendelkezdket.

Az algoritmus futési ideje linearis.

2.3. Tovabbi statisztikai modszerek

A mar emlitett modszerek mellett kiillonbo6z6 statisztikai megkozelitéseket is lehet
alkalmazni a dimenziéredukcios, feature szelekcios feladatokhoz. Itt néhany olyan
példat szeretnék megemliteni, ami a scikit-learn (sklearn) Python ML (Machine
Learning) csomagban implementalva van, konnyen elérhetd.

Az egyik lehetséges megkozelités az, hogy toroljik azokat az oszlopokat, amik-
nek a variancia értéke egy bizonyos kiiszobérték alatt van. Ezen modszer angol
elnevezése "Variance Threshold" [14].

Egy masik lehetséges megoldas az egyvaltozos (Univariate) feature selection [14],
ami valamilyen egyvéltozos statisztikai probat hasznal (példaul x? proba). A
proba elvégzése utan kivalaszthatjuk azt a k darabot, ami a legjobb eredményt
adja, vagy hasonléan az el6z§ eljarashoz kivalaszthatjuk azokat, amik egy adott
korlat f6lott vannak.

Gyakran hasznalhatoé megoldas, hogy egy modell tanitasa soran figyeljik, hogy
melyik feature mennyire jarult hozza a folyamathoz, mennyire volt fontos. Ezek
az ugynevezett "feature importance" értékek [14]. A hasznalt modell lehet példaul
a logisztikus regresszio (1.2.1) vagy akar valamilyen dontési fa alapt modell, mint
példaul a random forest (véletlen erds, 1.2.2).

A kovetkezd modszert, a szekvencialis feature kivalasztast [13] (Sequential Fea-
ture Selection - SFS) kétféleképpen is meg lehet valositani. Az egyik otlet, hogy
kiindulunk az tires halmazbol, majd egy moho algoritmussal mindig hozzavessziik
a mér kivalasztott oszlopokhoz azt, ami jelenleg a legnagyobb haszonnal jar (ezt

egy cross validacios modszerrel szamoljuk ki). Ez hasonlit a legjobban a szub-
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2 DIMENZIOCSOKKENTES

modularis megkozelitéshez. A maésik Otlet lényegében ennek a megforditasa: az
Osszes oszloppal kezdiink és mohé moédon mindig elhagyjuk azt, ami a leglényeg-
telenebb. A két modszer nem feltétleniil hozza ugyanazt az eredményt. S6t az is

el6fordulhat, hogy az egyik kifejezetten gyors, mig a masik nagyon lassan fut le.
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3 SZUBMODULARITAS

3. Szubmodularitas

3.1. Fogalmak

3.1.1. Definicié (Szubmodularis fiiggvények [1]). Az U alaphalmaz részhalma-
zain értelmezett F : 2Y — R halmazfigguényt szubmoduldrisnak, vagy teljesen
szubmoduldrisnak nevezzik, ha VX,Y C U halmazpdrra teljesil a kévetkezd egyen-
[6tlenség:

FX)+FY)>F(XNnY)+F(XUY)

A szubmodularitas egy ekvivalens megfogalmazasa talalhaté a kovetkezd allitas-
ban, ami szemlélteti, miért is szokas a szumodularitést a csokkend hasznok elveként

is emlegetni. [1]:

3.1.2. Allitas. Az U alaphalmaz részhalmazain értelmezett F : 2V — R halmaz-
fligguény pontosan akkor szubmoduldris, ha YB C A C U halmazokra és = € A
esetén igaz, hogy

F(Auz)—F(A) < F(BUzx)— F(B)

Bizonyitds. =

Legyen BC ACUé 2z € A. Legyen X = BUxz ésY = A. Ekkor az XNY = B,
az X UY = AUz Az X, Y halmazokra az 1.1.1. definiciét hasznalva, majd
behelyettesitve kapjuk az 1.1.2. allitasban szereplS egyenl&tlenséget.

P

Legyen X = BUx és Y = A. Ekkor az X és Y halmazok unidja az AUz, a
metszete pedig B. Egyszerti atalakitassal kapjuk:

F(AUz)+F(B) < F(BUz)+F(A) VBCACU zcA

A kovetkezd két példa jol tiikrozi a szubmodularitas 1ényegét.

3.1.3. Példa. Legyen S szines golyck egy halmaza, F(S) pedig jelolje azt, hogy az

S halmazban hdny kiillonbozd szin van. Kdnnyen ldtszik, hogy ha S1 C Ss, akkor az
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3 SZUBMODULARITAS

x ¢ Sy esetén az x Si-hez hozzdadott értéke 1, az Sa-hoz hozzdadott értéke pedig

legfeljebb 1. Vagyis az F halmazfiigguény szubmoduldris.

3.1.4. Példa. A mazximadlis lefedettségi probléma (mazx-k-cover) az alaphalmaz leg-
feljebb k darab halmazdnak kivdlasztdsa ugy, hogy az unidjuk a lehetd legnagyobb
legyen. Ezt gy is megfogalmazhatjuk, hogy eqy hipergrdaf élei kozil szeretnénk ki-
vdlasztani legfeljebb k darabot gy, hogy minél tobb pontot lefedjek. Itt is teljestil a
csokkend hasznok elve ugyanis eqy 1j €l kivdlasztdsa egy So élhalmazhoz legfeljebb
annyi még fedetlen pont lefedésével jdar jarhat, mint ha az S1 C So élhalmazhoz

veszem hozzd.

A kovetkezd fejezetben tovabbi szubmodularis fiiggvényeket ismertetiink.

A dolgozat tovabbi részében gyakran monoton névé szubmodularis fiiggvényekrsl
lesz sz6, ugyanis egyes maximalizal6 algoritmusok hasznalni fogjak a monotonitast.
Megjegyzés: A véges-értékii, monoton névs, szubmoduléris fiiggvényeket poli-

matroid fliggvényeknek is szokéas nevezni.

3.1.5. Definicié (Szupermodularis fiiggvények [2]). Egy F : 2V — R U alaphal-
maz részhalmazain értelmezett halmazfiigguényt szupermoduldrisnak, vagy teljesen

szupermoduldrisnak neveziink, ha —F szubmoduldris.

3.1.6. Definicié (Modularis fiiggvények [2]). Az olyan szubmoduldris F fiigg-
vényeket, melyek az 1.1.1.-es definicicban szerepld egyenldtienséget egyenldséggel

teljesitik, moduldris fiiggvényeknek nevezzik.

Mas szdval ha egy fliggvény szubmodularis és szupermodularis is, akkor modularis.
Az olyan modularis fiiggvények, melyekre igaz, hogy F(()) = 0, felirhatoak olyan
alakban, hogy

F(X)=> Flz) ¥VXCU,
zeX

ami azt jelenti, hogy F-et az egyelemi halmazokon vett értékei meghatarozzak.

3.2. Tulajdonsagok

Az el6z6ekben definialt fliggvények néhény fontos tulajdonsagét szeretnénk meg-

emliteni. [2] A bizonyitasok nagy részét korabbi szakdolgozatunkban [15]| ismer-
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tettiik, ezért most bizonyitas nélkiil mondjuk ki ezen allitasokat.

3.2.1. Allitas. Szubmoduldris figgvények nemnegativ linedris kombindcidja is
szubmoduldris, azaz ha F, G szubmoduldrisak és o, > 0, akkor a H(S) :=

aF(S) 4+ BG(S) figgvény is szubmoduldris.

3.2.2. Lemma. Ha F monoton novd szubmoduldris fligguény, akkor VX,Y C U
esetén F(X) < F(Y) + Xpex\y pe(Y), ahol pp(Y) = F(Y Uk) — F(Y).

A kovetkezd konstrukcidval egy tetszdleges fiiggvényt monoton fliggvénnyé alakit-
hatunk.

3.2.3. Allitas. Legyen F az U alaphalmaz részhalmazain definidlt tetszdleges hal-
mazfligguény. Legyen

]:mon(X) = )I/nclgl(]:(y)

Ekkor Fron monoton csékkend, tovabbd ha F szubmoduldris, akkor Foon 1S szub-

moduldris.

Megjegyzés: Ha az F és G szubmodularis fiiggvények olyanok, hogy F — G
monoton, akkor min{F, G} is szubmodularis.
A konkév fiiggvények és a szubmodularitas kapcsolatdt mutatja az alabbi allitas.

13l

3.2.4. Tétel. Legyen F : 2V — R monoton névé szubmoduldris halmazfiigguény,
f : R — R monoton nové konkdv fiigguény. FEkkor a két fiigguvény kompozicidja,

azaz F' = f o F : 2Y — R monoton nové és szubmoduldris.
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4 SZUBMODULARIS MAXIMALIZALAS

4. Szubmodularis maximalizalas

A sorredukcids és dimenzidcsOkkentési eljarasokat tekintve nem a szubmoduléris
megkozelités a legelterjedtebb, viszont mar sziiletett néhany cikk, amiben hasz-
naljak a szubmodularitast a sorok, illetve az oszlopok redukaléasara. Az altalanos
moédszer mohod megkozelitést hasznal, a mar emlitett szekvenciélis feature kivalasz-
tashoz (2.3) hasonlit. A szubmoduléris fiiggvények k korlatos (k az input része)

maximalizalési feladata a kovetkezs:

max{F(S): S CU,|S| <k},

ahol az U az alaphalmaz (jelen esetben az oszlopokat, vagy sorokat tartalmazza),
az F : 2V — R egy szubmodularis halmazfiiggvény és a k € R a felhasznalotol fiig-
g6 paraméter. A tovabbiakban feltessziik, hogy adott egy ordkulum, ami minden
S C U és barmely F szubmodularis fliggvény esetén konstans id6ben megadja az
F(S) értéket .

A kovetkezGkben ismertetett megkdzelitések koziil néhany a sorok redukélaséara
van kimondva, viszont ezt egy egyszerd triikkel, az adathalmaz transzponéalasaval

egybdl tudjuk dimenziocsokkentési feladat megoldaséra is hasznélni.

4.0.1. Allitas. A szubmoduldris figguények k-korldtos mazimalizdldsa NP-nehéz
feladat. [10]

Bizonyitds. Mivel az imént definialt feladatra egyszeriien visszavezethets a 3.1.4-es
példéaban ismertetett max-k-fedés probléma, ami pedig kozismerten egy NP-nehéz
feladat, kovetkezik, hogy a szubmodularis fliiggvények maximalizalasa is NP-nehéz.

O

Megjegyzés: Szubmodularis fliggvények minimalizélasa megoldhaté polinom id6-
ben. [6]

Monoton névé szubmodularis fliggvény esetén tovabbra is NP-nehéz a maximali-
zéalasi feladat, viszont konnyen adhaté egy (1 — %) ~ 0,63 approximéacios faktorral

rendelkezd kozelits algoritmus. (lasd: 4.2 fejezet)
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4.1. Fiiggvények

Néhany olyan szubmoduléris fiiggvényt fogunk ismertetni, ami hasznosnak bizo-
nyult a gépi tanulési folyamatok, ezen beliil a sorredukciés, dimenzidécsokkentési

feladatok soran.

4.1.1. Entroépia

Legyen n darab diszkrét valoszintiségi valtozonk, melyeket jeloljiink X;-vel, tovab-
bé legyen adott a V' = {1,2,...,n} indexhalmaz. Elgszor definialjuk az entropiat
egy valodszintiségi valtozoéra, majd 2, illetve n db diszkrét valészintiségi valtozd

k6z0s entropidjat fogalmazzuk meg.
4.1.1. Definicié (Entropia). Az X diszkrét valdsziniségi vdltozé entropidja:

1
H(X) = p(x)log —
xg( ) p()
4.1.2. Definici6 (Kozos entropia 2 valoszintségi valtozora). Az Xy és Xo diszkrét
valdszindségi vdltozok kézos entrdpidja:
1
H(X1,X2)= Y plar,wz)log —————

21€X1 226X p(iﬂl,ﬂﬁz)

4.1.3. Definici6é (Koz6s entropia n valoszintségi valtozora). Legyen n darab diszk-

rét valoszintségi vdltozonk: X1, Xo,...X,. Ezek kozos entropidja:

H(X1,..,X,) = > plar, .. wn)log

r1E€X1,..xn€EXn p(l‘:[?"'vxn)

Az entropia és a kovetkezdkben definialt kozos informécié rendkiviil szoros kap-

csolatban all egymaéssal.

4.1.4. Definicié (Kozos informacio). Legyen az A, B két diszkrét valdsziniségi

vdltozd. Az A és B kézos informdcidja legyen definicid szerint a kdvetkezd:

I(A,B) = Z Zp(a, b) logM

a’
by p(a)p(b)
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ahol p(a,b) az A és B kozds eloszlasfiggvénye, p(a), p(b) pedig a megfeleld perem-

eloszldsfiiggvény.

4.1.5. Definicio (Feltételes kozos informacio). Legyen az A, B és C hdrom diszk-
rét valdszindségi vdltozd gy, hogy kézilik bdrmelyik kettd diszjunkt. Az A és B

halmaz C-re vett feltételes k6z6s informdcidja legyen definicio szerint a kdvetkezd:

p(a, b, c)p(c)

I(A,B|C) = Z p(a, b, c)log (@ p(b,0)

a€AbEB,,ceC

ahol p(x,y) a megfeleld valdszindségi viltozok kizis eloszldsfiggvénye, p(x) pedig

a megfeleld peremeloszldsfiigguény.

A feltételes kozos informéacié egy fontos tulajdonsiga az, hogy nemnegativ, azaz

I(A,B|C) >0 VA, B,C esetén.

4.1.6. Allitas. Definidljuk az entrépidt egy halmazfigguényként, azaz legyen az
Fent 2 2V = R fiigguény VS C U halmazra a kivetkezd:

Fert(S) = H{X,|s € §}) = =Y p(X,)log p(X,).

FEkkor az Fent fiigguény szubmoduldris.

Bizonyitds. [12]

Hasznaljuk a 4.1.4 definiciot. A feltételes kozos informécid az entropia segitségével
konnyen kifejezhetd:

I(A, B|C) = H(A,C) + H(B,C) — H(A, B,C) — H(C).

Legyen X = AU B, Y = BUC. Hasznaljuk a feltételes kézos informécié nemne-
gativitasat. Behelyettesités utan kapjuk, hogy

FX)+FYV)+ F(XUY)+F(XNY) >0,

ami pont az F halmazfiiggvény szubmodularitasat jelenti.
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4.1.2. Szolgaltato elhelyezési fliggvény

A klasszikus szolgaltato elhelyezési feladatban a célunk az, hogy a megnyithato
iizleteknek egy olyan részhalmazat adjuk meg, hogy a potencialis fogyasztoktol
a legkdzelebbi megnyitott iizlethez mért tavolsagok, illetve az iizletek megnyitési
koltségének az Osszege a lehetd legkisebb legyen.

Ennek egy altalanositasa a kdvetkezs fliggvény:

4.1.7. Definicié (Altalanositott szolgaltaté elhelyezési fiiggvény [7]). Legyen a
oy : 2V — Rg a két minta kozotti hasonldsdgot mérd figgvény, ahol U a mintdk
(példdul mondatok) halmaza. Ekkor (dltaldnositott) szolgdltats elhelyezési fiigg-

vénynek nevezzik a kévetkezd fiigguényt:

Fozolg.(A) = Z I;leaj( ®(a,u), ACU
uelU
Az Aaltalanositott szolgaltato elhelyezési fliggvények a nyelvfeldolgozasi és a gépi
tanulasi feladatokban is gyakran megjelennek. A cél az, hogy a maximalizalasi

folyamat elvégzése utén a legjobban reprezentaljuk az adatteret.
4.1.8. Allitas. A szolgdltatd elhelyezési fiigguények szubmoduldrisak.

Bizonyitds. Teljesiil a csokkend hasznok elve, mivel A9 C Ay CV ésie V\ A
esetén az 1 elem Ai-hez hozzdadott értéke nem nagyobb, mint a i-nek az As-hoz
adott értéke, mivel maxg,e 4, ®(a,i) < maxeea, ®(a,i), tehat az A; \ Az-ben lehet
olyan elem, ami a hasonl6sagi fliggvény szerint nagyon hasonlé az i-hez. Ebben
a speciélis helyzetben ez azt jelenti, hogy lehetséges, hogy egy a v-hez hasonld
mondat szerepel az A; \ Aa-ben. O

Megjegyzés: A leggyakrabban hasznélt hasonlosagi fiiggvények kozé tartozik a
negativ euklideszi tavolsag, illetve a koszinusz hasonlésig. Ahhoz, hogy ezt sz6-
vegek esetén hasznalni tudjuk sziikség van olyan moédszerre, ami a széveges ada-
tunkat szamokka alakitja. Erre j6 megoldés példaul a 2.2 alfejezetben bemutatott
modszer.

A definiciobol természetes, hogy a fiiggvénynek sziiksége van egy (nemnegativ)

hasonlésagi métrixra. Ezt a kés6bb targyalt csomagban direkt tton is meg lehet
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4 SZUBMODULARIS MAXIMALIZALAS

adni, illetve ugy is, hogy megadjuk az adathalmazt, majd egy fiiggvényt, amivel

kiszamoljuk a hasonlésagi matrixot.

4.1.3. Tulajdonsag alapu fiiggvény

Egyszert meggondolni, hogy az F(A) = ®(]A|) fiiggvény szubmodularis minden
® : R — R monoton konkav fliggvény esetén. [8]

Megjegyzés: [8] Ha a ® fiiggvény konvex, akkor az F fliggvény szupermodularis.
Az F(A) = ®(>_,c4m(a)) fiiggvény szintén szubmodularis, ha az m(a) értékek
nemnegativ valés szdmok, ugyanis egy modularis és egy monoton névé konkéav
fiiggvény kompozicidja szubmodularis. (lasd 3.2.4 tétel)

Ezt kiterjesztve kapjuk azon fiiggvénycsaladot, melynek tagjait gyakran tulajdon-

sag alapu figgvényeknek (feature based functions) hivnak.

4.1.9. Definicio (Tulajdonsag alapu fiiggvény [8]). Legyen a ® : R — R konkdv
figguény, tovdbbd legyenek az mg(A) szamok ¥Yd € D esetén nemnegativ valdsak.

Ekkor tulajdonsdg alapi fiigguvénynek nevezziik a kévetkezd halmazfiigguényt:

Fr(A) =D 2(D  mq(a))

deD ac€A
4.1.10. Allitas. A tulajdonsdg alapi figguények szubmoduldrisak.

Bizonyitds. Az aktudlis alfejezet elején részletezett tulajdonsagok alapjan mér
csak azt kell hasznalni, hogy a szubmodularitas zart a nemnegativ linearis kombi-
nacioképzésre. (3.2.1 Allitas) O

Megjegyzés: A & konkav fliggvényre gyakran hasznalt példa a négyzetgyok,
illetve a logaritmus fliggvény.

A tulajdonsig alapu fliggvények a sorredukcios feladatokban azért lehetnek hasz-
nosak, mert a D halmazt el tudjuk tgy képzelni, mint az oszlopokat tartalmazé
halmazt. Minden oszlophoz, feature-hoz tartozik egy monoton konkav fliggvény,
amelyben el lehet kodolni, hogy az az adott oszlop mennyire fontos, tovabbé az
mg(a) érték megmondja, hogy az @ mintaban mennyire lelhetd fel az adott d tulaj-

donsag. A fiiggvény szubmodularitdsa miatt azt jutalmazza, ha minél kiilonbozdek
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4 SZUBMODULARIS MAXIMALIZALAS

a mintak. Mint arra a fejezet elején utaltam, az adathalmaz transzponalasval ezt
a modszert lehet hasznalni a dimenziécsokkentési eljarasokban is.

A tulajdonsag alapu fiiggvényeknek egy specidlis esete a fedési fliggvény (max-
coverage), ami a 3.1.4-es példdban emlitett maximalis lefedettségi problémérol
(max-k-cover) kapta a nevét. Tegyiik fel, hogy a vizsgalt adathalmaz binaris ér-
tékeket tartalmaz, azaz az i-edik sor j-edik eleme pontosan akkor 1, ha az i-edik
mintéban fellelhet§ a j-edik tulajdonsag. A fedési fiiggvénnyel a célunk azon osz-
lopok szamanak maximalizalasasa, amik legalabb egy kivalasztott mintdban 1-es

értéket vesznek fel.

4.1.11. Definicio (Fedési fuiggvény [8]). Jelolje a vizsgdlt |D| dimenzids, azaz |D|
0szlopbdl dllo adathalmazt, bindris értékeket tartalmazd mdtrizot M. Legyen A a

soroknak eqy részhalmaza. FEkkor a fedési fligguény a kévetkezd halmazfiiggvény:

Frea(A) = Z min (1, Z Ma,d)

deD acA
4.1.12. Allitas. A fedési fiiggvény szubmoduldris.

Megjegyzés: Mint mar emlitettiik, az imént definidlt fedési fiiggvény a 3.1.4
példaban definialt fedési fliggvény sepcidlis esete, tehat szubmodulédris. Masik
megkozelités, hogy a fedési fliggvényre gy is lehet tekinteni, mint egy speciélis
tulajdonsag alapu fiiggvény, ahol a @ fiiggvény a min(a, 1) konkav fiiggvény. Mi-
vel a tulajdonsag alapu fiiggvényrdl belattuk, hogy szubmoduléris, ezért a fedési

fiiggvény is az.

4.2. Szubmodularis fiiggvények maximalizalasa

Néhany fontos szubmoduléris fliggvény ismertetése utan most a 4. fejezet elején de-
finialt szubmodularis fiiggvények k korlatos maximalizélasi feladatanak altalanos
megoldasat mutatjuk be. Arrél mar a szo6 esett, hogy a szubmodularis fliggvények
maximalizalasa egy NP-nehéz feladat (4.0.1), viszont bizonyos esetekben mégis jol
kezelhet6 a probléma:

Ha az F fliggvény monoton novs szubmodularis, akkor van egy (1 — %) ~ 0,63-
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approximalé moho algoritmus (Fischer, Nemhauser, Wolsey 1978). Ezen algorit-
mus [10] lépései:
Legyen S =)
while |S| < K do
Adjuk hozza S-hez azt az i elemet, ami maximalizalja F (S U1)-t

end while

Ez az egyszerti moho algoritmus az alapja a szubmodularis optimalizalasnak.
4.2.1. Tétel ([10]). Ha F monoton névd, szubmoduldris és F(0) = 0, akkor a
fenti mohd algoritmus olyan S megolddst ad, amire

F(S)>(1- é) -OPT

ahol OPT = maxg. g|<x F(5).

A tétel bizonyitasa teljes indukcidval torténik. A bizonyitas részletei az alapképzés

soran irt szakdolgozatomban megtalalhatok. [15]

4.2.2. Tétel (Feige, 1998 [10]). A fonti feladatra polinom idejii, (1—1)+¢e (e >0
tetszdleges) kizelitd algoritmus nem létezik, ha P # NP.

4.3. Példa szubmodularis dimenziocsokkentésre

Szeretnénk egy gyakorlati, adathalmaz redukcios példat mutatni arra, ahol a fel-
adat optimalizalasa ekvivalens egy specialis tulajdonsag alapi fiiggvény maxima-
lizalaséaval. [9]

Hasznaljuk az 1.1 fejezetben definidlt fogalmakat, jeloléseket, illetve tegyiik fel,
hogy a tanitasi modelliink a Naive-Bayes modell. Definidljuk az L veszteségfiige-
vényt az S C U részhalmazon a kovetkezSképpen, ahol a © paramétert jelol:
L(©,8) =Y ,c L(©,2",y"). Ezek alapjan legyen L7 (©,U) a tanitasi halmazon,
Ly (0,V) a validaciés halmazon mért teljes veszteség. A feladat az, hogy a ta-

nitasi halmaz egy olyan S részhalmazat véalasszuk ki, hogy a validaciés halmazon
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4 SZUBMODULARIS MAXIMALIZALAS

mért veszteség minimalis legyen. Formalizalva:

argmin Ly (argminLp (0, 5),V)

SCU,|S|<k e
Ha az Lp, Ly veszteségfiiggvényeket a log-likelihood fiiggvényekkel (LLp, LLy )
helyettesitjiik, akkor egy maximalizalasi feladatot kapunk, melyet nevezziink Max-

1 probléménak:

argmax L Ly (argmaxLL7(©,S5),V)
SCU,|S|<k o

Néhany tovabbi jelolésre még sziikség van. ElGszoris particionédljuk a tanitasi hal-
mazunkat a célvaltozéértékek szerint: U = UyeyUY, ahol UY azon adatpontok,
melyekhez tartozé cimke y. A tanitasi halmaz minden részhalmazahoz kiszamolt
maximum-likelihood becslést (MLE) jelolje O(S).

Definialjuk a tanitési halmaz részhalmazain értelmezett Fy, 5 halmazfiiggvényt:

d
Frp(8) =) D D mu,y(V)logma, y(S),
j=lz;€X yeY
ahol my; ,(S) = 3 icq X(z:; =z; Ay' = y), azaz megadja, hogy hény adatpontra
teljestil, hogy a j-edik tulajdonsiga z; és a hozzd tartozo célvaltozo érték y. A
tovabbiakban a kovetkezd fliggvényt is hasznélni fogjuk, ezért szeretném itt meg-
emliteni: my(S) =Y ,c5 X(y* = y). Ezen jeldléseket hasznalva ki tudjuk fejezni a

Maj,y(S) my(S)

Oy, 1y (5) feltételes valoszintségeket: O, 1, (S) = T (S) tovabba ©,(S5) = 5T

4.3.1. Allitas. Az Fip figguény szubmoduldris.

Bizonyitds. Hasznaljuk, hogy az Fj 5 fliggvény egy specidlis tulajdonsag alapt
fiiggvény (4.1.9). O

Definidljuk a Max-2 problémat:

arg max Frg(s)

ng,|vay\=k%,|S|=k

4.3.2. Allitas. A Maz-1 probléma a naiv Bayes modell alkalmazdsa esetén ekvi-
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valens a Maz-2 szubmoduldris maximalizdldsi feladattal. [9]

Bizonyitds. 9]

Irjuk fel a log-likelihood fiiggvényt a validaciés halmazon és hasznaljuk a bevezetett

jeloléseket.
WE(S) = logp(a'ly’;O5) + log p(y'; O5) =
1%
d
_ Ma; ,y
_Zng@wﬂy(sHZlog@ 221 — —I—ZI ysy
eV j=1 eV i€V j=1

=35 S iy (V) logma, 4 (S) — (d = 1) > my (V) logmy (S) — |V]log |9

j=lz;eX yeYy yey

Tehét a log-likelihood fliggvényt a kdvetkezd tagokra tudjuk bontani:
(i) Z;’lzl ijeX Eer M, (V) logma; 4 (S)
(i) (d—=1)3 ey my(V)logmy(S)
(iii) |V|log|S]

Az (i) definici6 szerint az Fjy 5 szubmodularis fiiggvény S részhalmazon felvett
értéke. Hogyha megkoveteljiik, hogy |S| = k, akkor a (iii) tag konstans. Ha pedig
azzal a tovabbi feltétellel éliink, hogy S kiegyensilyozott, azaz |[S N VY| = k|\VI|
akkor a (ii) tag is konstans lesz. Ezzel bebizonyitottuk, hogy a Max-1 és a Max-2

optimalizalasi feladatok ekvivalensek. O

Hasonlban egy szubmoduléris maximalizalasi feladatot kapunk, ha a legktzelebbi
szomszédok (nearest-neighbor) modellt hasznaljuk. [9]

A cikk iroi [9] egy GLISTER-ONLINE (General.Ization based data Subset selec-
Tion for Efficient and Robust learning) nevi algoritmust adtak a problémara, ami

egyszerre valositja meg a részhalmaz kivéalasztasi feladatot és a paraméter tanulést.

4.4. Tovabbi mohé algoritmusok

Az Apricot csomagot hasznalva nem csak az alkalmazni kivant fliggvényt, hanem

magat az algoritmust is megvéalaszthatjuk. Ezek az algoritmusok lényegében a
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méar bemutatott mohé algoritmusra (4.2) épiilnek. Hat algoritmust mutatunk be

részletesebben.

4.4.1. Naiv mohé algoritmus

A naiv moh¢ (naive greedy !) algoritmus a legegyszertibb megkozelités a szubmo-
duléris fiiggvények optimalizalasara. Minden iteracidban sorra veszi a még nem
kivalasztott Gsszes elemet és kiszamolja, hogy melyiknek mennyi a hozzédadott ér-
téke. A legnagyobb hozzaadott értéki elemet fogja kivalasztani. Ez ugyanaz, mint

a 4.2 fejezetben ismertetett algoritmus.

4.4.2. Lusta moho algoritmus

Mivel a lusta mohé (lazy greedy 2 ) algoritmus és az naiv mohé algoritmus csak

az implementacidéjukban kiillonboznek, ezért igaz a kovetkez§ egyszerd allitas.

4.4.1. Allitas. A naw és a lusta mohd algoritmust ugyanazon adathalmazon fut-

tatva ugyanazt az eredményt kapjuk.

Itt egy maximum prioritasii sorban taroljuk a még nem valasztott elemeket, ahol
a legutoljara kiszamolt hozzdadott értékek lesznek a prioritasok. A fiiggvényiink
szubmoduléris tulajdonsagat, azaz azt, hogy a hozzaadott érték nem néhet probal-
juk kihasznalni ahhoz, hogy csdkkentsiik a futasi idét. Ha a maximum prioritasia
sorban 1évG els6 elem értékét djraszamoljuk és az még mindig nagyobb, mint a
méasodik elemé, akkor 6t valasztjuk be ebben az iteraciéban, ellenkez& esetben ezt
folytatjuk tovabb. Latszik, hogy lehet, hogy nem kell annyiszor Gjraszamolni az
egy elem bevalasztésaval szerzett nyereséget, ezzel sokat nyerhetiink. Viszont a
maésik oldalrél muszaj megemliteni, hogy a maximum prioritasi sor karbantartasa

olykor sok szamitasi kapacitast igényelhet.

"https://apricot-select.readthedocs.io/en/latest /optimizers /naive.html
Zhttps:/ /apricot-select.readthedocs.io/en /latest /optimizers /lazy.html
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4.4.3. Kétfazisi mohoé algoritmus

Ezen két algoritmus vegyitése a kétfazisi moho (two-stage greedy 3) algoritmus,
ahol az els6 k (felhasznalotol fiiggs paraméter) lépésben a naiv modszert hasznal-
juk, majd atvaltunk a lusta algoritmusra. Emogott az az intuicié rejlik, hogy a
lusta moho altal hasznalt adatstruktira (a maximum prioritast sor) karbantartasa
az algoritmus elején a legnehezebb, ezért ekkor célszert a naiv modszert hasznélni,

viszont j6 otlet lehet id&vel valtani a két modszer kozott.

4.4.4. Nem determinisztikus mohoé algoritmusok

A maésik hdrom modszer az eddigiekkel ellentétben méar nem determinisztikus. A
leniil vilaszt egy részhalmazt, amibdl a kovetkezd elemet valasztja; a mintavételezd
moho (sample greedy °) algoritmus sordn pedig mar az algoritmus legelején torté-
nik egy véletlen mintavételezés. A lusta kozelitd moho (approximate lazy ) algo-
ritmus a lusta moho algoritmus egy nagyon egyszert kiterjesztése: nem feltétleniil
azt az elemet vessziik hozza a mar kivalasztott részhalmazhoz, ami a legnagyobb
haszonnal jar, hanem ami "kozel legjobb haszonnal jar". Ezt szazalékban lehet
kifejezni és természetesen filigg a felhasznalotol. Az utébbi 3 algoritmus a futéas-
id6 felgyorsitasara, a szamitéasi kapacitas csokkentésére torekszik, viszont méar nem

feltétleniil hoz olyan eredményt, mint az els6 harom determinisztikus algoritmus.

Shttps://apricot-select.readthedocs.io/en /latest /optimizers /two-stage.html
“https://apricot-select.readthedocs.io/en /latest /optimizers/stochastic.html
Shttps://apricot-select.readthedocs.io/en /latest /optimizers /sample.htm]
Shttps://apricot-select.readthedocs.io/en /latest /optimizers/approx-lazy.html

31



5 VIZSGALT ADATHALMAZOK

5. Vizsgalt adathalmazok

A vizsgalt adatok, melyeken a mar emlitett Apricot modszert kiprobaltuk a kaggle”
oldalon megtalalhatok.

5.1. Titanic: Machine Learning from Disaster

Az els6 adathalmaz cime, amin kiprobaltuk a modszert: Titanic - Machine Lear-
ning from Disaster®. Ez az adathalmaz 881 sorbél és 67 oszlopbol all. Minden
sorban egy, a Titanicon utazé személy kiilonb6z6 adatai szerepelnek, illetve az,
hogy tulélte-e a katasztrofat, vagy sem. A tanulasi folyamat soréan egy klasszifi-
kacios (1.1) feladatot szeretnénk megoldani, meg szeretnénk josolni a kiilonb6z

adatokbdl a tulélsk halmazéat.

Passengerld Survived Pclass Name Sex Age SibSp Parch Ticket Fare Cabin Embarked

0 1 (o] 3 Braund, Mr. Owen Harris male 22.0 1 0 AB211M71 7.2500 NaN S
Cumings, Mrs. John

1 2 1 1 Bradley (Florence Briggs female 38.0 1 0 PC17599 71.2833 Cc85 Cc
Th...

- 1 q STON/O2.

2 3 1 3 Heikkinen, Miss. Laina female 26.0 0 3101282 7.9250 NaN S
Futrelle, Mrs. Jacques

3 4 1 1 Heath (Lily May Peel) female 35.0 1 0 113803 53.1000 C123 S

4 5 0 3 Allen, Mr. William Henry male 35.0 0 0 373450 8.0500 NaN S

4. dbra. A Titanic: Machine Learning from Disaster cimi adathalmaz elsé 6t sora.

5.2. Disaster Tweets (NLP feladat)

A Disaster Tweets” cimt adathalmazzal egy természetes nyelvfeldolgozési (Natu-
ral Language Processing, NLP) feladatot vizsgaltunk. Az adat kiilonb6z6 tweetek-
bdl all, melyeket klasszifikalni (1.1) szeretnénk aszerint, hogy valojaban egy igazi
katasztrofarol szolnak-e, vagy nem. Az adathalmaz bedgyazasa, tisztitasa utan
random train-test vagést hasznélva a training adathalmaz 5264 sorboél és 10000

oszlopbol allt.

"https://www.kaggle.com
8https://www.kaggle.com/competitions/titanic/data
“https:/ /www.kaggle.com/competitions/nlp-getting-started /data
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id text target
3806 5408 Former Township fire truck being used in Phili... 0
3444 4922 The Dress Memes Have Officially Exploded On Th... 0
3443 4920 Well as | was chaning an iPad screen it fuckin... 0
6219 8875  So does Austin smoke too since he agreed to th... 0
3440 4917  Im Dead!!! My two Loves in 1 photo! My Heart e... 0
3663 5213 @Truly_Stings Yo Dm me 1
3660 5210 Driver fatalities down on Irish roads but pede... 1
3659 5209 Message boards will display updated traffic fa... 1
3673 5228 Kosciusko police investigating pedestrian fata... 1
7612 10873 The Latest: More Homes Razed by Northern Calif... 1

5. abra. A Disaster Tweets cimi adathalmaz néhany sora.

5.3. Movie-box income

A harmadik vizsgalt adathalmaz (Movie-box income!?) 7000 rekordja mind egy-
egy filmrdl sz616 informaciokat tartalmaz. A feladat jelen esetben regresszios (1.1),

egy adott filmhez a bevétel megjosolasa a cél.

Ohttps: //www.kaggle.com/datasets /rounakbanik /the-movies-dataset
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6. Eredmények

Az Apricot, Python csomag a -ben bemutatott redukcios feladatra ad egy megol-
dést, azaz egy lehet@séget biztosit hatalmas adathalmazok redukélasara gy, hogy
az igy kapott kisebb méret(i adathalmaz reprezentativ legyen. Ezt a gépi tanulési
folyamatok felgyorsitasara lehet felhasznalni oly médon, hogy a tanitasi adathal-
mazt csokkentjiikk az Apricot programban implementélt fliggvények segitségével,
majd ezen a méar joval kevesebb sorbdl all6 adathalmazon tanitjuk a modelliinket.
Ha a hasznalt fiiggvényt jol valasztjuk meg, akkor az igy tanitott modell ered-
ményessége nem romlik szamottevGen, s6t a tultanulas jelensége miatt akar még
jobb performanciabeli névekedés is lehet [8]. A csomag a feladatot szubmoduléris
fiiggvények (tulajdonsag alapu fiiggvény / featurebased (4.1.9), szolgaltato elhe-
lyezési figgvény / facilitylocation (4.1.7), fedési fliggvény / maxcoverage (4.1.11))

maximalizaldséval oldja meg.

6.1. Sorredukcié szubmodularis modszerrel

Az Apricot program implementéloi altal publikalt cikkekben [7] a hangsulyt arra
helyezték, hogy lehet a modszer segiségével a tanitasi halmaz sorait redukélni.
TémavezetGimmel elGszor mi is ezzel a feladattal foglalkoztunk.

A Titanic: Machine Learning from Disaster cimi adathalmazon definialt klasszi-
fikacios feladat (5.1) megoldasahoz a Gradient Boosting klasszifikicios modell
(1.2.2) bizonyult a leghatékonyabbnak. Egy training-test vagas utén a tanitasi
adathalmaz sorainak szama 590 volt (az eredeti adathalmaz 2-a), ezt redukaltuk
az Apricot-val (10%-ra, 25%-ra, 50%-ra, 75%-ra, 80%-ra, 90%-ra), és ezen a ki-
sebb adaton tanitottuk a modellt, majd megvizsgaltuk, hogy az eredmény hogy
valtozott a kiértékelésre félretett teszt adathalmazon. A méar emlitett Apricot
fiiggvényeket hasznaltuk, illetve ezek egy vegyitését (mixed), azaz olyat, amikor
mindharom fiiggvénnyel kivalasztottunk ugyanannyi sort és ezeket egyesitettiik,
majd ezen tanitottuk a modellt. Emellett a random kivalasztast is kiprobaltuk és
azért, hogy ebben az esetben is valos képet kapjunk, tobbszori futtatas eredmé-

nyeit atlagoltuk ki.
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Az egyes modellek teljesitményét az 1. fejezetben bemutatott négy kiilonbozd
metrikaval (1.1) mértiik: accuracy (a helyes joslatok aranya), precision (azok koziil,
akiket a modell tulélének tart, valoban hanyan élték tul), recall (azt mutatja,
hogy a ténylegesen tulélok koziil hanyat talalt meg a modell), roc auc (annak
a valoészintisége, hogy a modell egy random tulélsként cimkézett mintat el6rébb

helyez a rangsorban, mint egy random nem tulélét).

""""""""""""""""""""" 0.85 [TTTTTTTITTTTTTITTTTTIT IS -
0.84
0.80
0.82
g §0.75 /
‘é 0.80 model 'ﬁ model
g —— maxcoverage & 0.70 —— maxcoverage
0.78 —— featurebased —— featurebased
—— facilitylocation 0.65 —— facilitylocation
0.76 —— random —— random
—— mixed 0.60 —— mixed
10 20 30 40 50 60 70 80 90 10 20 30 40 50 60 70 80 90
Training set size (%) Training set size (%)
0.80
0.88 f=m====mmmmmmmmmmmmmmm oo m ool -
0.75
""""""" - 0.86
o
- 0.70 2 0.84
9 / model S model
= 0.65 —— maxcoverage & 0.82 —— maxcoverage
—— featurebased —— featurebased
0.60 —— facilitylocation 0.80 —— facilitylocation
—— random —— random
0.55 —— mixed 0.78 —— mixed
10 20 30 40 50 60 70 80 90 10 20 30 40 50 60 70 80 90
Training set size (%) Training set size (%)

6. 4bra. A Titanic - Machine Learning from Disaster cimi adaton definialt klasszi-
fikacios feladaton elért performanciabeli eredmények az egyes kiértékelési metrikak
(accuracy, precision, recall, roc-auc) szerint, a tanitasi halmaz méretének csokken-
tése mellett. A szaggatott vonal minden &dbran azt jelzi, hogy milyen eredményt

értiink el amikor a teljes tanitési halmazon tanitottuk a modellt.

Az eredményeket grafikonokon (6) szemléltettiik, melyekrsl konnyen leolvashato,
hogy a legjobb értékeket a feature-based modellel értiik el, viszont meglep§ ered-
mény, hogy a tanulasi adathalmaz véletlen redukciojat nem sokkal milja feliil az

Apricot modszer. Ennek oka lehet példaul, hogy jelen esetben egy viszonylag kis
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adathalmazzal dolgoztunk, illetve az is egy ok lehet, hogy nem volt eléggé redun-
déns az adat. Azt még fontos kiemelni, hogy a szubmodularis kivalasztas ereje a
legjobban az adathalmaz 10 — 25%-ara valé csokkentésekor latszik. Itt a random
modszer rendre gyengébb eredményt mutat, mint példaul a feature-based.

Az els6 adathalmaz kis mérete, illetve a redundancia hianya miatt nem sok in-
formaciot arult el a feltérképezendd program miikodésérsl, hatékonysagarol, ezért

maésik adaton, a Disaster Tweets nevii adathalmazon (5.2) folytattuk a munkat.
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7. abra. Az NLP - Disaster Tweets cimii adaton definialt klasszifikacios feladaton
elért performanciabeli eredmények az egyes kiértékelési metrikak (accuracy, preci-
sion, recall, roc-auc) szerint, a tanitasi halmaz méretének csokkentése mellett. A
hasznalt modell a logisztikus regresszid. A szaggatott vonal minden dbran azt jel-
zi, hogy milyen eredményt értiink el amikor a teljes tanitési halmazon tanitottuk

a modellt.

Elgszor a sorok szamat probéltuk csokkenteni az Apricot programot hasznélva

10,25, 50,75,80,90 szazalékra, majd ezen tanitottuk a modellt, mely elGszor a
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logisztikus regresszio (1.2.1) volt. A redukcidhoz ismét az Apricot csomagban
implementalt fiiggvényeket, illetve random kivalasztast hasznaltunk (ez utobbit
tobbszor, majd kiatlagoltuk az eredményeket). A mért eredményeket az 7 abrak
szemléltetik. Ezekrol leolvashato, hogy ha az adathalmazunk sorait 10%-ra csok-
kentjiik, akkor jelent@sen romlik az elért eredmény, viszont a sorok szamat felére
csokkentve mar nem olyan lényeges a kiilonbség, az igy betanitott, illetve az egész
adaton tanitott modell k6zott. Ami szintén szembet(ing, hogy sajnos az Apricot
nem sokkal mulja feliil a random méddszert, olykor egyéltalan nem.

Ezutan megprobaltuk méas modellek tanitédséra hasznalni a médszert, mint példaul
a Gradient Boosting (1.2.2) vagy a Random Forest (1.2.2) klasszifikdcios modell.
A Gradient Boosting Classifier esetében elGszor talalkoztunk azzal a problémaval,
hogy nem volt eléggé jol paraméterezve a modell, ezért nagymértékben tultanult.
Ennek kovetkeztében, amikor az Apricot mddszerrel csokkentettiik a sorok szamét,
javulast tapasztaltunk a modell eredményességét tekintve, viszont a modell tovabbi
hiperparaméterezése utan ez a jelenség mar nem volt jelen. Osszességében az
mondhaté el, hogy a sorok redukciéjaval nem értiik el a vart eredményt a vizsgélt
adathalmazon.

Végiil a harmadik vizsgalt adaton (Movie-box income (5.3)) definialt regresszios
feladathoz is teszteltiik a modszert. A legjobbnak bizonyult modell a light GBM
boosting (1.2.2), a hasznalt kiértékelési metrika pedig az atlagos négyzetes eltérés
(mse - mean squared error (1.1)) volt. A 8. abrarol leolvashato, hogy az adat-
halmaz sorainak random moédszerrel vett redukalédsat kezdetben a maxcoverage,
kés6bb pedig a feature-based fiiggvénnyel valé redukalas mulja feliil. Viszont azt

is lathatjuk, hogy performanciat tekintve nincs nagy nyereség.
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8. dbra. A MOV movie-box income cimii adaton definialt regresszios feladaton
elért performanciabeli eredmények az atlagos négyzetes eltérés (mse) kiértékelési
metrika szerint, a tanitasi halmaz sorai szamanak csokkentése mellett. A hasznalt
modell a light GBM boosting. A szaggatott vonal azt jelzi, hogy milyen eredményt

értiink el amikor a teljes tanitési halmazon tanitottuk a modellt.

6.2. Dimenziocsokkentés szubmodularis modszerrel

Ebben az alfejezetben olyan méréseket mutatunk be, amelyek a sorok helyett az
oszlopok hatékony redukcidjara keresnek megoldast. Mint mar emlitettiik az Ap-
ricot csomagot bemutaté cikkekben a sorok redukélasara hasznaltak a modszert.
Ehhez a Distaster Tweets (5.2) cimd adatot hasznaltuk. Az adathalmazt tar-
talmazo maétrixot transzponaltuk, majd az igy kapott matrix sorait az Apricot
modszerrel csokkentve kapott méatrixot visszatranszponaltuk. Végiil ezen tanitot-
tuk a modellt. A logisztikus regresszio modellt (1.2.1) és a ROC értéket (1.1)

tekintve a kovetkezd eredményt értiik el:
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9. abra. Az NLP - Disaster Tweets cimii adaton definialt klasszifikaciés feladaton
elért performanciabeli eredmények a roc-auc kiértékelési metrika szerint, a tanftasi
halmaz oszlopai szdmanak csékkentése mellett. A hasznalt modell a logisztikus
regresszi6. A szaggatott vonal azt jelzi, hogy milyen eredményt értiink el amikor

a teljes tanitasi halmazon tanitottuk a modellt.

A 9. 4brarol leolvashato, hogy a 10000 oszlopot mar 10%-ra csokkentve is alig rom-
lik a modell. Azt is fontos hangsulyozni, hogy ebben az esetben a szubmoduléris
kivalasztas (barmely fiiggvényt hasznalva) sokkal jobb eredményt produkal, mint
a random szelekcio. A szubmoduléris megkozelités mellett a Tidf (term frequ-
ency—-inverse document frequency) értékeket hasznalo szoveges adatoknal jol mii-
k6d6 dimenzidesokkenté modszert (2.2) is megvizsgaltuk az adathalmazon. Ezen
modszerrel az Apricot-hoz hasonlo eredmény sziiletett. (Az abran ezt a sarga
gorbe jelzi.) Ugy gondoltuk, hogy hasznos lehet ebben az iranyban folytatni a
kutatést és esetleg olyan adathalmazokon kiprobalni az oszlopok redukalasat, ahol
nem tudjuk a Tfidf médszert hasznalni.

Az Apricot modszert a mar bemutatott PCA dimenzidcsokkentd eljarassal (2.1) is
Osszehasonlitottuk. Azért éreztiik ennek fontossigat, mert az el6z6 bekezdésben
emlitett modszer egy kifejezetten NLP feladatokra miikods algoritmus. Szerettiik
volna egy sokkal altalanosabb eljarassal, mas tipusit adatokon is miikédd dimen-
zi6esokkentd modszerrel is Gsszehasonlitani a szubmodularis megkozelitést. Az
Osszehasonlitast a feature-based fiiggvénnyel, ennek is a legjobb paraméterezésével

(6.4) végeztiik. A két modszert teljesitményt és futési id6t tekintve is megmeértiik.
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A PCA sok szamitasi kapacitast igényl6 modszer, ennek ellenére jobb futési id6t
adott, mint az Apricot (10. &bra). Performanciat tekintve (10. abra) viszont
a PCA éri el a gyengébb eredményt. A 10. abrardl leolvashato, hogy az AUC
értékeket tekintve a feature-based fiiggvénnyel nagysagrendekkel jobb eredményt
kapunk, mint a PCA-val.
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10. abra. Az Apricot (kék) és a PCA (sarga) modszer Osszehasonlitasa futasidét
(bal), illetve teljesitményt (jobb) tekintve. A teljesitmény méréséhez kiértékelési
metrikaként az auc értékeket hasznaltuk. A jobb oldali abran a szaggatott vonal a
dimenzi6csokkentés nélkiil tanitott logisztikus regresszioval elért eredményt szem-

lélteti.

Nemcsak ezen az adathalmazon, hanem a Movie-box income cimii kaggle adaton
(5.3) is kiprobaltuk a szubmoduléris dimenziocsokkentést. A tanitashoz ismét a
light GBM boosting (1.2.2) moédszert hasznaltuk, ugyanis ez bizonyult a legered-
ményesebbnek. Az elért eredmények a 11. dbran lathatok. A 8. abréaval 6sszevetve
latszodik, hogy a dimenzidcsokkentési feladat esetén sokkal jobb eredményt lehet

elérni az Apricot modszerrel, mint a sorredukalas esetén.
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11. 4bra. A MOV movie-box income cimi adaton definialt regresszios feladaton
elért performanciabeli eredmények az atlagos négyzetes eltérés (mse) kiértékelé-
si metrika szerint, a tanitasi halmaz oszlopai szaméanak csokkentése mellett. A
hasznalt modell a light GBM boosting. A szaggatott vonal azt jelzi, hogy milyen

eredményt értiink el amikor a teljes tanitasi halmazon tanitottuk a modellt.

Megjegyzés: Ugynevezett dupla redukcioval is probalkoztunk, azaz elgszor csok-
kentettiik az oszlopok szamét, majd a sorok szamaét is, természetesen az Apricot
csomagban implementéalt fiiggvényekkel, viszont igy nagy mértékben romlott az

elért erdmény.

6.3. Algoritmusok Osszehasonlitasa

Egy masik fontos feladat, mellyel a mesterképzés soran témavezetGimmel foglal-
koztunk az volt, hogy a csomagban implementalt moho algoritmusokat (4.4) tesz-
teljiik, ezért ezeket performancidjukat és futésidejiiket tekintve is megprobaltuk
Osszehasonlitani. Ezt az Osszehasonlitast a Disaster Tweets (5.2) cimi adathalma-
zon végeztik. A dolgozat 4.4. fejezetében irtak utan latszik, hogy a naiv (naive
(4.4.1)), lusta (lazy (4.4.2)) és a kétfazisu (two-staged (4.4.3)) algoritmusoknak
elég csupan a futasidejiiket vizsgalni, mivel ugyanazt az eredményt adjék, csak
az implementécié méas. Mivel a kétfazisi algoritmus azt a célt szolgalna, hogy a
naiv (és esetleg a lusta) algoritmus futésidejét gyorsitsa, ezért azt vartuk, hogy

gyorsabb lesz, mint a tobbi modszer. Ennek ellenére az 1. tablazatbol latszik,

41



6 EREDMENYEK

hogy a vizsgéalt adaton még a naiv moddszertdl is lassabb volt, a lusta mddszer

pedig nagysagrendekkel jobb néla.
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12. abra. A vizsgalt moho algoritmusok Gsszehasonlitasa teljesitményt tekintve a
Disaster Tweets cimd adaton. A szaggatott vonal a dimenzidcsokkentés nélkiil

tanitott logisztikus regresszioval elért eredményt mutatja.

A lusta algoritmus még a nemdeterminisztikus eljarasoktol (4.4.4) is gyorsabban
futott le. Ezt ugy vizsgaltuk, hogy a lusta kozelitd (approximate greedy), a min-

tavételezs (sample greedy) és a sztochasztikus moho (stohastic greedy) algorit-
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Optimizer \ Size 1% 5% 10 % 25% 50%
approximate-lazy 9.87 38.29 85.97 318.35 838.84
lazy 5.85 8.65 24.38 166.21 670.32
naive 8.79 21.41 49.76 216.48 783.08
sample 12.15 47.94 96.67 257.53 870.33
stochastic 8.07 18.83 43.26 217.42 785.12
two-stage 6.71 24.62 50.72 238.43 827.12

1. tablazat. A vizsgalt moho algoritmusok oOsszehasonlitasa futasidét tekintve a
Disaster Tweets cimi adathalmazon. A tanitasi modell a logisztikus regresszio
volt, a modszerrel a tanitasi halmaz oszlopainak szamét redukaltuk.

musokat tObbszor futtattuk, a futasidéket kiatlagoltuk és igy hasonlitottuk Gssze
a lusta algoritmus futasidejével. A kapott eredmény azért is meglepd, mert ezen
algoritmusoknak a célja az lenne, hogy bizonyos mértékid performancia romlassal
szamitasi kapacitas, valamint futésidé csokkentést érjiink el. Ez a mérés alapjan
a vizsgalt adaton nem miikodott. (A futésidébeli kiilonbségeket az 1. tablazat, a

teljesitménybeli kiilonbségeket a 12. abra mutatja.)

6.4. Legjobb paraméterezés megkeresése

A feature-based szubmodularis fiiggvény legjobb paraméterezésének vizsgalataval
(az AUC értéket tekintve) is sok id6t toltottiink. A kapott eredményeket a 2.

tablazat mutatja.

Size Best parameters

1% {"function": "log", "optimizer": "lazy"}

5% {"function": "log", "optimizer": "approximate-lazy"}
10 % {"function": "sqrt", "optimizer": "approximate-lazy"}
25 % {"function": "log", "optimizer": "approximate-lazy"}
50 % {"function": "log", "optimizer": "lazy"}

2. tablazat. A feature-based fliggvény legjobb paraméterezése az auc értékek sze-
rint, a kiilonb6z6 méreti redukcidk soran. A mérésekhez a Disaster Tweets cimii

adathalmazt hasznaltuk.
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Meglepd, hogy a Disaster Tweets nevii adaton (5.2) futtatott mérések alapjan az
approximate lazy, azaz a lusta kozelits algoritmus (4.4.4) is szerepel a tablazatban,
viszont konstatalhato, hogy jo dontés, ha a konkav figgvényiinket a log(X + 1)-
nek, a maximalizalasokat végz6 moho algoritmust a lazy-nek, azaz a lusta mohonak

(4.4.2) valasztjuk.
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7. Osszegzés

A dolgozatban a gépi tanulasi fogalmak, osztalyozd és regresszios modellek, el-
terjedt dimenziocsdkkentési eljardsok, tovabbé az alapfogalmak ismertetése utéan
megmutattuk, hogy a gépi tanulasban gyakorta el6fordulé redukcios feladatokat
visszavezethetjiikk szubmoduléris fliggvények maximalizaldsara. Ez a redukcios
feladat lehet sorredukcid, vagyis az adathalmaz sorainak csokkentése, illetve osz-
lopredukcié, méas néven dimenziécsokkentés is.

Kiilénb6z6 szubmodularis fiiggvényeket és tobb moho algoritmust is ismertettiink,
melyeket jOl lehet alkalmazni a gépi tanulasban. Az elméleti 6sszefoglald utan be-
mutattunk egy, a Washingtoni Egyetem kutatoi altal fejlesztett Python csomagot
[7], mellyel a fenti redukcios feladat megvalosithatd. A méréseket, eredménye-
ket tekintve Gsszességében elmondhato, hogy van létjogosultsaga a szubmodularis
fiiggvényekkel valo adathalmaz redukcionak. Féleg a dimenzidcsokkentés teriiletén
bizonyult hasznosnak a modszer. A random kivalasztastol jobb performanciabe-
li eredményeket kapunk a dimenzi6csokkentés teriiletén, valamint azt is érdemes
hangsilyozni, hogy a modszert a determinisztikus jellegének kdszonhet&en elég
egyszer futtatni. A mar széleskorben hasznalt dimenziocsokkenté modszereket
(pca, szoveges adat dimenzidcsokkentése) a szubmodularis modszerrel 6sszehason-

litva nem tapasztaltunk lényegesen nagy teljesitménybeli kiilonbséget.
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