
EÖTVÖS LORÁND TUDOMÁNYEGYETEM

TERMÉSZETTUDOMÁNYI KAR

TÁVÉRZÉKELÉSI ADATOK FELDOLGOZÁSA
MÉLYTANULÁSSAL

SZAKDOLGOZAT

Tóth Benjámin
Matematika BSc

Matematikai elemző szakirány

Témavezető:
Lukács András

Számítógéptudományi Tanszék

Budapest
2023



Köszönetnyilvánítás

Szeretném kifejezni köszönetemet konzulensemnek, Lukács Andrásnak, aki szakértelmével és
segítőkészségével kiemelkedő iránymutatást nyújtott a szakdolgozatom elkészítése során.
Szeretnék külön köszönetet mondani Nagy Eszternek is, amiért támogatott és segített a
szakdolgozatom elkészítésében.

1



Tartalomjegyzék

Bevezető 4

1. A feldolgozott adat 5
1.1. Az adathalmaz leírása . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
1.2. Osztályok vizualizálása . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
1.3. Osztályok eloszlása . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

2. Modell architektúra és metrika 7
2.1. Klasszifikációs háló . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2.1.1. ResNet50 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.1.2. Kimeneti réteg cseréje . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2.2. Veszteségfüggvény . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.3. Optimalizáló algoritmus . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2.3.1. Adam . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.3.2. AdamW . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2.4. A modell teljesítményének mérése . . . . . . . . . . . . . . . . . . . . . . . . 11

3. Hiperparaméterek optimalizálása 12
3.1. Az adathalamaz megvágása . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
3.2. Előtanítás . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
3.3. Batch méret . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
3.4. Tanulási ráta . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

4. Transzformációk az adathalmazon 16
4.1. Transzformációk . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

4.1.1. Geometriai transzformációk . . . . . . . . . . . . . . . . . . . . . . . 16
4.1.2. Szín alapú transzformációk . . . . . . . . . . . . . . . . . . . . . . . . 18

4.2. Transzformációk kiválasztása . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

5. Tanítás és kiértékelés 21
5.1. Tanítás . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2



5.2. Eredmények kiértékelése . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
5.3. Ötlet a modell fejlesztésére . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

6. Szintetikus adat generálása 24
6.1. GAN modell . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

6.1.1. Alapötlet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
6.1.2. Generátor és diszkriminátor . . . . . . . . . . . . . . . . . . . . . . . 24
6.1.3. Veszteségfüggvény . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

6.2. A megépített GAN modell . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
6.3. Generáló futtatások . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
6.4. Eredmény és adatbővítés . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

7. A szintetikus adatokkal bővített tanítás és kiértékelése 30
7.1. Tanítás . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
7.2. Eredmény kiértékelése . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
7.3. Összehasonlítás korábbi modellekkel . . . . . . . . . . . . . . . . . . . . . . . 32

8. Modell tesztelése adathalmazon kívüli képeken 34

Összefoglalás 36

Függelék 37

Irodalomjegyzék 38

3



Bevezető

Az adatbányászat egyik alapproblémája a klasszifikáció, amely adott objektumok vagy
rekordok előre adott, különböző osztályokba történő csoportosításával foglalkozik. Ez a
dolgozat mélytanulási módszerek hatékonyságát mutatja be műholdképek klasszifikációs
problémáján.
A dolgozat első fejezetében bemutatom a felhasznált adathalmazt és annak jellegzetességeit.
A második fejezet a projekt során alkalmazott neurális hálót mutatja be, illetve a
használt tanító algoritmust és annak a teljesítmény mérésére szolgáló metrikákat. A
harmadik és negyedik fejezetben a hiperparaméterek optimalizálását mutatom be. Először
a klasszikus hiperparaméterekkel foglakozom, majd a továbbiakban az adathalmazon végzett
augmentációt megvalósító transzformációk kiválasztásával. Az ötödik fejezetben kiértékelem
a legjobb beállítással tanított modell teljesítményét, és egy további ötletet mutatok be a
modell javítására. A hatodik fejezetben ismertetem a GAN modellt, és annak segítségével
olyan szintetikus adatotot generálok, amely az eredeti adathalmaz statisztikáival rendelkezik.
A hetedik fejezetben a generált adatokat felhasználom a klasszifikációs modell tanításához,
majd az így kapott eredményeket is kiértékelem és összevetem a korábbiakkal. A nyolcadik
fejezetben végül a legjobb modellt kipróbálom egy az eredeti adathalmaztól függetlenül
összeállított teszt adathalmazon és megvizsgálom, hogy azon milyen teljesítmény érhető el.
A fejezetek a feladat megoldásának gyakorlati módszertanát követik, ezáltal nem csupán
az elméleti háttere ismerhető meg egy klasszifikációs feladatnak, hanem egy ilyen probléma
megoldási módszere is végigkövethető az olvasó számára.

A projekt során használt Python kód: https://github.com/BenjaminToth/BScThesis
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1. fejezet

A feldolgozott adat

1.1. Az adathalmaz leírása

A szakdolgozatban tárgyalt adat forrása az AID adathalmaz (lásd a Függelékben). Ez
egy nagyobb méretű képadatbázis, amely a Google Earth által használt felvételekből lett
összeállítva. Az adathalmaz összeállításának célja klasszifikációs modellek tanítása és azokkal
történő kísérletezés volt. AID készlete 30 különböző osztályban összesen 10000 RGB képet
tartalmaz. Ezen színes képek mindegyike négyzet formájú, méretük többnyire 600�600 pixel,
de előfordul pár kivétel ami 600� 10 pixeles oldalhosszúsággal rendelkezik.
A képek több forrásból származnak, mivel a Google Earth különböző távérzékelési
szenzorokkal dolgozik. Földrajzi értelemben is több forrásról beszélhetünk, hiszen a Föld
különböző részeiről válogatták a képeket, főként az Egyesült Államokból, Kínából, Angliából,
Franciaországból, Olaszországból, Japánból és Németországból.

1.2. Osztályok vizualizálása
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Az adathalmaz osztályai 30 légi tájkép kategóriát reprezentálnak. Ezek a kategóriák
különböző környezeteket és helyszíneket fednek le, néhány osztály egy-egy nagyobb
építményt reprezentál (stadion, templom, híd, stb), amíg más osztályok a terep milyenségét
(mezőgazdaság, erdő, tengerpart, stb) vagy a lakóövezet sűrűségét (sűrű lakóterület, ritka
lakóterület, stb) írják le. A fenti képen látható, hogy különbözik a nagyítás mértéke
képenként. Ez többnyire osztályok közötti különbséget jelent, de valamennyire az osztályokon
belül is érzékelhető. Megfigyelhető még az is, hogy az osztályt jellemző része a képeknek
mindig középre van igazítva.

1.3. Osztályok eloszlása

Az adathalmazban szereplő 10000 kép nem egyenletesen oszlik el a 30 osztály között. A pontos
adatokat a következő ábra mutatja:

Látható, hogy a legyakrabban előforduló osztály elemeinek a száma közel kétszerese
a legritkábbnak. Azt is fontos megjegyezni, hogy habár az adathalmaz nem számít
kis méretűnek, mégis osztályonként nem sok adatot tartalmaz. A későbbiekben ezekből
a képmennyiségekből kell majd megtanulnia az adott modelleknek jó klasszifikációs
teljesítményt nyújtani.
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2. fejezet

Modell architektúra és metrika

2.1. Klasszifikációs háló

2.1.1. ResNet50

A projektem során használt neurális háló a ResNet50 modell volt. ResNet50 (Residual
Network 50) egy konvolúciós neurális háló, amely kép alapú objektumfelismerési feladatokra
alkalmazható, emellett napjaink egyik legtöbbet hivatkozott mélytanulási architektúrája.
Ez a modell 49 konvolúciós réteget és egy egy másodikként megjelenő max pooling réteget
használ (így adódik az 50-es elnevezés), amely backbone végén egy average pooling réteg, és
egy 1000 neuronos sűrű réteg softmax aktivációval található. Aktivációs rétegnek a modell a
konvolúciós blokkok során ReLU-t alkalmaz. ResNet50-et a rétegek száma alapján a mélyebb
neurális hálók közé soroljuk [2].
A ResNet innovációja a residual blokkok használata volt. A mélyebb hálók esetén gyakran
felmerülő probléma az úgynevezett eltűnő illetve felrobbanó gradiens. Ezt a problémát
próbálja a modell a residual blokkok használatával elkerülni. A modell bevezeti az ugrási
kapcsolatokat (skip connection), amelyek úgy kapcsolnak össze egy korábbi és egy későbbi
réteget, hogy közöttük kihagynak pár köztes réteget, ezzel egy residual blokkot hozva létre.
Részletesebben, ha x a bemenet és y a kimenet egy ilyen blokknál, akkor az ugrási kapcsolat
nélkül a blokk kimenete y = f(x) lenne, ahol f a blokk rétegeihez tartozó függvény. Viszont az
ugrási kapcsolat, amire jelen esetben identitás leképezésként érdemes gondolni, még hozzáad
a kimenethez x-et, így végül y = f(x) +x lesz. Ennek az egyszerű ötletnek az a haszna, hogy
közelebb hozza a réteg által megtanulható input-output kapcsolatot.
Egy ilyen struktúrájú hálózat nyerte meg a ImageNet 2015-ben megrendezésre került
versenyét.
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2.1.2. Kimeneti réteg cseréje

Az eredeti ResNet50-nek a feladata az ImageNet 1000 osztályának a klasszifikációja volt,
ezért az utolsó lineáris réteg kimenetének a mérete éppen 1000. Mivel viszont az általam
használt adathalmaz osztályainak a száma 30, ezért a hálózat végét módosítanom kellett úgy,
hogy csupán 30 neuron méretű legyen a kimenet. Ez a módosítás a tanítható paraméterek
számának csökkenését is okozta, egészen pontosan 25 557 032 paraméter helyett a módosított
hálóban már csak 23 569 502 található.

2.2. Veszteségfüggvény

A klasszifikációs modell teljesítményét mérő veszteségfüggvénynek a kereszt-entrópiát
választottam. A modellben használt softmax aktivációs függvénnyel ez egy nagyon gyakran
párosított veszteségfüggvény. A softmax függvény az inputként kapott 30 valós értékből a
p1 : : : p30 valószínűségekkel tér vissza, és mi ennek az outputnak a pontosságára vagyunk
kíváncsiak. Legyen y1 : : : y30 2 f0; 1g a valódi címkeértékek, a következők szerint:

yi =

8<:1; ha az eredeti input az i: osztályba tartozik.

0; ha nem.

Ekkor kereszt-entrópia veszteségfüggvény által kapott érték

L = �
30X
i=1

yi � log2 pi .

Ha a megjósolt valószínűségek rosszul tükrözik az ismert címkeértékeket, akkor ez a érték
nagy, ellenkező esetben pedig kicsi. Ha pedig teljesen pontos a predikció, akkor a felvett
érték 0 lesz [6].

2.3. Optimalizáló algoritmus

A projekt során használt optimalizáló algoritmusnak az Adam-t illetve AdamW-t
választottam. A hagyományos Adam-t a hiperparaméterek optimalizálásánál használtam,
viszont a végleges tanítási fázisban már az AdamW-val dolgoztam.

2.3.1. Adam

Az Adam egy gradiens alapú optimalizáló algoritmus. Jelöljük xt-vel a t. ciklusban a modell
súlyait tartalmazó vektort. A klasszikus esetben miután az adott ciklusban kiszámoltuk a
gradiens vektort rf , az új súlyokat a következő módon kapjuk:

xt = xt�1 � �rf

8



ahol � a tanulási sebességet jelöli.
Az Adam algoritmus során számon tartjuk a korábbi gradiensek átlagának valamilyen
formáját. Jelöljük a korábbi gradiensek mozgó átlagát mt-vel és a négyzetük mozgó átlagát
vt-vel. Minden lépésnél a g = rf(xt�1) kiszámolása után a következő számításokat végezzük
el:

mt = �1 �mt�1 + (1� �1) � gt

vt = �2 � vt�1 + (1� �2) � g2
t ,

ahol g2
t -t elemenént kell érteni. �1 és �2 hiperparaméterek (alapértelmezett beállítás: �1 = 0:9,

�2 = 0:999) azt szabályozzák, hogy mennyire gyorsan halványul el egy korábbi gradiens az
átlagban, vagyis mennyire tekintünk a múltba a mozgó átlagok kiszámításánál.
Ezek után újra skálázzuk az átlagokat 1 � �t-el. Ez szükséges, hiszen m0;v0 = 0, ami azt
eredményezi, hogy m1 = 0:9�0+0:1�g1 = 0:1�g1, pedig g1-nek kellene lennie. Ezt úgy kapjuk,
hogy 1�0:9 = 0:1-el leosztunk, amire a további lépéseknél is szükségünk lesz a képlet szerint,
így a következőt kapjuk:

m̂t =
mt

1� �t1

v̂t =
vt

1� �t2
Végül a súlyok megváltozását ezekből az értékekből származtatjuk:

xt = xt�1 � � �
m̂tp
v̂t + "

" szintén egy hiperparaméter, amely a numerikus stabilitást biztosítja (alapértelmezett
beállítás: 10�8).
Láthatjuk, hogy az algoritmus ciklusonként eltérő lépéshosszakkal dolgozik. Ha nem változik
sokat a gradiens, akkor nagyobb lépéseket teszünk, viszont nagyobb változások esetén kisebb,
óvatosabb lépésekkel haladunk tovább [4].

2.3.2. AdamW

Mélytanulás során különböző regularizációs módszereket szokás használni, amely a túltanítás
ellen is eredményes és a modell teljesítményét is növelheti. A hagyományos módszer az, hogy
a gradiens vektor kiszámításánál végezzük el a regularizálást, viszont az Adam esetében
ez kevésbé hatásos, mint más optimalizáló algoritmusok esetén, mivel a mozgó átlagokban
is szerepelni fog a regularizálás, amit a képletben szereplő

p
v̂t-vel leosztva normalizálunk.

Az AdamW algoritmusa ezt a problémát próbálja megoldani azzal, hogy a mozgó átlagok
kiszámítása utánra teszi a súlycsökkentést. A módosított egyenlet a következő:

9



xt = xt�1 � � �
�

m̂tp
v̂t + "

+ wt � xt�1

�
.

wt a t időben a súly csökkentésnek a mértéke. Így már természetesen nem jelenik meg a
mozgó átlagokban ez a tényező, és csupán magukkal a súlyokkal lesz arányos. Az AdamW
algoritmusa másban nem különbözik a hagyományos Adam-től [4].

10



2.4. A modell teljesítményének mérése

A modell teljesítményének mérését a tévesztési mátrixoból számolt pontosság, precizitás,
szenzitivitás és F1 metrikákkal végeztem. Mivel a tárgyalt probléma a 30 osztállyon történő
klasszifikálás, ezért a tévesztési mátrix mérete 30�30, jelöljük továbiakban C-vel. Egy cij 2 C
elem reprezentálja azoknak az eseteknek a számát, amikor egy i osztálybeli elemet j-ből
származónak prediktáltunk. Tehát a mátrix átlójában szerepelnek a helyesen klasszifikált
esetek, azon kívül pedig a tévesztések.
A modell pontosságát a tévesztési mátrix segítségével a következő módon számolhatjuk:

Pontosság =

30P
i=1

cii

30P
i=1

30P
j=1

cij

A másik fontos metrika az F1 mérőszám. Ennek a kiszámolásához először a precizitást és
szenzitivitást érdemes vizsgálni. Nézzük meg ezeket az i. osztályra:

Precizitás(osztály=i) =
cii

30P
j=1

cji

Szenzitivitás(osztály=i) =
cii

30P
j=1

cij

Ezeknek a segítségével kiszámíthatjuk az i. osztályhoz tartozó F1 értéket

F1(osztály=i) =
2 � Precizitás(osztály=i) � Szenzitivitás(osztály=i)

Precizitás(osztály=i) + Szenzitivitás(osztály=i)

A projekt során makró F1-el dolgoztam [7], ami azt jelenti, hogy fent kapott definiált
osztályonként vett F1 értékek átlagát vettem

F1(makró) =

30P
i=1

F1(osztály=i)

30
.

Nem volt szükség súlyozott F1-et nézni, mert a tesztelő adathalmazban minden osztály
elemszáma egyenlő. A későbbi mérések során pontosságot és F1 (makró) értéket vizsgálok.
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3. fejezet

Hiperparaméterek optimalizálása

3.1. Az adathalamaz megvágása

Fontos jól megválasztani a tanító és tesztelő adathalmaz arányát. Úgy döntöttem, hogy
véletlenszerű mintavételt alkalmazok azzal a megszorítással, hogy minden osztályból egyenlő
számú adatot teszek a teszt adathalmazba. Habár nem mondható az osztályok szerint nagyon
kiegyensúlyozatlannak az adat, mégis ez biztosítja, hogy a nagyobb osztályok nem nyomják
el a kisebbek pontosságának mérését.
Megmértem, melyik vágás adja a legjobb eredményt. Osztályonként 20, 40, 60, 80 darab
tanító adatot mintavételeztem, amely a következő eredményeket hozta:

Vágás (tanító - tesztelő) Pontosság Loss
76% - 24% 0.7604 1.1148
82% - 18% 0.8126 0.8376
88% - 12% 0.8481 0.5902
94% - 6% 0.8592 0.5662

3.1. táblázat. A táblázatban a különböző beállításokkal tanított
modellek legjobb pontossága és loss értéke szerepel. A tanítás
beállításai: 50 epoch, lr = 0.001, batch = 32, előtanítást alkalmaztam.

Azt láthatjuk, hogy a legjobban teljesítő modell az volt, ami a legtöbb tanító adattal
rendelkezett. Ez önmagában nem meglepő, viszont azt fontos megjegyezni, hogy egészen nagy
különbségek voltak a teljesítményekben. Ezt az okozhatja, hogy egy olyan osztályból, amiben
kevesebb mint 300 adat szerepel, elveszünk 80 adatot tesztelés céljából, azzal jelentősen
csökkentjük tanulási lehetőségeket.
A későbbiekben ezt a 94% - 6% vágást alkalmaztam, viszont az így kiválasztott 600 tesztelésre
szánt képet minden lehetséges módon megforgattam 90�-al, ezzel 2400-re növelve a teszt
adathalmaz méretét.
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3.2. Előtanítás

Neurális hálók tanításánál felmerülő kérdés, hogy hogyan inicializáljuk a tanítható
paramétereket. Gyakran véletlenszerűen választunk értékeket, máskor viszont előtaníott
paraméterekkel dolgozunk. Ez azt jelenti, hogy a hálót egy másik nagyobb adathalmazon
(nehezebb feladaton) betanítjuk, majd az így megtanult paraméterekkel kezdjük el a saját
tanításunkat. Ez gyakran jobb eredményeket hoz és gyorsabban tanul, mintha véletlen
értékekből indultunk volna.
Én is alkalmaztam ezt a technikát. Az ImageNet adathalmazon megtanult súlyokkal
inicializáltam a hálót. Maga az ImageNet egy milliós nagyságrendű adathalaz 1000
kategóriával. Fontos megjegyezni, hogy a kategóriák között nem szerepelnek műholdképek,
mégis alap geometriai jellemzők jól megtanulhatók az előtanítás során, ezzel előnyt szerezve
egy véletlen súlyozással szemben. Próbafuttatással vizsgáltam meg, hogy milyen különbség
mérhető előtanított és tanítatlan háló között.

3.1. ábra. Az ábrán látható a két modell pontossága epoch-onként,
ponttal kiemelve a legmagasabb felvett érték. A tanítás beállításai: 50
epoch, lr = 0.001, batch = 32.

Megfigyelhető, hogy az előtanított modell minden ciklusban a tanítatlannál nagyobb
pontosságot ért el, és habár az 50 epoch alatt felvett maximumát később éri el, mégis
mutat magas (a maximumához közeli) értékeket. Ez a kísérlet megerősíti, hogy a tárgyalt
adathalmaz esetén érdemes előtanítást alkalmazni.
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3.3. Batch méret

A batch méret az a paraméter, amely meghatározza, hogy egy adott iteráció során hány
adatpontot (jelen esetben fényképet) használunk a modell paramétereinek frissítéséhez.
Elmondhatjuk, hogy általánosan minél nagyobb batch mérettel dolgozunk, annál simább
konvergenciára számíthatunk, hiszen több adatponton átlagolódnak a frissítések. Ellenben
az a hátránya, hogy nagyobb memóriára van szükségünk hozzá, és gyakran nem tud annyival
jobb eredményt hozni egy ilyen ciklus, mint amennyivel több időt vesz igénybe.
A következő táblázat mutatja a három különböző batch beállítással történt futtatás
eredményeit:

Batch méret Pontosság Loss Futási idő (1 epoch)
16 0.8493 0.6189 87 s
32 0.8592 0.5662 114 s
64 0.8601 0.5882 189 s

3.2. táblázat. A táblázatban a különböző beállításokkal tanított
modellek legjobb pontossága, loss értéke és epoch-onként vett átlagos
futási ideje szerepel. A tanítás beállításai: 50 epoch, lr = 0.001,
előtanítást alkalmaztam.

Az eredmények alapján nem teljesen egyértelmű, hogy melyik beállítás a legideálisabb. Én
végül a 32-es méretnél maradtam, mivel a 16-os hozzá képest, habár rövidebb futást biztosít,
mégis 1%-kal rosszabb pontosságot mutat. A 64-es batch mérettel rendelkező modell az
átlagos veszteségben alulmarad és a többlet 75 másodperc már nagy árnak bizonyul azért az
extra 0.1% pontosságért.

3.4. Tanulási ráta

Fontos jól megválasztani azt az � (vagy lr.) paramétert, amely szabályozza a neurális
hálózati súlyok módosítási lépéseinek méretét. Ez választható egy c konstansnak, amelyen
a tanítás során nem módosítunk, vagy lehet egy változó is, amit valamilyen függvény szerint
változtatunk. Ezen hiperparaméter optimalizálásánál öt különböző beállítással végeztem
próbafuttatást. Három konstans beállítással (� = 0:01; 0:001; 0:0001), és kettő tanulási ráta
csökkentő módszerrel:
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Lépcsőzetes csökkentés

A következő algoritmus szerint járunk el:

� 0:001

Ha i � 0 (mod 5), akkor
� � � 10

p
0:1

ahol i az i: epoch-ot jelöli. Jól látszik, ez úgy lett megválasztva, hogy 50 epoch alatt csökken
az � 0:0001-re.

Folytonos csökkentés

Itt annyiban változtatjuk meg az előző algoritmust, hogy minden epoch-ban elvégezzük a
megfelelő szorzást, tehát most:

� � � 50
p

0:1

Itt 50
p

0:1 szintén úgy lett választva, hogy 50 epoch alatt csökkenjen � a 0:1-szeresére. A

próbafuttatások a következő eredményeket hozták:

Tanulási ráta beállítás Pontosság Loss
fix 0.01 0.7155 1.3203
fix 0.001 0.8592 0.5662
fix 0.0001 0.8410 0.5886

lépcsőzetes csökkentés 0.8671 0.5394
folytonos csökkentés 0.8666 0.5410

3.3. táblázat. A táblázatban a különböző beállításokkal tanított
modellek legjobb pontossága és loss értéke szerepel. A tanítás
beállításai: 50 epoch, batch = 32, előtanítást alkalmaztam.

A lépcsőzetes csökkentés módszere hozta a legjobb eredményt, de elmondható, hogy a
folytonos módszer csupán nagyon kis különbséggel maradt le tőle mind pontosságban, mind
átlagos veszteségben. A konstans beállítású modellek közül a � = 0:001-es tanulási rátájú
teljesített legjobban. A próbafuttatásoknál gyakran ezt a konstans beállítást használtam,
viszont a hiperparaméterek optimalizálása után már a lépcsőzetes csökkentést alkalmaztam.

15



4. fejezet

Transzformációk az adathalmazon

4.1. Transzformációk

A neurális hálókkal történő képfeldolgozás során gyakran alkalmazunk különböző
transzformációkat a tanító adatunkon. Ezek az augmentációk gyakran valamilyen módon
véletlent tartalmazó, adatpontonként különböző műveletek. Fontos megjegyezni, hogy az
adaton elvégzett augmentáció nem változtat a hozzá tartozó címkén. Transzformációk
alkalmazása számos okból hasznos lehet számunkra. Bővíti és változatossá teszi az adatunkat,
ami kis méretű adathalmaz esetén kulcsfontosságú. Jobban általánosítja a modellünk
problémamegoldó képességét. Megnehezíti az eredeti képek pontos karakterisztikájának
memorizálását, ezért a túltanulás ellen is hatásos eszköznek bizonyul. Természetesen a legjobb
eredmény eléréséhez fontos jól megválasztanunk, hogy mely transzformációkat alkalmazzuk
a tanítás során [3].
Ebben a fejezetben bemutatom a megfelelő transzformációkkal történt próbafuttatások
eredményeit és megvizsgálom, hogy mennyivel jobb eredményt nyújtanak, mint egy
transzformációk nélkül, de azonos hiperparaméterekkel tanított modell. Minden alfejezetben
egy rögzített képen bemutatom az adott transzformációt öt különbözőképpen.

4.1.1. Geometriai transzformációk

A geometria transzformációk a térbeli karakterisztikáját változtatják meg a képeinknek,
mint például a pozícióját, orientációját, méretét vagy perspektíváját. Három ilyen típusú
transzformációt próbáltam ki, amelyek a következők voltak.
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Véletlen forgatás

Ez a transzformáció elforgatja a kapott képet � szöggel, ahol � egy 0 és 360 közötti
véletlen szám. Bár lehetséges leszűkíteni � tartományát, de a rövid kisérletezés után kiderül,
hogy ez a beállítás adja a legjobb eredményt. Ennek természetesen van értelme, hiszen
az adathalmazban szereplő légifelvételek tetszőleges forgatása egy ugyanolyan használható
adatpont, mint az eredeti kép.

Eredmények:
Pontosság: 0:8592 ��! 0:8994

Veszteség: 0:5662 ��! 0:4982

Véletlen tükrözés

A véletlen tükrözés jelen esetben két különböző tükrözést jelent, egyet horizontálisan és egyet
vertikálisan. A transzformáció során mindkettő tükrözést p = 0:5 valószínűséggel végezzük
el. Ez természetesen nem biztosít akkora változatosságot, mint a véletlen forgatás, hiszen
csupán négy lehetséges kimenete van egy adott képre nézve, de mégis a mérés alapján hasznos
transzformációnak bizonyult.

Eredmények:
Pontosság: 0:8592 ��! 0:8803

Veszteség: 0:5662 ��! 0:4855
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Véletlen kivágás

Ez a transzformáció két véletlenszerű döntést hoz. Az első, hogy hanyad része legyen a
visszaadott kép az eredetinek. Ha az eredeti kép mérete T volt, akkor a visszaadott kép
a T -nek x-szerese, ahol x egy 1 és 0.8 közötti véletlen szám. Tehát a kapott méret Tc = x �T .
Természetesen végig egy négyzetről beszélünk. A másik véletlen döntés, hogy mi legyen ennek
az új kisebb képnek a középpontja, azzal a megkötéssel, hogy a visszaadott kép minden része
rajta legyen az eredeti képen, tehát sehol ne lógjon le.

Eredmények:
Pontosság: 0:8592 ��! 0:8872

Veszteség: 0:5662 ��! 0:4934

4.1.2. Szín alapú transzformációk

A szín alapú transzformációk a képek színcsatornáit módosítják. Ezekkel a módszerekkel
jól lehet az eredeti képek fényességét, kontrasztját, szaturációját, stb. megváltoztatni. A
következő transzformációkat próbáltam ki:

Színzaj

Ez egy összetettebb transzformáció, mivel a kép fényességét, kontrasztját, szaturációját és hue
értékét egyszerre módosítja (véletlenszerűen). A módosítások mértéke külön-külön nehezen
mérhető, de a PyTorch eszközeit használva egy 0 és 1 közötti skálán könnyen szabályozható.
Rövid kísérletezés után itt is kedvező eredmények születtek.
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