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1. fejezet
Bevezetés

Koztudott, hogy tablazatos adatokra (Tabular Data) a mélyhal6-modellek (Deep
Neural Networks - DNNs) altalaban tulillesztenek. Emiatt kevésbé hasznalhatoak,
mint a hagyoményosabb statisztikai eljarasok, amilyen példaul az altaldnositott
linearis modell (Generalised Linear Model - GLM) vagy a dontési fa alapi mod-
szerek, amilyen példaul az eXtreme Gradient Boosting, azaz az XGBoost. Taldn
egyetlen kivétel akad: a TabNet architektura. Szakdolgozatom célja hagyoméanyos
statisztikai modszerek és neuralis halokon alapulé modellek Gsszehasonlitasa biz-
tositasi adatokon. Vélasztasom gépjarmiikar adatokra esett, amelyeken a felsorolt
modszerekkel probalom a karszamot illetve a kidrnagysagot elérejelezni.

Az internetkapcsolattal és fedélzeti érzékels késziilékekkel felszerelt gépjar-
miveknek koszonhetGen megbizhatobb adatok birtokdba juthatunk. Ezek egyre
gyakoribbé valasa valamint a mélyhéalo-modellek fejlédése elérelépéshez vezetett
abban, hogy képesek legyiink a vezetési viselkedést precizen modellezni. Kiilo-
nosképpen a soférok kockdzatanak méréséhez sziikséges informéaciok gytjtése -
lgymint agressziv vezetési magatartas vagy a kornyezettel 6sszefiiggésbe hozha-
t6 kockazat - jarhat tarsadalmi szinten is elényokkel. Ilyen soférkockazati profi-
lok kialakitasaval és vizsgalataval ugyanis csokkenthetd a balesetek szdma és a
karosanyag-kibocsatas. A soférnek kiildott visszajelzések és a személyre szabott
biztositasi termékek - azaz vezetési kompetencian alapuld, dinamikusan arazott
biztositasok - 6sztonzéleg hathatnak egy biztonsagosabb vezetési magatartas ki-
alakulésara. Ezek a személyre szabott biztositasi termékek - mint amilyenek a
pay-as-you-drive vagy pay-how-you-drive, azaz fizess, ahogy vezetsz szerzédések
is - kezdenek elterjedni a gépjarmi-biztositasi agazatban, amint a biztositok a
telematika és gépi tanulasi (Machine Learning - ML) moédszerek kombinaciojat
hasznaljak a kockazatok arazésahoz. A hagyomanyos kockazatérazo modellek -

mint példaul az altalanositott linearis modell (Generalised Linear Model - GLM)



- tovabbra is uraljék a biztositasi piacot, kiilonosen a nem-életagi lizletagakon be-
lill. Annak érdekében azonban, hogy ténylegesen megragadhassuk a kapcsolatot
a nem hagyomanyos adatok, példaul telematikus, mitholdas vagy machine vision,
azaz gépi latéssal nyert adatok minduntalanul tagul6é univerzuma és az aktuériusi
arazés célvaltozoi kozott - példaul kargyakorisdg és karnagysag -, innovativ arazo
mechanizmusokra van sziikségiink. A mélytanulasi (Deep Learning - DL) modsze-
rek komplex, nemlinearis adathalmazok! modellezésére valo kapacitasa feliilmulja
a legtobb hagyomanyos arazémodell korlatait. Annak ellenére, hogy a mélyhélo-
modellek engedte szamitasi képességek novekednek, valamint nagyobb szamban
elérhetGek telematikai adatok, a mélytanuléas lehetGségei kihasznélatlanok a biz-
tositasi kockdzatarazés és a karelérejelzés terén. Szakdolgozatomban bemutatom
egy alternativ mélytanulasi architekttra, a TabNet (Tabular data learning neural
Network) hasznalatat karszam és karnagysag elérejelzésben is.

A mélyhalo-modellek voltaképpen olyan gépi tanuldsi modellarchitektirék,
amelyek egyesitenek vagy osszekapcsolnak kiilonbozs rétegeket ahhoz, hogy ta-
nuljanak az adatokbol. Ez a tobbrétegt felépités lehet6vé teszi, hogy minden egyes
réteg megtanuljon egy egyedi tulajdonsagot a vizsgalt adatokrol[8]. A mélytanu-
las fejlédése rendkiviil pontos modellekhez vezetett, amelyek feliilmiltak a gépi
tanulasi modszereket szamos teriileten, igymint Onvezetés, természetes nyelvfel-
dolgozas (Natural Language Processing - NLP) és marketing|8|. Ezen mélyhalo-
modellek rdadasul minimaélis elGtanitasba vetett eréfeszités aran képesek komplex
adattipusokat is megtanulni[17]. Mindezek ellenére a biztositoi kockazateldrejel-
z6 modellek kozott aligha talalkozhatunk mélyhélo-modellekkel, amelynek egyik
alapvetd oka ezek feketedoboz elméleti felépitése illetve szerkezete, vagyis ezek a
modellek csak bemeneteik és kimeneteik alapjan tekinthetGek meg anélkiil, hogy
a bels6 miikodésiiket ismernénk. Ennek kdvetkeztében ugyanis a kapott eredmeé-
nyek értelmezése és interpretalédsa nehézkessé vélik, ami kihivést jelent a szaba-
lyozoi kérdések megvalaszolasakor. Bar a mélyhalo-modellek kiemelkeds teljesit-
ménnyel képesek komplex adattipusokat is megtanulni, tabldzatos adatokon mégis
szegényesen teljesitenek mas, klasszikus maximum-likelihood modszeren alapuld
modellekkel Gsszevetve, mint példaul a Support Vector Machine, a logisztikus
regresszio vagy a naiv Bayes-osztalyozo|1].

Definicié. Adatszemcsésség: Az adatok szemcséssége (granularity) az adattu-
domanyokban hasznalt szakkifejezés. Arra utal, hogy milyen részletességi illetve

pontossagu az adat. Minél szemcsésebb, annal tobb egyedi informéaciot tartalmaz,

LA nem linearis adathalmaz elemei nem linearisan, azaz egymast kévetSen vannak elrendezve.
Az elemek tehat nem kapcsolodnak az el6ttiik és utanuk kovetkezs elemhez, igy nem egy szinti
az adat, és emiatt nem tudjuk egy futassal végiglatogatni az Gsszes elemet.



amely lehet egyedi feljegyzés vagy mérés.

A szemcsés telematikai adatokra alkalmazott korlatozasok tovabb bonyolitjak
a mélytanulas alkalmazasat a biztositasban, mivel az Gjonnan bevezetett sza-
bélyozas megkoveteli a telematikai adatok anonimizélasat és feldolgozasat, ami
azt eredményezi, hogy a tablazatos adatok elterjedtek a biztositas tertiletén|21].
Masrészt komoly korlatot jelent a mélyhalo-modellek biztositasi alkalmazasra valo
attérésében az Osszetett, tulparaméterezett kialakitasuk is[33].

A biztositasban kockézatarazashoz hasznalt modelleknek megmagyarazhato-
nak kell lenniiik azért, hogy a pénziigyi hatosagok elfogadjak azokat. Az alta-
lanositott linearis modellek és az egyiittes modszerek (ensemble methods) haté-
konynak bizonyultak némely soférkockéazati profilok kockazatdnak meghataroza-
saban és szamszertsitésében, ezért nem meglepd, hogy rendszeresen hasznaljak
ezeket biztositasi kockazatarazasban|2|. Ezenkiviil az altalanositott linearis mo-
dellek konnyen értelmezhetéek, ami alapvetd tulajdonsag a biztositasi dijkalku-
lacios modellek létrehozésahoz. Az altalanositott linearis modellek teljesitményét
azonban korlatozhatja a rendkiviil Osszetett vagy magasdimenzi6ji adat, mivel
a linearis prediktor nem tudja pontosan modellezni a magasdimenzi6ju magya-
razovaltozok hatasait. Az olyan egyiittes modszerek, mint a véletlen erds (Ran-
dom Forest) vagy az XGBoost, képesek megtanulni bonyolult adatstrukturakat,
mikdzben magas szintd pontossigot biztositanak. Ezeknek az egyiittes tanulasi
modszereknek azonban hatranyai is vannak, mivel a bonyolult folyamatok mind
a modell finomhangolasat, mind a modell értelmezését tekintve kevésbé vonzo-
va tehetik Sket a biztositok szamara|28]. Emiatt a feketedoboz modellek nem
kedvezGek.

Az altalanositott linearis modell, az XGBoost és a mélytanulas korlatai kiilon-
b6z6 kovetkezményekkel jarhatnak a biztosito hatékonysigéra a tekintetben, hogy
pontos gépjarmi-biztositasi arazomodelleket tudjon felépiteni. Rdadasul az XG-
Boost és a mélytanulas abban is kiilonbozik az altalanositott linearis modelltsl,
hogy nem képes teljes mértékben magyarazhato és értelmezhetd arazéomodelleket
nyudjtani, amely tovabb korlatozza ezek hasznalatat. A TabNet, egy cstucstechno-
logids mélyhalo-modell architektura a mélytanulédsi modellek korlatait igyekszik
lekiizdeni. Arik és Pfister 2021-ben mutatték be a TabNetet tanulméanyukban|1],
ahol a neurélis halo és az XGBoost hasonld pontossagat emlitették. A TabNet
egyetlen mélyhal6-modellt, tébblépcsGs feldolgozast, szekvencialis figyelmet és
gradiensereszkedést alkalmaz, igy egy olyan architekturat hoz létre, amely kii-
16nbozik a hagyomanyos mélytanulastol, mikézben magas pontossagot biztosit

és lehetGséget nytjt a modell értelmezhetGségére. Ezen felépitésbeli adottsagok



kombinécidja teszi a TabNetet alkalmas mélyhalo-modellé biztositasi kockézatar-
azashoz, és kezeli mas mélytanulasi modellek korlatait.

Szakdolgozatom a TabNetnek egy alkalmazéasat nytujtja karszam- és kirnagysag-
elérejelzés révén. Ezen kiviil a TabNetet Osszehasonlitom az altalanositott line-
aris modellel, az XGBoosttal valamint altalam épitett neuralis halokkal, hogy
megvizsgaljam, melyik hatékonyabb elérejelzésben és értelmezhetségben, illetve
hogy melyik modell kivanja a legkevesebb erdfeszitést a tanitdshoz. Az erede-
ti cikk szerint a korszerd mélytanulési architektira kivételesen hatékonyan jelez
és ez az 1j megkozelités lehetvé teszi a biztositok szaméra, hogy az egyes veze-
t6knek megfelelébb dijat szabjanak a TabNettel vezetési teljesitményiik alapjan,
mint més hagyoményos arazasi modellekkel.

Szakdolgozatom elsGsorban Arik és Pfister 2021-es[1] valamint Kevin McDon-
nel és munkatéarsainak 2023-as|23] munkaira épit, hiszen ugyanigy egy mélyhalo-
modellt, a TabNetet hasznalom biztositasi kockazatarazashoz. Szakdolgozatom-
ban 6sszehasonlitom tovabba a TabNetet a gépi tanulasi és a hagyomanyos bizto-
sitasi arazasi modellekkel. A fent emlitett tanulményok alapjan a TabNet ebben a
feladatban figyelemreméltd pontossagot kinél egyszerd modellértelmezhetGséggel
és csokkentett adat-eléfeldolgozasi igénnyel. Ez a modell képes balesetek elérejel-
zésére is a telematikai adatok és a biztositéasi igények kombinalasaval.

Szakdolgozatom tovabbi része a kovetkezSképpen épiil fel. A 2. fejezet bemu-
tatja az adathalmazt. Az ezt kdvet§ fejezetben egyenként ismertetem az 6sszeha-
sonlitott modellek mtikodési elvét a megfelel6 gépi tanulds, mélytanulési és ma-
tematikai hattér biztositasaval. Ugyanitt kitérek a modellek implementécidjara
és az ehhez sziikséges adatfeldolgozéasra, majd bemutatom az igy elért eredmé-
nyeket. A 4. fejezetben megprobalok magyarézattal szolgalni az eredményeimmel
kapcsolatban. Végiil pedig levonom a konzekvenciakat, illetve kittizok lehetséges

jovébeli feladatokat a témaban.



2. fejezet

Adatok

A kovetkezs fejezetben részletesen bemutatom a modellezéshez hasznalt adathal-

mazt.

2.1. Leiras

Az ’insuranceData’ egy R kiegészité csomag, amely kiilonb6z6 adathalmazokat
tartalmaz biztositasi adatok elemzéséhez és modellezéséhez. Az altalam valasztott
‘dataCar’ nevii is ezek kozé tartozik. Ez az adathalmaz egy ausztral biztositotarsa-
sag 2004-es és 2005-0s, gépjarmiivekre szo6lo biztositasi szerzédéseit tartalmazza.
A 67 856 jegyzett kotvénytulajdonos koziil 4 624, azaz 6,8% jelentett be legalabb
egy karigényt. A szerz&dskrdl ezen kiviil tovabbi tizenegy ismérvet vagy jellemzét

rogzitettek. Modelleimet ezen az adathalmazon tanitottam és teszteltem.

2.2. Adatstruktara

Az adathalmaz adatkeret (data frame) formatumt, és a kovetkezd tizenegy val-

tozot tartalmazza:

e veh value: gépjarmi értéke $10 000-ban

e exposure: az idészak hanyad részében allt kockazatban (kézponti kitettség):

0 és 1 kozotti szém
e clm: kar indikatora: 0 = nincs, 1 = van
e numclaims: kidrszam

e claimest(0: kdrnagysag: 0 ha nincs kar



veh_value

Min.
1st Qu.
Median
Mean
3rd Qu.
Max.

HELI

3

1.
1.
1.
2.
4,

Qoo
010
500

77
iy

150
560

veh body: vazszerkezet, kategorikus valtozo:

BUS, CONVT, COUPE, HBACK, HDTOP, MCARA, MIBUS, PANVN,

RDSTR, SEDAN, STNWG, TRUCK, UTE

veh age: gépjarmu kora, ordinalis valtozo: 1 (legfiatalabb), 2, 3, 4

gender: nem, logikai valtozo: F, M

area: kornyék /térség, kategorikus valtozo: A, B, C, D, E, F

agecat: gépjarmivezets kora, ordinalis valtozo: 1 (legfiatalabb), 2, 3, 4, 5, 6

X_OBSTAT -1 s vitborte 01101-6-0-0

Az utols6 valtozo nem tartalmaz semmilyen informaciot sem a szerz6dSkrol,

hiszen mindegyik esetében ugyanazt az értéket vesz fel. Ezért, ahogy az athuzés

is jelzi, erre nincs sziikség a modellezéshez.

Természetesen sem a karszam, sem a kir nagysiga nem ismert a szerzédés

megkdtésekor, emiatt ezek az informaciok jovébe latast feltételeznének. Ennek

elkeriilése végett az Osszes modell tanitasa el6tt ezeket a valtozokat is kiemeltem

az adathalmazbél.

2.3. Alapstatisztika

ExXposure

Min.

1st Qu.

Median
Mean

3rd Qu.

Max.

:0.002738
:0.215028
:0.448270
0. 468651
:0.705103
:0. 9959316

clm
0:63232
1: 4624

numclaims

Min.

+0. 00000

1st Qu. :0.00000

Medi
Mean

an :0.00000
:0.07276

3rd Qu. :0.00000

Max.

:4, 00000

claimcst0

Min.

1st Qu.

Median :

Mean

3rd Qu.

Max.

157,

15592

0.0
0.0
0.0
7.3
0.0
2.1

veh_body
SEDAN 122233
HBACK :18915
STNWG 16261
UTE 1 4586
TRUCK @ 1750
HODTOP : 1579
(Other): 2532

2.3.1. dbra. Alapstatisztika

veh_age
1:12257
2116587
3120084
4115948

gender
F:38603
M:29253

area

Arle3lZ
B:13341
C:20540
: 8173
H-
t 3378

oMo

A 2.3.1 abra az R 0Osszefoglalo, alap leird statisztikija, amelyet a ’summary()’

fiiggvény meghivasa utén lathatunk. Ebbdl els6 pillantasra kivehetd, hogy az ada-

tok kozott nincs hianyzé érték. A minimumok, maximumok is életszertek, ezért

adattisztitasra nincs sziikség.

agecat

1: 5742
2:12875
3:15767
4:16189
5:10736
B: G547



3. fejezet

Modellezés

Az alabbi négy részben egyenként ismertetem az Gsszehasonlitott modellek mii-
kodési elvét a megfelel6 matematikai hattér biztositasa mellett. Majd lefrom a
rol is, hogy milyen el6zetes adatfeldolgozasi 1épésekre volt sziikségem, hiszen min-
den konyvtar eltéré modon kezelheti a valtozokat, illetve a kiilonb6z6 modellek is

kiilonb6z6 inputot varnak. Végiil egyenként beszamolok az elért eredményeimrol.

3.1. Altalanositott linearis modell

Az altalanositott linearis modell (Generalized Linear Model - GLM) egy statiszti-
kai modell, amely nevét onnan kapta, hogy kiterjeszti a linearis regresszié képessé-
geit. Eredete két brit statisztikushoz, John Nelderhoz és Robert Wedderburnhoz
kothets, akik 1972-ben fejlesztették ki a modszertanat|25].

3.1.1. Altalanositott linearis modell a biztositasban

Az altalanositott linearis modellek széles korben elterjedtek a biztositasi kocka-
zatbesorolasban! és arazasban, mivel képesek megragadni a valtozok hatasait, a
bel6liik szamolt eredményt és a kozottiik 1évé paraméterezett kapcsolatot a veze-
t6i kockazatbesorolasban|22]. A kéarigények vagy balesetek eléfordulasa ritka, més
szoval eloszldsuk a nulla értékre pozitiv silyt helyez, ezért az abszolit folyto-
nos eloszlasok nem megfelel6en modellezik ezeket a ritkan elGforduld baleseteket
és kéarigényeket. Az altalanositott linearis modell barmilyen exponencialis elosz-

lascsaladbeli eloszlast feltételezhet az eredményvaltozok eloszlasara vonatkozo-

LA biztositési kockdzatbesorolas az a folyamat, amely soran a biztositétarsasagok felmeérik és
kategorizaljak a biztositottak vagy a biztositando6 targyak kockézati szintjét. Ennek célja, hogy
meghatarozzak a biztositasi dijakat és a biztositasi fedezet feltételeit.



an, lehetévé téve olyan modellek becslését, mint példaul a Poisson-regresszio|18],
amelyek pontosabban irjak le a kockazati tényezdk és a balesetek kozotti kap-
csolatokat. Ezen feliil az altalanositott linearis modellek nagyon jol értelmezhe-
t6ek annak koszonhetSen, hogy az altalanositott format, azaz az eloszlast és a
kapocsfiiggvényt magunk valaszthatjuk meg. A modell stlyai és véltozoi kozot-
ti kolesonhatésok egy adathalmazon szintén konnyen értelmezheték ezeknek az
altalanositott kifejezéseknek koszonhetGen|24].

A Kklasszikus szerz6d6i adatok és a telematikai adatok kombinélasa novelte a
biztositok képességét a biztositasi dijak pontos meghatarozasara. Verbelen, An-
tonio és Claeskens 2018-ban bemutattak ennek a megkozelitésnek a hatékonysa-
gat, kombinélva ilyen hagyoményos tényezdket telematikai adatokkal a karigények
elérejelzéséhez.[32] A szerzdk az altalanositott linearis modell egy valtozatat, az
altalanositott additiv modellt (Generalized Additive Model - GAM) hasznaltak
a kockézat hatékony modellezésére a telematikai adatokon keresztiil. Ez a mo-
dell a kitettséget vagy a futasteljesitményt emelte ki mint a kétvénytulajdonos
kockézatahoz elsGdlegesen hozzajarulo tényezét. Az altalanositott linearis modell
egy masik véltozata, a Poisson-regresszié szintén pontos kockazati profil el6re-
jelzéseket biztositott Ma és munkatérsai szaméra 2018-ban|[18|. Amikor a hagyo-
manyos és a telematikai adatokat kombinéltak, a modelljiik azt mutatta, hogy
a futasteljesitmény, a csicsidében torténd kozlekedés és a vezetési viselkedések,
példaul a hirtelen fékezés erdsen Osszefiiggnek a vezetsi balesetekkel. Ezenkiviil
a gyorshajtast és a relativ sebességet azonositottak kockazati tényezékként. Te-
hat lathatjuk, hogy az altalanositott linearis modellek lehet6vé teszik a biztositok
szamara, hogy arazomodelleket készitsenek, mikozben értelmezheté eredménye-
ket nyujtanak, feltdrva a kotvénytulajdonos kockazatahoz jelentésen hozzajarulo

jellemzdket.

3.1.2. Az altalanositasra vald igény

Az f(zy;29;..50,) = Bo + frxy + Saxe + ... + Bpz, linearis fliggvény temérdek
szempontbol elényos lehet a modellezéshez. Mindenekel6tt S paraméterei konnyen
értelmezhetdek, raadésul geometriai tartalma is egyszertien lathato, szemléletes
jelentéssel birhat. Tovabbé parcialis derivaltjai mind konstansok, és a linearis
fiiggvények mas, bonyolult fiiggvények lokélis kozelitésére is alkalmasak.

Eppen ezért szerethet§ a Carl Friedrich Gausstol (1777-1855) szarmazo line-
aris regresszio is, ha azt feltételezziik, hogy a megfigyelt y értékeink egy linearis

fliggvény koriil véletlenszertien szordédnak:



Y =080+ 65Xi+BXo+...+58,X,+¢

Itt az e hibatagokrol azt feltételezziik, hogy fiiggetlenek és nulla varhato értékd

normalis eloszlastak, vagyis:

e ~ N(0;0%).

Emiatt az Y kimenetelek is feltételesen fiiggetlenek és normaélis eloszlastak az

X mintéatol fiiggs varhato értékkel, azaz

Yx ~ N(p(X);0%).

Ennek kovetkeztében elméletben barmilyen y € R kimenetel lehetséges.
Ebben a forméban az eredményvaltozé varhato értékét megkaphatjuk a ma-

gyarazovaltozok linearis fiiggvényeként:

Am sok elméleti elénye ellenére a linearis regresszié gyakran nem hasznél-
hato a gyakorlatban. Példaul a biztositdsmatematika esetében is, ha a kimenet
binaris véaltozo, mint a cséd: volt-e vagy sem, csak 0 vagy 1 értéket vehet fel; a
kéarkifizetésre sem célszert illeszteni, hiszen ez ferde eloszlasu, és csak nemnega-
tiv értékeket vehet fel; de a gyermekek vagy elhunytak szaménak lefrasara sem
alkalmas, hiszen ez is csak nemnegativ lehet, és egész értékii.

A lineéaris regresszi6 elbbiekben felsorolt korlatai miatt meriil fel az altalano-
sitasra valod igény a biztositasmatematikaban, de az altalanositott linearis modell
sok més tudomanyteriileten is hasznélatos, mint példaul az orvostudomany, a

biologia és a tarsadalomtudomanyok.

3.1.3. Az altalanositas

Az y kimenetelekrsl tovabbra is azt feltételezziik, hogy fliggetlenek, eloszlasuk
azonban nem csupan normaélis, hanem barmely exponenciélis eloszlascsaladbeli
lehet.

Definicié. Exponencidlis eloszlascsaldd: a P valoszintiségi mértékesaladot expo-
nencialis eloszlascsaladnak mondjuk, ha X alaphalmazbol szarmaz6é mintak és
O C RY, d € N paramétertér esetén P = {Py, 9 € ©} dominélt valamilyen mér-
tékkel, és fo(x) = exp{(¥; T(x)) —b(9)}, ahol b: © — R és T : X — R? mérhets
fiiggvények.



Az exponencialis eloszlascsalad néhany nevezetes tagja:

e Folytonos:

— Normélis

— Gamma

— Lognormélis
— Pareto

— Inverz Gauss
o Diszkrét:

— Bernoulli
— Binomiélis
— Poisson

— Negativ binomialis

Ahogy eddig, tigy most is feltessziik, hogy az eredményvéltozd varhato értéke

a prediktorok fiiggvénye:

E(Y]X) = u(X).

Csakhogy a linearis regresszional altalanosabban most nem magat ezt a var-
hato értéket, hanem ennek egy transzforméltjat magyarazza a magyarazovaltozok

lineéris fliggvénye:
g(u(X)) = Bo + f1X1 + BoXo + ... 4 B, X,

ahol ¢ szigoriian monoton nové és differencialhato. Az ezt a kapcsolatot leird g

fiiggvényt kapocsfiiggvénynek (link function) nevezi a szakirodalom.

3.1.4. Példak

Normalis eloszlas

Természetesen az altalanositott linearis modellek kozé tartozik maga a modell-
csalad Gsatyja, a linearis regresszio is. Ez konnyedén ellenérizhetd.

A kimenet feltételes eloszlasa normalis, amely az exponencialis csaladba tartozik:

Ylx ~ N (u(X); 02).
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Varhato értéke:
E(Y[X) = p(X).

Ennek transzformaltja a prediktorok linearis fliggvénye:
w(X) = Bo+ p1X1 + BoXo + ... + X,
A kapocsfiiggvény tehat az identitas:
g(u) =u.

Binaris klasszifikacio

Ahogy mar emlitettem, a binaris klasszifikicidé roppant fontos a gyakorlatban,
igy a biztositasmatematikaban is, de a lineéris regressziéos modell nem alkalmas
erre. Példaul, ha a csédot kivanjuk elérejelezni, ahol a kimenet csak 0 vagy 1
lehet attoél fiiggden, hogy cs6dbe megy-e a vallalat, akkor hasznunkra vallhat az

altalanositott linearis modell. Erre mutatok néhany lehetdséget.

Logit modell Az elgbbi példanal maradva vezessiik be a cs6d valészintiségére
a p(X) = P(Y = 1|X) jelolést. Ekkor a kimenet feltételes eloszlasa Bernoulli,

amely az exponenciélis csaladba tartozik:
Y|x ~ Bernoulli(p(X)).

Varhato értéke:
E(Y[X) = p(X).

Ennek transzformaltja a prediktorok linearis fliggvénye:

p(X)
1 —p(X)

h’l :ﬁ0+51X1+B2X2+...+ﬁpo.

A kapocsfiiggvény tehat a logit fiiggvény:

g(u) zlnl_u.

Mas kapocsfiiggvénnyel méas binaris osztalyozéhoz juthatunk.
Probit modell A kimenet eloszlasa itt is Bernoulli. Az el6bbi gondolatmenet

most is végigvezethets azzal a kiilonbséggel, hogy a kapocsfiiggvényt masnak

valasztjuk:
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ahol ® a standard normalis eloszlas eloszlasfiiggvénye. Ennek okédn tovabbra is
g:(0;1) = R.
A probit modell az 1930-as, a logit az 1970-es évek terméke. Mara a logit joval

népszertibbé valt.

Cloglog Ez a modell akkor hasznalatos, ha az események valoszintisége szélsG-

séges: nagyon kicsi vagy nagyon nagy. Az ehhez tartozé kapocsfiiggvény:

g(u) =In(—In(1 — u)).

Darabszamok modellezése

A darabszamok modellezése szintén meghaladja a linearis regresszié hatérait, hi-
szen gondoljunk akir az egy haztartasban él6 eltartott gyermekek szaméara vagy
akar a biztositasban az egy évben egy vezetd altal okozott gépjarmi-karesemények
szamara, ezek eloszlasa nyilvanval6oan nem normélis eloszlast. Azonban az eddigi-
ekben felsorolt példék sem alkalmasak ezeknek a célvaltozoknak a leirasara, mivel
Bernoulli-eloszlas sem feltételezhets. Gyakori valasztas szokott lenni a negativ bi-
nomialis eloszlas vagy a Poisson-eloszlas.

Ez utobbi neve specialisan Poisson-regresszid, amennyiben a kapocsfiiggvény
a természetes alapi logaritmus. Minthogy ez szerves része a szakdolgozatomnalk,

ezért a kovetkezd részben részletesen bemutatom.

3.1.5. Kargyakorisidg becslése Poisson-karszammodellben

Az altalam valasztott adathalmaz gépjarmtivekre szolo biztositasi szerzédéseket
tartalmaz. Ebben az esetben gyakran feltételezziik, hogy a biztositottak kirainak
szama, Poisson-eloszlast kovet, valamint hogy a karok nagysaga fiiggetlen a karok
szamatol. Ennek kovetkeztében a biztositott kockazatat az atlagos karnagysag és
a varhato karszam szorzata hatérozza meg. Ezen kiviil ismerjiik a biztositottak
életkorat, nemét, lakohelyét, a jarmi értékét stb. Ezek a jellemzsk vagy ismér-
vek mind hatéssal lehetnek a kargyakorisdgra, és célunk ezen hatas feltarasa a
megfigyelt kargyakorisdgok alapjan.

A tovabbiakban az i-edik biztositott megfigyelt karszamat Y;-vel, jellemzdit
(kor, nem stb.) pedig X; ;-vel jeldljiik. Igy Y egy vektor és X egy matrix, ahol
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X; = {Xi; : j} az X matrix i-edik sorvektora, amely az i-edik biztositott jel-
lemz6it gytijti 6ssze. Y lesz tehat a valaszvaltozonk (response variable), mig X a
magyarazo valtozonk (explanatory variable).

A jellemzdk kozott szerepel a kitettség is. Ezt kiilon figyelembe kell venntiink
a modellben. Ha az i-edik szerz6dé t; idén keresztiil allt kockazatban, és az egyes
idgszakok (pl.: napok) karszamait egymastol fliggetlennek feltételezziik, akkor a

kovetkezd modellhez jutunk:
Y; ~ Poisson(t;\;),

ahol \; az i-edik szerz6dd magyarazo valtozoinak, vagyis az X; vektornak rogzi-
tett fiiggvénye. Ebben a modellben tehat az i-edik szerz6dd varhaté karszamat a
kockézatban toltott id6 és a magyarazo valtozok fliggvényének szorzata adja.

Azt a fiiggvényt, amely \;-t allitja els, egy paraméteres csaladon beliil keres-
siik, ahol a paramétereket (-val jeloljik, tehat A\; az X; és B adott fiiggvénye.
Célunk 8 paraméter maximum likelihood becslésének (Maximum Likelihood Est-
imation - MLE) kiszamitasa. A szamitast kényelmesebbé teszi, ha az X;-t6l és
[B-tol valo fliggés az

ni = Po+ Z(Xi,jﬁj)
J

linearis fiiggvényen, més néven linearis prediktoron keresztiil valosul meg, azaz
i = (i) és my = Po + Xif3.

1n; tehat a linearis prediktor, mig a u fiiggvény inverze tolti be a kapocsfiiggvény
szerepét, igy ¢g~! = u az inverz kapocsfiiggvény.

A Poisson eloszlastu példanél, amilyen a miénk is, p: R — (0,00). Itt p(z) =
e’ egy népszeri valasztas. Ekkor a kapocsfiiggvény a g = log, azaz a logaritmus-
fiiggvény, ezért ezt szoktak roviden log-kapocsnak is hivni. X, = 1 valasztéssal
Ai = pu(n;) = w(X;P). Hamar észrevehetjiik, hogy a t; kockazatban toltott idg is
beolvaszthato a linearis prediktorba log(t;) hozzaadasaval. Ez egy olyan tag a line-
aris prediktorban, aminek az egyiitthatoja a konstans 1, és ezt nem is szeretnénk
becsiilni. Az ilyen tagokat offsetnek nevezik.

A magyarizovaltozoink kozott vannak folytonosak, pl.: a gépjarmi értéke;
vagy kategorikus valtozok, mint a nem vagy a kornyék tipusa stb. A kategorikus
valtozokat indikatorokkal kell reprezentalnunk. Mivel példéul hat térségtipust kii-
16nboztetiink meg (A, B, C, D, E, F), ezért lesznek X; 4, X; 5, Xic, Xip, Xi g,
X, r magyarazovaltozok, amelyek koziil pontosan egy darab egyes a tobbi nul-

la. Az ezeknek megfelel6 paraméterek S, Bp, Be, Bp, Be, Br. Az X, ; linearis
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Osszefliggése miatt

> X =8+ > X8 -8,
j€{A,B,C,D,E,F} j€{A,B,C,D,E,F}
és igy a kategorikus valtozok szintjei koziil az egyik elhagyhato anélkiil, hogy a
modell megvéltozna. Az egyik szintet érdemes is elhagyni a tulparaméterezettség
elkeriilése érdekében; célszeri a leggyakoribbat.
Ezek utan nekikezdhetiink a maximum likelihood becslésnek. A likelihood-

fiiggvény a kovetkezSképpen irhato fel:

-11= 3}, H’“h -l

Vegyiik mindkét oldal természetes alapt logaritmusat, hogy eljussunk a log-

. e H(ni) eniYi

likelhoodfiiggvényhez:

() = S (Y — e — log(¥).

)

A paramétertdl fliggetlen tagok elhagyasa utan marad

> (i — €™), ahol ; = log(t;) + X3
tovabbra is. Feladatunk ennek a kifejezésnek a maximalizilasa S-ban, amely, fel-
téve hogy egyetlen szélsGérték van, a derivalt nullhelyének a meghatarozésaval
ekvivalens. Tehat a megoldand6 egyenlet a likelihood-egyenlet, amely az alabbi

format olti

0p Y (mYi—e™) = (Yi—e™)X] = X"(Y — ) = 0, ahol yi; = () = t;e™7.

i i

A log-likelihood maximumbhelyére legtobbszor nem adhat6 zart képlet. Nu-
merikus eljarassal azonban maximalizalhatunk. Az R példaul a Newton-modszert
hasznalja az optimum megkereséséhez, ez alapjan iteral, amig az eljaras nem kon-
vergal. A Newton-modszer ugyanis hasznalhat6 egy fiiggvény minimumanak vagy
maximumanak meghatarozasara. A derivalt a lokédlis minimum- vagy maximum-
helyen nulla, igy a lokalis minimumok és maximumok a Newton-modszernek a
derivaltra torténd alkalmazasaval kereshetGek. Az iteracio tehat a kévetkezs lesz

a mi esetiinkben:

BnJrl = 671 - H_1<5n)vg<6n)a
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ahol H a log-likelikood fiiggvény Hesse-métrixa.

3.1.6. Karnagysag becslése altalanositott linearis modellel

A karnagysagok modellezése altalanositott linearis modellekkel kiilonosen kihi-
vast jelenthet az aktuariusok szémara, mivel a kidradatok sajatos jellemzGkkel
birnak. Az egyik legnagyobb nehézséget az okozza, hogy a karnagysagok kozott
gyakran sok a nulla érték, ami azt jelenti, hogy szamos esetben egyéltalan nem
keletkezik kir. Ez a zero-inflation jelenség jelentsen torzithatja a hagyomaéanyos
modelleket, amelyek altalaban nem képesek hatékonyan kezelni a nagyszamiu nul-
las megfigyelést. Raadasul, amikor kar torténik, a kdrnagysagok nemnegativak és
folytonos eloszlastak, ami tovabbi bonyodalmakat okoz a modellalkotas soran. A
folytonos eloszlasok kezelésére elsG latasra azt feltételezhetnénk, hogy az adatok
valamilyen ismert eloszlasbol, példaul normal, gamma vagy inverz-Gauss elosz-
lasbol szarmaznak, amelyek koziil egyik sem kezeli jol a 0 értékeket. Ennek ered-
ményeként a modell becslései és predikcidi pontatlanok lehetnek, ha nem vessziik
figyelembe a zero-inflation hatésat. Az aktuariusok gyakran kényszeriilnek al-
ternativ modszerek, példaul zero-inflated modellek vagy kétlépcsés modellezési
technikak alkalmazasara, amelyek elGszor a kar bekovetkezésének valoszintiségét,
majd a kar nagysdgat modellezik. Ezek az Osszetettebb megkozelitések jobban
figyelembe veszik a kiradatok természetes sajatossagait, és pontosabb, megbiz-
hatobb eredményeket nytjthatnak a kdrnagysagok el6rejelzésében.

En azonban egy alternativ megkozelitést szeretnék mutatni, amellyel nincs
sziikség a komplex modellalkotasra. Ez a megoldas egyszertien implementéalhato a
hagyomanyos altalanositott modell eszkoztaraval. Egy olyan eloszlas alkalmazasa
oldja fel ezt a problémat, amely az exponencialis eloszlascsalad tagja, a pozitiv
félegyenesen folytonos, 4m a nullara pozitiv stlyt helyez. Eppen olyan, amilyenre

sziikségiink van.

Tweedie-eloszlas

A Tweedie-eloszlas egy olyan eloszlascsalad, amely az altalanositott linearis mo-
dellek keretében hasznalhato, kiilonosen hasznos azokban az esetekben, amikor
az adatok nulla értékeket és folytonos pozitiv értékeket is tartalmaznak. Ez az
eloszlascsalad a biztositasi matematikdban és a kockazatelemzésben kiilonosen
fontos szerepet jatszik, mivel képes modellezni a zero-inflated folytonos adatokat,

amelyek gyakran el6fordulnak példaul kiaradatok esetén.
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Matematikai hattere A Tweedie-eloszlasok az exponenciélis csalad tagjai, és

strtiségfiiggvényiik az alabbi formaban irhato fel|6]:

F(y:1,6,0) = aly, &) exp (}b (6 — n(e») ,
ahol:

e y a megfigyelt érték,

i a varhato értek,

¢ a diszperzios paraméter,

0 a természetes paraméter,

k(0) a kumulans fiiggvény,
e p pedig az eloszlas hatvany-paramétere.

A Tweedie-eloszlas kiilonbozd specialis eloszlasokat foglal magaban kiilonb6z6 p

értékek esetén:

e p = 0: Normélis eloszlas,

p = 1: Poisson-eloszlas,

1 < p < 2: keverék Poisson-eloszlas - nemnegativ, pozitiv sillyal 0-ban,

p = 2: Gamma-eloszlas,

p = 3: Inverz-Gauss eloszlas,
e p > 2: Stabil eloszlas a pozitiv félegyenesen.

Definici6. Stabil eloszlas: A valdszintiségelméletben egy eloszlast akkor mon-
dunk stabilnak, ha két fiiggetlen valoszintiségi valtozo linearis kombinécidja ezzel

az eloszlassal azonos eloszlast a lokacios és a skalaparaméterektdl eltekintve.

Alkalmazasa A Tweedie-eloszlas kiilonosen hasznos a biztositasi matematika-
ban, mert képes egyszerre modellezni a gyakori nullas értékeket és a pozitiv,
folytonos értékeket. Példaul, ha egy biztositasi szerzédés adatait vizsgaljuk, a
legtobb honapban nem torténik kar (0 érték), de ha kar torténik, annak nagysaga

folytonos és pozitiv értéket vesz fel.
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Példa Tegyiik fel, hogy egy biztosito tarsasag a karadatokat szeretné modellez-
ni, ahol a kdrnagysagok gyakran nulla értékiiek, de ha kar torténik, akkor annak
nagysaga pozitiv. Ilyen esetekben a Tweedie-eloszlas idealis valasztas, mert az
1 < p < 2 tartoméanyban képes kezelni mind a nulldkat, mind a folytonos pozitiv
értékeket. Az aktuariusok ilyen modelleket alkalmazhatnak a kockazati profilok
pontosabb meghatarozasa érdekében, ezaltal jobban megérthetik és kezelhetik a
kockazatokat.

Implementacié A Tweedie-eloszlast kiilonbozs statisztikai szoftverekben, pél-
daul R-ben vagy Pythonban is implementélhatjuk. Az R ’statmod’ csomagja és
a Python ’statsmodels’ konyvtara tdmogatja a Tweedie-eloszlas alkalmazésat,
amely lehetévé teszi a felhasznalok szamara a paraméterek becslését és a mo-

dellezést a rendelkezésre all6 adatok alapjan.

Osszefoglalva tehéat a Tweedie-eloszlas egy rugalmas és hatékony eszkoz a zero-
inflated és folytonos pozitiv adatok modellezésére, kiilonosen hasznos a biztositasi

adatok és mas hasonlé tipust adatok elemzésében.

3.1.7. Modellimplementaci6

A modellezést R-ben végeztem. Az altalanositott linearis modellek épitéséhez a
‘elmnet’ konyvtarra volt sziikségem. A Tweedie-eloszlas nincs az eredetileg elér-
het6 eloszlasok kozott, ezért hasznalatdhoz a 'statmod’ konyvtarat is be kellett

toltenem.

3.1.8. AdatelSkészités

R adathalmazrol lévén szo, az adatbeolvasas konnyen elvégezhets volt az 'insuran-
ceData’ konyvtar betoltése utan, amely kifejezetten biztositési adatok elemzési
céljabol késziilt. Ebbdl a ’data’ fiiggvénnyel kinyerhetd az altalam véalasztott 'da-
taCar’ adathalmaz is. Ezutan az "X OBSTAT ’ véltozét azonnal elhagytam,
hiszen, ahogy az Adatok cimii fejezetben megéllapitottam, ezekre nincs sziikség
a modellezéshez.

Bar a Kargyakorisag becslése Poisson-kirszaémmodellben cimi részben részle-
tesen levezettem, hogyan lehet a kategorikus valtozokat is bevenni egy altalanosi-
tott linearis modellbe, val6jaban erre nem volt sziikségem. Az R sokszor magatol
is felismeri, melyek az ilyen tipusu valtozok, és az egyik szint elhagyasa nélkiil is
konnyedén tudja ezeket kezelni. Esetemben ez nem igy volt az életkorkategoriak-

kal és a karbekovetkezést jelz6 binéris valtozoval, de még ezzel egyiitt sem kellett
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méast tennem, mint az ’as.factor()’ fiiggvénnyel kikényszeritenem, hogy kategori-
kus valtozoként tekintsen ezekre.
Ha ezek utan meghivjuk a ’str()’ fiiggvényt az adathalmazra, akkor ellendriz-

hetds, hogy most mar minden valtozot megfelelGen kezel az R.

3.1.9. Eredmények
Karszambecslés

Az altaldnositott linearis modellek esetében két gyakran hasznalt mérdszam a jol
ismert atlagos négyzetes eltérés négyzetgyoke (Root Mean Square Error - RM-
SE) és az atlagos abszolut eltérés (Mean Absolute Error - MAE). A megbizhatobb
eredmények érdekében 80%-os tanitoadat rész mellett tizszeres keresztvalidaciot
(cross-validation) végeztem, ahol ezekre a mértékekre rendre a 0,2770 és 0,1356
értékeket kaptam. Viszonyitasi alapnak el6szor felallitottam egy tgynevezett null-
modellt, amely minden szerz&d6hoz nulla karszamot rendel. Ezzel ugyanezek az
értékek hasonloan alakultak: az atlagos négyzetes eltérés gyokére 0,2770-et, az
atlagos abszolit eltérésre 0,1356-ot kaptam. Tehat a nullmodell becslései hason-
loan alakultak a matematikai statisztika alapjain nyugvo altalanositott linearis
modelléhez, s6t az dtlagos abszolat eltérés még javult is. Ez igencsak visszavetette
lelkesedésemet, &m kicsivel késébb eltéprengtem, mi lehet ennek az oka.

Az eredmények értelmezésekor arra jutottam, hogy a két gyakran, az R altal
is alapbeallitasként szolgdld mérdszam nem azt méri, amire egy aktuarius kivan-
csi. Egy biztositoi dllomany vizsgalatakor ugyanis nem egyéni szinten szeretnénk
eltalalni, hogy hany kart okoz valaki. Amint lathattuk, erre nem is vagyunk ké-
pesek. Am a nagy szamok torvénye alapjan az allomany Osszkarszamat azért jo
volna eltalalni. Ehhez 4j mérdszamként bevezettem a predikalt és valos Osszkar-
szam aranyat. Ezzel a mértékkel szeretnénk egyhez minél koézelebbi értéket kapni,
hiszen ekkor vagyunk kozel a pontos Osszkarszamhoz allomanyszinten. Mindjart
ellenérizhetjiik, hogy a nullmodellt ez az Gj mérdszam biztosan elutasitja, hiszen
nullat kapunk vele eredménytiil.

Amikor ugyanazt a Poisson-regressziot illesztettem az egész adatbézisra, akkor
az 1j mértékkel azt tapasztaltam, hogy pontosan eltalalja az allomany oOsszkar-
szamat! ElsGsorban a gépjarmtivezets életkora és a vazszerkezet valtozo bizonyult
statisztikailag szignifikdnsnak. Az el6bbivel azonos keresztvalidacidoval pedig az
atlagos talalati arany 0,9994, azaz rettentSen pontos. Raadasul a talalati arany
szorasa csekély, csupan 0,0245. Kezdeti csiiggedtségem utén tiditSleg hatottak

ezek az eredmények.
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Karnagysagbecslés

c stz

Inearis modellt illeszteni az adatokra. Kezdeti modelljeim gyenge teljeitményt
nyujtottak, s6t gamma és inverz-Gauss eloszlasokkal nem futott le semmilyen
kapocsfiiggvény mellett sem az illesztés. Ennek oka, hogy a 67 856 jegyzett kot-
vénytulajdonos koziil csupan 4 624, azaz 6,8% jelentett be legalabb egy karigényt,
vagyis temérdek 0 érték szerepel a célvaltozo valos értékei kozott, am a felsorolt
eloszlasok folytonosak. Ezt végiggondolva nem is csoda, hogy nem sikertilt folyto-
nos eloszlast illeszteni egy olyan eloszlasu valtozora, amely a nulla értéket pozitiv
valoszintiséggel veszi fel.

Eppen ezt a probléméat oldja meg a Tweedie-eloszlas, amelyrdl egy korabbi
elméleti Osszefoglaloban részletesen irok. Ott olvashatjuk, hogy abban az eset-
ben, hogyha az eloszlas p hatvanyparamétere 1, akkor még diszkrét az eloszlas, és
1-nél nagyobb, de 2-nél kisebb értékek esetén nemnegativ, pozitiv sullyal 0-ban,
amilyet feladatom is megkivan. Mivel az adathalmazban csekély szamu szerzédés-
nél jelentettek be kart, ezért igyekeztem 1-hez, azaz a diszkrét eloszlashoz minél
kozelebbi értéket beéllitani hatvanyparaméternek, amelyet R-ben a 'var.power’
paraméter jelol. Végiil az 1,01 beallitas mellett roppant pontos eredményekhez
jutottam:.

A kérszambecslésnél leirt megfontolasbdl ugyanazt a mérdszamot hasznaltam
kidrnagysagbecslésre is. Tweedie-eloszlast és log-kapocsfiiggvényt hasznalo altala-
nositott linearis modellel a predikalt-valos arany 1,0003 lett az egész adathalma-
zon, amely jelentGs pontossig. ElsGsorban a gépjarmiivezets életkora és a ten-
gelymetszet, azaz a konstans bizonyult statisztikailag szignifikansnak, amelybe
beépitettiik a kitettséget. Tovabbra is az adatok 80%-an tanulo, tizszeres kereszt-

validacioval kiértékelve 1,0083 volt a talalati ardnyok atlaga, szorasa 0,0708.

Konkluazio

Karszam- és karnagysagbecslés esetén is kiemelkedS pontossaggal birt az altala-
nositott linearis modell. Ehhez azonban fontos volt az aktuariusi hattértudas a
megfelel6 mérdszam kivalasztasahoz a validalasban, illetve a matematikai statisz-

tikai ismeret a kimeneteleket helyesen leir6 eloszlas kivalasztasaban.

3.1.10. Uj moédszerre vald igény

Definicid. Ismérvtervezés (feature engineering): Az ismérvtervezés egy fontos

folyamat az adatbanyaszat terén, amely magaban foglalja a valtozok nyers ada-
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tokbol valo kinyerését és atalakitasat abbol a célbol, hogy az igy kapott ismérvek
megfeleljenek a modellezési feladatoknak és javitsdk a modellek teljesitményét.

Bar az altalanositott linears modellek hatékonynak bizonyultak a vezetsi koc-
kézat azonositasaban és a dijkalkulacioban, ezeknek a modelleknek vannak kor-
latai. A linearis prediktorok nehezen talalnak optimélis megoldasokat, amikor
komplex vagy magasdimenzi6ju adatokbol tanulnak. Ez azt eredményezi, hogy
az altalanositott linearis modell nem ragadja meg hatékonyan az adathalmazban
1év6 korrelaciokat, ami gyenge altalanositashoz vezet|16]. Ez a korlatozas azt je-
lenti, hogy a linearis prediktorokat hasznal6 modellek alkalmatlanok lehetnek a
kockézatos viselkedések el6rejelzésére nagy dimenziojua, példéul telematikai ada-
tokbol. Ahhoz, hogy egy altaldnositott linearis modellbdl kinyerjiik a relevans
korrelaciokat és a magyarazovaltozok hatésait az iitkozési adatokra vagy karigé-
nyekre, bonyolult kézi el6feldolgozas, ismérvtervezés és modellépitési folyamatok
sziikségeltetnek|11].

3.2. Egyiittes modszerek - XGBoost

Az egyiittes modszerek (ensemble methods) olyan technikék, amelyek célja a mo-
dellekben elért eredmények pontossaganak javitasa tébb modell kombinéalasaval
egyetlen modell hasznalata helyett. Az egyiittes modellek jelent&sen névelik az
eredmények pontossagat, emiatt népszertivé valtak a gépi tanulédsban.

Az egyiittes modszerek tigynevezett gyenge tanulokat - alaposztalyozokat (ba-
se classifiers) vagy regressziokat - kombinélnak, hogy egy optimélis el6rejelzé mo-
dellt hozzanak létre. Ezek a gyenge tanulok altalaban egyszertiek, gyenge predik-
tiv teljesitményt nytjtanak onalléan, de egyiittesen, az egyilittes modszer alkal-
mazésa révén pontosabb elérejelzést nyujtanak. Példaul a dontési fa egy fa alapu
strukturalis algoritmus, amelyet egyszert dontési szabalyok megtanulasara hasz-
nalnak egy osztaly vagy érték elérejelzésére. Egyetlen dontési fa azonban hajlamos
a tulillesztésre és a valtozok kivalasztasanak elfogultsagara (selection bias), azaz
egy olyan hibara, amely a megfigyelések nem véletlenszertii kivalasztasat jelenti,
és ennek eredményeként a vizsgalati eredmények nem reprezentéljak megfelelGen
a mintat|29]. Dontési fak osszekapcesolasa egy olyan egyesitett modszerben, mint
a véletlen erdé (Random Forest) vagy a gradiensfokozas (Gradient Boosting),
javitja ezeknek az alaposztalyozoknak a teljesitményét, csokkentve a tultanulas

hajlamot, és jelentGsen novelve ezeknek a modelleknek a pontossagat.
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3.2.1. Egyiittes médszerek a biztositasban

Az egyiittes gépi tanulasi algoritmusok népszeriisége megnétt a biztositasi szek-
torban. Az ezen alapulé modellek képesek bonyolult adatstrukturakat megtanulni
kevésbé alapos ismérvtervezés sziikségessége nélkiil, valamint értelmezhetd ered-
ményeket szolgaltatnak a biztositok szaméara[10].

Az egyiittes modszerek, amelyeket a vezetési viselkedés kockézatértékelésében
hasznalnak, jelentésen javitottdk az arazomodellek el6rejelzési pontossagat, fe-
lillmulva ezzel az altalanositott linearis modelleket ugyanebben a feladatban. Az
egylittes modszerek mellett szolo érvek kozott az egyik leghangsulyosabb Guel-
man 2012-es tanulmanya|10|, amelyben Osszehasonlitotta az altalanositott linea-
ris modellt és a gradiensfokozo fak (Gradient Boosted Trees - GBT) modszerét
az autovezetSk kockazati osztalyozasdban. A gradiensfokozo famodell képes lehet
jobb teljesitményt nytjtani a hagyomanyos kockazati tényezdk és baleseti adatok
alapjan torténd kockazatarazasban, mint az altalanositott linearis modell. A Noll,
Salzmann és Wuthrich altal 2018-ban irt atfogo tanulmany|26]| 6sszehasonlitotta
az egyiittes modszerek valtozatait a neurdlis halozatokkal és az altalanositott li-
nearis modellel. A tanulméany azt mutatta, hogy az egyiittes mddszerek jobban
teljesitettek, mint az altalanositott linearis modell, amikor a hagyomanyos araza-
si jellemzsk alapjan el6rejeleztek karigényeket. Kiilonosképpen a gradiensfokozo
fak teljesitménye multa feliil a véletlen erd6ét ugyanazon az adathalmazon. A
Pesantez-Narvaez és munkatéarsai altal 2019-ben|28| és Maillart altal 2021-ben[19]
készitett tanulmanyok az egyiittes modszerek elérejelzé képességét kombinaljak a
vezetsi viselkedési adatokkal. Mailart cikkében az egyiittes modszereket 6sszeha-
sonlitotta az altalanositott linedris modellel. Az el6bbi pontos és magyarazhato
eredményeket nytjtott, mikozben kevesebb erdfeszitést igényls eléfeldolgozasra és

ismérvtervezésre volt sziikség.

3.2.2. Miikodési elv

Az XGBoost (eXtreme Gradient Boosting) egy hatékony és népszert gépi tanula-
si modszer, amelyet gyakran hasznalnak regresszios és osztalyozéasi feladatokhoz
egyarant. Féként dontési fakon alapulé modszer, és matematikai hattere a gradi-
ensfokozas koncepciojan alapul, amely a gradiens alapt optimalizacio és az additiv
modellépités egyiittes hasznélata. Az XGBoos ezt a technikit alkalmazza a pre-
dikciok javitasara, amelyre neve is utal. Az alabbiakban leirom miikddési elvének
néhany kulcsfontossagu pillérét, beleértve a fontos matematikai Osszeteviket és
formulakat|4].
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Veszteségfiiggvény

Adott egy D = {(x1,11), ..., (zn,yn)} adathalmaz, ahol x; a bemeneti adat, y;
pedig a hozza kapcsolodo célérték. A modell célja, hogy megtanuljon egy F(z)
fliggvényt, amely minimalizdlja a veszteségfiiggvényt.

Az L(y, F(x)) veszteségfiiggvény méri a modell hibajat. Gyakori veszteség-
fiiggvény a négyzetes hiba regresszios feladathoz és a logaritmikus veszteség osz-

talyozasi feladathoz.

Additiv Modellépités

Az XGBoost egy additiv modellépitési folyamatot hasznal, ahol tébb gyenge ta-
nulobol all6 modell épiil fel. Egy adott iteracioban egy tj modell (fa) hozzaadodik
a meglévé modellekhez tgy, hogy csokkentse a hibat vagy a veszteséget.

Az additiv modellépités soran egy meglévs modellhez hozzaadunk egy 1j kom-
ponenst, hogy csokkentsiik a veszteséget. Ez matematikailag a kovetkez&képpen

irhato le:

Frii(z) = Fo(x) + Y - b (),

ahol F,,(z) a meglévé modell, h,,(z) a gyenge tanuld, és 7,, a lépésméret vagy
tanulési rata (learning rate), amely gyakorlatilag azt mutatja, hogy az j hozza-

adott gyenge tanuldt milyen mértékben vegye figyelemben a modell.

Gradiensfokozas és hibakorrekci6d

A gradiensfokozas lényege, hogy tobb gyenge tanulot (altalaban dontési fat) egye-
sit egy erdsebb modell létrehozasahoz. A folyamat soran minden egyes 1j fa a
korabbi fak hibait probélja korrigélni. Ez a korrekcié a gradiens mentén torténik,
azaz az 1j gyenge tanul6 az el6z6 modell gradiensét veszi alapul, hogy meghata-
rozza, milyen irdnyban és mértékben kell modositani a predikciot. A gradiens a

veszteségfiiggvény derivaltja a meglévé modell kimenete szerint:

 OL(ys, Fu(e)
I T R (r)

ahol g; a gradiens az i-edik adatponthoz. Az 10j fak tehat azokban a régidkban

tesznek javaslatokat, ahol a korabbi fak a leggyengébbek voltak.
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Gyenge tanul6 illesztése

Az XGBoost altal hasznélt gyenge tanulok dontési fak, de a lényeg az, hogy egy
fa altal meghatarozott strukturat talaljanak, amely csokkenti a veszteséget. Ezek
a fak lépésrol lépésre valasztjak szét az adatokat a legmegfelelbb elvalasztasi
szabalyok alapjan. Az XGBoost kiilonb6z6 optimalizalasi technikakat hasznal a

dontési fak hatékonyabb létrehozasahoz és alkalmazasahoz.

Regularizacié és paraméterek

Az XGBoost ergsen fokuszél a regularizaciora, ami segit elkeriilni a tulillesztést
(overfitting). A regularizacio6 kiilénb6z6 paramétereket alkalmaz: Pythonban pél-
déul a fa mélységét korlatozo 'max depth’ vagy a fa sulyait szabalyozo6 'lambda’
és ’alpha’ értékeket. A regularizacié az alabbi forméban jelenik meg a veszteség-

fiiggvényben:

L(y, Fin(x)) 4 Q(h),
ahol Q(h) a regularizécios kifejezés, amely tartalmazhat L1 és L2 regularizacios
tagokat.
Metszés (pruning)
A metszés egy olyan technika, amely a fa méretének csokkentésével javitja az
altalanositast.

Parallelizaci6 és hatékonysag

Az XGBoost egyedi tervezésének koszonhetGen képes parhuzamosan végrehajtani
tobb feladatot, ami gyorsabb miikddést eredményez. Ez kiilondsen hasznos nagy

adathalmazok esetén, mivel a tanulési folyamat idGigényes lehet.

Korai megallas és keresztvalidacio

Az XGBoost tamogatja a korai megéllast (early stopping), ami azt jelenti, hogy
a modell tréningje leall, ha egy bizonyos szamu iterécié utan nem mutat javulast
a validacios adatokon. Emellett a keresztvalidacio (cross-validation) hasznélata

segiti a modell értékelését és az altalanositéast.
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Osszegzés

Az XGBoost matematikailag a gradiensfokozés elvén alapul, ahol egy additiv
modellépitési folyamat soran gyenge tanulokat (&ltalaban dontési fakat) adnak
hozzé a meglévé modellhez, hogy csokkentsék a veszteséget. A gradiens alapu
optimalizacio és a regularizacio kulcsfontossagi elemek a modell hatékonysaganak
és altalanositdsdnak biztositasaban.

Ezek a f6bb elvek és mechanizmusok, amelyek mentén az XGBoost miikodik,
és amelyeknek koszonhetGen a modszer gyorsan népszertivé valt a gépi tanulasi
kozosségben. Az XGBoost alkalmazésa el6tt fontos figyelmet forditani a megfelels
paraméterek beallitdsara és a modell validalasara, hogy elkeriiljiik a tulillesztést

vagy az alulillesztést.

3.2.3. Modellimplementaci6

Az XGBoost hasznélatdhoz Pythonban az 'xgboost’ nevi kényvtarra volt sziik-
ségem. Ezzel a konyvtarral kiilonféle feladatok végezhetGek, beleértve a dontési
fa~alapi osztalyozast és regressziot, valamint a modell kiértékelését és paramé-

terhangolasat.

3.2.4. AdatelSkészités

A Python XGBoost regresszora egy specialis adatmétrixszal dolgozik, amely tudja
kezelni a kategorikus valtozokat, ezért erre itt sem kellett kiilon figyelmet fordi-
tanom. A dontési fak nem érzékenyek a skdlazasra, azonban a regularizacios tag
miatt sztenderdizaltam az adatokat a ’scikit-learn’ konyvtéar 'StandardScaler()’
fiiggvényével. A sztenderdizalassal nem ronthattam a modell elérejelzd képessé-

gét.

3.2.5. Hiperparaméter-optimalizalas

A hiperparaméter optimalizalashoz tovabbra is a mar altaldnositott linearis mo-
dellnél bevezetett becsiilt-valos aranyt hasznaltam validaloé mérészamként az 6ssz-
kirszam és az Osszkarnagysag becslése esetén. Mivel a 'num__boost round’ para-
métert Gtezerre allitottam, ezért 5000 alkalommal hajtottam végre gradiensfoko-
zast, azaz ennyi fabol all az altalam Osszeallitott XGBoost modell. A keresztva-
lidaciot a ’scikit-learn’ konyvtar "KFold()’ fiiggvényével végeztem. Ezzel a 'lear-
ning rate’ (vagy ’eta’) tanulasi ratat, a ‘'max_depth’ maximaélis famélységet, az

‘objective’ célfiiggvényt, valamint a fa silyait szabalyozé lambda’ és 'alpha’ pa-
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ramétereket finomhangoltam. Ez utébbi ketts gorog beti koziil az el6bb felsorolt
alapbeallitasként 1, az utobb felsorolt 0. Ahogy noveljiik ezeket az értékeket, tgy
egyre konzervativabb lesz a modell, vagyis egyre kevésbé hajlamos a tultanulésra.

Optimalis értéknek az alabbiakat kaptam.
o Karszambecslésre

— ’learning_rate’: 0.7,
— 'max__depth’: 5,

— ’lambda’: 1,

— ’alpha’: 0,

— ’objective’: 'count:poisson’, azaz Poisson-regresszio.
e Karnagysagbecslésre

— ’learning rate’: 0.3,

— 'max_depth™ 1,

— ’lambda’: 1,

— ’alpha’: 0

— ’objective’: 'reg:tweedie’, azaz Tweedie-regresszio,

x 'tweedie variance power’: 1,01.

Tehét a fa sulyait szabalyozé hiperparaméterek optimalizalasara nem is lett
volna sziikség, és a karnagysig becslése esetén még a tanulési rata modositasara
sem. Bar az ’objective’ célfiiggvény beéllitasara probalkoztam a 'reg:squarederror’
négyzetes veszteséggel is, az altaldnositott linearis modellnél latott eloszlasokbol

szarmazoé és paramétert célfiiggvények mutatkoztak leghatékonyabbnak.

3.2.6. Eredmények
Karszambecslés

Tizszeres keresztvalidacio mellett 0,9991 atlagos becsiilt-valos taldlati aranyt sike-
riilt elérnem. Ez azt jelenti, hogy a modell szinte hibatlanul talalja el az dllomany
Osszkarszamét csakugy, mint az altalanositott linearis modell. Az arany szérasa
0,047. A legfontosabb valtozok az XGBoost szémara is a gépjarmtvezets kora,
majd a vazszerkezet. Ezt a 'gain’ nevi score-bol lehet megtudni, amely azt mutat-
ja, hogy mennyi volt az atlagos nyereség azokban a fametszésekben, amelyekben

az ismérvet hasznaltuk.
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Karnagysagbecslés

Szintén tizszeres keresztvalidacioval sikeriilt elérni atlagosan 0,29%-os relativ hi-
béat az allomény Osszkaranak elérejelzésében: 1,0029. A becsiilt-valos arany szo-
rasa pedig 0.0597 lett. Ez ugyancsak kell6en nagy pontossagra vall. Az ismérv-

fontossag itt is a a GLM-hez hasonl6an alakult.

Konkluazio

Az XGBoost hasonldé eredményeket adott a GLM-hez, am a hiperparaméter-
optimalizaci6 t6bb id6t igényelt, a modell értelmezhet&sége sem annyira egyértel-

mi, mert a valtozok szignifikancidjara nincs statisztikai proba.

3.2.7. Uj modszerre valo igény

Az egyiittes modszerek hasznalatanak is vannak korlatai a biztositoi kockéza-
tarazasban, mert csupan alapjaikban értelmezhetéek. Ebbdl kifolyolag az elégsé-
ges modellértelmezhet&ség elérése ellendrzési vagy pénziigyi szabalyozéasi célok-
ra igencsak bonyolult feladatnak mutatkozik ezekkel a modellekkel a biztositok
szamara|l12|. Az egylittes modszerek tanitasa is kihivast jelenthet. A hiperpara-
méterek finomhangolasa olykor nehéz feladat, és ezért az extra eréfeszitésért jaro
jutalom esetenként elhanyagolhato egyszertibb modellekhez, példaul a logisztikus

regressziohoz viszonyitva.[28].

3.3. Neuralis hal6zatok

A mesterséges neuralis halozatok (Artificial Neural Networks - ANNs) a gépi ta-
nulés alapkovei, amelyeket az emberi agy szerkezetének és miikodésének utéanza-
saval terveztek, hogy komplex mintazatokat modellezzenek az adatokban. Ebben
a részben mélyrehatoan foglalkozom a neuralis halozatok matematikai alapjaival,
kiilonos tekintettel a visszaterjesztési (backpropagation) algoritmusra és annak

kiterjesztéseire.
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Forras: https://towardsdatascience.com

3.3.1. Neuralis hal6zatok a biztositasban

A mélytanulas drasztikusan megvaltoztatta a természetes nyelvfeldolgozas, a kép-
felismerés és az o6nvezets autok teriiletét. Ezeknek a hatékony modelleknek azon-
ban korlatozott a felhasznélasa a biztositok arazési és kockézatbesorolasi felada-
taiban. A mélytanulas egy tobbrétegii megkozelités a tanulashoz, ahol minden
réteg latens jellemzdket nyer ki, és frissiti a kapcsolédo pontokat és silyokat an-
nak fliggvényében, hogy mennyire relevansak az értékelésben|8]. Az elére iranyuld
és visszaterjesztési 1épések kombinacioja biztositja, hogy minden sily és eltolas
(bias) megfelelgen allittasson be a halozat rejtett rétegei kozott, ahol minden ré-
teg kimenetele a megtanult fontos ismérvek egy vektora, és ezt a kimeneti vektort
tovabbitja a kovetkezd rétegnek.

Csak korlatozott szamu tanulmany foglalkozik a mélyhalo-modellek alkalma-
zéséval a biztositasi kockazatok osztalyozasaban és arazasaban. Am egyre széle-
sebb korben vélnak elfogadotta ezek a kiemelkedGen pontos modellek. A mélyhalo-
modellek elterjedése el6tt szdmos tanulmany vizsgalta a mélytanulas megvalo-
sithatosagat a biztositoi kockdzatarazasban. Paefgen és munkatarsai 2013-ban
bemutattak, hogy a mélytanulas milyen hatékony lehet a telematikai adatok-
bol elérejelezhetd baleseti kockazatokat tekintve[27|. A szerzék egy mélyhalo-
modellt hasonlitanak Gssze logisztikus regresszioval és dontési fa modellekkel.
Bar a mélyhéalo-modell kiilonb6z6 metrikakban feliilmulta a tobbi modellt, Pa-
efgen és munkatarsai 2013-ban az alacsony interpretalhatosag miatt inkdbb a
logisztikus regresszidt vélasztottiak legmegfelel6bbnek. Egy hasonld tanulmény-
ban Baecke és Bocca 2017-ben telematikai adatok felhasznalasaval hasonlitott
Ossze egy mélyhalo-modellt egy véletlen erdével és a logisztikus regresszidval a
sof6rkockéazatok osztélyozasaral3|. Ahogy Paefgenék, Baecke és Bocca is tigy don-
tottek, hogy a logisztikus regresszio volt a legjobb valasztéas, bar a mélytanulés
tobb kategoridban feliilmulta a t6bbi modellt.
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Az emlitett tanulményok mellett szamos szerzé vezetett be kifejezetten biz-
tositési célokra szabott mélytanulasi modelleket. Példaul Noll és tarsai 2018-ban
egy modelleket Osszehasonlité tanulméanyukban egy neuralis hélozat architekti-
rat mutattak be, amelyet egy telematikai adatallomanyra alkalmaztak biztositasi
célokbol|26]. Nollék jelentds valtoztatasokat hajtottak végre ezen a modellen, és
a legjobb teljesitményt egy, csak a kitettséget mint ismérvet figyelembe vevs ré-
teg halozatba torténd beemelésével érték el, amely felillmulta az altalanositott
linearis modellt és az egyiittes modszereket a karigény-elérejelzés feladataban.

Egy alternativ mélyhalé-architekttura, amelyet Siami, Naderpour és Lu mu-
tattak be 2021-es cikkiikben[31], haromlépéses megkozelitést alkalmaz a veze-
t61 viselkedés kinyerésére a késébbi kockazatelemzéshez. Tanulmanyukban Siami
és téarsai egy onszervez6ds térkép? (self-organising map - SOM) alkalmazésaval
csOkkentik a telematikai adatok Osszetettségét. Egy kilencrétegii mély autoenco-
der kinyeri a relevans ismérveket, miel6tt egy K-kozép algoritmus klaszterezné az
adathalmazt az utolsd két lépésben. A kapott klaszterek azonositjik a jellemzd
kockézatos vezetdi viselkedéseket vagy mintakat, amelyek hozzajarulnak a vezets
Osszesitett kockazatahoz.

A tablazatos adatokbol valo tanulés kihivast jelenthet a mélytanulasi model-
lek szamara az optimalis megoldas megtalalasaban, mivel a ritka és heterogén
tablazatos adatkészletek korlatozzék a mélytanulasi modell képességét abban,
hogy megfelels kivetkeztets elfogultsagot® (inductive bias) talaljon[1]. Emellett
a szabalyozéasok miatti szemcsés telematikai adatokhoz valé hozzaférés korlatoza-
sa, valamint az alacsony értelmezhetGség komoly akadalyt jelent a mélytanulasi

modellek széles kortd elfogadasaban a biztositéasi kockazatarazas terén|3.

2Az 6nszervez8ds térkép vagy onszervezéds jellemzétérkép egy feliigyelet nélkiili tanulési
technika, amellyel egy magas dimenzios adatkészlet alacsony dimenzios (altaldban kétdimenzi-
6s, innen a térkép elnevezés) adbrazolasat allitjak el, mikézben megérzik az adatok topologiai
szerkezetét. Ez egy mesterséges neurélis halo, amelyet megalkotdja, a finn Kohonen professzor
utan szoktak még Kohonen-térképnek vagy Kohonen-halénak is nevezni.

3 A kovetkeztets elfogultsag egy adattudoméanyokban hasznalt fogalom, amely azokra az els-
feltevésekre utal, amelyeket egy tanulasi algoritmus hasznal, hogy altalanositéasokat eszkézoljon
a tanul6 adatokbdl az ismeretlen adatokra vonatkozéan. Mivel a tanulé algoritmusoknak véges
mennyiségi adatbol kell tanulniuk, sziikségiik van bizonyos el6feltevésekre ahhoz, hogy helyes
kovetkeztetéseket vonjanak le a jovébeli, ismeretlen adatokra vonatkozoan. Példa erre a linearis
regresszioban az a feltételezés, hogy a valaszvaltozo és a bemeneti valtozok kozotti kapcesolat
linearis; vagy a neuralis haloknak az architekturaja, mivel tobbek kozott az aktivacios fligg-
vény, a rétegek szama és a neuronok kapcsolodasi mintai befolyéasoljak, hogy milyen tipusi
fliggvényeket tud megtanulni hatékonyan.
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3.3.2. A neuralis hal6zatok alapfogalmai

Egy neuralis halozat cstcsok vagy neuronok Gsszekapcsolt rétegeibdl all. Minden
ilyen kapcsolat egy sulyt reprezentél, amely a tanulas soréan folyton frissiil. A

jellemz6 rétegek a kovetkezdk:

e Bemeneti réteg (input layer): Fogadja az adatok jellemzsit.
e Rejtett rétegek (hidden layer): Kézbens feldolgozo rétegek.
e Kimeneti réteg (output layer): Elgallitja a becslést vagy az osztélyozast.

e Korszak (epoch): akkor zarul le egy korszak egy tanulasi algoritmus soran,

amikor az Osszes tanuldadatot egyszer ateresztettiik a modellen.

Matematikai modell

Minden neuron egy neuralis hal6zatban egy y kimenetet szamit ki a bemeneti x;
értékek és egy b eltolas (bias) silyozott 6sszegébdl. Az eltolasparamétert gyakran
nem tekintjiik kiilon, hanem eltolasstulyként egyiitt kezeljiikk a tobbi sullyal. A
kimenetet tipikusan egy nemlineéris f aktivacios fliggvényen keresztiil vezetik at.

Az [ réteg j neuronja esetén a kimenet a kovetkezGképpen adhatd meg:

I Iy (- I
yj() =f (Z ng)xg 2 +b§-)> (3.1)

ahol wg) az (I — 1) réteg i neuronjat az [ réteg j neuronjaval 6sszekots suly.

WAV A\

H1-4 @ H3-4

Hidden Layer 1 Hidden Layer 2 Hidden Layer 3
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3.3.3. Gradiensereszkedés

A gradiensereszkedés optimalizal6 algoritmus egy differencialhato fiiggvény lokalis
minimuméanak megtalalasara. A legtobb neurélis halo ezt a modszert hasznéalja a
veszteségfiiggvény minimalizalasahoz. Az algoritmus azon alapszik, hogy ha egy
f tobbdimenzios fliggvény differencialhato egy x pont kérnyezetében, akkor ebbdl
a pontbol f ugy csokkenthets a lehetd leggyorsabb iitemben, ha az x pontbeli

gradienssel ellentétes irdnyba mozdulunk el.

3.3.2. dbra. A gradiensereszkedés folyamata

Forras: https://easyai.tech/en/ai-definition/gradient-descent/

Definicié. Tobbvaltozos derivalt: Tegyiik fel, hogy f : RY — R* értelmezve van
x egy B,(x) kornyezetében. Azt mondjuk, hogy f derivalhat6 x-ben, és az itt
vett derivaltja S : R? — R* linearis, ha van olyan r : R — R* fiiggvény, hogy
elég kis ||A]| esetén

f(x+A)=f(x)+S-A+r(A), ahol lim ra)

=0.
a-o ||A]f

Tehat allitasként megfogalmazhatjuk a kovetkezét.
Allitas. Ha a v € R* tanulasi rata elég kicsi, akkor Xpi1 = Xn — 7YV f(Xn)

esetén egyrészt f(xn) > f(Xnt1), masrészt minden v irany koziil, ahol ||v|| kicsi,
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a gradiens iranyaval ellentétes elmozdulas jelenti a legmeredekebb ereszkedést,
azaz f(Xn +V) > f(Xnt1)-

Bizonyitas. A bizonyitas kulcsa a Cauchy—Bunyakovszkij—Schwarz-egyenlétlenség.
Azt latjuk be, hogy a gradiensiranyu elmozdulas a legmeredekebb egy valos sza-
mokba képez6 tobbdimenzids fiiggvény esetén. A definici6 szerint az x pontbol v

vektorral elmozdulva:

fx+v) = f(x) = (Vf(x);v) +7(v).

Ha ||v]| = 1, akkor (V f(x); V) adja meg a fiiggvényfeliilet v iranyban vett mere-
dekségét. Ez becsiilhets a Cauchy-Bunyakovszkij—Schwarz-egyenlStlenséggel:

(VIS < IV - (v = [IV )]

Az egyenlGtlenség akkor és csak akkor teljesiil egyenlGséggel, azaz a bal oldal

akkor és csak akkor maximalis, ha v a gradiens iranyat adja meg, azaz

1
V:Vf(x)-m. O

Ez az alapja sok numerikus szélsGértékkeres6 modszernek: a kovetkezGkben
bemutatott visszaterjesztésnek és valojaban a gradiensfokozasnak is, amelyet az
XGBoostnal hasznaltunk.

3.3.4. A visszaterjesztési algoritmus

A visszaterjesztés egy modszer, amelyet a neuralis haloézathoz tartozé veszteség-
fiiggvény stlyok szerinti gradiensének kiszamitésara hasznélnak. Ez kulcsfontos-
sagu a neuralis halézatok gradiensereszkedéssel torténd tanitasahoz.

El6re iranyuld 1épés

Az el6re iranyuld 1épés soran a bemeneti adatok athaladnak a halézaton, hogy
egy kimeneti eredményt generaljanak. Minden neuron esetében a koévetkezdk sza-

mitédnak:

= Sl )
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Veszteség- vagy koltségfiiggvény

Az L veszteségfiiggvény méri a predikalt kimenetek és a tényleges célértékek ko-
zOtti eltérést. Ezt szeretnénk a stlyok és eltolasok beallitdsdval minimalizalni.
Gyakori valasztas regressziohoz az atlagos négyzetes eltérés (Mean Squared Error

- MSE) és osztalyozashoz a keresztentropia (Cross-Entropy Loss).

Hatrafelé iranyul6 1épés

A veszteségfiiggvény minden egyes suly szerinti parciélis derivaltja a lancszabéaly

segitségével keriil kiszamitasra a halé kimenetelétsl visszafelé 1épkedve, innen
)

ered a visszaterjesztés elnevezés. A veszteségfiiggvény w;; sily szerinti parcialis

derivaltja az alabbi moédon szamithato:

oL oL oy 02"

ow? oy 920 ow®’

(%] J J ij

ahol

A stlyok frissitése

Ezutan a silyokat a gradiensereszkedésnél elmondottaknak megfelelGen frissitjiik,
hogy csokkentsiik a veszteséget. A t-edik 1épésben a kovetkezSképpen kapjuk az
1j sulyvektort:

wy = wy—1 —YVL,

ahol v a tanulési rata (learning rate), YV L a lépésméret (step size). A silyoknak

egy ilyen frissitése az algoritmus sorén egy lépés (step).

3.3.5. A visszaterjesztés fajtai
Kotegelt gradiensereszkedés (Batch Gradient Descent - BGD)

Vanilia gradiensereszkedésként is ismert, a gradienssiillyedés legegyszertibb valto-
zata. Kotegelt gradiensereszkedés esetén a teljes tanulo-adathalmazt hasznaljak
a veszteségfliiggvény egyes paraméterek szerinti parcidlis derivaltjainak kiszami-
tasara. Az Osszes tanuldadatra kiszamolt gradiensek atlagat vessziik, majd ezt az
atlagos gradienst hasznaljuk a paramétereink frissitéséhez. Tehat egy korszakban

csak egy lépést tesziink a gradienssiillyedésben. Ez szamitasilag koltséges lehet
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nagy adatkészletek esetén, de garantalja a konvergenciat a veszteségfiiggvény he-

lyi minimumé&hoz.

Sztochasztikus gradiensereszkedés (Stochastic Gradient Descent - SGD)

A sztochasztikus gradiensereszkedés a gradienssiillyedés egy olyan valtozata, amely
frissiti a modell paramétereit az adathalmaz minden egyes tanuldéadatdhoz. A ko-
tegelt gradienssiillyedéstdl eltérGen, amely a teljes adatkészletet hasznalja a gra-
diensek kiszamitasahoz, a sztochasztikus gradiensereszkedés egy véletlenszertien
kivalasztott tanuléadat alapjan frissiti a paramétereket. Ez gyorsabb konvergen-
ciahoz vezethet, mivel a frissitések gyakoribbak, de a frissitések véletlenszertisége

miatt tobb ingadozassal is jarhat a veszteségfiiggvényben.

Miniké6tegenkénti gradiensereszkedés (Mini-batch Gradient Descent)

A minikotegenkénti gradiensereszkedés az el6z6 két modszer 6tvozete. A tanulo-
adatokat egyforma méretd minikdtegekre (mini-batch) osztja fel véletlenszerten,
vagyis ez is sztochasztikus megkozelités, és a gradienst minden lépésben jabb
minik6tegen becsli. Ez szintén nagy mintaelemszam esetén valhat a hasznunkra,
mert igy egy lépésben nem az Osszes adatot vessziik figyelembe, ezért gyorsitja az
eljarést. Mivel azonban most sem az egész mintat hasznaljuk egy lépésben, ezért
ingadozhat a veszteségfiiggvénylink a frissitések soran, de kisebb mértékben, mint
az el6bbi technika esetén. Ezt képletekkel is megfogalmazhatjuk.

Vegytink ismét egy D = {(x1,11), ..., (zn, ys)} adathalmazt, ahol x; a beme-
neti adat, y; pedig a hozza kapcsolodo célérték. Legyen y; a halé becslése, amely
a bementi adatoknak és a halo stlyainak egy g fiiggvénye. Jelolje B a kotegbe
tartozo adatok halmazat, melynek elemszama |B|. Ekkor a T'L teljes veszteség-

fiiggvény gradiense a t-edik korszakban az alabbi:

VTL(w,) ZVL (yi; g(xi;wy)) ~ |B| ZVL (yi; g(xi; wy)).

ieB
Mivel egy korszakban minden tanuldéadatot egyszer hasznalunk fel, ezért egy
epoch sordn minden koteget is egyszer lat a modell. Mivel az utols6é egyenlet
csak kozelitSleg teljesiil, ezért a paraméterek fluktualva tartanak az optimalis
értékiikhoz.
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3.3.6. A visszaterjesztés hatékonysaganak fejlesztése
Lendiilet (momentum)

A lendiilet olyan technika, amely a gradiensvektorokat a helyes iranyokba lenditi,
igy gyorsabb konvergenciat eredményez. Raadéasul a lendiilet segithet a becsiilen-
dé paramétereknek kiszabadulni a lokalis minimumbol. A sulyok a kévetkezkép-

pen szamithatoak:
n oL
Vpr1 = YU —
t+1 = YUt T 1) 0,

9t+1 =0, — V41,

ahol v a lendiilet egyiitthatoja, n a tanulasi rata, és 6 a modell paramétereit

jelenti.

Gyok atlagos négyzetes terjesztés (Root Mean Square Propagation -
RMSProp)

Ez a technika a gradiensereszkedés ingadozéasat hivatott csokkenteni egy adaptiv
tanulasi rata altal. A modszer gyors zuhanas esetén fékez, lassu ereszkedés esetén
viszont gyorsit. Matematikai felirdsa a kovetkezo.

Irjuk fel a négyzetes gradiensek idében lecsengé stlyozott atlagat:
he = Bl + (1= B)(VL(8))?,

ahol 5 a lecsengési egyiitthatd. Ezutan az adaptiv tanulasi rata a kovetkezéképpen

szamolhato:

_ n
Tt \/E + 57
ahol ¢ > 0 egy kis szdm a nullaval val6 osztas elkeriilése végett. Ezzel az 4j

paraméterek:
Op1 = 0, — ntVL(9t>~

Adaptiv lendiiletbecslés (Adaptive Moment Estimation - Adam)

Az Adam optimalizal6 kombinalja a lendiilet és a gyok atlagos négyzetes terjesz-
tés elényeit, biztositva a gyors és egyben stabil konvergenciat a sztochasztikus
gradiensereszkedési modszerek esetén is kiilonféle probléméak megoldasa soran.
Matematikai képletekkel a kiovetkezSképpen fogalmazhato meg|[15].

Jelolje az L veszteségfliiggvény gradiensét a modell aktualis 6, paramétereire
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vonatkozoan:

o
gtfaet-

Ezzel az Adam becsli el6szor az m; els6 momentumot a lendiilettel, amely a

gradiensek mozg6 atlaga:

my = Bime—1 + (1 — B1) g,

majd a v; masodik momentumot az RMSProp moddszerrel, amely a gradiensek

négyzetének mozgo atlaga:

vy = Pove_1 + (1 — 52)93‘

Mivel az m; és v, becslések nullakboél indulnak, torzithatnak az iteraciok korai

szakaszaban. Az Adam ezért korrigilja ezeket az értékeket:

N my
TR
N Ut
Ut:l——ﬁé'

Végiil az Adam frissiti a modell paramétereit az aldbbiak szerint:

m
Opp1 = 0, — 77\/73——;6-
t

A paraméterek jelentése az alabbi:
e 1n: tanulési rata, amely meghatarozza a 1épésméretet.

e 31 és [3: a momentumbecslések exponencidlis sulyozasanak paraméterei,
Pythonban alapbeéllitasként 5; = 0.9 és [y = 0.999.

e c: egy kis konstans, amely stabilizalja a szamitést, elkertilve a nullaval valo

osztast.

Az adaptiv tanulasi ratédk és a lendiilet alkalmazasa miatt az Adam hatéko-
nyan miikodik nagy adatbazisok és magas dimenzids paraméterterek kezelésekor,
amely nagyon sikeressé tette. Tobbek kozott a ChatGPT is hasznélja. Ennek

ellenére az Adam sem konvergal garantaltan globalis optimumba.
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3.3.7. Tulillesztés elleni médszerek

Neuréalis haloknal is lehet&ségiink adodik a korai megallasra. Ha adott szdmu
epoch sorén a validaciés adatokon nem javul a teljesitmény, akkor a tanulas leall.
Ezt egy tugynevezett tiirelmi, Pythonban ’patience’ néven elérheté paraméterrel
lehet beallitani.

Neuralis haloknal egy méasik specialis modszer tulillesztés ellen a lemorzsolo-
dasi (dropout) réteg. Ez a megel6z6 réteg neuronjainak értékeit minden korszak
sordn adott ¢ valoszintséggel nulldzza, ezzel kényszeritve a haldzatot alternativ
megoldasok megtalalasara. A megmarad6é neuronok kimenetét skilazza az %_q
tényezdvel kompenzacioként. Fontos azonban, hogy a kovetkeztetési fazis soran -
vagyis amikor 0j, nem latott adatokra vonatkozé elérejelzéseket készitiink - nem
alkalmazunk lemorzsolodéast. Tehat a kiesett neuronok nélkiili teljes hélozatot

hasznaljék az elérejelzésekhez.

3.3.8. Modellimplementaci6

Mélyhéalomodellek épitéséhez Pythonban a ’keras’ nevid konyvtarra volt sziiksé-
gem. Ezzel konnyedén készithet&ek el6recsatolt mesterséges neuralis halok, és al-
kalmazhatoak a fentebb leirt tulillesztés elleni és gradiensereszkedést segité mod-
szerek. Az adatokat ismét a ’scikit-learn’ konyvtar ’StandardScaler()’ fliggvényeé-

vel sztenderdizaltam.

3.3.9. AdatelSkészités

A mesterséges neuralis halozatok adatainak eléfeldolgozasa soran a skilazas kulcs-
fontossagu 1épés. Ez biztositja, hogy az 6sszes bemeneti funkcié hasonlo nagység-
rendd legyen, ami elGsegitheti a modell gyorsabb konvergalasét, és segit elkeriilni
a kiugro ismérvek felé torzitast.

Ezen kiviil most elkeriilhetetlen volt a kategorikus valtozok szintenkénti el-
kodolasa (one-hot encoding). Ez azt jelenti, hogy minden kategorikus valtozohoz
annyi 0j valtozot készitiink, ahany kategoriat fed le. Ha egy adat az egyik kate-
goriaba esik, akkor az ennek megfelel§ valtozo 1-es értéket vesz fel, kiillonben 0-t.
Ehhez ugyanennek a konyvtarnak a ’'OneHotEncoder()’” objektumét hasznaltam.

Végiil a keresztvalidaciot szintén a ’scikit-learn’ "KFold()’ fiiggvényével végez-

tem, ahogy korabban is tettem.
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3.3.10. Eredmények

Karszambecslés

Veszteségfiiggvényem a legkisebb négyzetes hiba 'mean squared error’ volt. Ak-
tivacios fiiggvényt a kimeneti rétegen nem alkalmaztam, tehéat ott az identités, a
tobbi rétegen pedig a ReLU (rectified linear unit) az, amely egyszertien a pozitiv

részét veszi az inputnak. Az architektura a kovetkezs volt:

dense_input | input: | [(None, 33)]

InputLayer | output: | [(None, 33)]

Y
dense | input: | (None, 33)

Dense | output: | (None, 5)

Y
dense_1 | input: | (None, 5)

Dense | output: | (None, 5)

i
dense_2 | input: | (None, 5)

Dense | output: | (None, 1)

3.3.3. abra. Mélyhalomodell karszambecslésre.

Ezzel az egyszert modellel is 0,9626 lett a predikalt-valos talalati aranyom.

Karnagysagbecslés

A kdrnagyséag becsléséhez ugyanazokat az eszkozoket hasznaltam, mint a karszam-
becslésnél, azzal a kiilonbséggel, hogy az adatokat nem csupéan egy 5-, hanem egy
30-dimenzioés térbe dgyaztam be, valamint alkalmaztam egy lemorzsolodasi réte-

get is, de a szokésos célértékem csupan a 0,8749 arany lett.
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dense_input | input: | [(None, 33)]
InpuiLayer | output: | [(None, 33)]

Y
dense | input: | (None, 33)

Dense | output: | (None, 30)

/
dense_1 | input: | (None, 30)

Dense | output: | (None, 30)

4
dense 2 | input: | (None, 30)

Dense | output: | (None, 30)

4
dropout | input: | (None, 30)

Dropout | output: | (None, 30)

Y
dense 3 | input: | (None, 30)

Dense | output: | (None, 1)

3.3.4. abra. Mélyhalomodell karnagysagbecslésre.

Probalkoztam az aldbbi, bonyolultabb struktaraja, rezidualis blokkokbol allo
haloval. Ekkor a becsiilt-valés dllomanyszintd kar ardnya 0,9435 lett, ami javulas

az egyszeri el6recsatolt hélohoz képest, de ez is gyengébb teljesitmény, mint az
eddigi modelleké.
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Input_layer | input: | [(None, 33)]
InputLayer | output: | [(None, 33)]

First_hidden_layer | input: | (None, 33)

Dense output: | (None, 30)

/.

Second_hidden_layer | input: | (None, 30)
Dense output: | (None, 30)

\
Third_hidden_layer | input: | (None, 30)

Dense output: | (None, 30)

N

First_residual_connection | input: | [(None, 30), (None, 30)]
Add output: (None, 30)

/

Fourth_hidden layer | input: | (None, 30)
Dense output: | (None, 30)

Fifth_hidden_layer | input: | (None, 30)

Dense output: | (None, 30)

N

Second_residual_connection | input: | [(None, 30), (None, 30)]
Add output: (None, 30)

/

Sixth_hidden_layer | input: | (None, 30)
Dense output: | (None, 30)

Seventh_hidden_layer | input: | (None, 30)

Dense output: | (None, 30)

Third_residual_connection | input: | [(None, 30), (None, 30)]
Add output: (None, 30)

\ J
Dropout_layer | input: | (None, 30)
Dropout output: | (None, 30)

Output_layer | input: | (None, 30)
Dense output: | (None, 1)

3.3.5. dbra. Rezidualis blokkokbdl épiilt mesterséges neuralis halozat

Konkluzié

A sajat készitést, hagyomanyos mesterséges neuralis halokkal nem sikeriilt utol-
érnem a GLM és az XGBoost teljesitményét. Az eredmények azonban figyelemre

méltoak, és tovabb javithatoak az architektura precizitasaval.
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3.4. TabNet (Tabular data learning neural Network)

A TabNet egy modern neuralis halozati architektira, amelyet kifejezetten tab-
lazatos adatokkal val6 munkara fejlesztettek ki. A hagyomanyos neuralis héalo-
zatokkal ellentétben, amelyek gyakran gyengén teljesitenek tablazatos adatokon,
a TabNet szamos innovativ mechanizmust alkalmaz, hogy jobban kihasznalja az
ilyen adatok sajatossagait.

Bar a TabNet is mesterséges neuralis hal6zat, ennek a modellnek kiilon részt
szentelek szakdolgozatomban. Fontos megjegyeznem, hogy a miikodési elvet le-
ir6 matematikai formuldkban a matrixokkal torténd miiveletek, mint példaul a

méatrixszorzas, elemenként értends, mivel Arik és Pfister|[1] is ezzel a jeloléssel él.

3.4.1. A Tabnet felépitése és a mogottes elképzelés

Lattuk, hogy a dontési fak sikeresen alkalmazhatok tablazatos adatok tanulasara.
Speciélis kialakitéssal a hagyomanyos mélyhélo-modellek épitGelemei hasznalha-

tok dontési faszerd kimeneti terek meghatarozésara. Ezt reprezentalja a 3.4.1

abra.
Xz

x i
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n>d |, 1y >d
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3.4.1. abra. A dontési faszerd osztalyozas illusztracidja hagyomanyos mélyhélo
blokkokkal (balra) és az ezzel meghatarozott dontési tér (jobbra)[l].

A relevans jellemzdk kivédlasztasa a bemeneteken talalhatd tugynevezett ritka
maszkokkal valo szorzassal torténik. A kivéalasztott jellemzsk linearis transzfor-
macidja és egy eltolas hozzdadésa utan a ReLU a régiok nullazasaval régiokiva-
lasztast hajt végre. A 3.4.1 abran példaul csak a jobb felsé régié6 marad nem 0.
Lathato, hogy a dontéshatarokat az eltolasok &llitjak be. T6bb régioé Gsszesitése
Osszeadason alapul.

I[lyen kialakitasban az egyes jellemzsk kivalasztésa kulcsfontossagu a dontési

hatarok hipersikbeli formajanak eléréséhez. A TabNet ilyen funkcionalitasra épiil,
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és a cikk szerzGi szerint feliilmulja a dontési fakat, mikozben kihasznalja azok

elényeit a kévetkezék hasznalataval:
e adatbol tanult ritka, megfigyelésalapu jellemzdskivalasztast alkalmaz;

e szekvencialis, tobb 1épésbdl allo architekturat épit, ahol minden 1épés hoz-

zajarul a dontés egy részéhez a kivalasztott jellemzdk alapjan;

e noveli a tanulasi kapacitast a kivalasztott jellemzsk nemlinearis feldolgozé-

saval; és

e a magasabb dimenziok és tobb lépés révén utanozza az egyiittes modszere-
ket.

|

Split i

H

Feature ||
transformer ||

i
1| Attentive
1y transformer

| Attentive
1| transfarmer

1 Step 1 i iStep 2

N R :'_ -

Feature

i [ Feature
1| transformer

transformer

Reconstructed
- features

(a) TabNet encoder architecture (b) TabNet decoder architecture

AI e Live
T transtormer transformer

wewasiedg

3.4.2. abra. TabNet architektura[l]

A 3.4.2 abra (a) része a TabNet architektirat mutatja be tablazatos adatok
kodolasahoz. Nyers numerikus jellemzGket vagy ismérveket hasznél, és a katego-
rikus jellemzdk leképezését tanulhatd bedgyazésokkal veszi figyelembe. Nem al-
kalmaz globalis jellemz6 normalizalast, csupan kotegenkénti normalizalast (batch
normalisation - BN), amelyet a kovetkezd bekezdésekben elmagyarazok. A Tab-
Net ugyanazokat az f € RE*P D-dimenzios jellemzdket (features) kapja minden
dontési lépésben, ahol B a koteg mérete. A TabNet kodolasa szekvencialis, tobb

1épésbal allo feldolgozason alapul Ng.ps darab dontési lépéssel. Az i-edik 1épés
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bemenete az (i — 1)-edik 1épés feldolgozott informaciojat hasznalja annak eldon-
tésére, hogy mely jellemzsket vegye figyelembe. Az i-edik 1épés kimenete pedig

s s

dontés része lehessen.

Ko6tegelt normalizalas (Batch Normalisation - BN)

A kotegelt normalizalés olyan technika, amelyet a neurélis hélozatok tanitésa-
nak felgyorsitasara és stabilizaldsara hasznalnak. Ezt a modszert Sergey loffe és
Christian Szegedy vezette be 2015-ben|[14]. Lényege, hogy minden minikétegben
(mini-batch) normalja a rejtett rétegek aktivacioit, azaz a bemeneti adatok el-
oszlasat normalizalja az egyes rétegeken beliil. Az eljarasnak szamos elénye van,
beleértve a tanulési folyamat gyorsitésat, a gradienseltiinés (vanishing gradient)
és robbanas (exploding gradient) probléméinak csokkentését, valamint a modell
altalanositasi képességének javitasat. A kotegelt normalizalas 1épései a kovetke-

z6k.

Bemeneti aktivaciok gytijtése Az adott réteg bemeneti aktivacioi

X ={zy,z9,...,2,}, ahol m a minikteg mérete.

Atlag és variancia kiszamitasa Az aktivaciok minibatch atlaga:

1 m
uB = E;%

Az aktivaciok minibatch variancidja:
2 1 2
OB = EZI:(% — pB).
1=

Normalas Minden aktivacié normélasa a minibatch atlaga és varianciaja alap-
jan:
A Ty — UB

T /—0_]23+€a

ahol € egy kis konstans a numerikus stabilitas érdekében.

Skalazas és eltolas A normalt aktivaciok skalédzasa és eltolasa tanulhato v és

[ paraméterekkel:
Yi =T + .

A kovetkezd réteg bemenete tehat az igy nyert y; érték lesz.
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Elényok

e Gyorsabb konvergencia: A BN csokkenti az aktivaciok valtozékonysagat a

rétegek kozott, ami stabilabb és gyorsabb tanulast eredményez.

e Nagyobb tanuléasi ratdk: Mivel a BN stabilizalja az aktivaciokat, nagyobb

tanulasi ratak alkalmazasa valik lehet6vé, ami tovabb gyorsitja a tanulést.

e Regularizécios hatas: A minibatch-ek valtozékonysaga enyhe regularizacios

hatést fejt ki, csokkentve a tultanulas (overfitting) kockazatéat.

Implementacié A kotegelt normalizaciot tipikusan a teljesen 0sszekotott réte-
gek (fully connected layers - FCs) és a konvolicios rétegek (convolutional layers)
utan alkalmazzak. Pythonban a ’keras’ konyvtarban a 'BatchNormalization()’

objektummal végezhetd.

3.4.2. Jellemzdkivalasztas

Definicié. Lagy maximum (softmax): A softmax fiiggvény bemenete egy K da-
rab valos szambol allo z vektor, amelyeket K darab val6szintiséghdl allo valoszi-
niiségi eloszlasba normalizal. Formalisan softmax : RX — (0;1)%, ahol K > 1.
Egy z = (21;...;2x) € RE input esetén a softmax(z) € (0;1)% output egy kom-

ponensét a kovetkezGképpen hatarozzuk meg:

Zi

softmax(z); = %.
D1 €7
Definici6. Ritka maximum (sparsemax): Legyen AF~! := {p € R¥|1Tp =

1,p >0} a (K — 1)-dimenzits szimplex. Ekkor

sparsemax(z) = argmin ||p — z||°.
peAK-1
Szavakba Ontve a sparsemax a z bemeneti vektor valoszintiségi szimplexre vett
euklideszi vetiiletét adja vissza csaktugy, mint a softmax, &m a softmax csak nem-
negativ értékeket ad vissza, a sparsemax viszont nem feltétleniil. Ezzel képesek
lehetiink ritka eloszlasokat is modellezni, amikor némely eseményhez 0 valdszint-

séget szeretnénk térsitani|20].

A TabNet egy M[i] € R®*P tanulhaté maszkoldsi matrixot hasznal a relevéns
jellemzdk lagy kivalasztasahoz. A legjelentGsebb jellemzdk ritka kivalasztésa révén

a dontési 1épés tanulasi kapacitdsa nem pazarlodik el irrelevans jellemzskre, igy
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a modell paramétereiben hatékonyabba valik. A maszkolas szorzés alapu, azaz
M]i] - f. A TabNet figyel§ transzformert (lasd 3.4.2 abra (d) része) hasznél a

maszkok el6allitasahoz az el6z6 1épés ali — 1] feldolgozott jellemzdi alapjan:
M]i] = sparsemax(P[i — 1] - h;(a[i — 1])).

A sparsemax normalizici6 itt a szorzatmatrixra soronként értends. Ez a ritka-
sag lehetévé tételével az euklideszi projekciot a valoszintségi szimplexre vetiti,
ami jobb teljesitményt nyujt és pontosabban igazodik a ritka jellemzdkivalasztés-
hoz, igy képesek lesziink eredményeinket megmagyarazni. Vegyiik észre, hogy a

sparsemax miatt

D
ZM ba=1 Y1<b<B.
d=1

h; tanulhato fiiggvény, amelyet a 3.4.2 dbra (d) részén egy teljesen Gsszekotott
réteg (FC) és egy kotegelt normalizacio (BN) kévet. A PJi] a priorskéla, amely
jelzi, hogy egy adott jellemz6t korabban milyen mértékben hasznéltunk:

J=1

ahol 7 egy lazitasi vagy relaxacids paraméter - ha v = 15*P akkor egy jel-
lemz§ csak egy dontési lépésben keriil felhasznalésra, és ahogy v ng, tgy tobb
lépésben is felhasznalhatova valik. P[0] kezdetben csupa egyes, 18P azaz nincs
elézetes feltételezésiink a maszkolt jellemzskre vonatkozdan. Ha néhany jellem-
z6 nincs hasznéalatban - mint ahogy 6néllo tanulasnal (self-supervised learning),
amelyrdl egy késébbi alfejezet szol -, a megfelels P[0] elemeket nullara allitjuk,
hogy segitsiik a modell tanulésat. A kivalasztott jellemzdk ritkasagénak tovabbi
szabalyozasara a szerz6k az entropia forméajaban torténd ritkasig-regularizaciot

javasoljak Grandvalet és Bengio 2004-es tanulméanya alapjan|9|:

theps

Loparse = Z bz:zD: —Mb,d ]\;og(Mde[ i) + €>7
i=1 b=1 d=1

steps *

ahol € egy kis szdm a numerikus stabilitas érdekében. A ritkasag-regularizacios
tagot hozzdadjék az Osszes veszteséghez Agparse egylitthatoval. A ritkasag kedvezs
kovetkeztetd elfogultsagot (inductive bias) biztosit olyan adatbazisok esetén, ahol

a legtobb jellemz6 redundéns.
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3.4.3. Jellemzdk feldolgozasa

A maszkkal sziirt jellemzsket egy jellemzStranszformétor segitségével dolgozzuk
fel (lasd a 3.4.2 &bra (c) részét), majd felosztjuk a dontési 1épés kimenetére és a

kovetkezd 1épés bemeneti informacioira:

[d[d], ali]] = fi(M][i] - ),

ahol d[i] € RB*Na a dontési 1épés kimenete és afi] € RP*Na a kovetkezd 1épés
bemeneti informécidja, valamint f; a tanulhato jellemz&transzforméator fiiggvény.
A paraméterhatékony és nagy kapacitasi robusztus tanulas érdekében a jellem-
z8 transzforméatornak olyan rétegeket kell tartalmaznia, amelyek megosztottak
minden dontési 1épés kozott (mivel ugyanazok a jellemzok keriilnek bemenetre
kiilonb6z6 dontési 1épésekben), valamint a dontési lépésektdl fiiggs rétegeket is.
A 3.4.2 abra (c) része mutatja a megvalositast két megosztott réteg és két don-
tési lépéstdl fiiges réteg Osszeftizéseként. Minden teljesen 6sszekotott (FC) réte-
get kotegelt normalizalas (BN), majd aktivacios fliggvényként GLU (gated linear
unit) nemlinearitas kovet|5]. Végiil az igy kapott kimenet egy normalt rezidualis
kapcsolattal csatlakozik a kovetkezs réteghez. A /0, 5-tel val6 normalizéalas se-
git stabilizélni a tanulast azaltal, hogy biztositja, hogy a halézatban a variancia
nem valtozik drasztikusan|7]. Filiggetlen minta esetén a mogottes heurisztika az,
hogy magasdimenzios térben nagyobb valdszintiséggel valasztunk két merdGleges
valtozot, amelyek szorasa a kotegelt normalizaléds miatt nagyjabol egységnyi, igy
a /0, 5-0s korrekcioval az Osszeg szordsa szintén kozelitSleg egységnyi marad.

A gyorsabb tanulas érdekében a TabNet nagy kotegméreteket hasznél a kote-
gelt normalizalasnal. Ezért, kivéve az input jellemzékre alkalmazott BN-t, ghost
BN forméat hasznal|[13], virtualis By batch méret és mp atlag alkalmazasaval. Az
keriili a ghost BN-t. Végiil a 3.4.1 dbran bemutatott dontési fa-szert aggregacio

inspiracidjara az Osszesitett dontési bedgyazast a
Nsteps

dowt = Y _ ReLU(d[i])

formaban hozza létre. Erre egy W inadows linearis leképezést alkalmaz, hogy meg-
kapja a kimeneti leképezést. A diszkrét kimenetekhez emellett softmaxot is alkal-

maz a tanitas és argmaxot a kovetkeztetés soran.
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3.4.4. Ertelmezhet&ség

A TabNet jellemzgokivalasztasi maszkjai megmutathatjéik az egyes lépésekben ki-
valasztott jellemzoket. Ha M, 4[i] = 0, akkor a b minta d jellemz&je nem jarul
hozza a dontéshez. Ha f; egy lineéris fiiggvény lenne, akkor az M, 4[i] egylitthato
az fiq jellemz6 fontossdganak felelne meg. Bar minden dontési lépés nemlineéris
feldolgozést alkalmaz a GLU aktivacios fliggvény miatt, a kimeneteiket késGbb
linearis moédon kombinaljék. A cél az, hogy egy aggregilt jellemz&fontossag is
szamszer(sitve legyen az egyes 1épések elemzése mellett. A kiilonb6z6 1épések
maszkjainak kombinalasa egy egyiitthatot igényel, amely képes stulyozni az egyes
lépések relativ fontossagat a dontésben. Erre a TabNet egyszerti megoldasa, hogy
mli] = SN ReLU(dy [i]) jelezze az i-edik dontési lépés aggregalt déntési hozza-
jarulasat a b-edik mintara. Ez a mérdszam 6sszhangban van az intuicioval, misze-
rint ha tetsz6leges 1 < b < B ¢és 1 < ¢ < Ny szamokra d,, .[i] < 0, akkor az i-edik
dontési 1épés Gsszes jellemzGjének 0 hozzajarulasa van az Osszesitett dontéshez.
Tovabba nem csak az intuiciénak, hanem a tényleges hozzajarulasnak is megfelel,
hiszen a d,,; Osszesitett dontés meghatarozasakor is ReLU az aktivacios fiigg-
vény, igy a negativ elemek nem fogjak befolyasolni a TabNet dontését, amelyen
a végs6 Wi linedris leképezés sem valtoztat. Ahogy a dy.[i] érték novekszik,
gy egyre nagyobb szerepet jatszik az Osszesitett linearis kombinacioban. Mind-
ezek utan az Osszesitett ismérvfontossigi maszkot ugy kaphatjuk, hogy a dontési
maszkot skdlazzuk minden dontési 1épésnél n,[i]-vel, vagyis a b-edik minta d-edik

jellemzGjének az Osszesitett fontossaga:

SN 1] My 4]
S S i) M, i)

Maggfb,d =

P _ s s . ) _ D
A nevezében 1év6 norméalé tényezére azért van sziikség, hogy >, Mage_ba = 1

legyen, azaz egy ismérv esetén a jellemzSk fontossédga 1-re Gsszegzddjon.

3.4.5. Onall6 tanulas

Az 6nallé tanulasrol

Az 6nall6 tanulas (Self-Supervised Learning - SSL) olyan gépi tanulasi technika,
amely az adatok belsd struktirdjabol szarmazo, feliigyelet nélkiili jeleket hasznal
fel a modellek tanitasara. Ez a modszer hasznos, mert lehetévé teszi a modellek
szamara, hogy el6zetes ismereteket szerezzenek nagy mennyiségii cimkézetlen ada-

ton, miel6tt specifikus feladatokra finomhangolnak ket feliigyelt tanuléssal. Az
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onallo tanulas egyik legnagyobb elénye, hogy kevesebb cimkézett adatra van sziik-
ség a modell hatékony tanitasdhoz, valamint 1j, ismeretlen adatokon is jobban

altalanositanak. Az 6nallé tanulas mikédése a kovetkezs pontokba szedhets|30].

Feladat definidlasa Az 6nall6 tanulas keretében a rendszer elGszor definiél egy
mesterséges feladatot, amelyet az adatbol szarmazo cimkék nélkiil tud megolda-
ni. Példaul képeknél az egyik feladat lehet a kép egy részének kitoltése vagy a

szomszédos képkockak elérejelzése egy videdban.

Képzési adatok generalasa Az adatokbol generdlnak olyan cimkéket, ame-
lyek segitenek a mesterséges feladat megoldasaban. Példaul egy képnek eltavolit-
hatjak egy részét, és a feladat az lesz, hogy a modell megtanulja rekonstruélni az

eltavolitott részt.

Modell tanitasa A modellt a mesterséges feladat megoldésara tanitjak. Ezaltal

a modell megtanulja az adat belsé strukturajat és osszefiiggéseit.

Finomhangolas (fine-tuning) Miutdn a modell elsajatitotta az adat belss
struktirajat, feliigyelt tanulassal finomhangoljak specifikus feladatokra, mint pél-
déaul osztalyozés vagy elérejelzés.

Példak 6onallé tanulasi feladatokra

o Képkitoltés (Image Inpainting): A kép egy részét eltavolitjak, és a modell

megtanulja kitolteni az iires részt.

e Jelzaj-elvalasztas (Noise-Contrastive Estimation): A modell megtanulja meg-

kiilénboztetni a zajos és a nem zajos adatokat.

e Kodolas-dekodolas (Autoencoding): A modell megtanulja az adatot egy ki-

sebb dimenzités reprezentacioba kodolni és onnan visszafejteni.

A TabNet ez utobbit hasznélja el6tanitashoz (pre-training), amelyet a kovet-

kezSkben részletezek.

Onall6 tablazatos tanulas TabNettel

A mesterséges neurélis halozat része egy dekodder architektura, amely a TabNet
altal kodolt reprezentaciokbol rekonstrualja a tablazatba foglalt jellemzdket. A de-

koder ismérvtransformerekbdl all, amelyeket minden dontési 1épésnél egy teljesen
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Osszekotott réteg kovet, ahogy azt a 3.4.2 dbra (b) része mutatja. Az eredmények
osszeadodnak, hogy megkapjuk a rekonstruélt jellemzdket. A TabNet mesterséges
feladata a hidnyzo6 jellemz6 oszlopok elérejelzése a t6bbi oszlop alapjan.
Vegyiink egy binaris maszkot S € {0,1}3*2. Ekkor (1 —S) - f az enkoder be-
menetei, és az S- f rekonstrualt jellemzok a dekoder kimenetei. P[0]-t (1—5)-ként
inicializaljuk az enkoéderben, hogy a modell csak az ismert jellemzskre koncent-
raljon, és a dekoder utolsd6 FC rétegét megszorozzuk S-sel, hogy az ismeretlen
jellemzdket kapjuk meg. Az 6néllé tanulési fazisban a veszteségfiiggvény az atla-

gos rekonstrukciés abszolut eltérésként értelmezhetd:

. 1 (fbd—fbd)‘sbd
Lssi([; /) = 75 a1y |
SSL B-D bz:;dz:; \/% S0 (foa— 50 foa)?

A ground truth, azaz a valés értékek szorasaval valdo normalizalas elényos, mivel
a jellemzgk eltérd nagysagrendekkel rendelkezhetnek. Minden iteracionél egy ps

paramétert Bernoulli-eloszlasbol fliggetleniil mintavételezziik az Sp, 4 értékeket.

3.4.6. Modellimplementacid

A TabNet hasznéalatdhoz Pythonban a PyTorch kényvtarra volt sziikségem. Ez
a Torch konyvtaron alapuld gépi és mélytanulasi konyvtéar, amelyet akar olyan
feladatokhoz is hasznalnak, mint a szamitogépes latds és a természetes nyelvi
feldolgozés. Innen installaltam magat a "TabNetRegressor’ modellt illetve az el6-

tanitasahoz sziikséges 'TabNetPretrainer’ modellt is.

3.4.7. AdatelSkészités

A TabNet ugyan képes kezelni a nyers adatokat, mégis tobb adatel6készits lépést
eszkozoltem. Egyrészt, bar a kategorikus valtozokat is tudja hasznélni, elvérja
a hélozat, hogy paraméterként allitsuk be, melyek ezek. Meg kell adni ezen is-
mérvek indexét (hanyadik oszlopban vannak a téblazatban), dimenziojat (hény

kategoriaszint van) és hogy hény dimenzios térbe akarjuk beagyazni. Mivel a ka-

tegorikus valtozok dimenzidja eredenden ’cat dims’ = [13, 4, 2, 6, 6], ezért a
‘cat_emb dim’ = [5, 3, 2, 3, 3| beagyazast véalasztottam. Masrészt az eredeti

cikk hangstyozza, hogy a TabNetnek az adatok normalizalédsara sincs sziiksége
globalisan, mert kotegelt normalizalast hasznal. En a gyorsabb konvergencia re-

ményében sztenderdizaltam a numerikus valtozokat.
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3.4.8. Karszambecslés

Az elGtanitas soran sikeriilt jobban teljesitenie a modellnek, mintha csupan az at-
laggal becsiilnék, mivel a normalt célfiiggvény 1-nél kisebb érték ala ment. A leg-
jobb értékként 0,6322-t sikeriilt elérnem azzal, hogy a figyel6 és az ismérvtransz-
former dimenzi6jat 'm_a’ = 'n_d’ = 6-ra allitottam. A tébbi paramétert hiaba
modositottam az alapbeallitashoz képest. Ugyanezekkel a beéllitasokkal a legjobb
elért eredményem karszambecslésre 1,0253, ami jocskan gyengébb teljesitmény,
mint a GLM vagy az XGBoost altali. Ehhez a szintén alapbeallitdsként hasznalt
veszteségfiiggvényt, az atlagos négyzetes hibat hasznéltam. Probalkoztam itt is
Poisson-regressziéval a PyTorch-ban implementélt Poisson-veszteségfiiggvénnyel,
am ekkor még negativ eredményt is predikilt a modell, ami semmivel sem ma-
gyarazhato.

A négyzetes veszteségfiiggvény esetén a kovetkezd maszkok rajzolodtak ki sor-

ra a dontési lépésekkor:
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3.4.3. dbra. TabNet maszkjai karszambecslésnél az els6 100 megfigyelésre

Ezek alapjan, és a cikktdl eltérGen implementélt globalis ismérvfontossag alap-
jan - aggregalt maszk helyett 1-re 6sszegz6ds fontosségi silyok rendre a valtozok
szerint: [0,2766; 0,1946; 0,3824; 0,0361; 0,0014; 0,1085; 0,0005] - is latszik, hogy
a TabNet leginkabb a gépjarmiivek vazszerkezetét, majd az arat és a kitettséget

tartotta fontosnak dontéshozéaskor.
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3.4.9. Karnagysagbecslés

Az elGtanitas most is sikerrel jart, a TabNet tanult, mert a veszteségfiiggvény
értéke 1 alatti, igy jobban becsiil, mintha csak az atlagot hasznalna.

A regresszidkor a gradiensereszkedésre hasznaltam egy skalazot, amely 30 1é-
pés utan a tanulasi ratat tizedére csokkenti, mert a veszteségfiiggvény alakulédsan
az latszott, hogy ott elkezd erésen ingadozni. A kisebb 1épések az optimum koze-
lében segitik a konvergenciat.

Ezzel a valtoztatéssal 0,9089 értéki lett a validadlé adathalmazon a becsiilt-
valos Osszarnagysag ardnya. Ez sajnos a nullmodellt sem szarnyalja tul. Ha min-
dent az atlaggal becsliink, akkor ugyanez az arany 93% felett van.

Tehat a TabNet ebben a feladatban nehezen tanult. Minden valtozo szerint az

atlagos kart probalta megtanulni, példaul életkor-kategoriak szerinti bontasban:

B daimcst0
mm predictions
200
150
: I I I I
0_
Y=} i " =+ ™~ —

agecat

%]

w

[=]
1

valos és becslilt atlagos karnagysag ($)
g
1

3.4.4. abra. Tényleges és becsiilt dtlagos karnagysag életkor-kategoridk szerint

Ennek a problémanak a gyokere a veszteségfiiggvényre vezethets vissza. Erre
a kovetkezd fejezetben kitérek.

A validalo adathalmazon a predikciok fiiggvényében a valodi értékek abréja is
arra utal, hogy nem sikeriilt a tanulas. A narancssarga r = y egyenletii egyenes

mentén szeretnénk latni a pontokat.
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3.4.5. abra. Valos karnagysagok a becsiilt értékek fliggvényében
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4. fejezet

Az eredmények értelmezése és

jovobeli célok

A neurélis hélézatok gyenge teljesitményének egyik oka lehet, hogy kevés magya-
razovaltozo all rendelkezésre, és ezek koziil is a legtobb kategorikus. Emiatt az
adatmatrix nagyon ritka, amelyet nehezen tud megtanulni a héalozat|[1]. Ahogy
tobbszor hangstlyoztam, ezek a modellek magasdimenzi6ji adatbazisok esetén
multak feliil mas modszereket.

Erdemes lehet azonban a jévében t6bb id6t szentelni a hiperparaméter op-
timalizacionak. Errdl McDonnell és tarsai|23] is azt nyilatkoztak, hogy rengeteg
id6t vett igénybe és nehézségeket okozott. Ezen kiviil a kdrnagysag becslését eset-
legesen pontositani lehetne egy sajat veszteségfiiggvénnyel Tweedie-regresszidhoz.
Tovabba megfontolando tesztelni a TabNet miikodését més adathalmazokon, ame-
lyeken eredményesebben teljesithet.

A sajat épitési mesterséges neurélis hélozatok optimalizalasa sem elvetendd,
hiszen bar gyengébb teljesitménnyel birtak, mint a GLM és az XGBoost, figye-
lemremélto teljesitményt értek el a TabNet mellett.

Biztositéasi kockazatarazashoz végsé soron az altalanositott linearis modellt
hasznalnam legszivesebben, mivel konnyedén illeszthet§ az adatokra, és eredmeé-

nyeinek értelmezése nem jelent problémat.
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