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1. Bevezetés

A pénzügyi matematika területén a sztochasztikus folyamatok kulcsfon-
tosságú szerepet játszanak a piacok dinamikájának megértésében és model-
lezésében. Különösen a volatilitás és a korrelációs struktúrák pontos megfo-
galmazása vált alapvetővé a kockázatkezelés és a derivatív árazás területén.
A sztochasztikus volatilitási modellek közül a Wishart folyamat kiemelkedik
komplexitásával és pontosságával, mivel mátrixváltozós sztochasztikus folya-
matok segítségével képes a volatilitás és a korreláció dinamikáját egyaránt
leírni.

A többdimenziós modellek fontossága abban rejlik, hogy valósághűbben
tükrözik a piaci folyamatokat, hiszen a pénzügyi eszközök ármozgásai gyak-
ran szorosan összefüggenek. Ennek ellenére viszonylag kevés olyan modell
létezik, amely képes többdimenziós módon, azaz több eszközre egyidejűleg
kezelni a volatilitást és a korrelációt. A Wishart folyamat ebben a tekin-
tetben kiemelkedő, mivel képes a teljes variancia-kovariancia mátrix időbeli
alakulását modellezni, ami jelentős előrelépést jelent a pénzügyi matematikai
modellezés területén.

Ezen szakdolgozat a Wishart folyamat bemutatására és a pénzügyi al-
kalmazására összpontosít. A dolgozat célja, hogy részletesen bemutassa a
Wishart folyamatok matematikai alapjait, szimulációs módszerét, valamint
a paramétereik becslési technikáit. Továbbá, hogy hogyan alkalmazható ez a
folyamat a valós piaci adatokon.

A dolgozat felépítése a következőképpen alakul: a 2 fejezet bevezetőként
szolgál, amely megismerteti az olvasót a mátrixváltozós sztochasztikus fo-
lyamatok alapjaival. A 3 fejezet részletesen tárgyalja a Wishart folyamat
matematikai alapjait, bemutatva a definíciókat, tulajdonságokat és egy szi-
mulációs technikát, amely az Euler-Maruyama módszeren alapul. A 4 fejezet
a paraméterek becslési módszerére koncentrál, maximum likelihood becslé-
sen keresztül. Végül, a 5 fejezet bemutatja a Wishart Affine Sztochasztikus
Korreláció (WASC) modellt, és tárgyalja annak alkalmazását valós piaci ada-
tokon, különböző részvények példáin keresztül.
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Ezen keresztül a dolgozat célja, hogy átfogó képet nyújtson a Wishart
folyamatok elméletéről és alkalmazásáról.
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2. Előkészületek

Ebben a fejezetben Oliver Pfaffel [3], Harry Bensusan [4] és Alessandro
Gnoatto [5] cikkei segítségével, a Wishart folyamatokhoz előzetesen elenged-
hetetlen, definíciókat, lemmákat és tételeket mutatjuk be. Első sorban külön-
böző mátrix definíciókat, tulajdonságokat és műveleteket járjuk körbe. Majd
ezután a mátrixváltozós sztochasztikus folyamatokat vezetjük be és ezen té-
makört ismertetjük röviden. Felépítjük azt, hogy hogyan jutunk el egészen
a véletlen mátrixoktól, a Wishart folyamatig, amely jelen szakdolgozat fő
témáját képviseli.

2.1. Mátrix tulajdonságok

A következőekben már az előbb említett, mátrix jelölésekkel, tulajdon-
ságokkal és műveletekkel fogunk foglalkozni. Definiáljuk különböző számhal-
mazokon értelmezett mátrixokat, illetve elnevezzük a különböző definitséggel
rendelkezőeket.

2.1. Definíció.

(i) Jelölje Mn,m(R) az n×m valós mátrixok halmazát.
Ha n = m a jelölés az alábbi módon egyszerűsödik Mn(R).

(ii) Legyen GL(n) az n× n invertálható valós mátrixok halmaza.

(iii) Jelölje σ(M) az M mátrix sajátértékeinek halmazát, továbbiakban ezt
az M mátrix spektrumának nevezzük.

(iv) Sn(R) jelölje a szimmetrikus valós mátrixok halmazát.

(v) Jelölje S+
n (R) (S−

n (R)) a pozitív (negatív) szemidefinit valós mátrixok
halmazát.
Vagyis M ∈ S+

n (R) esetén ∀λ ∈ σ(M) λ ≥ 0.

(vi) Legyen S++
n (R) (S−−

n (R)) a pozitív (negatív) definit valós mátrixok hal-
maza.
Vagyis M ∈ S++

n (R) esetén ∀λ ∈ σ(M) λ > 0.
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(vii) AT jelölje az A mátrix transzponáltját.

(viii) Legyen A ∈Mn(R), ekkor Tr(A) jelöli az A mátrix nyomát.

A továbbiakban a pozitív szemidefinit mátrixok halmazán definiáljuk a
mátrixváltozós négyzetgyök függvényt.

2.2. Definíció. Legyen A ∈ S+
n , ekkor az A mátrix az alábbi alakban írható

A = P TDP , ahol P egy unitér mátrix és D = diag(λ1, . . . , λn), ahol λi ≥
0, i = 1, . . . , n. Ekkor az A mátrix négyzetgyöke az alábbi módon írható fel,
√
A = P T (

√
λ1, . . . ,

√
λn)P , továbbá

√
A ∈ S+

n .

Ekkor a négyzetgyök
√
A jól definiált és független a P megválasztásától.

2.1. Következmény. Ha A ∈ S++
n akkor

√
A ∈ S++

n

Alább bevezetjük a mátrixváltozós függvény differenciálását.

2.3. Definíció. Legyen S ∈ Mn(R). Ekkor D = ( ∂
∂Sij

)i,j, ∀ valós értékű
differenciálható függvényre f : Mn(R) −→ R, mint a mátrix minden parciális
deriváltjára ∂

∂Sij
f(S).

A következő, determinánsra használt számítási szabályokat bizonyítás nél-
kül közöljük.

2.1. Lemma. ∀A,B ∈ Mn(R), S ∈ GL(n) és Ht : R −→ GL(n) differenci-
álható ekkor

(i) det(AB) = det(A)det(B) és det(αA) = αndet(A), ∀α ∈ R

(ii) Ha A ∈ GL(n) vagy B ∈ GL(n) ekkor det(In + AB) = det(In +BA)

(iii) ∂
∂t
det(Ht) = det(Ht)tr(H

−1
t

∂
∂t
Ht)

(iv) D(det(S)) = det(S)(S−1)T

(v) det(A) az A mátrix sajátértékeinek szorzata

Ha S szimmetrikus is akkor
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(vi) D(det(S)) = det(S)S−1

(vii) ∂2

∂Sij∂Skl
(det(S)) = det(S)[(S−1)kl(S

−1)ij−(S−1)ik(S
−1)lj] ahol az (S−1)ij

jelöli az S−1 mátrix i, j-edik elemét.

2.2. Lemma. ∀A,B, S ∈Mn(R) ekkor

(i) tr(AB) = tr(BA) és tr(αA+B) = αtr(A) + tr(B), ∀α ∈ R

(ii) tr(A) az A mátrix sajátértékeinek összege.

A következő definíció a mátrixok és a vektorok között teremt kapcsolatot
vagyis egy mátrixot, hogyan tudunk vektorizálni.

2.4. Definíció. Legyen A ∈Mn,m ahol ai ∈ Rn jelöli az A mátrix i. oszlopát,
ekkor vec : Mn,m −→ Rnm

vec(A) =


a1
...
am


Az alább bevezetésre kerülő kronecker-szorzat a mátrixokkal végzett szá-

mításokban igen sokszor használt definíció.

2.5. Definíció. Ha A m × n és B p × q méretű mátrix, akkor C = A ⊗ B

kronecker-szorzat nem más,mint

C =


a11B · · · a1nB

... . . . ...
am1B · · · amnB

 (2.1)

2.3. Lemma.

(i) Legyen A,B ∈Mm,n(R) ekkor tr(ATB) = vec(A)Tvec(B)

(ii) Legyen A ∈Mp,m(R), B ∈Mn,q(R) és C ∈Mm,n(R). Ekkor

vec(ACB) = (BT ⊗ A)vec(C)
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2.2. Mátrixváltozós sztochasztikus folyamatok

2.6. Definíció. Egy (Ω,G, (Gt)t∈R+ , Q) négyest, filtrált valószínűségi mezőnek
nevezünk ha, Ω egy halmaz, G egy σ-algebra az Ω-n, (Gt)t∈R+ egy növekvő
σ-algebra család a G-n, Q pedig egy valószínűségi mérték a (Ω, G)-n. A filtrált
valószínűségi mező teljeseíti a szokásos feltételeket, ha

(i) a filtráció jobbról folytonos, vagyis ∩s>tGs = Gt ∀t ≥ 0 és

(ii) ha (Gt)t∈R+ teljes

A következőekben (Ω,F , (Ft)t∈R+ , P ) filrált valószínűségi mezőt vesszük,
mely teljesíti a szokásos feltételeket.

2.7. Definíció. Legyen X egy mérhető függvény,

X : (Ω,F) −→ (Mn,m(R), Bn,m) (2.2)

ekkor X-et egy n×m-es véletlen mátrixnak nevezzük.

Vagyis az előbbi X-et úgy is tudjuk értelmezni, hogy a mátrix minden
eleme egy-egy valószínűségi változó. A továbbiakban erre a véletlen mátrixra
vezetjük be az alapokat, mint várható érték, sűrűség függvény, karakteriszti-
kus függvény, stb... Majd végre sort kerítünk a mátrixváltozós sztochasztikus
folyamatra is, amely megalapozza az utat, a Wishart folyamat felé.

2.8. Definíció. Legyen fX egy nem negatív mérhető függvény, úgy hogy

P (X ∈M) =

∫
M

fX(A) dA ∀M ∈ Bn×m (2.3)

ekkor fX-et az X véletlen mátrix sűrűségfüggvényének nevezzük.

2.9. Definíció. Legyen X egy n×m-es véletlen mátrix, ekkor minden függ-
vényre h = (hij)i,j : Mn,m(R) −→ Mr,s(R) ahol hi,j : Mn,m(R) −→ R, 1 ≤
i ≤ r, 1 ≤ j ≤ s, ekkor a várható értéke h(X)-nek

E(h(X))ij = E(hij(X))) =

∫
Mn,m(R)

hij(A)P
X(dA) =

∫
Mn,m(R)

hij(A)fX(A) dA

(2.4)
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Az utolsó egyenlőség akkor áll fenn, ha az X véletlen mátrixnak létezik sűrű-
ségfüggvénye.

2.10. Definíció. Legyen X egy n×m-es véletlen mátrix, ekkor karakterisz-
tikus függvénye az alábbi alakban írható fel.

E[etr(iXZT )] =

∫
Mn,m(R)

etr(iAZT )PX(dA) (2.5)

minden Z ∈Mn(R).

A következőekben a Laplace transzformáltat vezetjük be véletlen mátri-
xokra.

2.11. Definíció. Legyen X ∈ S++
n (R) egy n× n-es véletlen mátrix, ekkor a

Laplace transzformált az alábbi alakban írható fel.

E[etr(−UX)] =

∫
S++
n

e−tr(UA)PX(dA) (2.6)

∀U ∈ S++
n (R)-re.

2.12. Definíció. Legyen X egy n ×m-es véletlen mátrix és Y egy p × q-es
véletlen mátrix. Ekkor X és Y kovarianciáját az alábbi módon tudjuk felírni,

cov(X, Y ) = cov(vec(XT ), vec(Y T )) (2.7)

= E[vec(XT )vec(Y T )T ]E[vec(XT )]E[vec(Y T )]T (2.8)

A következőekben bevezetjük a jelen szakdolgozat egyik legfontosabb de-
finíciójat a mátrixváltozós sztochasztikus folyamatot.

2.13. Definíció. Legyen X : [0,∞)×Ω −→Mn,m(R) egy mérhető függvény
a megfelelő mérhető terek között: (t, ω) −→ X(t, ω) = Xt(ω), ahol Xt(ω)

egy véletlen mátrix minden t ∈ [0,∞)-re. Ekkor X-et egy mátrixváltozós
sztochasztikus folyamatnak nevezzük.

2.14. Definíció. Egy X mátrixváltozós sztochasztikus folyamat lokális mart-
ingál, ha minden komponense lokális martingál. Azaz ha létezik a megállá-
si időknek végtelenbe tartó szigorúan monoton növekedő sorozata (Tn)n∈N,

Tn −→∞ úgy, hogy Xmin{n,Tn},ij martingál minden i, j-re.
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A továbbiakban bevezetjük a mátrixváltozós Brown mozgást, ami Wis-
hart folyamat előállításának egy fontos részét fogja képezni.

2.15. Definíció. Legyen X egy n × p véletlen mátrix, amely mátrixváltozós
normális eloszlást követ. M ∈ Mn,p(R) várható értékkel és Σ ⊗ Ψ kovari-
anciával, ahol Σ ∈ S++

n ,Ψ ∈ S++
p ,akkor ha vec(XT ) egy Rnp többdimenziós

normális eloszlást követ, vec(MT ) várható értékkel és Σ⊗Ψ kovariancia mát-
rixxal, vagyis vec(XT ) ∼ Nnp(vec(M

T ),Σ⊗Ψ).

A következőekben az alábbi jelölést használjuk X ∼ Nn,p(M,Σ⊗Ψ).

2.16. Definíció. Legyen X ∼ Nn,p(M,Σ ⊗ Ψ). Ekkor X karakterisztikus
függvénye az alábbi alakban írható fel.

E(etr(iXZT )) = etr(iZ
TM− 1

2
ZTΣZΨ) (2.9)

2.17. Definíció. A mátrixváltozós Brown mozgás B ∈ [0,∞) × Mn,m(R)
olyan mátrixfolyamat, amelyben a mátrix minden eleme időben egy egydi-
menziós Brown mozgás. Azaz B = (Bij)i,j, ahol Bij egy egydimenziós Brown
mozgás, 1 ≤ i ≤ n, 1 ≤ j ≤ m. Ezt az alábbi alakban írjuk a továbbiakban
B ∼ BMn,m.

2.2. Következmény. Bt ∼ Nn,p(0, tInp)
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3. Wishart folyamatok

Ebben a részben röviden bemutatásra kerülnek a Wishart folyamat alap-
jai, tulajdonságai és letezése, O. Pfaffer [3] és H. Bensusan [4] cikkei nyomán.
A fejezet második részében egy szimulációs technika kerül bemutatásra.

3.1. Általánosan

A Wishart folyamatokat eredetileg Marie-France Bru [1] vezette be 1991-
ben, mint a klasszikus négyzetgyök folyamat többdimenziós kiterjesztése.
Majd rá csak 19 évvel, 2010-ben, Christian Gourieroux és Razvan Sufana
mutatta be alkalmazását a pénzügyek világában. Ezek után a Wishart folya-
matok úttörését kitünően mutatja, hogy számos kutató fejlesztett sztochasz-
tikus volatilitás modelleket, amelyeket a Wishart folyamat hajt meg.

A Wishart elnevezés a Wishart eloszlásból származik, ami a χ2 eloszlás
többdimenziós általánosítása. Alább definiáljuk a Wishart eloszlást.

3.1. Definíció. Legyen X1, . . . , Xn n darab független többdimenziós normá-
lis eloszlású valószínűségi változó. Vagyis Xi ∼ N (0,Σ), i = 1, . . . , n és
∀Xi ∈ Rp. Ekkor az alábbi S =

∑n
i=1XiX

T
i p× p véletlen mátrixot Wishart-

eloszlásúnak nevezzük.
Amikor Xi ∼ N (µ,Σ) i = 1, . . . , n, akkor S =

∑n
i=1XiX

T
i p× p véletlen

mátrixot nem-centrált Wishart eloszlásúnak nevezzük.

A következőekben definiáljuk a Wishart folyamatot.

3.2. Definíció. Legyen Bt egy n × n dimenziós Brown mozgás. A Wishart
folyamat alatt az alábbi sztochasztikus differenciálegyenlet megoldását értjük
az S+

n (R) halmazon.

dΣt = (ΘΘT +MΣt + ΣtM
T )dt+

√
ΣtdWtQ+QTdW T

t

√
Σt,

Σ0 ∈ S+
d (R)

(3.1)

ahol Θ, Q, M ∈Mn(R).
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Az 3.1 sztochasztikus differenciálegyenlet a mátrix analógja az átlaghoz
visszahúzó négyzetgyökös diffúziós folyamatnak. A legáltalánosabb esetben
azt gondoljuk, hogy 3.1 egyenletben megtalálható mátrixok összes eleme nem
0. Azért, hogy a folyamatba beágyazzuk az átlaghoz húzás, illetve a stacio-
naritás tulajdonságát, elvárjuk, hogy az M mátrix negatív szemidefinit le-
gyen. Mindemellett Θ-ra teljesüljön, hogy ΘΘT = βQTQ ahol β egy valós
paraméter és β > n− 1.

A négyzetgyök folyamat teljes analógiájában ΘΘT a Σ∞ hosszú távú vár-
ható variancia-kovariancia mátrixhoz kapcsolódik az alábbi lineáris egyenle-
ten keresztül.

−ΘΘT = MΣ∞ + Σ∞MT . (3.2)

Továbbá a Q mátrix jelöli a volatilitás volatilitását, ezen mátrix para-
méterei döntő fontosságúak lesznek a részvénypiacon megfigyelhető stilizált
hatások magyarázatához. A Q mátrixot szimmetrikus pozitív definit mátrix-
nak tekintjük.

Továbbiakban a Wishart folyamatot a paramétereivel az alábbi módon
jelöljük Σ ∼ WPn(Q,M, β,Σ0).

A 3.1 és 3.2-ből könnyen láthatjuk, hogy közeli kapcsolatban áll a Wishart-
és a CIR folyamat egymással. Ha n = 1-nek választjuk a dimenziót a 3.1-ben
akkor a skalár CIR folyamathoz lyukadunk ki, amit az alábbi sztochasztikus
differenciálegyenlet definiál.

dvt = κ(θ − vt)dt+ µ
√
vtdBt, (3.3)

v0 ∈ R+ (3.4)

ahol κ, θ és µ szigorúan pozitív paraméterek és Bt egy skalár Brown moz-
gás. A Wishart folyamat egy említésre méltó tulajdonsága, hogy az elemei
között egy nem triviális összefüggőségi struktúra van. Ezt jól mutatja a kvad-
ratikus variációja amelyet az alábbi lemma részletez.
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3.1. Lemma. Legyen Σ ∼ WPn(Q,M, β,Σ0). Ekkor

d[Σij,Σkl]t = Σt,ik(Q
TQ)jl dt+ Σt,il(Q

TQ)jk dt+ Σt,jk(Q
TQ)il dt+ Σt,jl(Q

TQ)ik dt.

Ez igaz ha Σ létezik.

Bizonyítás: Legyen Ht :=
√
ΣtdBtQ + QTdBT

t

√
Σt. Ekkor [Σij,Σkl] =

[Hij, Hkl].

Ht,ij =
∑
m,n

(
√

Σt)indBt,nmQmj +QmidBt,nm(
√

Σt)nj

Az első szummája a d[Hij, Hkl]t egyenlő∑
m,n

(
√

Σt)in(
√

Σt)knQmjQml dt

Mivel a Σt szimmetrikus ezért az alábbi alakra egyszerűsödik az előző sor

Σt,ik(Q
TQ)jl dt

A másik három szumma hasonló módon felírható.

A Wishart folyamat az affin folyamatoknak egy speciális esete S+
d (R)-en,

amelyekre vonatkozó általános eredményeket Cucherio [6] 2011-ben megjelent
cikke tartalmazza. Ezen írásnak csak a fő eredményét ismertetjük.

3.1. Állítás. Legyen X(t) egy általános affin folyamat folytonos trajektóri-
ákkal S+

d (R)-en az alábbi alakban

X(t) = X(0) +

∫ t

0

(DX + L(X(s)) ds+

∫ t

0

(
√
X(s) dW (s)CX + CT

X dW T (s)
√
X(s)),

ahol X(0), DX ∈ Sd(R), CX ∈ Md(R), L : S+
d (R) −→ S+

d (R) egy lineáris
transzformáció. A folyamatnak létezik egyértelmű gyenge megoldása S+

d (R)
halmazon ha,

(i) DX − (d− 1)CT
XCX ∈ S+

d (R),
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(ii) ∀P1, P2 ∈ S+
d (R), úgy hogy Tr(P1P2) = 0 =⇒ Tr(L(P1))P2 ≥ 0.

Ha pedig X(0)-tól elvárjuk, hogy S++
d (R)-ból halmazból származzon, ekkor

ha (i) lecseréljük egy erősebb feltételre

(iii) DX − (d+ 1)CT
XCX ∈ S+

d (R),

akkor a fenti sztochasztikus differenciálegyenletnek egyértelmű erős megoldása
létezik a S++

d (R)-n.

Ezt közvetlenül össze tudjuk hasonlítani a Wishart folyamattal úgy, hogy
a fenti egyenletbe az alábbi módon helyettesítünk be. DX = ΘΘT , CX = Q,
és L(P0) = MP0 + P0M

T és az X(t) helyére pedig Σt írunk. Továbbá, ha
még korlátozásokat vezetünk be a drift determinisztikus részére

ΘΘT = βQTQ, (3.5)

illetve a fentebbi állítás 3.1, (i) és (iii) feltételeit nézzük az alábbi tulajdon-
ságokat kapjuk vissza.

β ≥ d− 1 (3.6)

és

β ≥ d+ 1. (3.7)

Továbbá ha (i) feltétel nem teljesül akkor az egész folyamat rosszul defi-
niált.
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3.2. Szimulálás Euler-Maruyama sémával

Ebben a fejezetben a Wishart folyamat szimulálásával fogunk foglalkoz-
ni Oliver Pfaffel [3] cikkének nyomán. Megmutatjuk, hogy hogyan tudjuk
diszkretizálni a folyamatot és hogy hogyan tudjuk megtartani a kovariancia-
variancia mátrix pozitív szemidefinit tulajdonságát.

Először is vegyük a 3.2 definícióval felírt alakot és ezt írjuk fel ∀t ∈
R+, h > 0-ra integrál alakban a [t, t+ h] intervallumon.

Σt+h =Σt + βQTQh+

∫ t+h

t

MΣs ds+

∫ t+h

t

ΣsM
T ds+

+

∫ t+h

t

√
Σs dBsQ+

∫ t+h

t

QT dBs

√
Σs

Σ0 ∈ S+
d (R)

(3.8)

Ezt a sztochasztikus differenciálegyenletet szeretnénk úgy közelíteni, hogy
numerikusan tudjuk szimulálni a Wishart folyamatot. Erre a legalkalmasabb
módszer az Euler közelítés vagy másnvéven az Euler-Maruyama közelítés.

Σ̂t+h =Σ̂t + (βQTQ+MΣ̂t + Σ̂tM
T )h+

√
Σ̂t(Bt+h −Bt)Q+

+QT (BT
t+h −BT

t )

√
Σ̂t,

(3.9)

ahol Σ̂ a diszkretizált Wishart folyamat. Mivel tudjuk, hogy a Brown mozgás
stacionárius és a növekmények függetlenek, ezért az eloszlása a Bt+h −Bt ∼
Np(0, hI2p), ami független a többi növekménytől. Ezért 3.9 felírást tudjuk
használni arra, hogy szimuláljuk a Σ̂ bármilyen fix h > 0 lépésközre. Ekkor a
(0, h, 2h, . . . , T ) időskálán egy folyamatot kapunk, ami bármilyen T ∈ R+-ra,
a (Σ̂0, Σ̂h, Σ̂2h, . . . , Σ̂T ).

Ami itt a problémát jelenti, hogy a Wishart folyamat diszkretizáltja lehet
nem pozitív definit mátrix is. Ekkor a szimulációt meg kell állítanunk, mielőtt
elérjük a T , mert a négyzetgyök folyamat többé nem jól definiált.

Ahhoz, hogy ezt a problémát feloldjuk, megfigyeljük, hogy Σ̂ −→ Σ ha
h −→ 0. Így eltudjuk érni, hogy Σ̂ pozitív szemidefinit mátrix marad, amed-
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dig a h kellőképpen kicsi. Ezért az algoritmust úgy módosítjuk, hogy egy
változó lépésközt vezetünk be.

Tegyük fel, hogy adott a diszkrtizált Wishart folyamat (Σ̂0, Σ̂h, Σ̂2h, . . . , Σ̂t)

és a diszkretizált Brown mozgás (0, Bh, B2h, . . . , Bt), t < T − h-ig. Tegyük
fel, hogy kiszámítjuk Σ̂t+h(és így Bt+h) a 3.9 alapján. Amikor ellenőrizzük a
Σ̂t+h definitségét, kiderül, hogy nem pozitív definit, vagyis a legkisebb saját-
értéke negatív. Ekkor a lépésközt a felére csökkentjük és kiszámítjuk a Σ̂t+h

2

értékét. A következő lépésben ismét ellenőrizzük, hogy a legkisebb sajátérték
negatív-e, ha igen akkor iteratívan folytatjuk a lépésköz felezését, ameddig
nem lesz Σ̂t+ h

2n
pozitív szemidefinit vagy pedig nem lesz a h < ϵ, azaz a

lépésköz konvergál nullához. Az ϵ értéke pythonban 2, 22 ∗ 10−16.
Ahhoz, hogy megkapjuk Σ̂t+h

2
értékét, szükségünk van Bt+h

2
értékére,

amely feltételesen adott a t-ig bekövetkezett Brown mozgásokra. Mivel a
Brown mozgás Markov folyamat, ezért aBt+h

2
feltételes értéke ugyanaz (Bt, Bt+h)-

ra nézve. Tekintsük általánosan i,j-edik elemét Bij a B Brown mátrixnak.
Ekkor Paul Glasserman [7] cikkéből tudjuk, hogy.

Bij,t+h
2
|(Bij,t = x,Bij,t+h = x+ y)

D
=

h
2
x+ h

2
(x+ y)

h
+

√
h
2
h
2

h
Zij

= x+
1

2
y +

√
h

2
Zij

ahol Zij ∼ N1(0, 1). Mátrix alakban felírva a következőképpen néz ki.

(Bt+h
2
−Bt)|(Bij,t = X,Bij,t+h = X + Y )

D
=

1

2
Y +

√
h

2
Z

ahol Z ∼ Np,p(0, I2p).
A fenti módszernek az implementációját a B fejezet tartalmazza. Ez a

kód python nyelven lett megírva.
A következőekben az algoritmus működését mutatjuk be a Wishart fo-

lyamat különböző paraméterezései mellett. Bemutatjuk a különböző mátrix
értékek alakulását, illetve a paraméterek változásának hatását is szemlélte-
jük.
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3.1. Példa. Először tekintsük a Wishart folyamatnak egy realizációját az
alább adott paraméterezés mellett.

T = 1, , N = 10000 , β = 3, Q =

(
0.141 −0.07
0 0.07

)
, M =

(
−0.02 −0.02
−0.01 −0.02

)
,

Σ0 =

(
0.1 0.1

0.1 0.3

)

Alább a Σ1,1, Σ2,2 szórásnégyzetnek és a Σ1,2 kovarianciának a fejlődését
láthatjuk, illetve sztochasztikus volatilitás modellben előforduló korrelációs
folyamatot.

1. ábra. Wishart folyamat 1 realizációja

A szimulálás során a legkisebb lépésköz az eredetileg megválasztott T/N =

10−3 maradt, vagyis nem kellett tovább csökkenteni azt. A legnagyobb és leg-
kisebb sajátértékek alakulása az alábbi ábrán látható.
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2. ábra. Sajátértékek alakulása

Tegyük fel, hogy az előbbi paraméterezések mellett az β = 100-ra változ-
tatjuk, akkor az alábi realizációt kapjuk.

3. ábra. β = 100 esetében 1 Wishart realizáció

Ekkor azt láthatjuk, hogy a nagy β paraméter választása egy egyértel-
mű trendet határoz meg a volatilitás mátrix változásában. Ebben az esetben
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is a lépésköz az eredetileg megválasztott T/N = 10−3 maradt. Továbbá a
sajátértékek alakulásában is trendet figyelhetünk meg: a legnagyobb sajátér-
ték erőteljesen növekszik, míg a legkisebb sokkal lassabban ugyan, de szintén
emelkedik.

4. ábra. β = 100 esetében a sajátértékek alakulása

A következőekben változtassuk meg az M mátrix főátlóbeli elemeit −5-re

azaz M =

(
−5 −0.02
−0.01 −5

)
. Ezzel az átlaghoz visszahúzás erősségét növel-

tük, meg vagyis azt kell látnunk, hogy a hosszútávú átlaghoz rohamosan fog
tartani a folyamat.
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5. ábra. M csökkentésének esetében 1 Wishart realizáció

A sajátértékek alakulásában, pedig azt vehetjük észre, hogy drasztikusan
tartanak a 0-hoz közel.

6. ábra. M csökkentésének esetében a sajátértékek alakulása
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4. Paraméterek becslése

Ebben a fejezetben először egy Maximum Likelihood becslést mutatunk
a Wishart folyamat paramétereire, majd a becslés jóságát numerikusan tesz-
teljük.

4.1. Maximum likelihood becslés

Az elmúlt évszázadban, igen jelentősen megnőtt az érdeklődés a Wishart
folyamatokkal való modellezés iránt, ez a pénzügyi alkalmazásokra nagyon is
igaz. Ezzel ellentétben csak nagyon kevés tanulmány, cikk és kutatás irányul
a Wishart folyamat paramétereinek becslésére. Ebben a fejezetben Aurélion
Alfonsi [8] cikke nyomán mutatjuk be a drift paramétereinek Maximum Like-
lihood becslését. A következőekben a Maximum Likelihood Becslést MLE-nek
rövidítjük.

Tegyük fel, hogy ismerjük a folyamat teljes pályáját (Σt, t ∈ [0, T ]), ahol
T > 0. Ez a választás matematikai szempontból lesz kényelmes MLE konver-
genciájának vizsgálatához. A gyakorlatban a pontos becslés tanulmányozása
releváns abban az esetben, ha a folyamatot csak diszkrét időben tudjuk meg-
figyelni. A későbbiekben numerikus kisérletek is végzünk, amibe bemutatjuk,
hogy az diszkrét időpontokra az MLE elég jó becslést ad a Wishart folyamat
paramétereire.

Mivel már megfigyeltük a folyamat pályáját (Σt, t ∈ [0, T ]), ekkor a QTQ

paraméter ismert. Ezt azért tudjuk, mert adott a kvadratikus variáció a 3.1
lemma alapján. Ezt át tudjuk rendezni QTQ-ra az alábbi módon:

(QTQ)ii =
1

4
[Σii]T

(∫ T

0

(Σs)ii) ds

)−1

(QTQ)ij =

(
1

2
[Σij,Σii]T − (QTQ)ii

∫ T

0

(Σs)ij ds

)(∫ T

0

(Σs)ii ds

)−1
(4.1)

ahol 1 ≤ i, j ≤ d és j ̸= i. Tudjuk, hogy ezek az értékek jól vannak
definiálva addig ameddig a pályának (Σt, t ∈ [0, T ]) véges a kvadratikus
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variációja és Σt ∈ S+
d . Azt feltételezzük, hogy QTQ ∈ S+

d és Q ∈ Md

egy invertálható mátrix, ekkor QTQ-nak az Q lehet például a négyzetgyö-
ke vagy pedig a Cholesky dekompozíciója. Mi az utóbbit fogjuk majd hasz-
nálni a becslésnél. Továbbá tudjuk azt is, hogy Yt = (QT )−1ΣtQ

−1 ekkor
Y ∼ WPd(Id, (Q

T )−1MQT , β, (QT )−1Σ0Q
T ) elószlású lesz. Ezért elegendő,

ha β és M becslésére öszpontosítunk, ahol Q = Id.
Először bemutatjuk az MLE becslését θ = (M,β), és a következőkép-

pen jelöljük az eredeti valószínűségi mértéket Pθ, amely szerint Σ kielégíti a
következő egyenletet:

dΣt = (βId +MΣt + ΣtM
T )dt+

√
ΣtdBt + dBT

t

√
Σt (4.2)

Azt gondoljuk, hogy β0 ≥ d + 1 és legyen θ0 = (β0, 0). β és M együttes
becsléséhez azt feltételezzük, hogy

β ≥ d+ 1 ésΣ0 ∈ S+
d (4.3)

A második kikötés a gyakorlatban nem korlátozó feltétel, mivel ha β ≥
d+1 akkor Σt ∈ S+

d bármilyen t > 0-ra. Ennek a feltételezésnek köszönhetően,
Mayerhofer [9] cikke alapján tudjuk, hogy

dPθ0,T

dPθ,T

:= exp

(∫ T

0

Tr(HsdBs)−
1

2

∫ T

0

Tr(HsH
T
s ) ds

)
aholHt =

β0 − β

2
(
√

Σt)
−1 −M

√
Σt

olyan valószínűségi mértéket határoz meg, amely alapján B̃t = Bt −∫ t

0
HT

s ds egy d× d Brown mozgás, ahol Pθ,T a megszorítása Pθ-nak az adott
σ- algebrán σ(Bs, s ∈ [0, T ]). Ekkor

dΣt = β0Iddt+
√

ΣtdB̃t + dB̃T
t

√
Σt

és a likelihood függvénye az alábbi módon definiált.
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Lθ,θ0
T =

1

E
(
exp(

∫ T

0
Tr(HsdBs)− 1

2

∫ T

0
Tr(HsHT

s )ds)|FΣ
T

) (4.4)

A következő állítást bizonyítás nélkül közöljük, a bizonyítása megtalálha-
tó Aurélion Alfonsi [8] cikkében.

4.1. Állítás. Legyen Σ ∈ S+
d és LX : Sd −→ Sd egy lineáris leképezés az

alábbi módon LX(Y ) = XY + Y X. Ez invertálható és a likelihood függvénye
(Σt, t ∈ [0, T ]) adott az alábbi alakban

Lθ,θ0
T = exp(

β − β0

4
log(

det(ΣT )

det(Σ0)
)− β − β0

4
(
β + β0

2
− 1− d)

∫ T

0

Tr(Σ−1
s ) ds−

− βT

2
Tr(b) +

1

2

∫ T

0

Tr(L−1
Σt
(MΣt + ΣtM

T )dΣt)−

− 1

4

∫ T

0

Tr(L−1
Σt
(MΣt + ΣtM

T )(MΣt + ΣtM
T )) dt)

(4.5)

Az állítás bizonyítása tartalmaz egy fontos részletet mégpedig dPθ0,T

dPθ,T
∈ FΣ

T

akkor és csak is akkor, ha M ∈ Sd, ekkor a likelihood függvény az alábbi
alakra egyszerűsödik:

Lθ,θ0
T = exp(

β − β0

4
log(

det(ΣT )

det(Σ0)
)− β − β0

4
(
β + β0

2
− 1− d)

∫ T

0

Tr(Σ−1
s ) ds−

− βT

2
Tr(b)− 1

2

∫ T

0

Tr(M2Σs) ds) +
Tr(MΣT )− Tr(MΣ0)

2
,

(4.6)

mivel L−1
Σt
(MΣt + ΣtM

T ) = M .
Most a likelihood függvényt szeretnénk maximalizálni és azt akarjuk meg-

figyelni, hogy az exponenciális kitevőjében lévő mennyiség kvadratikus az
(M,β) tekintetében és tart a mínusz végtelenbe, amikor ∥(M,β)∥ −→ +∞.
Az A.1 lemma miatt Tr(M) = Tr(L−1

Σt
(MΣt + ΣtM

T ). Ekkor a Cauchy-
Schawrz egyenlőtlenségből adódik, hogy
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|Tr(βM)| =
∣∣∣∣ 1T
∫ T

0

Tr

(√
2L−1

Σs
(MΣs + ΣsM

T )
√
Σs

β√
2

√
Σ−1

s

)
ds

∣∣∣∣
≤ 1

T

∫ T

0

Tr
[
(L−1

Σs
(MΣs + ΣsM

T ))2Σs

]
ds+

β2

4

1

T

∫ T

0

Tr(Σ−1
s ) ds

=
1

2T

∫ T

0

Tr
(
L−1

Σs
(MΣs + ΣsM

T )(MΣs + ΣsM
T )
)
ds+

+
β2

4

1

T

∫ T

0

Tr(Σ−1
s ) ds

(4.7)

és itt az egyenlőtlenség majdnem biztosan szigorú, amely adja azt, hogy a
kvadratikus alak a likelihood függvény kitevőjében negatív definit. Így a like-
lihood függvénynek egyértelmű globális maximuma van az R×Md halmazon.
A.2 lemmából tudjuk, hogy L−1

Σs
önadjungált, és egyszerű számításokból meg-

kapjuk, hogy MLE θ̂ = (M̂T , β̂T ) a következő egyenletrendszer karakterizálja.


1
4
log
(

det(ΣT )
Σ0

)
− β̂T−1−d

4

∫ T

0
Tr(ΣT

s ) ds− T
2
Tr(M̂T ) = 0,∫ T

0
L−1

Σs
(dΣs)Σs −

∫ T

0
L−1

Σs
(M̂TΣs + ΣsM̂

T
T ds−

β̂TT
2
Id = 0

(4.8)

A következőekben azzal az esettel fogunk foglalkozni amikor az M mátrix
szimmetrikus. Ez ahhoz segít elő, hogy követhetőbbek legyenek a képletek,
akkor is, amikor a számítások már eléggé bonyolultak. Emellett az igaz, hogy
azon Wishart folyamatok, amelyekben az M mátrix szimmetrikus egy igen
érdekes családot alkotnak és jól használhatók különböző esetekben. Amikor
M ∈ Sd, egyértelmű globális maximuma θ̂ = (M̂T , β̂T ) az R× Sd halmazon,
akkor a likelihood függvényt az alábbi egyenlet rendszer karakterizálja.


1
4
log
(

det(ΣT )
Σ0

)
− β̂T−1−d

4

∫ T

0
Tr(ΣT

s ) ds− T
2
Tr(M̂T ) = 0,

ΣT−Σ0

2
− 1

2

∫ T

0
(M̂TΣs + ΣsM̂T ) ds− β̂TT

2
Id = 0

(4.9)

Azért, hogy explicit képleteket kapjunk, a lineáris egyenletrendszert in-
vertálnunk kell. Σ ∈ Sd és Q ∈ R esetében, a lineáris leképezéseket az alábbi
módon definiáljuk.
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LX :Sd −→ Sd és LX,a : Sd −→ Sd

Y 7→ Y X +XY Y 7→ Y X +XY − 2aTr(Y )Id
(4.10)

Illetve néhány jelölést vezetünk be a továbbiakban.

RT :=

∫ T

0

Σs ds, QT :=

(∫ T

0

Tr(Σ−1
s ) ds

)−1

, ZT := log

(
det(ΣT )

Σ

)
(4.11)

Azt meg kell jegyezni, hogy QT ésZT akkor definiáltuk, amikor β ≥ d + 1,
viszont RT akkor definiált, amikor β ≥ d − 1 majdnem biztosan S+

d -n. A
következőekben az inverz konveszitási tulajdonságát fogjuk használni, ami
Mond és Pecaric [10] cikkében található. Tegyük fel, hogy β ≥ d+ 1, ekkor

Tr

[(
RT

T

)−1
]
<

Q−1
T

T
. (4.12)

Összefoglalva, β̂T = 1+d+QT (ZT−2TTr(M̂T ) és LRT ,T 2QT
(M̂T ) = ΣT−Σ0−

T (QTZT +1+d)Id. A 4.12 és a A.1 lemmából következik, hogy L invertálható
ami az alábbi egyenletrendszerhez vezet.β̂T = 1 + d+QT

(
ZT − 2TTr[L−1

RT ,T 2QT (ΣT − Σ0 − (QTZT + 1 + d)Id)]
)

M̂T = L−1
RT ,T 2QT (ΣT − Σ0 − T (QTZT + 1 + d)Id)

(4.13)
A fentebb ismertetett becslések implementációját C függelék rész tartal-

mazza.
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4.2. Numerikus teszt

Ebben a fejezetben a fentebb ismertetett MLE 4.13 egyenletrendszer kon-
vergenciáját fogjuk tesztelni. Nagy T-re fogunk szimulálni Wishart folyama-
tokat a 3.2 fejezetben ismertetett módszer segítségével, ahol a lépésközt úgy
választjuk, meg, hogy h = T/N legyen. Ahol N jelöli, hogy hány részre
szeretnénk felosztani [0, T ] időszakot. Az N értékét szükségszerűen nagyra
választjuk meg.

Alább ismertetjük a trapezoid szabályt, amit egyből használni is fogunk.

4.1. Definíció. A trapezoid szabályt, amikor a rács amin integrálunk nem
ekvidisztáns, akkor az alábbi képlet írja le∫ b

a

f(x)d ≈
N∑
k=1

f(xk−1) + f(xk)

2
∆xk, (4.14)

ahol ∆xk = xk − xk−1

Az RT és Q−1
T ingtegrálokat trapezoid szabály segítségével fogjuk közelí-

teni, a szimulálás által használt időszakon. A becslés számításához ΣT adott
értékét fogjuk használni és a Q−1

T és az RT közelített értékét.
Tegyük fel, hogy Q mátrix egy felső háromszög mátrix és (QT )−1MQT

szimmetrikus. Ekkor a következő lépéseken át becsüljük meg a Wishart folya-
mat paramétereit. Először, adott paraméterek mellett szimulálunk egy diszk-
rét Wishart folyamatot az Euler-Maruyama segítségével. Ezután kiszámítjuk
kvadratikus variációból 4.1 kifejtett képlet alapján a QTQ mátrixot, ahol az
intergrálokra is trapezoid szabályt alkalmazunk. Majd a Cholesky-felbontás
segítségével megkapjuk a Q mátrix becslését Q̂. Ezután az MLE 4.13 becslést
alkalmazzuk az alábbi transzformált Wishart folyamaton (Q̂T )−1ΣtQ̂

−1. Ek-
kor β-ra és (QT )−1MQT kapunk egy becslést, amiből M -re is kapunk, mivel
Q-t már megbecsültük.

A következő példákon kersztül a becslés jóságát és pontosságát fogjuk
bemutani, hogy különböző dimenziókban és különböző N és T választása
mellett, a kapott becslő függvények hogyan teljesítenek.
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4.1. Példa. Először egy 2 × 2-es Wishart folyamatot vizsgálunk az alábbi
paraméterezéssel.

T = 10, β = 4.5, Q =

(
1 1

0 2

)
, M =

(
−1 0.2

2 −2

)
, Σ0 =

(
0.8 0.5

0.5 1

)

Először változó N értékek mellett vizsgáljuk meg a becslő függvénynek a
legkisebb négyzetes hibáját MSE(θ̂N |θ) = E[|θ̂N − θ|2], ahol θ̂N a paraméte-
rek becslése adott N -re és θ = (β,M). Az alábbi táblázat foglalja ezt össze,
két esetet vizsgálva, amikor ismerjük a Q mátrix és amikor nem. A Q mátrix
hibáját az alábbi módon becsüljük E[Tr((Q− Q̂N)2)]

1
2 .

Az alábbi táblázat kitűnöen mutatja, hogy fix T -re az N növelésével tud-
juk a becslés pontosságát növelni. Ahol a T = 10 és a generált pályák száma
5000.

Number of time steps 20 100 500 1000 5000

E[Tr[(Q− Q̂N)
2]]1/2 0.1949 0.0471 0.0101 0.004 0.0019

MSE(M̂N
1,1|M1,1)

Q̂ = Q̂N 0.2193 0.1127 0.0776 0.0224 0.0071
Q̂ = Q 0.1132 0.0588 0.0595 0.0197 0.0055

MSE(M̂N
2,2|M2,2)

Q̂ = Q̂N 0.8931 0.3076 0.1341 0.0091 0.0015
Q̂ = Q 0.5959 0.1981 0.0401 0.0018 0.0014

MSE(M̂N
1,2|M1,2)

Q̂ = Q̂N 0.0492 0.0251 0.0121 0.0071 0.0063
Q̂ = Q 0.0113 0.0137 0.0079 0.0067 0.0054

MSE(β̂N |β)
Q̂ = Q̂N 0.5914 0.4712 0.2897 0.0681 0.0396
Q̂ = Q 0.5850 0.4152 0.2896 0.0614 0.0131

1. táblázat. Becslések MSE hibája N növelésével
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Az alábbi ábrák pedig a 2 × 2 Wishart folyamat becslési hibáinak hisz-
togramját mutatják. 5000 különböző folyamatot generáltunk N = 1000-es
választás mellett.

7. ábra. 2× 2 folyamat paraméter becslés hibáinak eloszlása

A Q paraméter becslésének a hibája az E[Tr((Q−Q̂N)2)]
1
2 = 0.02486 lett.

Láthatjuk, hogy a többi paraméter becslésének hibája a 0-ra koncentrálódik,
illetve, hogy a hibákra egy aszimptotatikus szabály is érvényes. Jelen esetben
a Q paramétert a megbecsült paraméternek tekintettük. Ez jól mutatja, hogy
2 × 2 azaz két dimenzióban az MLE igen jól vissza a adja a paramétek
becslését.
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4.2. Példa. A második példában egy 3 × 3-as esetet fogunk megvizsgálni és
ennek a hibatagjainak az eloszlását. A Wishart folyamatot, az alábbi paramé-
terekkel szimuláljuk.

T = 10, β = 9.2, Q =


1 0 0

0 1 0

0 0 1

 , M =


−0.5 0 0

0 −0.5 0

0 0 −0.5

 ,

Σ0 =


0.4 0 0

0 0.4 0

0 0 0.4



8. ábra. 3× 3 folyamat paraméter becslés hibáinak eloszlása
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Itt szintén azt láthatjuk, mint a 2× 2-es esetben, hogy a hibatagok 0-ra
koncentrálodnak és a hibák nagyjából azonosan fordulnak elő. A β paraméter
becslése igen stabilan visszaadja az eredetit, míg a többi paraméternél is
kicsik a hiba eltérések.

A becslésekhez választott 5000 generált pályát az indokolja, hogy nagyobb
mennyiség esetén, jelentősen megemelkedik a futási idő, amely egy 10000-es
választás mellett eléri 3-4 órát is. Mind emellett azN növelésével is nő a futási
idő, mivel egyre kisebb intervallumokon kell szimulálnunk a folyamatunkat,
ami azt jelenti, hogy egyre több helyen kell.

A fentieket összegezve azt láthatjuk, ha T és N is elég nagy, akkor az
MLE becslés jól közelíti az eredeti paramétereket, vagyis tudjuk alkalmazni
valós adatokra is bizonyos feltételezések mellett.
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5. WASC modell

Ebben a fejezetben Fonseca cikke [11] alapján bemutatjuk röviden a Wis-
hart Affin Sztohasztikus Korrelációs modellt. Továbbiakban WASC. Ezután
ennek valós adatokon történő alkalmazását is ismertetjük.

5.1. Általánosan

AWASCmodellt 2010-ben Gourieroux és Sufana mutatta be először, mint
egy új folytonos idejű folyamatot. Ezt azon feltételezések mellett, hogy az esz-
közök hoazamait Brown mozgások irányítják, míg a sztochasztikus variancia-
kovariancia mátrix, pedig Wishart folyamatot követ. Az alábbi felírásban n
darab kockázatos eszközt tekintünk, ahol ezeknek a vektora St és ezen esz-
közök dinamikáját az alábbi egyenlet írja le.

dSt = diag[St]
(
µdt+

√
ΣtdZt

)
, (5.1)

ahol µ a hozamok vektora, és Zt ∈ Rn Brown mozgások vektora. Továbbá
a sztochasztikus variancia-kovariancia mátrix a szakdolgozatban már eddig
taglalt Wishart folyamatot követi.

dΣt = (ΘΘT +MΣt + ΣtM
T )dt+

√
ΣtdBtQ+QTdBT

t

√
Σt, (5.2)

Emlékeztetőül Θ, Q, M ∈Mn(R), Θ invertálható, Bt ∈Mn mátrix értékű
Brown mozgás. A következő lineáris kapcsolatot a sztochasztikus variancia-
kovariancia folyamat zaja és a kockázatos termékek zaja között szintén Fon-
esca vezette be:

dZt = dBtρ+
√
1− ρTρdBt, (5.3)

ahol dZt = (dZ1, dZ2, . . . , dZn)
T , B független Brown mozgások vektora és Z

ortogonális B-re és ρ = (ρ1, ρ2, . . . , ρn)
T .

A korrelációs struktúra magával ragadja a pénzügyi idősorokra megfigyel-
hető úgy nevezett leverage hatást. Ezt két eszköz esetében könnyű megmu-
tatni. Legyen a kovariancia-variancia mátrix az alábbi módon megadva.
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Σt =

(
Σ11

t Σ12
t

Σ12
t Σ22

t

)
(5.4)

Ekkor a koreláció az eszközök és a volatilitás között az alábbi zárt alakot
adja kiemelve ρ paraméter fontosságát.

corr(d logS1, dΣ
11) =

ρ1Q11 + ρ2Q21√
Q2

11 +Q2
21

(5.5)

corr(d logS2, dΣ
22) =

ρ1Q12 + ρ2Q22√
Q2

12 +Q2
22

(5.6)

ahol
√
Σ11 az első eszköz szórása. A nagyságát és az irányát a leverage

hatásnak a Q mátrix és a ρ vektor határozza meg. Ha Q diagonális, akkor az
alábbi alakra egyszerüsödnek az előbbi egyenletek.

corr(d logS1, dΣ
11) = ρ1, corr(d logS2, dΣ

22) = ρ2. (5.7)
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5.2. Alkalmazás

A következőekben bemutatjuk az adatokat, amikkel ezen részfejezetben
dolgozni fogunk. Ezután meghatározzuk a Wishart folyamat paramétereit,
illetve a zajok közötti korrelációnak a paramétereit is, majd szimulálunk rész-
vény árfolyam mozgásokat.

Elöszőr tekintsük az adatokat, melyekhez három különböző részvényt vá-
lasztottunk. Ezek a Microsoft, Apple és Nvidia. Az adatokat 2004-01-01 és
2024-01-01 között vesszük napiszintű felbontásban. Alább a különböző rész-
vények loghozamait tekinthetjük meg.

9. ábra. MSFT, AAPL, NVDA napi szintű loghozamaik
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Először vegyük csak az Apple-t és a Microsoft-ot és erre számítjuk ki a
havi variancia-kovariancia mátrixot. Ezen folyamatra becsüljük meg Wishart
paramétereket. Alább a variancia-kovariancia mátrix fejlődését láthatjuk a
Microsoft-ra és az Apple-re.

10. ábra. MSFT és AAPL szórása és korrelációja

Majd erre a folyamatra alkalmazzuk a 4.1 fejezetben bemutatott becslést.
Amely az alábbi paraméterezésű Wishart folyamatot adja, illetve a kiszámí-
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tott ρ értékek amiket a 5.5-ös és 5.6-os képletek segítségével számoltunk ki.

β = 4.7197, Q =

(
0.0144 0.0109

0.000 0.0052

)
,

M =

(
−1.556 −0.198
−1.053 −0.356

)
, ρ =

(
−0.013 0.403

) (5.8)

A következőekben pedig szimulálunk egy éves időszakra mindennapra egy
részvényárfolyam értéket és ezt megmutatjuk.

11. ábra. MSFT, AAPL 1 WASC realizációja

Most pedig a már fent említett három részvényre Microsoft-ra, Apple-re és
Nvidia-ra számítjuk ki 2004-01-01-től és 2024-01-01-ig a variancia-kovariancia
mátrix fekjlődését és illesztünk rá Wishart folyamatot. Alább megtekinhetjük
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a Nvidia szórásának fejlődését, illetve az Nvidia-Apple és Nvidia-Microsoft
korrelációs folyamatát.

12. ábra. Nvidia szórása és korrelációja a többi részvénnyel

Most pedig az illesztett Wishart folyamat paramétereit tekinthetjük meg,
illetve a ρ értékeit.
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β = 6.101, Q =


0.0144 0.0109 0.016

0.000 0.0052 −0.006
0.000 0.000 0.0146

 ,

M =


−1.905 −0.199 −0.143
−1.411 −0.488 0.079

−1.523 0.529 −1.354

 , ρ =
(
−0.143 0.509 0.447

)
(5.9)

Ezután a WASC modellel szimulált részvényárfolyamok alakulását lát-
hatjuk a fentebb említett paraméterek mellett.

13. ábra. MSFT, AAPL, NVDA 1 WASC realizációja

Ezen fejezetben a WASC modell szimulációjához tartozó kódot a D ki-
egészítő fejezetben találjuk meg.
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6. Összefoglalás

A dolgozat célja az volt, hogy bemutassa, hogyan lehet ezeket a bonyolult
matematikai modelleket hatékonyan alkalmazni a volatilitás és a korrelációk
dinamikájának leírására, valamint, hogy gyakorlati példákon keresztül szem-
léltetni tudja a modellek relevanciáját és hasznosságát valós piaci adatok
elemzésében.

Az előkészületek részben áttekintettük a mátrixváltozós sztochasztikus
folyamatok alapvető elméleti hátterét és előkészítettük a terepet a Wishart
folyamatokhoz.

A Wishart folyamatok részben röviden bemutattuk, a folyamat történel-
mét, matematikai alapjait, különös tekintettel a definíciókra, tulajdonságok-
ra. Az Euler-Maruyama módszert alkalmaztuk a szimulációk elvégzésére, és
bemutattuk, hogy hogyan lehet biztosítani a variancia-kovariancia mátrix po-
zitív szemidefinit tulajdonságát a diszkretizáció során. Illetve foglalkoztunk
a sajátértékek, továbbá a paraméter változások hatásával különböző extrém
esetekben.

A Paraméterek becslése fejezetben a Wishart folyamat paraméterbecs-
lési módszerére koncentráltunk, különösen a maximum likelihood becslés-
re (MLE). Részletesen bemutattuk a MLE matematikai hátterét, valamint
numerikus példákat és teszteket végeztünk a módszer konvergenciájának és
pontosságának igazolására. A numerikus tesztek során különböző dimenzi-
ókban és különböző paraméterek mellett vizsgáltuk a becslési hibákat, és
megállapítottuk, hogy az MLE módszer megbízhatóan alkalmazható a Wis-
hart folyamatok paramétereinek becslésére. Viszont a többdimenzió szám
növelésével a becslés pontatlanabbá válik, kivéve ha az adatok számát, amire
modellezük jelentősen tudjuk növelni. A gyakorlatban, viszont véges adatunk
áll rendelkezésre és ezek dinamikája az időben is tud változni.

A WASC modell fejezetben bemutattuk a Wishart Affin Sztochaszti-
kus Korrelációs (WASC) modellt, amely a Wishart folyamatok alkalmazá-
sát szemlélteti valós piaci adatokon. A Microsoft, Apple és Nvidia részvé-
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nyek adatait felhasználva illesztettük a modellt, és szimulációkat végeztünk
a részvényárfolyamok jövőbeli alakulásának előrejelzésére. A WASC modell
alkalmazásának eredményei azt mutatták, hogy a Wishart folyamatok haté-
kony eszközt kínálnak a sztochasztikus volatilitás és korrelációk modellezésére
valós piaci környezetben is.

Összességében a szakdolgozat rámutatott a Wishart folyamatok jelentősé-
gére és alkalmazhatóságára a pénzügyi matematika területén. A bemutatott
elméleti alapok és gyakorlati példák megerősítették, hogy ezek a többdimen-
ziós modellek képesek pontosabb és valósághűbb leírást nyújtani a pénzügyi
piacok dinamikájáról, így hozzájárulva a kockázatkezelési és árazási módsze-
rek fejlesztéséhez.
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A. Technikai lemmák

A.1. Lemma. Legyen X ∈ S+
d és a ≥ 0 továbbá LX ,⊣ és L = LX,0 egy lineéris

függvény az valami alapján definiálva az Sd. Ha Tr(X−1) ̸= 1, akkor LX,a

invertálható és Tr(L−1
X,0(Y )) = Tr(X−1Y

2(1−aTr(X−1))
. A mellett, hogy (X, Y, a) 7 −→

L−1
X,0(Y ) folytonos az alábbi halmazon {(X, Y, a) ∈ S+

d ×Sd×R+, aTr(X
−1) ̸=

1}

Bizonyítás: Az invertálhatósága LX,a függvénynek, ekvivalens az egy-
értelmű hozzárendelési tulajdonságával. Mivel X ∈ S+

d ezért létezik ort-
gonális mátrixa OX és diagonális mátrixa DX pozitív elemekell úgy, hogy
X = OXDXO

T
X . Ekkor

Y ∈ ker(LX,a)←→ OXDxO
T
XY + Y OXDXO

T
X = 2aTr(Y )Id

←→ DX(O
T
XY OX) = 2aTr(Y )Id − (OT

XY OX)DX .
(A.1)

MivelDX diagonális mátrix, azt kapjuk, hogy 1 ≤ i, k ≤ d, ((OT
XY OX)DX)i,k =

(OT
XY OX)i,k(DX)k,k és (DX(O

T
XY OX))i,k = (DX)i,i(O

T
XY OX)i,k. Ha i ̸= k és

A.1 alapján kapjuk (OT
XY OX)i,k = 0. Ha pedig i = k, akkor (OT

XY OX)i,i =

aTr(Y ) és ezért

Tr(Y ) = Tr(OT
XY OX) = Tr(Y )a

d∑
i=1

1

(DX)i,i
= Tr(Y )aTr(X−1).

Mivel aTr(X−1) ̸= 1, ezért Tr(Y ) = 0 és ekkor (OT
XY OX)i,i = 0, amiből

azt kapjuk, hogy Y = 0 és LX,a invertálható. Legyen c = L−1
X,a(Y ). Ekkor

c + X−1cX − 2aTr(c)X−1 = X−1Y, majd alkalmazva rá nyom függvényt
kapjuk, 2(1 − aTr(X−1))Tr(c) = Tr(X−1Y ). Ezt átrendezve megkapjuk az
állítást. Utolsó sorban pedig, a folytonosság triviális, mivel (X, a) 7 −→ LX,a

folytonos és L 7 −→ L−1 folytonos {L : Sd −→ Sd lineáris és invertálható}.

A.2. Lemma. X ∈ S+
d estében az LX önadjungált és pozitív definit:

Tr(LX(Y )Y ) ≥ 2λ(X)Tr(Y 2), (A.2)
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ahol λ > 0 a legkisebb sajátértéke X-nek. Amellett, a < 1
Tr(X−1)

, esetében,
LX,a önadjungált és pozitív definit.

Bizonyítás: Legyen Y, Z ∈ Sd, ekkor

Tr(LX(Y )Z) = Tr((XY + Y X)Z) = Tr(Y (XZ + ZX)) = Tr(Y LX(Z))

és

Tr(LX(Y )Y ) = 2Tr(XY 2) ≥ 2λ(X)Tr(Y 2) ,mivel X − λ(X)Id ∈ S+
d .

Az önadjundgált tulajdonság igaz, LX,a-ra és a pozitív definitség a A.1 lem-
mából származik. Továbbá a folytonossága a sajátértékeknek az LX,a tekin-
tettel az a-ra.
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B. Euler Maruyama Szimuláció kód

import numpy as np
import matp lo t l i b . pyplot as p l t
import y f inance as y f
import datet ime as dt
from s c ipy . l i n a l g import sqrtm , cholesky , e i g v a l s
from s c ipy . i n t e g r a t e import t r apezo id
from i t e r t o o l s import permutat ions
from tqdm import tqdm
from time import s l e e p
from s c ipy . opt imize import root

def wishart_process ( beta : f loat , Q: l i s t [ l i s t ] , M: l i s t [ l i s t ] ,
T: f loat , x : l i s t [ l i s t ] , n : f loat ) :

Q = np . array (Q)
M = np . array (M)
x = np . array (x )
i = 0
t imestep = [ 0 ]
w i shar tProce s s = [ x ]
d = Q. shape [ 0 ]
i f Q. shape [ 0 ] != Q. shape [ 1 ] or M. shape [ 0 ] != M. shape [ 1 ] or

beta < Q. shape [0] −1 or x . shape [ 0 ] != x . shape [ 1 ] :
raise Exception ( ’Nem␣ m e g f e l e l ␣ m r e t ␣ m t r i x o k ! ’ )

h = T/n
s t e p s i z e = h
t = h
while t+h < T:

brownian = np . sq r t ( s t e p s i z e ) ∗
np . random . normal (0 , 1 , (d , d ) )
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xt = wishar tProce s s [ int ( i ) ]
xt_new = xt + ( beta ∗ np . t ranspose (Q) @ Q + M @ xt +

xt @ np . t ranspose (M) ) ∗ s t e p s i z e +
sqrtm ( xt ) @ brownian @ Q + np . t ranspose (Q)
@ np . t ranspose ( brownian ) @ sqrtm ( xt )

while np .any( e i g v a l s (xt_new) < 0 ) :
s t e p s i z e = s t e p s i z e /2
brownian = brownian ∗1/2 +

np . sq r t ( s t e p s i z e ) ∗
np . random . normal (0 , 1 , (d , d ) )

xt = wishar tProce s s [ int ( i ) ]
xt_new = xt + ( beta ∗ np . t ranspose (Q) @ Q +

M @ xt + xt @ np . t ranspose (M) ) ∗
s t e p s i z e + sqrtm ( xt ) @ brownian @ Q +
np . t ranspose (Q) @
np . t ranspose ( brownian ) @ sqrtm ( xt )

t += s t e p s i z e
t imestep . append ( t )
s t e p s i z e = h
i += 1
wishar tProce s s . append (xt_new)

return wishar tProce s s , t imestep
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C. MLE becslő függvények

def upper_tri_masking (A) :
m = A. shape [ 0 ]
r = np . arange (m)
mask = r [ : , None ] < r
return A[mask ]

def r e s i d u a l (M, trc , rt , Y, qT , T) :
M = M. reshape ( ( len (Y) , len (Y) ) )
e s t imate = ( r t @ M + M @ rt − 2 ∗ (T∗∗2) ∗

qT ∗ t r c ∗ np . eye ( len ( r t ) ) − Y) . f l a t t e n ( )
return es t imate

def ata_est imation ( p roce s s : l i s t [ l i s t ] , t imestep : l i s t ) :
ata = np . z e r o s ( ( p roce s s [ 0 ] . shape [ 0 ] , p roc e s s [ 0 ] . shape [ 1 ] ) )
d iag = np . z e r o s ( ( p roce s s [ 0 ] . shape [ 0 ] , p roc e s s [ 0 ] . shape [ 1 ] ) )
d i a g I n t e g r a l = np . z e r o s ( ( p roce s s [ 0 ] . shape [ 0 ] , p roc e s s [ 0 ] . shape [ 1 ] ) )

for i in permutat ions (np . arange (0 , p roc e s s [ 0 ] . shape [ 0 ] ) , 2 ) :
x = [ j [ i [ 0 ] ] [ i [ 0 ] ] for j in proce s s ]
x2 = [ j [ i [ 0 ] ] [ i [ 1 ] ] for j in proce s s ]
d i a g I n t e g r a l [ i [ 0 ] ] [ i [ 0 ] ] = 1/ t rapezo id (x , t imestep )
d i a g I n t e g r a l [ i [ 0 ] ] [ i [ 1 ] ] = t rapezo id ( x2 , t imestep )

for i in np . arange (0 , len ( p roce s s ) −1):
for j in permutat ions (np . arange (0 , p roc e s s [ i ] . shape [ 0 ] ) , 1 ) :

d iag [ j [ 0 ] ] [ j [ 0 ] ] += ( proce s s [ i +1] [ j [ 0 ] ] [ j [ 0 ] ] −
proce s s [ i ] [ j [ 0 ] ] [ j [ 0 ] ] ) ∗ ∗ 2

for i in np . arange (0 , len ( p roce s s ) −1):
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for j in permutat ions (np . arange (0 , p roc e s s [ i ] . shape [ 0 ] ) , 2 ) :
d iag [ j [ 0 ] ] [ j [ 1 ] ] += ( proce s s [ i +1] [ j [ 0 ] ] [ j [ 1 ] ] −

proce s s [ i ] [ j [ 0 ] ] [ j [ 1 ] ] ) ∗
( p roce s s [ i +1] [ j [ 0 ] ] [ j [ 0 ] ] −
proce s s [ i ] [ j [ 0 ] ] [ j [ 0 ] ] )

for i in permutat ions (np . arange (0 , p roc e s s [ 0 ] . shape [ 0 ] ) , 2 ) :
ata [ i [ 0 ] ] [ i [ 0 ] ] = 1/4 ∗ diag [ i [ 0 ] ] [ i [ 0 ] ] ∗

d i a g I n t e g r a l [ i [ 0 ] ] [ i [ 0 ] ]
ata [ i [ 0 ] ] [ i [ 1 ] ] = (1/2 ∗ diag [ i [ 0 ] ] [ i [ 1 ] ] −

ata [ i [ 0 ] ] [ i [ 0 ] ] ∗
d i a g I n t e g r a l [ i [ 0 ] ] [ i [ 1 ] ] ) ∗
d i a g I n t e g r a l [ i [ 0 ] ] [ i [ 0 ] ]

return cho l e sky ( ata )

def beta_est imation ( p roce s s : l i s t [ l i s t ] , T: int , a : l i s t [ l i s t ] ,
t imestep : l i s t ) :

new_process = [ np . l i n a l g . inv (np . t ranspose ( a ) ) @ i @
np . l i n a l g . inv ( a ) for i in proce s s ]

qT = trapezo id ( [ np . t r a c e (np . l i n a l g . inv ( i ) )
for i in new_process ] , t imestep )∗∗(−1)

r t = np . z e r o s_ l i k e ( new_process [ 0 ] )

for i in permutat ions (np . arange (0 , new_process [ 0 ] . shape [ 0 ] ) , 2 ) :
r t [ i [ 0 ] ] [ i [ 0 ] ]= t rapezo id ( [ j [ i [ 0 ] ] [ i [ 0 ] ]

for j in new_process ] , t imestep )
r t [ i [ 0 ] ] [ i [ 1 ] ]= t rapezo id ( [ j [ i [ 0 ] ] [ i [ 1 ] ]

for j in new_process ] , t imestep )
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zT = np . l og (np . l i n a l g . det ( new_process [ −1]) /
np . l i n a l g . det ( new_process [ 0 ] ) )

Y = new_process [ −1] − new_process [ 0 ] −
T ∗ (qT∗zT+1+len ( new_process [ 0 ] ) ) ∗ np . eye ( len ( new_process [ 0 ] ) )

t r c = np . t r a c e (np . l i n a l g . inv ( r t ) @ Y) /
(2−2∗(T∗∗2)∗qT∗np . t r a c e (np . l i n a l g . inv ( r t ) ) )

beta = 1 + len ( new_process [ 0 ] ) + qT∗(zT−2∗T∗ t r c )
i n i t i a l_gu e s s = np . eye ( len ( r t ) ) . f l a t t e n ( )
M = root ( r e s i dua l , i n i t i a l_gue s s , a rgs=(trc , rt , Y, qT , T) )
M = M. x . reshape ( ( len (Y) , len (Y) ) )
M = np . t ranspose ( a ) @ M @ np . l i n a l g . inv (np . t ranspose ( a ) )
return beta ,M
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D. WASC modell

def wasc_simulation ( beta , Q, M, T, rho , n , x , at lag , y ) :
Q = np . array (Q)
M = np . array (M)
x = np . array (x )
y = np . array (y )
i = 0
t imestep = [ 0 ]
w i shar tProce s s = [ x ]
s tockProce s s = [ y ]
d = Q. shape [ 0 ]
i f Q. shape [ 0 ] != Q. shape [ 1 ] or M. shape [ 0 ] != M. shape [ 1 ] or

beta < Q. shape [0] −1 or x . shape [ 0 ] != x . shape [ 1 ] :
raise Exception ( ’Nem␣ m e g f e l e l ␣ m r e t ␣ m t r i x o k ! ’ )

h = T/n
mins t eps i z e=h
s t e p s i z e = h
t = h
while t+h < T:

brownian = np . sq r t ( s t e p s i z e ) ∗
np . random . normal (0 , 1 , (d , d ) )

xt = wishar tProce s s [ int ( i ) ]
xt_new = xt + ( beta ∗ np . t ranspose (Q) @ Q +

M @ xt + xt @ np . t ranspose (M) ) ∗ s t e p s i z e +
sqrtm ( xt ) @ brownian @ Q + np . t ranspose (Q)
@ np . t ranspose ( brownian ) @ sqrtm ( xt )

while np .any( e i g v a l s (xt_new) < 0 ) :
s t e p s i z e = s t e p s i z e /2
brownian = brownian∗1/2+np . sq r t ( s t e p s i z e ) ∗
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np . random . normal (0 , 1 , (d , d ) )
xt = wishar tProce s s [ int ( i ) ]
xt_new = xt + ( beta ∗ np . t ranspose (Q) @ Q + M @ xt +

xt @ np . t ranspose (M) ) ∗ s t e p s i z e + sqrtm ( xt ) @
brownian @ Q + np . t ranspose (Q)
@ np . t ranspose ( brownian ) @ sqrtm ( xt )

t += s t e p s i z e
t imestep . append ( t )
i f mins t eps i z e >= s t e p s i z e :

m ins t eps i z e = s t e p s i z e
brownianstock = brownian @ np . t ranspose ( rho )
+ np . sq r t (1−rho @ np . t ranspose ( rho ) ) ∗
np . random . normal (0 , np . s q r t ( s t e p s i z e ) , d )
s tockProce s s . append (np . diag ( s tockProce s s [ i ] ) @
np . exp (np . t ranspose ( a t l a g )∗ s t e p s i z e+sqrtm (xt_new) @
\ c i t e {} brownianstock ) )
s t e p s i z e = h
i += 1
wishar tProce s s . append (xt_new)

return wishar tProce s s , s tockProce s s


