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mogatást, amit az elmúlt években kaptam tőlük.
Végezetül szeretném megköszönni annak, akinek mindennapi vidámsága hozzájárult
ahhoz, hogy kitartó maradjak.
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Bevezetés
A gyakorlati világban rendkívül gyakran találkozhatunk olyan feladatokkal, mint
egy termelési folyamat megszervezése, egy logisztikai hálózat működtetése vagy
egy infrastruktúra megtervezése. Ezekben a feladatokban tipikusan sok, egymással
versengő lehetőség közül kell kiválasztanunk a legkedvezőbb megoldást, miközben
kapacitás-, idő- vagy költségkorlátokat is figyelembe kell vennünk. A matematiká-
ban ezek a problémák kombinatorikus optimalizálási feladatokként jelennek meg. Az
ilyen problémák számottevő része jól megfogalmazható lineáris, illetve egészértékű
programozási feladatként. Éppen ezért az operációkutatásban már régóta kiemelt
témakör az ilyen típusú feladatok megoldása. A terület egyik mérföldköve a szimp-
lex módszer megjelenése volt, amelyet George B. Dantzig 1947-ben dolgozott ki. Az
eljárás hosszú időn át meghatározó eszköze volt a lineáris programozási feladatok
megoldásának. Az algoritmus sikere ellenére a gyakorlati modellek mérete az elmúlt
évtizedekben folyamatosan nőtt. Gyakran találkozunk olyan nagyméretű lineáris és
különösen egészértékű programozási feladatokkal, amelyek közvetlen kezelése még
ma sem nem reális. Ennélfogva egyre nagyobb figyelem irányul azokra az eljárások-
ra, amelyek a feladatok nagy mérete mellett is kezelhetővé teszik a számításokat.
A szakdolgozatban két, kifejezetten nagyméretű problémákra kidolgozott módszert
vizsgálunk, és bemutatjuk azok részletes alkalmazását egy konkrét ütemezési fel-
adatra.
A szakdolgozat első fejezete az elméleti háttér összefoglalására szolgál. Áttekintjük
a lineáris és egészértékű programozás alapfogalmait, valamint a dolgozat későbbi
részeiben használt nevezetes tételeket.
A második fejezetben az oszlopgenerálás és a Lagrange-relaxációs eljárás elméleti
alapjait ismertetjük. Bemutatjuk az algoritmusok működési elvét és főbb lépéseit,
majd röviden kitérünk azok alkalmazási területeire.
A harmadik fejezetben a korábban tárgyalt módszereket az egygépes közös határidős
ütemezési problémára (SMCDD) alkalmazzuk. Részletesen leírjuk a feladatot, majd
egészértékű programozási feladatként modellezzük. Ezt követően bemutatjuk az
oszlopgenerálás és a Lagrange-relaxáció formális illesztését a modellhez.
A negyedik fejezet a szoftveres megvalósítást és a kísérleti kiértékelést foglalja össze.
Bemutatjuk az implementáció fő szerkezeti elemeit, majd elemezzük az alkalmazott
módszerek viselkedését és futásidejét. A kapott eredmények alapján kirajzolódnak
a módszerek gyakorlati sajátosságai, erősségeik és gyengeségeik.
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1. Elméleti háttér
Ebben a fejezetben áttekintjük a lineáris és egészértékű programozási feladatok alap-
fogalmait, és bemutatjuk azokat a nevezetes tételeket, amelyek megalapozzák a ké-
sőbbi módszereinket. Ezzel párhuzamosan bevezetjük azt a jelölésrendszert, amit
az egész dolgozatban alkalmazni fogunk. A formalizmus egyszerűsítése érdekében
– a szakirodalmi konvencióknak megfelelően – a vektorok balról történő szorzása-
kor eltekintünk a transzponálás explicit jelölésétől, kivéve azokat az eseteket, ahol
a jelölés hiánya veszélyeztetné a levezetés egyértelműségét.

1.1. Lineáris és Egészértékű programozási feladatok

1.1. Definíció (Lineáris programozási feladat). Lineáris programozási (LP) felada-
ton egy olyan optimalizálási problémát értünk, amelyben a célfüggvény és a feltétel-
rendszer is lineáris. Standard alakban a feladat a következőképpen írható fel:

max cx : (1.1)
Ax = b (1.2)
x ≥ 0 (1.3)

ahol c ∈ Rn a költségfüggvényt leíró sorvektor, A ∈ Rm×n a feltételrendszert leíró
mátrix, b ∈ Rm a korlátokat leíró vektor, x ∈ Rn a változók vektora és n,m ∈ N.
1.2. Megjegyzés. Ha a változókra egészértékűségi feltételeket is megszabunk
(x ∈ Zn), akkor feladatot Egészértékű programozási (IP) feladatnak nevezzük.
1.3. Megjegyzés. Az előzőekben bevezetett (1.1)–(1.3) formájú feladatot primál
feladatnak nevezzük. Ehhez minden esetben hozzárendelhető egy úgynevezett duál
feladat, amely a következőképpen írható fel:

min yb (1.4)
yA ≥ c (1.5)

ahol y ∈ Rm a duál változók sorvektora. Ez a két feladat együtt alkotja a primál–duál
feladatpárt.
1.4. Megjegyzés. A lineáris programozási feladatokat nem csak a standard ((1.1)-
(1.3), (1.4)-(1.5)) alakokban tudjuk felírni. A következő ábra általánosan mutatja a
primál-duál feladatpárt, így ebből közvetlenül kiolvashatók a megfelelő primál és duál
feltételek, valamint a két feladat célfüggvénye.

0

≥

x0 x1

y0 P A = b0

0 ≤ y1 Q R ≤ b1

= ≤

c0 c1
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1.2. Nevezetes Tételek

A következőkben a lineáris programozás elméletének azon alapvető tételeit tekintjük
át, amelyeket a dolgozat későbbi fejezeteiben felhasználunk. Mivel ezek az összefüg-
gések a szakirodalomban jól ismertek, a bizonyítások részletezésétől eltekintünk.
A lineáris programozás elméletében központi szerepet töltenek be a dualitás tételek,
amelyek erős összefüggést teremtenek a primál és duál problémák között. A tételek
megfelelő kimondásához vezessük be a következő halmazokat:
Legyen P := {x ∈ Rn | Ax = b, x ≥ 0}
és legyen D := {y ∈ Rm | yA ≥ c}

1.5. Tétel (Gyenge dualitás tétel). Ha x ∈ P és y ∈ D, akkor cx ≤ yb .

1.6. Tétel (Dualitás tétel). Legyen max ∅ := -∞ és legyen min ∅ := ∞ . Ha P ̸= ∅
vagy D ̸= ∅, akkor ∃ max cx és ∃ min yb továbbá max cx = min yb.

A későbbiekben szükségünk lesz annak ellenőrzésére, hogy egy adott megoldás optimális-
e a megadott célfüggvényre nézve. Ennek igazolásához a következő tételt fogjuk
alkalmazni:

1.7. Tétel (Optimalitási feltétel). Legyen x ∈ P , y ∈ D. x és y pontosan akkor
optimális megoldása a primál illetve duál feladatnak, ha ∀ xi > 0 esetén yai = ci.

A megfelelő definíciók és tételek bevezetése után áttérhetünk annak meghatározá-
sára, hogy mit értünk kis- és nagyméretű LP feladatokon. Kisméretű feladatokon
olyan problémákat értünk, ahol a változók és korlátok száma legfeljebb néhány ezer-
re tehető. Ezek megoldására számos, jól bevált algoritmus áll rendelkezésünkre,
mint például a szimplex-módszerek vagy a belsőpontos algoritmusok. Ezzel szem-
ben nagyméretű feladatnak tekintjük azokat az eseteket, amelyek közvetlenül már
nem oldhatók meg az előbbi módszerekkel. Ugyanakkor elméleti szempontból a fel-
adatok méretét nem a változók és korlátok számával, hanem a bemenet kódolási
hosszával szokás jellemezni.

1.8. Definíció (Bemeneti méret). Tekintsük az alábbi alakú LP feladatot.

max{ cx : Ax ≤ b, x ∈ Rn },

ahol A ∈ Qm×n, b ∈ Qm, c ∈ Qn sorvektor.
Ekkor a feladat bemeneti mérete a következőképpen definiálható:

size(A, b, c) =
m∑
i=1

n∑
j=1

len(aij) +
m∑
i=1

len(bi) +
n∑

j=1

len(cj),

ahol len(q) jelöli q bináris reprezentációjának hosszát.

Polinomiális méretűnek nevezzük egy LP vagy IP feladatcsalád példányait, ha léte-
zik olyan rögzített fokszámú polinom p(m,n), amely minden bemenet esetén felső
korlátot ad a bemenet kódolási hosszára. Azaz, ha m a korlátok, n pedig a változók
száma, akkor

size(A, b, c) ≤ p(m,n).

Ez azt fejezi ki, hogy a feladat leírásához szükséges információ mennyisége legfeljebb
polinomiálisan nő a változók és korlátok számának függvényében.
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Ezzel szemben exponenciális méretűnek tekintjük azokat az eseteket, amikor a be-
menet kódolási hossza valamely paraméterben exponenciálisan növekszik, például
size(A, b, c) = O(2n).
Fontos kiemelni, hogy a polinomiális méret önmagában még nem garantálja a gya-
korlati kezelhetőséget. Például ha egy LP feladat bemenetét egy sűrű m×n méretű
mátrix (és a hozzá tartozó vektorok) adják meg, akkor a bemenet mérete már pusz-
tán az adatok számából adódóan is legalább Ω(mn). Ez ugyan polinomiális korlát
m és n függvényében, de ha m,n ≈ 104, akkor a szimplex- és belsőpontos módszerek
közvetlen alkalmazása már nem reális. Ezért a gyakorlatban előfordulhat, hogy egy
polinomiális méretű probléma is túl nagy ahhoz, hogy klasszikus módszerekkel ha-
tékonyan megoldjuk, és speciális, nagyméretű feladatokra fejlesztett algoritmusokra
van szükség.

2. Módszerek és tulajdonságaik
Ebben a fejezetben két olyan eljárást mutatunk be, amelyeket nagyméretű opti-
malizálási feladatok kezelésére fejlesztettek ki: az Oszlopgenerálást és a Lagrange-
relaxációs eljárást. Mindkét módszer a feladat szerkezetét kihasználva teszi lehetővé
a számítások célzott egyszerűsítését. Az oszlopgenerálás részletes ismertetéséhez
szükségünk lesz az alábbi definíciókra és tételre:

2.1. Definíció (bázismegoldás, erős bázismegoldás). P := {x ∈ Rn | Ax ≤ b}.
Jelölje r(A=

x ) A azon részmátrixának rangját, amely azon ai sorokból áll
amelyre aix = bi.
x ∈ P bázismegoldás, ha r(A=

x ) = r(A).
Legyen J = {j : xj ̸= 0}. x ∈ P erős bázismegoldás, ha bázismegoldás és A J
indexhalmazhoz tartozó oszlopai lineárisan független rendszert alkot.

2.2. Tétel. Legyen P := {x ∈ Rn | Ax ≤ b}. Ekkor minden x erős bázismegoldáshoz
létezik egy (esetleg több) B ∈ Rr(A)×r(A) invertálható részmátrixa A-nak, amelyre
teljesül, hogy x előáll a

Bz = b′

egyetlen megoldásának nullákkal való kiegészítéseként, ahol b′ a b megfelelő részvek-
tora.

2.3. Megjegyzés. A standard alakú LP feladat struktúrális tulajdonságai miatt x
erős bázismegoldás pontosan akkor, ha A J indexhalmazhoz tartozó oszlopai lineári-
san független rendszert alkotnak.

2.4. Megjegyzés. A fent definiált B részmátrixot bázisnak nevezzük. Standard
alakú feladat esetén a bázist a J indexhalmaz által meghatározott oszlopok adják.
Előfordulhat azonban, hogy ezen oszloprendszer rangja kisebb, mint az A mátrix
rangja. Ilyenkor a bázist kiegészítjük r(A) − r({aj | j ∈ J}) darab, a meglévőktől
független oszloppal. Ezekhez a változókhoz az erős bázismegoldásban xj = 0 tartozik.
Ez biztosítja, hogy a bázismátrix minden esetben invertálható legyen. Megjegyezzük,
hogy minden ilyen bázis egyben az A mátrix oszlopterének egy bázisát is meghatározza.

2.5. Megjegyzés. Egy adott B bázishoz tartozik egy y duálvektor, amelyet az

yB = cB

egyenlet egyértelmű megoldásaként kapunk, ahol cB, a c vektor B-hez tartozó része.
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2.6. Definíció (primál és duál megengedett bázis). Tekintsünk egy standard alakú
LP feladatot és legyen B az A mátrix oszlopterének bázisa. Azt mondjuk, hogy B
primál megengedett bázis, ha a Bz = b egyenletrendszer z megoldása nemnegatív,
azaz ∀ i = 1,...,n esetén zi ≥ 0 . Továbbá B-t duál megengedett bázisnak nevezzük,
ha az yB = cB egyenletrendszer y megoldása teljesíti az összes duál feltételt, azaz
∀i = 1, ..., n esetén yai ≥ ci.

2.7. Definíció (redukált költség). Legyen adott egy lineáris programozási feladat,
és jelölje y a feladathoz tartozó duálváltozók sorvektorát, valamint aj, a feladatot
leíró A mátrix j-edik oszlopát. Ekkor a j. oszlophoz tartozó redukált költséget a
következőképpen definiáljuk:

c̄j := yaj − cj.

2.1. Oszlopgenerálás

Tekintsünk egy standard alakú, nagyméretű lineáris programozási feladatot, és te-
gyük fel, hogy a sorai lineárisan függetlenek. Tegyük fel azt is, hogy a nehézséget az
okozza, hogy a feladatot leíró mátrix oszlopainak száma olyan nagy, hogy a feladatot
a klasszikus megoldási módszerekkel közvetlenül nem tudjuk kezelni.
A feladatot tehát a következő formában írhatjuk le ill. ábrázolhatjuk:
max{cx : Ax = b , x ≥ 0 , c ∈ Rn A ∈ Rm×n, x ∈ Rn }

————— 0 —————

≥

x

y A
=

b=
=

≤ ≤ ≤

c

Az oszlopgenerálás alapgondolata az, hogy a teljes A mátrixot nem állítjuk elő és
nem tároljuk, csak egy részmátrixával dolgozunk. Ennek megfelelően először egy
kezelhető méretű részfeladatot oldunk meg, majd a kapott megoldás alapján olyan
új oszlopokat keresünk, amelyek bevonása javíthatja a célfüggvény értékét. Ez-
után a feladatot az így talált oszlopokkal kibővítjük, és a kibővített részfeladatot
ismételten megoldjuk. Az eljárást addig folytatjuk, amíg el nem érjük az optimális
megoldást. A redukált költség az algoritmusban kulcsszerepet játszik, ezt pedig az
alábbi összefüggés magyarázza [1]:
Legyen B az oszloptér bázisa amelyhez x erős bázismegoldás tartozik. Vegyük észre,
hogy a (B−1A)x = B−1b alakú feladat ekvivalens az eredetivel.
Legyenek rendre:
Ā := B−1A, b̄ := B−1b, c̄ a redukált költségek sorvektora, x a B bázisból kapott
megoldás (xB) nullákkal való kiegészítése, cB pedig a c-nek a B-hez tartozó része.
Ekkor:

c̄ = yA− c = cBB
−1A− c = cBĀ− c
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Növeljük meg egy nem bázisváltozó értékét egy rögzített ε > 0 számmal úgy hogy
a többi nem bázisváltozó értékét nem változtatjuk, így az nulla marad. Ezután
vizsgáljuk meg, hogy ennek milyen hatása van a célfüggvény értékére.

x’: ——xB − εāq—— 0 . . . 0 ε 0 . . . 0
x: ——xB—— 0 . . . 0 +ε 0 . . . 0

– B−1B = I āq b̄

cB cq

Legyen ezen változó indexe q, azaz x′
q := ε, továbbá legyen x′

B olyan, hogy

Āx′ = b̄

egyenlőség teljesüljön. Ā tulajdonságai miatt ez akkor lehet, ha x′
B = xB − εāq.

Ezzel x’ megoldás.
A célfüggvény értéke:

cx′ = cxB − εcBāq + εcq = cxB − ε(cBĀ− c)q = cxB − εc̄q = cx− εc̄q

Ezzel azt kaptuk, hogy ha c̄q < 0 akkor a célfüggvény értéke ε|c̄q| -nal nő. Ennek
következtében ahhoz, hogy növelni tudjuk a célfüggvény értékét, olyan oszlopokat
kell hozzáadnunk a meglévő LP feladathoz amelynek a redukált költsége negatív.
Ebből már adódik az algoritmus:

1. Algoritmus Oszlopgenerálás
1: Keressünk egy primál megengedett bázist, amelynek oszlopai alkotják majd a

kiindulási LP feladatot.
2: Ismételjük
3: Oldjuk meg az LP feladatot.
4: A kapott y duálváltozókkal keressük meg a minimális redukált költségű oszlo-

pot.
5: ha találtunk negatív redukált költségű oszlopot akkor
6: gyártsuk le és adjuk hozzá az új oszlopot a meglévő LP feladathoz.
7: Amíg nincs több negatív redukált költségű oszlop
8: ↑ Az aktuális megoldás optimális.

A 7. lépésben szereplő megállási feltétel garantálja, hogy az algoritmus az optimális
megoldás megtalálásakor áll le. Ha ∀i = 1, . . . , n esetén c̄i ≥ 0, akkor ∀i = 1, . . . , n
esetén yai ≥ ci. Ez azt jelenti, hogy a jelenlegi megoldáshoz tartozó bázis egyszerre
primál és duál megengedett, így a 1.7. tétel feltételei teljesülnek, amiből már követke-
zik a megoldás optimalitása. Vegyük észre, hogy az új oszlopokkal bővített feladat
optimális megoldása az előző iteráció eredményénél nem lehet rosszabb, hiszen a
megengedett megoldások halmaza minden lépésben bővülhet. Ennek következtében
az egyes iterációk során kapott megoldások célfüggvényértéke minden esetben az

9



eredeti feladat optimális értékének (egyre jobb) alsó korlátját adják. Ezt megfo-
galmazhatjuk úgy is, hogy az részfeladatok optimumának értékei monoton módon
konvergálnak az optimális megoldás célfüggvényértékéhez.

2.8. Megjegyzés. A szakirodalmakban az aktuális LP feladatot Restricted Ma-
ster Problem (RMP)-nek, továbbá a 4. lépésben szereplő új oszlop keresését,
valamint előállítását pricing problem-nek nevezik.

A fent bemutatott algoritmus elsősorban egy általános keretet, vagyis sablont biz-
tosít az oszlopgenerálás megvalósításához. Gyakorlati alkalmazása ugyanakkor min-
den esetben a vizsgált probléma szerkezetéhez igazodik. Az implementáció során
az egyik legfőbb kihívást a pricing probléma jelenti, amely az eredeti modellből
levezetett optimalizálási alfeladatként fogható fel. Ez problémától függően igen el-
térő lehet: bizonyos esetekben egy kombinatorikus vagy dinamikus programozási
megközelítés alkalmazható, máskor pedig egy új maximalizálási problémát kell meg-
oldanunk ahhoz, hogy előállítsuk a megfelelő oszlopokat. Ennek következtében az
oszlopgenerálás gyakorlati hatékonyságát illetve futásidejét nem tudjuk közvetlenül
jellemezni, hiszen nagymértékben függ a felhasznált Lp-solver teljesítményétől és at-
tól, hogy a pricing alproblémát milyen módon tudjuk megfogalmazni és megoldani.
A módszer gyakorlati alkalmazása során nem csak az implementáció megvalósítása
jelenthet nehézséget. Gyakori probléma, hogy a generálási folyamat során egymás
után olyan új oszlopok kerülnek be az RMP-be, amelyeknek a javító hatása cse-
kély. Ilyen esetekben a részprobléma mérete folyamatosan növekszik, miközben az
újonnan bevezetett változók nem járulnak hozzá érdemben a célfüggvény értékének
javításához. Ez a jelenség nemcsak a konvergenciát lassíthatja le, hanem extrém
esetben oda is vezethet, hogy a részprobléma olyan nagyméretűvé válik, hogy a
felhasznált LP-solver már nem képes azt kezelni. Az irodalomban ezt a jelensé-
get farokhatásnak (tailing-off effect) nevezik. Ennek mérséklésére több módszer is
ismert. Az úgynevezett box-method esetén a duál változókat ideiglenesen egy, az
aktuális megoldás köré választott intervallumba korlátozzák, és az RMP-t ezekkel a
kiegészítő korlátokkal oldják meg; ezzel elkerülhetők a duál változók nagy ugrásai,
és várhatóan kevesebb gyenge, vagyis csekély javulást eredményező oszlop generá-
lódik. Egy másik elterjedt megközelítés a trust region módszer, amely szintén a
duál változók mozgásterét szabályozza: a megengedett tartomány (régió) méretét
dinamikusan állítják; ha egy lépés megfelelő javulást eredményez, a régiót szűkítik,
ellenkező esetben kibővítik. Mindkét eljárás célja a duál változók instabil elmoz-
dulásainak korlátozása, és ezáltal a farokhatás enyhítése. Az említett módszerek
részletes ismertetésére jelen dolgozatban nem térünk ki, mert ez túlmutatna a vá-
lasztott témakörön; részletesebb leírásért lásd [3].

2.1.1. Alkalmazási területek

Az eljárás egyik leggyakoribb alkalmazási területe az útvonal- és hálózattervezési
problémák megoldása. Egy nagy méretű hálózatban egy-egy áru- vagy információ-
áramlás számára exponenciálisan sok útvonal létezhet, ezek közül azonban a tény-
leges megoldásban csak kevés releváns. Ez jól illeszkedik az oszlopgenerálás struk-
túrájához, ahol az egyes útvonalak oszlopokként jelenhetnek meg a modellben, és
a pricing feladat egy legrövidebb út jellegű részproblémára vezethető vissza. Erre
szemléletes példát adhat Andreas M. és társai többkorlátos hálózattervezési problé-
máráró szóló munkája [4]. Tipikus példák közé tartoznak még a vágási és pakolási
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feladatok (cutting stock, bin packing), valamint a műszak- és erőforrás-beosztási
problémák. Az utóbbi témakörben reprezentatív példa lehet a Ground Crew
Rostering Problem, amelyben egy kiszolgáló személyzet több hónapos optimális be-
osztását keressük.[5]. Ezekben az esetekben az oszlopgenerálás lehetővé teszi, hogy
a teljes modell expliciten történő felírása helyett csak a releváns részproblémákat
oldjuk meg, miközben a módszer globálisan az optimális megoldáshoz konvergál.

2.2. Lagrange-relaxációs eljárás

A nagyméretű, LP- vagy IP-modellel felírható optimalizálási problémák esetén gyak-
ran nem az a cél, hogy az optimális megoldást teljes pontossággal meghatározzuk.
Sok gyakorlati helyzetben már az is jelentős eredmény, ha az optimális értékre egy-
szerűen előállítható egy kellően erős alsó (vagy felső) korlát. Az ilyen korlátok külö-
nösen hasznosak olyan kombinatorikus optimalizálási feladatoknál is, ahol a pontos
optimum meghatározása számításigényes, ugyanakkor a döntéshozatalhoz vagy heu-
risztikus módszerek irányításához elegendő egy erős becslés az optimális értékre. A
következőkben bemutatott Lagrange-relaxációs eljárás éppen ezt a célt szolgálja: a
nehezen kezelhető korlátozó feltételek relaxálásával olyan részproblémákat kapunk,
amelyek egyszerűbben megoldhatók, miközben az eredeti feladathoz elméletileg meg-
alapozott korlát rendelhető. A továbbiakban az eljárást egy minimalizálási feladatra
vezetjük le, és az optimális értékre vonatkozó alsó korlát előállítását tárgyaljuk.
Tekintsük a következő alakú feladatot:

min

{
cx : x ∈ Γ

∣∣∣∣∣ (1) A1x = b1,

(2) A2x ≤ b2

}
(2.1)

Ahol c ∈ Rn, A1 ∈ Rm1×n, , A2 ∈ Rm2×n, Γ pedig a megoldáshalmaz. Ez feladattól
függően lehet Rn,Zn, esetleg egy Rn-beli poliéder ponthalmaza vagy akár kombi-
natorikus struktúrák (pl. feszítőfák, utak) karakterisztikus vektorainak halmaza.
Tehát a feladatunk egy megoldáshalmaz fölött, egy lineáris célfüggvény optimali-
zása a megfelelő feltételek figyelembevételével. Feltesszük, hogy a (2.1) által leírt
feladat tetszőleges lineáris célfüggvény esetén megoldható. A módszer alapgondo-
lata az, hogy a modell egyes korlátozó feltételeit elhagyjuk, ezáltal a feladat egy
úgynevezett relaxált állapotba kerül. Az elhagyott feltételek hatását a célfüggvény
módosításán keresztül vesszük figyelembe: a módosított célfüggvény „bünteti” a re-
laxált feltételek megsértését, így a megoldás a feltételek figyelmen kívül hagyása
ellenére is közel marad az eredeti probléma megengedett tartományához. A bünte-
tés meghatározása eltérő lehet attól függően, hogy az (1) vagy a (2) típusú korlátozó
feltételeket relaxáljuk. Ezért a célfüggvény alakulását a továbbiakban a két feltétel-
típusnak megfelelően, külön tárgyaljuk.

A célfüggvény módosítása

Első esetben távolítsuk el az (1) által meghatározott feltételrendszer sorait a (2.1)
modellből. Jelölje a1j az A1 mátrix j-edik sorát, és b1j a b1 vektor j-edik elemét.
Ekkor egy x ∈ Γ vektor esetén a j-edik feltétel sérülésének mértékét az a1jx − b1j
kifejezés adja meg. A sérülés mértéke egy λ1j ∈ R súllyal, vagyis Lagrange-szorzóval
súlyozható, amely meghatározza, hogy milyen erősen érvényesítjük az adott feltétel
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megsértésének hatását a célfüggvényben. Ezt minden sorra kiterjesztve kapjuk a
büntetések vektorát:

λ1(A1x− b1), λ1 ∈ Rm1 .

Ezt a kifejezést a célfüggvénybe építve, minden rögzített λ1 ∈ Rm1 esetén definiál-
ható a következő (relaxált) feladat:

min
x∈Γ

{cx+ λ1(A1x− b1) | (2) A2x ≤ b2} λ1 ∈ Rm1

Fontos megjegyezni, hogy a konstrukcióból adódóan az (1) sorok elhagyása esetén
a j. feltétel megsértésének előjele meghatározza a hozzá tartozó Lagrange-szorzó
előjelét is. Ha a j-edik feltétel sértésének mértéke pozitív, akkor λ1j is pozitívnak
választandó, ellenkező esetben pedig negatívnak, hogy a módosított célfüggvény
valóban „büntesse“ a relaxált feltételek megsértését.
A második esetben a (2.1) modellből a (2) típusú feltételeket is relaxáljuk. Ekkor az
A2 által meghatározott feltételrendszer i-edik sora csak akkor sérül, ha az a2ix− b2i
mennyiség pozitív. A konstrukcióból következik, hogy az i-edik sorhoz tartozó λ2i

szorzót pozitívnak kell választanunk azokra a sorokra, ahol a sértés mértéke pozitív,
míg a többi sor esetén λ2i = 0. Ezeket a relaxált feladatba építve rögzített λ1 ∈ Rm1

és λ2 ∈ Rm2
≥0 szorzók esetén a következő feladatot kapjuk:

min
x∈Γ

{cx+ λ1(A1x− b1) + λ2(A2x− b2)} , λ1 ∈ Rm1 , λ2 ∈ Rm2
≥0 .

Látható, hogy a szorzók megválasztásától függően eltérő relaxált feladatot kapunk.
Ez motiválja az úgynevezett Lagrange-függvény bevezetését, amely az adott szor-
zókhoz tartozó relaxált feladat optimális értékét adja meg:

L

(
λ1

λ2

)
= min

x∈Γ
{cx+ λ1(A1x− b1) + λ2(A2x− b2)} ,

(
λ1

λ2

)
∈ Rm1 × Rm2

≥0 .

Az egységes jelölés érdekében bevezetjük a következőket: az A1 ∈ Rm1×n és
A2 ∈ Rm2×n mátrixokat egymás alá illesztve definiáljuk az alábbi mátrixot:

A :=

(
A1

A2

)
∈ R(m1+m2)×n

A hozzájuk tartozó b1 és b2 vektorokat hasonló módon, az alábbi alakba írjuk át:

b :=

(
b1
b2

)
∈ Rm1+m2

Emellet bevezetjük az összesített szorzóvektort és annak értelmezési tartományát:

λ :=

(
λ1

λ2

)
, Λ := Rm1 × Rm2

≥0 .

Ezekkel a jelölésekkel a Lagrange-függvény a következő alakba írható:

L(λ) = min
x∈Γ

{cx+ λ(Ax− b)} λ ∈ Λ.

2.9. Megjegyzés. Természetesen feladattól függően lehetőségünk van arra, hogy
egy modellből csak az egyik típúsú feltételt relaxáljuk, vagy esetleg csak néhány sort.
Ilyenkor a szorzók megfelelő előjelének választásával hasonlóan módon levezethető a
feladat relaxált alakja.
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A továbbiakban bemutatjuk a Lagrange-függvény tulajdonságait.

2.10. Állítás (A Lagrange-függvény konkávitása). A fenti jelöléseket használva le-
gyen L(λ) olyan, hogy:

L(λ) = min
x∈Γ

{
c x+ λ (Ax− b)

}
, λ ∈ Λ. (2.2)

Tegyük fel, hogy a fenti minimum minden λ ∈ Λ mellett létezik.
Ekkor L: Λ → R konkáv függvény.

Bizonyítás. Rögzítsünk tetszőleges ρ1, ρ2 ∈ Λ és θ ∈ [0, 1] értékeket.
Minden x ∈ Γ -re vezessük be a következő függvényt ϕ: Λ → R:

ϕx(ρ) := cx + ρ(Ax− b)

ez minden x-re ρ-ban affin függvény, azaz egyszerre konkáv és konvex. Ezért:

ϕx(θρ1 + (1− θ)ρ2) = θ ϕx(ρ1) + (1− θ)ϕx(ρ2) (∀x ∈ Γ).

A minimum tulajdonságát alkalmazva kapjuk:

L(θρ1 + (1− θ)ρ2)
def
= min

x∈Γ
ϕx(θρ1 + (1− θ)ρ2)

= min
x∈Γ

[θ ϕx(ρ1) + (1− θ)ϕx(ρ2)]

≥ θ min
x∈Γ

ϕx(ρ1) + (1− θ) min
x∈Γ

ϕx(ρ2)

= θ L(ρ1) + (1− θ)L(ρ2),

Az egyenlőtlenség éppen a konkávitás definíciója. □

A következő tételben megmutatjuk, hogy L(λ) valóban alsó korlát az eredeti fel-
adatra.

2.11. Tétel. Jelölje α az eredeti probléma ( (2.1)) optimális megoldásának értékét
valamint x∗ egy optimális megoldást. Ekkor L(λ) ≤ α ∀λ ∈ Λ esetén.

Bizonyítás. Legyen xλ a (2.1) feladat relaxáltjának egy optimális megoldása, vagyis
az L(λ) értéket elérő megoldás. Ekkor:

L(λ) = c xλ + λ(Axλ − b)

= c xλ + λ1(A1xλ − b1) + λ2(A2xλ − b2)

≤ c x∗ + λ1 (A1x
∗ − b1)︸ ︷︷ ︸
=0

+ λ2︸︷︷︸
≥0

(A2x
∗ − b2)︸ ︷︷ ︸
≤0

≤ c x∗.

Az első egyenlőtlenségnél kihasználtuk xλ optimalitását a relaxált feladatra. Az
utolsó egyenlőségnél kihasználtuk, hogy λ2 nemnegatív értékű vektor, valamint azt,
hogy az eredeti ((2.1)) feladat x∗ megoldása nem sérti sem az A1, sem A2 sorai által
leírt egyenlet- ill. egyenlőtlenségrendszert, így A1x

∗
1 − b1 = 0 és A2x

∗ − b2 ≤ 0
□
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Összefoglalva, bármely λ ∈ Λ esetén, L(λ) alsó korlátot ad az eredeti feladat opti-
mális értékeire. Mivel L(λ) konkáv függvény, ezért természetes cél olyan λ-t találni,
amely ezt az alsó korlátot maximalizálja. Ez a megfontolás vezet az úgynevezett
Lagrange-duál feladathoz :

max
λ∈Λ

L(λ) (2.3)

A Lagrange-duál feladat megoldása általában nem egyszerű, mivel az L(λ) függvény
ugyan konkáv, de jellemzően nem differenciálható. Ennek következtében a klasszi-
kus gradiens-alapú optimalizáló eljárások (pl. a gradiens módszer) közvetlenül nem
alkalmazhatók. A továbbiakban olyan iterációs módszert mutatunk, amely alkalmas
egy ilyen típusú függvény maximumának numerikus közelítésére, ezáltal egyre jobb
alsó korlátokat biztosít az eredeti optimalizálási feladatra. A módszer levezetéséhez
bevezetjük az alábbi definíciót:

2.12. Definíció (Szubgradiens). Legyen f :Rn → R egy konkáv függvény és legyen
x0 ∈ Rn. Egy v ∈ Rn vektort f x0-beli szubgradiensének nevezünk, ha minden x ∈ Rn

esetén teljesül, hogy
f(x) ≤ f(x0) + ⟨v, x− x0⟩.

A v vektor tehát olyan elsőrendű közelítést határoz meg, amely az x0 pontban érinti az
f függvény grafikonját. Az f függvény x0 pontbeli összes szubgradiensének halmazát
szubdifferenciálhalmaznak nevezzük, és ∂f(x0)-nal jelöljük. Azaz:

∂f(x0) = { v ∈ Rn | f(x) ≤ f(x0) + ⟨v, x− x0⟩ ∀x ∈ Rn}.

2.13. Megjegyzés. Ha f differenciálható az x0 pontban, akkor ∂f(x0) egyelemű,
és ∂f(x0) = {∇f(x0)}.

Az iterációs eljárást az előbbiekben bevezetett f függvényre ismertetjük.

2.2.1. Szubgradiens módszer

Kiindulunk egy x(0) ∈ Rn pontból, majd k = 1, 2, . . . esetén a következő pont:

x(k+1) = x(k) + ν(k) v(k),

ahol v(k) ∈ ∂f(x(k)) az f egy x(k)-beli szubgradiense, ν(k) > 0 pedig a k-adik iterá-
cióban használt lépésméret.
Tehát a szubgradiens módszer minden iterációban egy szubgradiens irányú lépést
hajt végre. Megjegyzendő azonban, hogy ez a lépés nem mindig javít az f értékén.
Van, hogy v(k) egyszerűen nem javító irány, és van, hogy a lépésméret választása
miatt f értéke nem javul amikor a következő (x(k+1)) pontba lépünk. Ezért érde-
mes bevezetni f (k)

best-t ami arra szolgál, hogy feljegyezzük az eddigi legjobb f értéket.
Jelölje f

(k)
best a k-adik iterációig talált legnagyobb értéket, formálisan:

f
(0)
best = f(x(0)), f

(k)
best = max { f (k−1)

best , f(x(k)) } (k ≥ 1).

Az algoritmus hatékonyságát most sem tudjuk közvetlenül jellemezni, mert nagy
mértékben függ v(k) és ν(k) választásától. Van azonban néhány, a gyakorlatban
előforduló választási szabály a lépésméretre aminek segítségével megvizsgálhatjuk a
módszer tulajdonságait:
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• Állandó lépésméret: ν(k) ≡ ν, ν > 0.

• Négyzetesen összegezhető, de nem összegezhető lépésméret:

ν(k) ≥ 0,
∑∞

k=1(ν
(k))2 < ∞,

∑∞
k=1 ν

(k) = ∞.

• Nullához tartó, de nem összegezhető lépésméret:

ν(k) ≥ 0, ν(k) → 0,
∑∞

k=1 ν
(k) = ∞.

A fenti lépésméret-választási szabályok esetén bizonyítható, hogy elegendően sok ite-
ráció után az f(x(k)) sorozat értékei az f függvény maximumának egy "kis" környe-
zetébe konvergálnak. Ezt a konvergenciatulajdonságot a következőkben részletesen
is bemutatjuk.
Jelölje x∗ a fent bevezetett f függvény egy maximumhelyét, f ∗ := f(x∗) pedig a
maximum értékét. Tegyük fel, hogy a szubgradiensek normáinak halmaza felülről
korlátos, azaz ∥v(k)∥≤ G minden k-ra, valamely G ∈ R+ esetén. Továbbá legyen
R ∈ R+ olyan, hogy ∥x(1) − x∗∥≤ R .
Bontsuk szét a k+1. iterációban kapott x(k+1) és az optimális pont távolságát:

∥x(k+1) − x∗∥2 = ∥x(k) + ν(k)v(k) − x∗∥2

= ∥x(k) − x∗∥2 + 2ν(k)⟨v(k), x(k) − x∗⟩ + (ν(k))2∥v(k)∥2.

A szubgradiens definíciója szerint:

f(x∗) ≤ f(x(k)) + ⟨v(k), x∗ − x(k)⟩,

amiből következik
⟨v(k), x(k) − x∗⟩ ≤ f(x(k))− f ∗.

Ezt visszahelyettesítve:

∥x(k+1) − x∗∥2 ≤ ∥x(k) − x∗∥2 + 2ν(k)(f(x(k))− f ∗) + (ν(k))2∥v(k)∥2. (2.4)

Az (2.4) egyenlőtlenséget i = 1, . . . , k-ra összegezve kapjuk

2
k∑

i=1

ν(i)(f ∗ − f(x(i))) ≤ ∥x(1) − x∗∥2︸ ︷︷ ︸
≤R

−∥x(k+1) − x∗∥2︸ ︷︷ ︸
≥0

+
k∑

i=1

(ν(i))2∥v(i)∥2

vagyis

2
k∑

i=1

ν(i)(f ∗ − f(x(i))) ≤ R2 +
k∑

i=1

(ν(i))2∥v(i)∥2. (2.5)

f
(k)
best definíciója miatt

k∑
i=1

ν(i)(f ∗ − f(x(i))) ≥
( k∑

i=1

ν(i)
)
(f ∗ − f

(k)
best),

amit az (2.5) egyenlőtlenségbe helyettesítve és ∥v(i)∥≤ G használva:

f ∗ − f
(k)
best ≤ R2 +G2

∑k
i=1(ν

(i))2

2
∑k

i=1 ν
(i)

.

Ennek alapján az alábbi konvergenciatulajdonságok adódnak a fenti lépésméretekre:
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• Állandó lépésméret: ν(k) ≡ ν, ν > 0

f ∗ − f
(k)
best ≤ R2 +G2ν2k

2νk
=

R2

2νk
+

G2ν

2
.

Az egyenlőtlenség jobb oldala k → ∞ esetén G2ν
2

-höz tart, ami azt jelenti,
hogy elegendő iteráció után f

(k)
best az optimális érték G2ν

2
sugarú környezetébe

kerül.

• Négyzetesen összegezhető, de nem összegezhető lépésméret:

Legyen ν :=
∑∞

k=1(ν
(k))2(< ∞). Ekkor:

f ∗ − f
(k)
best ≤ R2 +G2ν

2
∑k

i=1 ν
(i)
.

Ebben az esetben az egyenlőtlenség jobb oldala nullához tart, tehát

f
(k)
best → f ∗.

• Nullához tartó, de nem összegezhető lépésméret: Legyen ε > 0. Ekkor létezik
olyan N1 ∈ N, amelyre ν(i) ≤ ε

G2 ∀ i > N1, hiszen ν(i) → 0, ha i→ ∞. Továbbá

létezik egy N2 ∈ N, amelyre
∑N2

i=1 ν
(i) ≥ 1

ε

(
R2 +G2

∑N1

i=1(ν
(i))2

)
, mivel∑∞

i=1 ν
(i) = ∞. Legyen N = max{N1, N2}. Ekkor minden k > N esetén

fennáll:

R2 +G2
∑k

i=1(ν
(i))2

2
∑k

i=1 ν
(i)

≤ R2 +G2
∑N1

i=1(ν
(i))2

2
∑k

i=1 ν
(i)

+
G2
∑k

i=N1+1(ν
(i))2

2
∑k

i=1 ν
(i)

.

A nevező szétválasztásával és az ν(i) ≤ ε/G2 feltétellel:

R2 +G2
∑k

i=1(ν
(i))2

2
∑k

i=1 ν
(i)

≤ R2 +G2
∑N1

i=1(ν
(i))2

2
∑N2

i=1 ν
(i)

+
G2
∑k

i=N1+1(ε/G
2)ν(i)

2
∑k

i=N1+1 ν
(i)

.

Innen:

R2 +G2
∑k

i=1(ν
(i))2

2
∑k

i=1 ν
(i)

≤

(
R2 +G2

N1∑
i=1

(ν(i))2

)
1∑N2

i=1 ν
(i)

+
ε

2
=

ε

2
+

ε

2
= ε.

Ez azt mutatja, hogy ha ν(k) → 0 és
∑

k ν
(k) = ∞, akkor a jobb oldal tetsző-

legesen kis érték lehet, azaz
f
(k)
best → f ∗.

Az eddigi eredmények alapján elmondható, hogy megfelelően megválasztott lépés-
méret mellett az iterációkból kapott x(k)-k sorozata konvergál az f függvény maxi-
mumhelyéhez. Ugyanakkor a vizsgált lépésméret-szabályok gyakorlati alkalmazása
során a módszerek futásidejei sok esetben rendkívül lassúnak bizonyultak.[6] En-
nek megelőzésére bevezetünk egy további, heurisztikus lépésméret-szabályt, amely
ugyan nem rendelkezik formális konvergencia tulajdonsággal, de a gyakorlatban szé-
les körben alkalmazzák.
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Polyak-lépésméret

ν(k) :=
UB − f(x(k))

∥v(k)∥2
βk k = 0, 1, . . .

Ahol UB egy felső korlát f maximumára, βk > 0 pedig egy monoton csökkenő sorozat.
A módszer lépésméret-szabályainak vizsgálata kiterjedt irodalommal rendelkezik; a
korábbi és alternatív választási szabályok: lásd [6].

1. ábra. A szubgradiens módszer szemléltetése.

Miután megismertük a szubgradiens módszer elméleti alapjait és iterációs szabályát,
térjünk rá arra, hogy mit jelent a szubgradiens fogalma a Lagrange-duál feladat
konkrét esetében. Meg kell határoznunk, hogy milyen alakban adódik a Lagrange-
függvény szubgradiense egy aktuális λ pontban. A következő állítás pontosan erre
szolgál:

2.14. Tétel (A Lagrange-függvény szubgradiense). Legyen adott az alábbi Lagrange-
függvény:

L(λ) = min
x∈Γ

{ cx+ λ(Ax− b)},

ahol Γ a megoldáshalmaz, λ ∈ Rm a Lagrange-szorzók vektora és A, b a relaxált
feltételeket meghatározó tagok. Legyen xλ az adott λ-hoz tartozó optimális megoldás,
azaz

xλ = argmin
x∈Γ

{ cx+ λ(Ax− b)}.

Ekkor v = Axλ − b a Lagrange-függvény λ pontbeli szubgradiense, azaz v ∈ ∂L(λ) .

Bizonyítás. A szubgradiens definíciója :

v ∈ ∂L(λ) ⇐⇒ L(λ′) ≤ L(λ) + ⟨v, λ′ − λ⟩ ∀λ′ ∈ Rm.

Célunk, hogy v = Axλ − b vektor kielégíti a fenti egyenlőtlenséget.

1. lépésként tudjuk, hogy

L(λ′) = min
x∈Γ

{ cx+ λ′(Ax− b) }.

Ezért x = xλ esetén, fennáll az alábbi egyenlőtlenség:

L(λ′) ≤ cxλ + λ′(Axλ − b).
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2. lépésként rendezzük a jobb oldali kifejezést:

cxλ + λ′(Axλ − b) = (cxλ + λ(Axλ − b))︸ ︷︷ ︸
=L(λ)

+(λ′ − λ)(Axλ − b).

Ebből:
L(λ′) ≤ L(λ) + ⟨Axλ − b, λ′ − λ⟩.

□

A fenti állítás alapján a Lagrange-függvény egy adott λ pontbeli szubgradiense köz-
vetenül előállítható a relaxált feladat optimális megoldásából. Ez lehetővé teszi,
hogy a Lagrange-duál feladatot a szubgradiens módszerrel oldjuk meg. A követke-
zőkben röviden összefoglaljuk, hogy hogyan épül fel egy tipikus, szubgradiens alapú
Lagrange-relaxációs eljárás.
Kiindulásként a nehezen kezelhető egyenlőségi vagy egyenlőtlenségi feltételeket rela-
xáljuk, és a megfelelő előjelű Lagrange-szorzókkal létrehozzuk a Lagrange-függvényt:

L(λ) = min
x∈Γ

{ cx+ λ(Ax− b)}.

A hozzá tartozó Lagrange-duál feladat: maxλ∈Λ L(λ).

2. Algoritmus Lagrange-relaxációs eljárás

1: Inicializáljuk a kiindulási pontot: λ(0), a lépésméretet: ν(0),
valamint a kezdeti legjobb megoldást: f

(0)
best = L(λ(0)).

2: Ismételjük
3: Oldjuk meg a relaxált feladatot λ(k) mellett, és keressük meg az optimális x(k)

megoldást.
4: Számítsuk ki a szubgradienst: v(k) := Ax(k) − b.
5: Frissítsük a szorzókat a szubgradiens irányába λ(k+1) = λ(k) + ν(k)v(k).
6: Frissítsük a legjobb eddigi értéket: f

(k+1)
best = max{ f (k)

best, L(λ
(k+1)) }

7: Amíg az iteráció megállási feltétele teljesül (pl. maximum N iterációt végzünk)

Az előző algoritmushoz hasonlóan ez is egyfajta keretet biztosít a módszer gyakorlati
megvalósításához. Az impementáció során a 3. lépés, illetve a szubgradiens módszer
megfelelő irányítása okozhat nehézséget, hiszen ezek a feladat speciális struktúrá-
jához igazodnak. Azonban a nehezen kezelhető feltételek relaxálása miatt a L(λ)
meghatározása gyakran egy gyorsan megoldható kombinatorikus feladatra reduká-
lódik.

Alkalmazási területek

A Lagrange-relaxációs eljárás egyik gyakori alkalmazási területe az útvonaltervezési
problémák családja, ahol a modell bonyolultságát rendszerint a nehezen kezelhető
korlátozó feltételek (például az időablakokra, járműkapacitásokra vagy járműtípu-
sokra vonatkozó kikötések) okozzák. Ezt jól szemlélteti Brian K. és társai tanul-
mánya, amelyben járművek időablakos útvonaltervezési problémáját vizsgálják egy
Lagrange-relaxáción alapuló megközelítéssel [7].
A módszer további előnye, hogy speciális szerkezetű, úgynevezett blokkdiagonális
alakban felírható modellek esetén az összekötő feltételek relaxálásával a feladat több,
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egymástól független részproblémára bontható. Erre tipikus példa a többtermékes
folyamfeladat (multi-commodity flow), ahol a folyammegmaradást leíró alrendszerek
csak közös kapacitáskorlátokkal kapcsolódnak egymáshoz[8].

3. Alkalmazás: Az SMCDD feladat
Az alábbiakban egy ütemezési probléma keretében mutatjuk be a korábban ismer-
tetett eljárások formális alkalmazását. A vizsgált feladat az egygépes, közös ha-
táridős ütemezési probléma (single machine, common due date scheduling problem,
SMCDD), amely az ütemezéselmélet egy klasszikus példájának tekinthető. A fel-
adat iránti érdeklődés elsősorban abból fakad, hogy egyszerű megfogalmazása elle-
nére (kombinatorikus bonyolultsága miatt) kiválóan alkalmas különböző optimalizá-
lási módszerek teljesítményének vizsgálatára. Emellett a modell számos gyakorlati
szituáció absztrakciójaként is felfogható, így a megoldás levezetése más problémák
szempontjából is iránymutató lehet. Az eljárások ismertetése Marjan v. d. A. és
társai. munkáján alapul [9].

3.1. A feladat leírása

Legyen adott az elvégzendő munkák halmaza J = {J1, J2, . . . , Jn}, valamint egyetlen
gép, amelyen a munkák feldolgozása történik. Alapfeltevés, hogy a gép egy időpilla-
natban legfeljebb egy munkán képes dolgozni, továbbá egy munka feldolgozása nem
szakítható meg. Minden Ji ∈ J munkához tartozik egy pi ∈ Z+ feldolgozási idő, és
feltételezzük, hogy ideális esetben minden munka egy közös, D határidőre fejeződik
be. Egy ütemezés minden Ji munkához hozzárendeli a befejezési idejét, Ci-t úgy,
hogy a munkák feldolgozási intervallumai ne fedjék egymást. A sorrendet, amelyben
a gép a munkákat feldolgozza, munkasorrendnek (job sequence) nevezzük.
Egy Ji munka koraiságát és késését az alábbi módon definiáljuk:

Ei = max{0, D − Ci}, Ti = max{0, Ci −D}.

Ennek megfelelően a Ji munka korai, ha Ci < D, pontos, ha Ci = D, illetve késő, ha
Ci > D.
Minden munkához adott továbbá egy koraisági súly, αi ∈ Z+ és egy késési súly,
βi ∈ Z+. Egy s ütemezés teljes költsége a súlyozott koraiság és késés összegeként
definiálható, azaz:

c(s) =
n∑

i=1

(αiEi + βiTi) .

A cél egy olyan s ütemezés meghatározása, amelyre c(s) minimális.

3.1. Megjegyzés. Egy s ütemezést szokás az úgynevezett Gantt diagrammal ábrá-
zolni, amelynek segítségével egy szemléletes példát is mutatunk:
Legyenek rendre J = {J1, J2, J3, J4, J5}, p = {1, 2, 5, 7, 10}, α = {2, 0, 11, 1, 7},
β = {1, 5, 2, 9, 1} és D = 10
Ekkor az 1,2,4,3,5 munkasorrend szerinti ütemezés:

—- i–—- ——–
M: J1 -J2- —-J4—- –J3– —–J5—–

D

100 1 { 32 15
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3.2. Megjegyzés. Példák a problémával ekvivalens feladatokra:

• Egy repülőtéren több járművet kell egyetlen jégtelenítő járművel kiszolgálni egy
közös indulási időpontig. A túl korai jégtelenítés többletmunkát (újrajégtelení-
tést), a késés pedig csúszást és visszatérítési díjakat eredményezhet.

• Egy kikötőben konténereket kell egyetlen daruval felrakodni a hajókra, ame-
lyeknek közös indulási ideje van. A túl korai elkészülés torlódást, a késés pedig
indulási csúszást okozhat.

• Egy gyógyszergyár több tételt gyárt ugyanarra az időpontra; a koraiság raktá-
rozási költséget, a késés ellátáshiányt és bírságot eredményezhet.

• Egy autóipari cég több alkatrészt gyárt egy gyártósoron, amelyeknek egy közös
határidőre kell elkészülniük. A korábban elkészült alkatrészek tárolása költséges
lehet, a határidőn túli elkészülés büntetéseket vonhat maga után.

Az optimális megoldást speciális alakú ütemezések között keressük majd, ezért be-
vezetjük a következő definíciót:

3.3. Definíció. Egy s ütemezést V alakúnak nevezünk, ha:

(1) Két munka között nincs állásidő a gépen, azaz két munka között nem telik el
kihasználatlan idő

(2) Az egyik munka pontosan D-re fejeződik be

(3) a D-nél korábban, vagy D-re befejeződő munkák sorrendje nemcsökkenő az αj

pj
arány szerint

(4) A D után ütemezett munkák sorrendje nemnövekvő a βj

pj
arány szerint

3.4. Állítás. Tegyük fel, hogy adott a munkák két részre való felosztása: Jelölje H1 a
D-ig ütemezendő, H2 pedig a D után ütemezendő munkák halmazát. Ekkor a feltétel
figyelembevételével létrehozható minimális költségű ütemezés V alakú.

Bizonyítás. Az (1) feltétel minden optimális s ütemezésre triviálisan teljesül: ha s
optimális ütemezésben volna állásidő, annak megszüntetésével lenne olyan befejezési
idő amely csökkene a többi pedig nem nőne, így a

∑n
i=1(αiEi + βiTi) költség (ahol

αi, βi ≥ 0) csökkene. Ez ellentmondana annak, hogy s minimális költségű. Rögzített
felosztás mellett az (1) tulajdonságból következik a (2).
A felosztás miatt elegendő a H1 és a H2 halmazokat külön-külön optimálisan üte-
mezni az összköltség minimalizálásához. Először a H1 halmazt (a D-ig ütemezendő
munkákat) vizsgáljuk. A halmazban lévők egyike sem határidőn túli, ez indokolja
a célfüggvény koraisági súlyokra vonatkozó részének bevezetését: g(s) =

∑n
i=1 αiEi.

Megmutatjuk, hogy a H1-beli munkák ütemezése csak akkor lehet optimális, ha tel-
jesíti a (3) tulajdonságot. Indirekten tegyük fel, hogy s optimális ütemezés, de nem
nem teljesíti a tulajdonságot. Emiatt létezik olyan j és k index, hogy k - j = 1, Jj
előbb van ütemezve mint Jk, viszont pj

αj
< pk

αk
. Cseréljük fel a két munkát, és jelölje

s′ az így kapott ütemezést. Ekkor:

g(s) = α1E1 + ...+ αjEj + αkEk︸ ︷︷ ︸
(∗1)

+...+ αnEn
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g(s′) = α1E1 + ...+ αjE
′
j + αkE

′
k︸ ︷︷ ︸

(∗2)

+...+ αnEn

A két összegben csak a j-re és k-ra eső tagok térnek el, ezeket kiemelve:

(∗1) = αjEj + αkEk

= αjmax{0, D − Cj} + αkmax{0, D − Ck}

= αjmax
{
0, D −

(∑
l∈I

pl︸ ︷︷ ︸
t:=

+pj

)}
+ αkmax

{
0, D −

(∑
l∈I

pl︸ ︷︷ ︸
t:=

+pj + pk

)}
.

ahol I azon munkák indexeinek halmaza, amelyek Jj előtt kerültek ütemezésre s-ben.
Mivel ezek D-ig ütemezendő munkák, a maximum elhagyható, azaz:

(∗1) = αj(D − (t+ pj)) + αk(D − (t+ pj + pk))

= αjD − αjt− αjpj + αkD − αkt−αkpj − αkpk.

Az s’ ütemezésre hasonlóan levezethető:

(∗2) = αk(D − (t+ pk)) + αj(D − (t+ pk + pj))

= αkD − αkt− αkpk + αjD − αjt−αjpk − αjpj.

Az indirekt feltevés miatt tudjuk, hogy:

pjαk < pkαj ⇔ −αkpj > −αjpk

A két kifejezés különbsége:

(∗1)− (∗2) = −αkpj + αjpk > 0

Ezzel azt kaptuk, hogy g(s) költsége nagyobb mint g(s’) költsége, ami ellentmond
annak, hogy s minimális költségű. Következésképpen az optimális korai ütemezés
szükségszerűen (3)-as tulajdonságú. A (4)-es tulajdonság a H2 halmazra hasonlóan
adódik. □

Az állításból arra következtethetünk, hogy ha adott a munkák két halmaz szerinti
felosztása, akkor a felosztásból létrehozható legkisebb költségű ütemezés kiszámít-
ható. Tehát a feladat visszavezethető a munkák olyan partícionálásának keresésére,
amely az eredeti feladatra minimális költséget eredményez. Ekvivalens megfogalma-
zásban: olyan H1, H2 ⊆ J részhalmazokat keresünk, amelyek diszjunktan fedik az
összes munkát (H1 ∪̇ H2 = J), és a költségük szerint optimálisak. Ez a súlyozott
halmazfedési probléma, ami közismerten NP-nehéz [2]. Erre alapozva, a feladatot
IP modellként írjuk fel. A halmazfedést bináris döntési változókkal kódoljuk, majd
a megadott célfüggvény szerint optimális megoldást keresünk. Ennek megfelelően a
következőkben bevezetjük a szükséges halmazokat és változókat.
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3.2. IP modell

Legyen ε az összes korai ütemezés halmaza, vagyis a munkák összes olyan részhal-
maza amely beütemezhető D elé, továbbá legyen τ az összes késői ütemezés halmaza
(az üres ütemezést is beleértve), azaz a munkák összes lehetséges részhalmaza. Min-
den s ∈ ε (vagy s ∈ τ ) leírható egy bináris vektorral: as = (a1s, a2s, ..., ans), ahol

ais =

{
1, ha Ji ∈ s,

0, különben.

Legyen xs ∈ {0, 1} olyan változó, amely egyet vesz fel, ha az s (korai vagy késői)
ütemezés kiválasztásra került, egyébként nullát.
Célunk egy z∗ érték meghatározása, amely az alábbi összeget minimalizálja:

min
∑
s∈E

csxs +
∑
s∈T

csxs : (0)∑
s∈E

ajsxs +
∑
s∈T

ajsxs ≥ 1, j = 1, . . . , n (1)

∑
s∈E

xs ≤ 1, (2)∑
s∈T

xs ≤ 1, (3)

xs ∈ {0, 1}, ∀s ∈ E , s ∈ T . (4)

A (1)-es feltétel biztosítja, hogy minden munka legalább egyszer lefedésre (üteme-
zésre) kerüljön. A (2)-es és (3)-as feltételek azt írják elő, hogy a korai, illetve a késői
ütemezések közül legfeljebb egyet válasszunk, végül a (4) feltétel a bináris változókért
felel. Mivel minden költségtényező pozitív, ezért az optimális megoldásban az (1)-(3)
feltételek egyenlőséggel teljesülnek (itt kihasználtuk, hogy az üres ütemezés része a
halmazoknak). A következő (al)fejezetben levezetjük a feladatra az oszlopgenerálás
részletes alkalmazását. Mivel a modellünk egy egészértékű programozási feladat,
ezért ez közvetlenül nem tehető meg. Emiatt bevezetjük a feladat LP-relaxáltját,
ami gyakorlatilag az (0)-(3) által megfogalmazott feladat, az xs ≥ 0, ∀s ∈ ε ∪ τ
kiegészítéssel. A feladat mátrixos ábrázolása, ahol λ a duál változók sorvektora:

s ∈ E︷ ︸︸ ︷ t ∈ T︷ ︸︸ ︷
xs xt ≥ 0

0 ≤ λ1 ≥ 1
0 ≤ λ2 ≥ 1
.0ll · as at . .
.0ll · . .
.0ll · . .

λn ≥ 1
0 ≤ λn+1 −1 −1 . . . −1 0 . . . 0 ≥ −1
0 ≤ λn+2 0 0 −−− . . .−−− 0 −1 −−− . . .−−− −1 ≥ −1

≥ ≥ ≥ ≥

cs . . . ct
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3.3. Oszlopgenerálás

A módszer alkalmazásához az első lépés a kezdeti oszlophalmaz előállítása. Ebben
az esetben elegendő egy (vagy több) megengedett megoldást találni, ami a jelenlegi
feladatban viszonylag egyszerű. Ennek ellenére megemlítünk pár jól bevált ötletet
arra, hogy miként állítható elő a kezdeti oszlophalmaz egy tetszőleges feladat esetén.

• Mesterséges oszlopok nagy büntetéssel: Általános ötlet: induláskor felveszünk
néhány mesterséges oszlopot, amelyek biztosítják, hogy az RMP az első iterá-
cióban is megvalósítható legyen. Ezekhez nagy (büntető) költséget rendelünk,
így a pricing által talált valódi, olcsóbb oszlopok fokozatosan kiszorítják őket,
amint azok megjelennek a modellben.

• Heurisztikus induló oszlopok: Gyors konstrukciós heurisztikákkal (pl. mohó
módszerekkel) állítunk elő néhány megengedett oszlopot, és ezekkel indítjuk
az RMP-t.

• Problémaspecifikus triviális oszlopok: Olyan szerkezeti oszlopok, amelyek min-
dig megvalósíthatók. Jelen esetben: minden munkát D után (vagy D elé üte-
mezünk, ha az megengedett) és a korai (ill. a késői) ütemezésnek az üres
ütemezést választjuk

• Keresés a pricing algoritmussal: A pricing algoritmus és a szubgradiens mód-
szer segítségével (tipikusan λ = 0 kiindulási szorzóval) állítjuk elő a kezdeti
oszlophalmazt. Rögzített Lagrange-szorzók mellett megoldjuk a Lagrange-
relaxált feladatot, és az onnan kapott megoldásból megpróbálunk előállítani
egy, az eredeti feladatra megengedett megoldást. Ha ez nem sikerül, akkor
a szubgradiens irányban módosítjuk a szorzókat, majd az új λ mellett meg-
ismételjük az eljárást. Ezt addig folytatjuk amíg nem találunk megengedett
megoldást.

Következő lépésként megoldjuk a kezdeti oszlophalmaz által leírt LP feladatot, ez-
zel kinyerjük az RMP optimális duál megoldását. Az elméleti eredmények szerint
olyan oszlop bevétele csökkenthet a célfüggvény értékén, amelynek redukált költsége
negatív. A feladat struktúrális adottságai miatt egy s oszlophoz tartozó redukált
költséget az alábbi módon definiáljuk:

c̄s :=

cs −
∑n

j=1 ajsλj + λn+1, ha s ∈ ε

cs −
∑n

j=1 ajsλj + λn+2, ha s ∈ τ

A felírásból adódik, hogy a ε és τ halmazokban külön-külön keressünk a negatív
redukált költségű, azaz sértő oszlopokat. Ennek megfelelően a pricing algoritmus
két eljárásból tevődik össze. Mindkét halmaz esetében egy dinamikus programozási
megközelítést alkalmazunk. A részletes leírást a következő alfejezetben ismertetjük.
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3.3.1. A Pricing algoritmus

Első esetben a célunk tehát az, hogy a cs −
∑n

j=1 ajsλj + λn+1 érték minimumát
keressük az s ∈ ε halmazon. Ehhez tegyük fel, hogy a munkákat a következő
sorrend szerint indexeltük:

α1

p1
≥ . . . ≥ αn

pn

Ekkor bármely Jj munka esetén egy as korai ütemezésben:

Ej = D − Cj =

j−1∑
i=1

ais pi =⇒ cs =
n∑

j=1

αjajsEj =
n∑

j=1

αjajs

j−1∑
i=1

aispi

Ebből adódik:

c̄s = cs −
n∑

j=1

ajsλj + λn+1 =
n∑

j=1

αjajs

j−1∑
i=1

aispi︸ ︷︷ ︸
Ej

−
n∑

j=1

ajsλj + λn+1

=
n∑

j=1

[
αj

j−1∑
i=1

aispi − λj

]
ajs + λn+1.

Ezért, ha
∑j−1

i=1 aispi = t, akkor Jj beillesztése egy korai ütemezésbe (ajs = 1),
c̄s-t (αjt−λj) értékkel módosítja. Ebből adódik az algoritmus, amire a későbbiekben
F-algoritmusként hivatkozunk:
Tetszőleges λ ≥ 0 esetén jelölje Fλ(j, t) a minimális redukált költséget azon korai
ütemezések halmazán, amelyek a {J1, . . . , Jj} munkákból állhatnak, és amelyekben
az ütemezés első munkája a D − t időpillanatban indul. Ekkor:

Fλ(j, t) =

{
λn+1, ha j = 0, t = 0

∞, különben

A rekurzió j = 1, . . . , n, t = 0, . . . , D :

Fλ(j, t) =

min
{
Fλ(j − 1, t), Fλ(j − 1, t− pj) + αj (t− pj)− λj

}
, ha t ≥ pj

Fλ(j − 1, t), ha 0 ≤ t < pj.

Megjegyzendő, hogy ha D >
∑n

j=1 pj, akkor a rekurzió D-re vonatkozó tartománya
lecserélhető a megmunkálási idők összegére.
A legkisebb redukált költség a korai ütemezések halmazán:

min{Fλ(n, t) : 0 ≤ t ≤ D}

3.5. Megjegyzés. Az algoritmus szemléletesen a következőképp működik: egy (j, t)
állapotban (ahol a korai blokk hossza t, így az ütemezés a D − t időpontban indul)
két lehetőség közül választunk. A D− t időpillanatban a Jj munkával kezdünk és úgy
folytatjuk, hogy a redukális költség a lehető legkisebb legyen, vagy arra következtetünk
hogy a munkát (nem lehet, vagy) nem éri meg bevenni. pl.

—- i–—- ——–
M: ——-- —J3?— –J2– —–J1—–

D

                              

t
D
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Ha a fenti minimum negatív, abból arra következtethetünk, hogy létezik olyan oszlop
amelyet az RMP-hez adva jobb célfügggvény értéket kaphatunk. Habár az algorit-
mus közvetlenül nem adja meg az említett oszlopot, ez rekonstruálható Fλ értékeiből:
minden (j, t) állapothoz eltárolunk egy döntést (pl. skip / take), ami azt jelzi, hogy
bevettük-e a Jj munkát a t időpillanatban. A végállapotból kiindulva, a döntéseket
visszakövetve megkapjuk a kiválasztott munkák halmazát, vagyis az új oszlop as
vektorát.
Ha viszont min{Fλ(j, t) : 0 ≤ t ≤

∑n
j=1 pj} ≥ 0 teljesül, akkor a korai ütemezések

halmazán nem létezik negatív redukált költségű oszlop. Ekkor a pricing a késői
ütemezésekre vonatkozó része folytatódik, amit az alábbiakban tárgyalunk. Erre a
későbbiekben G-algoritmusként hivatkozunk.
2
A módszer hasonló az előzőhöz, most azonban a cs −

∑n
j=1 ajsλj + λn+2 érték mi-

nimumát keressük az s ∈ τ halmazon. Ezúttal tegyük fel, hogy átindexeltük a
munkákat a következő sorrend szerint:

β1

p1
≥ . . . ≥ βn

pn

Tetszőleges λ ≥ 0 esetén jelölje Gλ(j, t) a minimális redukált költséget azon ké-
sői ütemezések halmazán amelyek a {J1, . . . , Jj} munkákból állhatnak és az utolsó
munka a t időpillanatban fejeződik be. Ekkor:

Gλ(j, t) =

{
λn+2, ha j = 0, t = 0

∞, különben

A rekurzió j = 1, . . . , n, t = 0, . . . ,
∑n

j=1 pj :

Gλ(j, t) =

min
{
Gλ(j − 1, t), Gλ(j − 1, t− pj) + βj t− λj

}
, ha t ≥ pj

Gλ(j − 1, t), ha 0 ≤ t < pj.

A legkisebb redukált költség a késői ütemezések halmazán:

min{Gλ(n, t) : 0 ≤ t ≤
n∑

j=1

pj}

3.6. Megjegyzés. A G-algoritmus szemléletesen az alábbi döntést ismétli: a (j,t)
állapotban (ahol a késői blokk hossza t, és az ütemezés utolsó munkája t időpilla-
natban fejeződik be) két lehetőség közül választunk: Vagy beütemezzük Jj munkát a
t időpontig úgy, hogy az őt megelőző munkákat minimális redukált költség szerint
választjuk, vagy úgy döntünk, hogy Jj kimarad (mert nem lehetséges, vagy nem éri
meg beütemezni).

—- i–—- ——–
M: -J1—- —J2— –J3?– —–——-

D

                              

t
D0

0
Ha a fenti minimum negatív, akkor létezik negatív redukált költségű késői ütemezés,
amelynek munkahalmaza előállítható az előzőekben ismertetett módszerrel.
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Összefoglalva, a pricing algoritmus eldönti, hogy van-e sértő oszlop a korai, illetve
a késői ütemezések halmazán. Ha találunk ilyen munkahalmazt, akkor az oszlopot
előállítjuk, hozzáadjuk az RMP-hez, és újra megoldjuk az LP feladatot. Megjegy-
zendő, hogy az oszlop cs költségének kiszámítása során figyelnünk kell a munkák
megfelelő sorrendjére, azaz arra, hogy a munkahalmazból alkotott V-alakú üteme-
zés (korai vagy késői részének) költségével számoljunk. Az eljárást iterálva, ha már
egyik blokkban sincs sértő oszlop, a megállási feltétel teljesül, vagyis megtaláltuk az
LP-relaxált feladat optimális megoldását.

3.7. Megjegyzés. Az F- és G-algoritmus futásideje egyaránt O(n
∑n

j=1 pj), vagy-
is mindkét algoritmus pszeudopolinomiális. A feladat NP-nehézsége miatt nem is
várhatunk polinomiális Pricing algoritmust.

3.8. Megjegyzés. A szakirodalomban gyakran vizsgált kérdés, hogy érdemes-e egy
iterációban több oszlopot is beemelni az RMP-be. Ha ugyanis több olyan t is adódik,
amelyre Fλ(n, t) < 0 (illetve Gλ(n, t) < 0), akkor egyszerre több oszlop is előállít-
ható. Ennek előnye lehet, hogy (valószínűleg) kevesebb LP feladatot kell megoldani
az algoritmus teljes futása során; hátránya viszont, hogy az RMP minden lépésben
jelentősen nagyobbra nőhet. A számítási tapasztalatok szerint ez a stratégia összes-
ségében nem bizonyult kifizetődőnek, ezért iterációnként csak egy-egy oszlopot adunk
hozzá a feladathoz. Van azonban egy kivétel: ha a minimális redukált költségű üte-
mezés és az ahhoz tartozó komplementer ütemezés együtt jobb primál megoldást ad,
mint a jelenlegi legjobb megoldás, akkor mindkét oszlopot hozzáadjuk.

3.4. Lagrange-relaxációs eljárás

Írjuk fel a feladatot a következő alakban:

min

{
cx : x ∈ Γ

∣∣∣∣∣ (1) A1x ≥ b1,

(2) A2x ≤ b2

}
(3.1)

Ahol Γ = {0, 1}n, A1 és b1 az IP-modell feltételrendszének első n sorát, A2 és b2 pedig
az n + 1. és n + 2. sorokat írja le. Következő lépésben relaxáljuk a feladat (1)-es
feltétel által megfogalmazott sorait. Vezessük be a Lagrange-szorzók vektorát, azaz
legyen ρ = (ρ1, . . . , ρn) ∈ Rn (ahol szükség szerint ρ ≥ 0). Ezek alapján a Lagrange
függvény a következőképp definiálható:

L(ρ) = min
x∈Γ

{ cx− ρ(A1x− b1) | (2) A2x ≤ b2} ρ ≥ 0

Ekvivalens megfogalmazásban egy rögzített ρ esetén a következő feladatot kapjuk:

min
∑
s∈E

(
cs −

n∑
j=1

ρjajs

)
xs +

∑
s∈T

(
cs −

n∑
j=1

ρjajs

)
xs +

n∑
j=1

ρj︸ ︷︷ ︸
(∗)

(0)

∑
s∈E

xs ≤ 1, (2)∑
s∈T

xs ≤ 1, (3)

xs ∈ {0, 1}, ∀s ∈ E , s ∈ T . (4)
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Vegyük észre, hogy rögzített ρ esetén a (∗) mennyiség konstans, ezért a feladat két
független részproblémára bontható: külön keressük azt a korai, illetve azt a késői
ütemezést, amelyre a cs −

∑n
j=1 ρjajs mennyiség minimális. Ennek megoldásához

tekintsük a következő állítást:

3.9. Állítás. Tetszőleges ρ ≥ 0 esetén legyen ρ′ = (ρ1, ..., ρn, 0, 0), továbbá legyen
P =

∑n
j=1 pj. Ekkor:

L(ρ) = min
0≤t≤P

Fρ′(n, t) + min
0≤t≤P

Gρ′(n, t) +
n∑

j=1

ρj

Az állítás szinte nyilvánvaló: az F - és G-algoritmusok kifejezetten az ilyen alakú
összegek minimumának meghatározására készültek, továbbá a megfelelő kiterjesztés
miatt az algoritmusok közvetlenül alkalmazhatók. Megjegyzendő, hogy a feltéte-
lek relaxálása miatt előfordulhat, hogy olyan munkahalmazokat kapunk, amelyek
összességében nem fednek minden munkát, vagy éppen kétszer is fedik azokat. En-
nek korlátozására a függvényt a következőképp módosíthatjuk:

L′(ρ) = min
0≤t≤P

{Fρ′(n, t) + Gρ′(n, P − t)}+
n∑

j=1

ρj.

Vagyis ezzel biztosítjuk, hogy a korai és a késői ütemezés összhossza megegyezzen a
megmunkálási idők összegével. Azonban még mindig kérdéses, hogy mely Lagrange-
szorzók esetén kapjuk a legjobb alsó korlátot a feladatra. Ezt a szubgradiens mód-
szer segítségével kereshetjük meg. Vagyis a következő lépésben megvizsgáljuk, hogy
milyen alakúak lesznek a szubgradiensek az algoritmus során. A (2.14) tétel értelmé-
ben b1 − A1xλ szubgradiens, ahol xλ jelöli a relaxált feladat optimális megoldását.
Az előző állítást felhasználva a következő összefüggést kapjuk: Jelölje 1 ∈ Rn az
azonosan egy vektort. Legyen továbbá af,ρ ∈ {0, 1}n és ag,ρ ∈ {0, 1}n a (rögzített)
ρ melletti F -, és G-algoritmusból kapott munkahalmazok karakterisztikus vektora.
Ekkor a Lagrange függvény egy tetszőleges ρ pontbeli szubgradiense:

v(ρ) = 1− (af,ρ + ag,ρ)

A módszer implementációja során a fentiekben tárgyalt heurisztikus lépésméret-
szabályt alkalmaztuk, de természetesen más szabály is alkalmazható.

Kiegészítés

Ebben a fejezetben azt vizsgáljuk, miként csökkenthető az oszlopgenerálás számí-
tásigénye a Lagrange-relaxációnál bemutatott elméleti eredmények felhasználásával.
Mielőtt rátérünk a részletes tárgyalásra, érdemes kiemelni a mögöttes motivációt.
Ahogy korábban említettük, az oszlopgenerálás pricing algoritmusának futásideje
pszeudopolinomiális, ezért nagy megmunkálási idők mellett a módszer különösen
számításigényessé válhat. Ennélfogva a pricing algoritmus kis mértékű gyorsítása
is jelentős futásidő-megtakarítást eredményezhet a teljes eljárásban. Ez indokolja,
hogy a továbbiakban a pricing lépés felgyorsítását kiemelten kezeljük.
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Először röviden felidézzük azokat az elméleti alapokat, amelyekre a módosítás épül.
A (2.11) tétel szerint tetszőleges ρ ∈ Rn

+ mellett alsó korlátot kapunk az eredeti
feladatra, ha megoldjuk a hozzá tartozó relaxált feladatot, azaz kiszámítjuk L(ρ)
értékét. Ennek megfelelően az oszlopgenerálás egy adott iterációjában kapott duál
megoldás (az utolsó két koordináta elhagyása után) felhasználható ilyen alsó korlát
meghatározására.
Legyen tehát adott az oszlopgenerálás egy lépéséből származó duálvektor, hagyjuk
el annak utolsó két koordinátáját és jelöljük a kapott vektort λ = (λ1, . . . , λn)-nel.
Ebből a nemnegatív vektorból definiáljunk egy Lagrange-relaxált feladatot. Ezt az
alábbi módon használhatjuk fel:

A pricing algoritmus gyorsítása

3.10. Állítás. Legyen UB a feladat eddigi legjobb (megvalósítható) megoldásának
költsége. Ha valamely t időpontra és λ ≥ 0 vektorra fenáll:

Fλ(n, t) +Gλ(n, P − t) +
n∑

j=1

λj > UB − 1. (3.2)

akkor nincs olyan ütemezés amelyben a korai ütemezés hossza t (így a késői P − t)
és a költsége jobb mint UB.

Bizonyítás. Mutassuk meg, hogy a bal oldali mennyiség felülről becsülhető a legjobb
olyan ütemezés költségével amelyben a korai ütemezés hossza t (így a késői P − t).
Ebből az következne, hogy a legjobb ilyen szerkezetű ütemezés költsége legalább
akkora, mint az eddig talált legjobb megoldás költsége, ami éppen a bizonyítandó
állítás.
Legyen S(t) azon ütemezések halmaza, amelyekben a korai rész hossza t, a késői
rész hossza pedig P − t. Jelölje továbbá S̄(t) az S(t) ütemezések azon részhalmazát,
amelynek elemei minden munkát fednek. Vezessük be a következő jelölést:

z∗(t) = min
s∈S̄(t)

c(s).

A célunk tehát annak belátása:

z∗(t) ≥ Fλ(n, t) +Gλ(n, P − t) +
n∑

j=1

λj.

Vezessük be az L(s, λ) függvényt, amely a λ Lagrange-szorzókkal definiált relaxált
feladat értékét adja egy s ütemezés esetén, azaz

L(s, λ) = csE −
n∑

j=1

λjajsE + csT −
n∑

j=1

λjajsT +
n∑

j=1

λj,

ahol sE és sT rendre az s ütemezés korai, illetve késői része.
Ebből adódik:

min
s∈S(t)

L(s, λ)
def
= Fλ(n, t) +Gλ(n, P − t) +

n∑
j=1

λj.
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Vezessük be a j-edik munka fedettségét is, azaz legyen covj(s) = ajsE + ajsT .
Ekkor:

L(s, λ) = c(s) +
n∑

j=1

λj(1− covj(s)).

Ha az s ütemezésben nincs fedetlen munka, akkor 1 − covj(s) ≤ 0, így ebben az
esetben a fenti kifejezés felülről becsülhető a c(s) értékkel. Ezek alapján az alábbi
összefüggés adódik:

Fλ(n, t) +Gλ(n, P − t) +
n∑

j=1

λj
def
= min

s∈S(t)
L(s, λ) ≤ min

s∈S̄(t)
L(s, λ) ≤ min

s∈S̄(t)
c(s) = z∗(t).

□

Algoritmikus szempontból az állítást a következőképpen használhatjuk fel:
Ha egy iteráció során találunk olyan t0 értéket, amelyre minden t ≥ t0 esetén tel-
jesül a (3.2) egyenlőtlenség, akkor az Fλ értékeinek kiszámítása ezen tartományon
szükségtelenné válik. A bizonyításban bevezetett z∗(t) mennyiségről ugyanis ebben
az esetben tudjuk, hogy z∗(t) ≥ UB, így a fenti szerkezetű korai ütemezésekhez
tartozó karakterisztikus vektorok bevonása nem vezethet a jelenlegi legjobb meg-
oldás javításához. Vagyis Fλ kiszámítása t ≥ t0 esetén feleslegessé válik. Fontos
kiemelni, hogy a következtetés z∗(t)-re vonatkozik, amely nem függ a jelenlegi duál
változóktól. Ennek eredményeként az egyszer kizárt t értékek későbbi iterációkban
sem válnak újra relevánssá, azaz akkor sem, ha az algoritmus új λ mellett folytató-
dik. Így az F -algoritmusban a vizsgált t tartománya az iterációk során fokozatosan
szűkíthető, ami számottevően csökkentheti a számítási igényt.
Továbbá megjegyezzük, hogy az (3.2) egyenlőtlenségben szereplő bal oldali mennyi-
ség szimmetrikus a korai és a késői blokk hosszára nézve, azaz a t és P − t paraméte-
rek szerepe felcserélhető. Ennek következtében a korábban kapott eredmény analóg
módon alkalmazható a G-algoritmusra is. Azaz létezhet egy, a késői blokkhosszra
vonatkozó küszöbérték, jelölje u0, amelyre igaz, hogy minden u > u0 esetén a Gλ ki-
értékelése már szükségtelen, így a G algoritmus tartománya is iterációról-iterációra
szűkíthető. Összefoglalva, az oszlopgenerálás teljesítményének javítását a pricing
lépés célzott gyorsításával valósíthatjuk meg.

4. Szoftveres megvalósítás
A következő fejezet célja az implementáció megvalósításának bemutatása, valamint
az elkészült program teljesítményének elemzése [11]. Az első részben áttekintjük az
általunk megírt program szerkezetét és a föbb algoritmikus komponenseket.
A program C++ nyelven készült. A lineáris programozási modellek felépítésére a
LEMON könyvtár Lp interfészét használtuk, amely egységes felületet biztosít kü-
lönböző LP-solverek eléréséhez. A program a bemeneti adatokat szöveges (.txt)
formátumú fájlból olvassa be. Ezek a fájlok tartalmazzák a munkák feldolgozási
idejét, határidejét, valamint a koraisági és késési súlyokat. A beolvasást követően a
teljes megoldási folyamat egyetlen osztályba, a Scheduler osztályba van szervezve.

29



A program vezérlését a run() tagfüggvény végzi, amely meghatározza a megoldási
lépések sorrendjét:

void run() {
preprocess();
initializeMasterProblem();
runColumnGeneration();
runLagrangeRelaxation();
runBranchAndBound();

}

A program összetett felépítésű és számos segéd- és számítási célú tagfüggvényt tar-
talmaz. Ennélfogva, a továbbiakban kizárólag azokat a tagfüggvényeket mutatjuk
be, amelyek kulcsszerepet játszanak a módszerek működésében.

• preprocess(): Előkészítő lépés, amely a munkák indexeit a megfelelő arányok
szerint rendezi. A rendezés a C++ beépített sort függvényének segítségével
történik. Ez a lépés biztosítja, hogy a V-alakú ütemezések költségei a későb-
biek során hatékonyan számíthatók legyenek.

• initializeMasterProblem(): Az oszlopgenerálási eljárás kezdeti részproblé-
máját építi fel. A modell megfogalmazása a LEMON Lp interfészén keresztül
történik, ahol a korlátok és a kezdeti oszlopok explicit módon kerülnek defini-
álásra. Ezt követően a függvény a választott LP-solver segítségével megoldja
az első LP-feladatot.

• runF() és runG(): A pricing lépéshez tartozó dinamikus programozási algorit-
musok megvalósításai. Feladatuk a minimális redukált költségű korai, illetve
késői ütemezés értékének meghatározása a megadott duálváltozók mellett. A
dinamikus programozás állapotait és döntéseit táblázatos formában tárolják,
amelynek alapján előállítják a megfelelő karakterisztikus vektorokat. Mivel
ezeket a függvényeket minden eljárás használja, ezek úgy kerültek kialakítás-
ra, hogy a program bármely részéből meghívhatók legyenek.

• runColumnGeneration(): Az oszlopgenerálási eljárás teljes folyamatát va-
lósítja meg. Iteratív módon hajtja végre az alábbi lépéseket: lekéri az ak-
tuális duálváltozókat, majd ezek alapján meghívja a pricing algoritmusokat.
Amennyiben létezik sértő oszlop, a runF() és runG() függvények által generált
új oszlopokat az interfészen keresztül hozzáadja a részproblémához. Ezt kö-
vetően a választott LP-solver segítségével újra megoldja a kibővített modellt.
Továbbá ebben a függvényben került sor t tartományának korlátozására is.

• runLagrangeRelaxation() A Lagrange-relaxációs eljárás implementációja. A
Lagrange-függvény értékének kiszámítása egy külön tagfüggvényben történik,
amely a pricing algoritmusokra épül. A szubgradiens módszer rögzített maxi-
mális iterációszámmal fut, ezáltal biztosítva a számítási idő kontrollálhatósá-
gát.

• runBranchAndBound(): Amennyiben az LP-relaxált feladat optimális megol-
dása nem egész, a program egy Lagrange-relaxáción alapuló Branch and Bound
algoritmust hajt végre, úgy hogy a keresési fát mélységi bejárás alapján járja
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be. Az egyes csomópontokban a munkák rögzítése egy bináris vektor alap-
ján történik, míg az alsó korlátok számítása a korábban bevezetett Lagrange-
relaxációs eljárás felhasználásával valósul meg.

A fenti áttekintés tehát a program szerkezetének és működésének azon elemeit mu-
tatta be, amelyek közvetlenül kapcsolódnak a korábban ismertetett elméleti eredmé-
nyekhez. Az implementáció további részleteinek tárgyalása nem szolgálná érdemben
a dolgozat célját, ezért ennek bemutatását ezen a ponton lezárjuk.
A következő alfejezet a megvalósítás valódi céljára helyezi a hangsúlyt. Ugyanis a
tesztelt példányokon kapott eredmények alapján lehetőség nyílik a módszerek telje-
sítményének vizsgálatára.

4.1. Teljesítményvizsgálat

Az eredmények megfelelő értelmezése érdekében szükséges röviden ismertetni azt a
számítási környezetet, amelyben a kísérletek végeztük. A méréseket Linux (Ubuntu
24.04.1 LTS) operációs rendszer alatt végeztük. A lineáris programozási felada-
tok megoldását a LEMON Lp interfészen keresztül az IBM ILOG CPLEX Optimi-
zer 22.1.1 végezte. A számításokat egy Intel Core i3–8130U típusú, 2.20 GHz órajelű
processzorral, valamint 8 GB memóriával rendelkező számítógépen futtattuk.

Oszlopgenerálás

Az oszlopgenerálás teljesítményét négy különböző példányosztályon vizsgáltuk. Min-
den osztály esetén az n = 10, 20, 50, 75, 100, 125, 150 és 175 munkaszámokhoz egyen-
ként 100 tesztpéldányt generáltunk. A közös határidőt minden osztályban egysége-
sen D = 1

2

∑n
j=1 pj értékre rögzítettük. Annak érdekében, hogy valós eredményeket

lássunk, olyan osztályokból is generáltunk példányokat, amik várhatólag nehézséget
jelentenek a módszer számára.
A vizsgált osztályokat az alábbiak szerint definiáltuk:

(i) A megmunkálási idők és a súlyok egyaránt az U [1, 10] egyenletes eloszlásból
származnak.

(ii) A megmunkálási idők és a súlyok egyaránt az U [1, 100] egyenletes eloszlásból
származnak.

(iii) A megmunkálási idők az U [10, 100] egyenletes eloszlásból származnak, míg az
αj és βj súlyok a [pj − 5, pj + 5] intervallumon vett egyenletes eloszlásból
származnak. Ennek következtében az αj/pj és βj/pj arányok jellemzően közel
esnek az 1 értékhez, ami azt jelzi, hogy a munkák prioritásai nagymértékben
hasonlóak.

(iv) A megmunkálási idők és a súlyok egyaránt az U [90, 100] egyenletes eloszlásból
származnak, ami olyan példányokat eredményez, ahol a munkák megmunkálási
idejei hasonlóak és az arányok egyhez közeliek.

Az előzetes megfontolásaink alapján arra számítunk, hogy az (iii) és az (iv) pél-
dányosztályba tartozó inputok nagyobb nehézséget okozhatnak a módszer számára.
Mindkét osztály esetében a súly–feldolgozási idő arányok egyhez közeli értékeket
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vesznek fel, ami várhatóan a konvergencia végső szakaszában jelentős lassuláshoz
vezet. Ebben az esetben ugyanis igazolható, hogy kis eltérésű munkahalmazok költ-
sége közel azonos. Ennek következtében, ha az oszlopgenerálási eljárás során az
RMP már elegendően sok, egymástól különböző oszlopot tartalmaz, akkor az alábbi
megfigyelések tehetők; Az optimalitási feltétel ((1.7)) alapján az RMP optimális bá-
zisában szereplő oszlopok redukált költsége nulla. Így az ezekhez hasonló munkahal-
mazokhoz tartozó oszlopok redukált költsége is várhatóan a nullához közeli értéket
vesz fel. Az RMP-ben szereplő, de az optimális bázisba nem tartozó oszlopok az ak-
tuális megoldás mellett duál megengedettek, így az ehhez hasonló oszlopok esetében
sem fordulhat elő számottevően negatív redukált költség. Mindez azt eredményezi,
hogy az oszlopgenerálás további iterációiban már csak kis mértékben javító oszlo-
pok adódhatnak. Ez az (iv) példányosztály esetében különösen kedvezőtlen, mert
a megmunkálási idők nagy értéktartománya miatt a pricing feladatok költségessé
válnak. Ez indokolja, hogy az (iii) és (iv) példányosztályok esetében a konvergencia
jelentős lassulására számítottunk, és ezeket a példányokat a módszer szempontjából
nehezebb eseteknek tekintettük.
Az eredményeink vizsgálatához vezessük be a következő jelöléseket:

n := a munkák száma,
OPT := azon példányok száma a 100 közül, amelyek esetében

az LP megoldás egész volt,
ACT := az átlagos futásidő másodpercben,

MACT := a maximális futásidő másodpercben,
MICT := a minimális futásidő másodpercben,
ACOL := a generált oszlopok átlagos száma,
MCOL := a generált oszlopok maximális száma,

ALP := a megoldott lineáris programok átlagos száma,
MLP := a megoldott lineáris programok maximális száma.

A kész program lehetőséget biztosít arra, hogy az oszlopgenerálási eljárás során
különböző típusú LP-solvereket alkalmazzunk. Ennek megfelelően a számítások so-
rán mi magunk választhatjuk meg, hogy az RMP-k megoldása milyen eljárással
történjen. Először azokat az eredményeket mutatjuk be, amelyek esetében az LP-
feladatokat belső pontos algoritmust alkalmazó solver oldotta meg.

1. táblázat. Eredmények az (i) példányosztályon, belső pontos módszert alkalmazva

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 88 0.03 0.05 0.02 40.76 51 18.02 23
20 81 0.12 0.20 0.08 89.94 107 38.33 47
50 76 0.81 1.08 0.66 253.1 295 108.54 125
75 70 2.36 3.09 1.92 402.19 459 174.54 198

100 65 5.94 9.67 4.79 553.95 620 242.81 278
125 77 7.69 8.98 6.38 706.49 765 312.52 341
150 78 11.98 15.76 10.57 869.43 1014 386.82 463
175 76 17.60 25.45 15.08 1036.01 1140 462.71 510
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2. táblázat. Eredmények az (ii) példányosztályon, belső pontos módszert alkalmazva

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 98 0.04 0.07 0.03 38.86 55 16.99 25
20 96 0.18 0.26 0.10 85.64 108 36.05 48
50 88 1.66 3.02 1.27 248.53 291 106.04 128
75 91 5.11 7.08 4.39 390.98 450 168.77 199

100 89 12.52 15.27 10.07 541.32 597 236.82 269
125 94 16.30 18.89 13.78 688.88 769 302.58 335
150 85 26.62 31.14 23.54 847.93 964 375.62 437
175 89 40.24 49.30 35.72 1002.27 1170 445.48 528

3. táblázat. Eredmények az (iii) példányosztályon, belső pontos módszert alkalmazva

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 100 0.05 0.07 0.04 46.97 62 21.08 28
20 99 0.25 0.35 0.19 109.47 132 47.07 60
50 98 2.34 2.88 1.74 321.01 364 140.87 161
75 98 8.57 12.48 6.50 522.09 580 232.56 259

100 96 23.11 30.18 18.65 723.34 773 326.83 348
125 92 45.40 56.29 37.98 930.88 999 423.79 469

4. táblázat. Eredmények az (iv) példányosztályon, belső pontos módszert alkalmazva

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 99 0.08 0.10 0.06 57.97 72 26.39 34
20 89 0.38 0.49 0.31 129.83 144 55.89 65
50 87 3.63 4.45 3.31 357.12 383 157.05 170
75 89 11.82 13.50 10.69 553.21 606 246.76 272

100 84 30.53 33.87 28.00 780.50 828 353.82 386
125 76 61.68 72.27 57.69 996.44 1095 453.86 512

A táblázatok alapján az oszlopgenerálási eljárás a vizsgált példányosztályokban kis
és közepes méretű példányokon (n ≤ 75) megbízhatóan és gyorsan működik. Kü-
lönösen kedvező, hogy n ≤ 50 mellett az átlagos futásidő minden osztályban 4
másodperc alatt maradt.
n növekedésével a futásidők minden osztályban emelkednek, ugyanakkor az emel-
kedés üteme osztályonként eltérő. Az (i) és (ii) példányosztályok esetén a futásidő
növekedése mérsékelt, míg az (iii) és (iv) osztályokban erőteljesebb.
Az (iii) és (iv) osztályokra kapott eredmények megfelelnek az előzetes megfontolá-
soknak: ezekben a futásidő n növekedésével gyorsabban nő. Ennek egyik oka, hogy
a generált oszlopok átlagos száma (ACOL) nagyobb, ami az RMP-k gyorsabb mé-
retnövekedésére utal. Emellett az iterációszámot jellemző ALP mennyiség a vizsgált
tartományban közel lineárisan emelkedik, miközben a futásidő ennél gyorsabban. Ez
azt jelzi, hogy a lassulás nem csupán az iterációk számából adódik, hanem abból is,
hogy egy iteráció számítási igénye megnő. A jelenség hátterében a nagyobb RMP-k
megoldásainak nehézsége, valamint a pricing lépések drágulása áll; az utóbbit az is
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alátámasztja, hogy ezekben az osztályokban a megmunkálási idők nagyobb értékeket
vehetnek fel. Mivel a n = 150 és n = 175 munkaszámok mellett a futásidők már
meghaladták az egy perces nagyságrendet , az ilyen módon történő teszteléstől elte-
kintettünk, és a nagyobb példányok vizsgálatára egy későbbi, módosított beállítás
mellett térünk vissza.
Végezetül megjegyezzük, hogy az LP-relaxált feladat megoldásai igen nagy arány-
ban egész értékűek voltak. Következésképpen ezekben az esetekben az eredeti (IP)
feladat optimális megoldását is megtaláltuk.
A következőkben azokat az eredményeket mutatjuk be, ahol az LP feladatok meg-
oldását szimplex módszert alkalmazó solver oldotta meg.
A szimplex módszer használata során már a kísérletek elején olyan konvergencia-
viselkedést tapasztaltunk, amely erősen torzította az átlagos futásidőt. Ezért a
további vizsgálatokat az (i) példányosztályra korlátoztuk, és n értékét csak 75-ig nö-
veltük. A futásidők jellemzéséhez n = 75 esetén célszerű volt egy további mutatót is
bevezetni; ennek megfelelően a futásidők mediánját is definiáljuk és a továbbiakban
MEDCT-vel jelöljük.

5. táblázat. Eredmények az (i) példányosztályon, szimplex módszert alkalmazva

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 97 0.008 0.013 0.005 60.56 80 27.83 42
20 93 0.062 0.083 0.043 208.03 263 106.93 142
50 94 2.513 4.579 1.561 1322.08 2009 848.39 1462

A mérések alapján n = 50-ig a futásidők még kedvezőek maradtak. Ugyanakkor
már ebben a tartományban is megfigyelhető, hogy az iterációszámot jellemző mutató
(ALP), illetve a generált oszlopok száma (ACOL) rövid idő alatt jelentős mértékben
megnőtt. Ez arra utal, hogy az RMP-k mérete és az oszlopgenerálás során elvégzett
LP-megoldások száma már viszonylag kis munkaszám mellett is nagyon gyorsan
megnő. Így a későbbi, nagyobb n értékeknél előzetesen is számítani lehetett arra,
hogy az eljárás számottevő számítási terhelés alá kerül.

6. táblázat. Eredmények az (i) példányosztályon, szimplex módszert alkalmazva

n OPT ACT MACT MICT MEDCT ACOL MCOL ALP MLP
75 90 30.457 101.165 9.688 15.107 3160.73 5096 2356.32 4071

Az n = 75 -re vonatkozó eredmények alapján jól látható, hogy a futásidők erősen
ingadoznak: a minimális (MICT) és a maximális (MACT) futásidő között nagy-
ságrendi különbség figyelhető meg. Ezzel szemben a medián (MEDCT) lényegesen
kisebb az átlagnál (ACT), amiből arra következtethetünk, hogy a futásidők drasz-
tikus megnövekedése a példányok legfeljebb felét érintette, és a többi esetben a
számítási idő mérsékelt maradt.
A kiugró futásidők hátterében az áll, hogy bizonyos példányoknál megjelent a farok-
hatás (tailing-off) jelensége: a konvergencia végső szakaszában sorra olyan új oszlo-
pok keletkeztek, amelyek már csak elhanyagolható mértékben javították az aktuális
célfüggvényértéket. Ezt a viselkedést a táblázatban szereplő ACOL és ALP értékek
is alátámasztják. Emellett az is megfigyelhető volt, hogy ezeknél a példányoknál
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az alkalmazott duálstabilizációs eljárások csak korlátozott mértékű gyorsulást ered-
ményeztek. A jelenség nagyobb munkaszámok mellett erőteljesebben jelentkezett:
n = 100 és n = 125 esetén a futások jelentős része elérte a 400–800 másodperces
tartományt, ezért további módosítást kellett bevezetnünk a módszerben.

A farokhatás illusztrációja egy példányon

A 4.4. fejezet alapján az oszlopgenerálás bármely iterációjában a Lagrange-függvény
értéke alsó korlátot szolgáltat az eredeti feladat optimális értékére, amennyiben a
duálváltozókat Lagrange-szorzóként használjuk. Legyen λ ∈ Rn+2 az oszlopgenerálás
adott iterációjában kapott duálvektor.
Jelölje F ⋆

λ (illetve G⋆
λ) a korai (illetve késői) ütemezések halmazán vett minimális

redukált költséget, azaz

F ⋆
λ := min{Fλ(n, t) : 0 ≤ t ≤ D }, G⋆

λ := min{Gλ(n, t) : 0 ≤ t ≤
∑n

j=1 pj }.

Legyen továbbá ρ := (λ1, . . . , λn, 0, 0) ∈ Rn+2. Ekkor a (4.9) tétel szerint:

L(ρ) = F ⋆
ρ +G⋆

ρ +
n∑

i=1

ρi.

A redukált költségek definíciójából következik:

F ⋆
ρ = F ⋆

λ − λn+1, G⋆
ρ = G⋆

λ − λn+2.

Behelyettesítéssel adódik, hogy

L(λ) = F ⋆
λ +G⋆

λ−λn+1 − λn+2 +
n∑

i=1

λi︸ ︷︷ ︸
(⋆)

.

Vegyük észre, hogy (⋆) az RMP duál optimumának célfüggvényértéke. A dualitás
tétel (1.6) értelmében ez az érték megegyezik az RMP primál optimumának cél-
függvényértékével. Jelöljük ezt az aktuális iterációban optact-tal, az eredeti feladat
optimális értékét pedig opt⋆-gal. Ezt behelyettesítve a következő összefüggést kap-
juk:

L(ρ) = F ⋆
λ +G⋆

λ + optact ≤ opt⋆
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Következésképpen F ⋆
λ+G⋆

λ felső korlátot ad a még elérhető javulás mértékére. Ennek
felhasználásával új megállási feltételt vezettünk be: a folyamatot megszakítottuk,
ha a becsült javulás mértéke legfeljebb egy százalék. A módosítással a következő
eredményeket kaptuk:

7. táblázat. Eredmények az (i) példányosztályon, szimplex módszerrel, módosított
megállási feltétellel

n OPT ACT MACT MICT MEDCT ACOL MCOL ALP MLP
10 98 0.005 0.008 0.003 0.005 59.55 74 27.52 35
20 99 0.039 0.051 0.029 0.038 205.35 261 97.41 131
50 100 1.226 2.015 0.828 1.219 1163.61 1598 566.44 784
75 100 5.115 7.437 4.020 5.068 1874.49 2404 918.50 1186

100 100 12.216 19.976 7.921 12.018 2399.02 3114 1177.16 1539
125 100 29.445 38.811 19.714 29.353 3150.93 3771 1551.17 1863

A táblázat alapján megállapítható, hogy az új megállási feltétel bevezetésével a fu-
tásidők stabilizálódtak. A minimális (MICT) és a maximális (MACT) futásidők
közötti eltérés minden vizsgált n mellett mérsékelt maradt, és a medián (MEDCT)
értékei is szorosan követik az átlagos futásidőt (ACT). Ez azt jelzi, hogy a ko-
rábban tapasztalt, példányonként szélsőségesen eltérő konvergencia-viselkedés meg-
szűnt. Mindemellett az ACOL és ALP mutatók a módosítás után is magasak ma-
radtak, vagyis az eljárás az átlagos futások során is jelentős mennyiségű oszlopot
generál. Ezentúl az is megfigyelhető, hogy az LP-relaxált feladat megoldásai szinte
minden vizsgált esetben egészértékűek voltak. Ennek fontos következménye, hogy
ezekben az esetekben az oszlopgenerálási eljárás által talált megoldás az eredeti (IP)
feladatra is megoldás, sőt a célfüggvényértéke bizonyíthatóan legfeljebb egy száza-
lékkal tér el a valódi optimumtól.

A farokhatás szemléltetése a módosítás után

Ugyanakkor n növekedtével a futásidők még a módosítás mellett sem közelítik meg
a belsőpontos módszert alkalmazó változat teljesítményét. Ezért a továbbiakban a
szimplex módszerrel kapható eredményeket nem vizsgáljuk. Végezetül arra térünk
ki, hogy miként alakul a módszer teljesítménye, ha a korábban bevezetett megállási
feltételt a belsőpontos LP-solver alkalmazása mellett is érvényesítjük.
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8. táblázat. Eredmények az (i) példányosztályon, módosított megállási feltétellel

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 100 0.005 0.008 0.003 48.85 78 16.87 40
20 100 0.034 0.045 0.028 82.58 235 35.30 116
50 100 0.39 0.50 0.33 212.42 239 87.60 101
75 100 1.07 1.32 0.89 319.61 356 133.47 150

100 100 2.24 2.69 1.86 423.18 464 178.40 198
125 100 4.21 4.85 3.62 524.41 560 222.67 241
150 100 6.64 7.86 5.68 621.99 682 265.09 293
175 100 8.85 10.15 7.11 722.20 782 308.55 336

9. táblázat. Eredmények az (ii) példányosztályon, módosított megállási feltétellel

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 100 0.025 0.03 0.02 38.26 51 16.19 21
20 100 0.11 0.14 0.067 82.54 100 33.35 40
50 100 0.85 1.05 0.73 207.89 239 85.29 101
75 100 2.48 2.97 2.05 310.78 346 129.25 148

100 100 5.70 6.39 4.69 411.75 456 173.47 193
125 100 10.84 12.49 9.40 509.79 562 215.26 240
150 100 17.74 19.92 15.89 602.14 651 255.62 281
175 100 26.94 30.25 23.35 697.47 771 296.83 331

10. táblázat. Eredmények az (iii) példányosztályon, módosított megállási feltétellel

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 100 0.03 0.05 0.03 45.19 56 19.11 22
20 100 0.14 0.17 0.11 94.90 108 38.59 43
50 100 1.05 1.22 0.90 232.60 249 97.20 104
75 100 3.08 3.38 2.66 347.30 363 147.74 155

100 100 6.99 7.51 6.30 454.69 476 196.55 207
125 100 13.37 14.56 12.35 564.21 592 245.88 257
150 100 21.96 24.29 20.15 671.64 699 294.79 307
175 100 33.21 36.21 29.69 777.57 804 343.56 357

11. táblázat. Eredmények az (iv) példányosztályon, módosított megállási feltétellel

n OPT ACT MACT MICT ACOL MCOL ALP MLP
10 100 0.04 0.05 0.03 48.90 57 19.93 23
20 100 0.19 0.21 0.17 98.19 110 39.65 43
50 100 1.54 1.63 1.46 237.46 247 99.66 104
75 100 4.65 4.83 4.43 351.28 364 150.31 156

100 100 10.73 11.11 10.32 462.91 480 200.83 208
125 100 20.65 21.24 20.06 573.74 595 250.40 257
150 100 35.18 37.45 34.01 684.40 711 301.07 309
175 100 53.56 55.75 52.27 791.28 824 349.83 364
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A 8–11. táblázatok alapján látható, hogy a módosított megállási feltétel a belsőpon-
tos solver mellett is egyértelmű javulást eredményez. A futásidők, az iterációszámot
és az oszlopszámot jellemző mutatók a korábbi eredményeinkhez képest számottevő-
en csökkentek. Mindemellett fontos kiemelni, hogy bármely vizsgált példányosztály
esetén OPT értéke mindig 1. Ennek fontos következménye, hogy minden példány
esetén találtunk az eredeti feladatra egy olyan megoldást, amelynek célfüggvényérté-
ke legfeljebb egy százalékkal tér el a valódi optimumtól. Továbbá az új és a korábbi
eredmények összevetése alapján megfigyelhető, hogy az ACT, valamint az ACOL
és ALP mutatók korábban mért értékeinek számottevő hányada a konvergencia leg-
végső szakaszához köthető. A mutatók változását a táblázatok mellett a kapcsolódó
ábrák teszik áttekinthetőbbé.

Az (i) példányosztályban már az alapbeállítás mellett is kifejezetten kedvező futás-
időket kaptunk. Még n = 175 esetén is mindössze 17,6s volt az átlagos futásidő, amit
a későbbi osztályok már n = 100 esetén is meghaladtak. Ehhez képest a módosított
megállási feltétel bevezetése további jelentős gyorsulást eredményezett: az átlagos
futásidő relatív értelemben 45%–62%-kal csökkent. Korábban is megfigyeltük, hogy
a vizsgált tartományban az ACOL és az ALP mutatók n függvényében közel lineá-
risan rendben nőnek, amit most lineáris regresszióval alá is támaszhatunk. ACOL
esetén a becsült meredekség a korábbi beállítás mellett 6.03, míg a módosított meg-
állási feltétellel 4.11. A lineáris illesztés minőségét a magas R2 értékek is igazolják
(R2 ≈ 0.998679, illetve R2 ≈ 0.999715). Hasonló tendencia érvényes az ALP mu-
tatóra is: a becsült meredekség 2.69-ről 1.77-re csökkent, és az illeszkedés ebben az
esetben is kiváló (R2 ≈ 0.997669, illetve R2 ≈ 0.999905). Ennek következtében az
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oszlopgenerálás iterációszáma és a kezelt RMP mérete is mérsékeltebben növekszik,
ami a futásidő csökkenésében közvetlenül is megjelenik.

Az (ii) példányosztályban a módosított megállási feltétel az átlagos futásidőt n-
től függően mintegy 33.1%–54.5%-kal csökkentette, ami a vizsgált osztályok közül
összességében a legkisebb relatív futásidő-javulásnak tekinthető. A legnagyobb re-
latív gyorsulás n = 100 esetén jelentkezett (12.52 s helyett 5.70 s, azaz 54.5%), míg
a legkisebb n = 175-nél volt megfigyelhető (40.24 s helyett 26.94 s, azaz 33.1%).
Az ACOL és ALP mutatók n függvényében ebben az osztályban is közel lineári-
san növekednek. ACOL esetén a becsült meredekség a korábbi beállításban 5.86,
míg a módosított megállási feltétel mellett 4.00, és az illeszkedés mindkét esetben
kiváló (R2 ≈ 0.999039, illetve R2 ≈ 0.999439). Hasonlóan, ALP esetén a meredek-
ség 2.61-ről 1.71-re csökken, miközben a lineáris illesztés pontossága itt is magas
(R2 ≈ 0.998156, illetve R2 ≈ 0.999763). Mindez azt jelenti, hogy a módosított meg-
állási feltétel mellett az iterációszám (ALP) és a generált oszlopok száma (ACOL)
n-szerinti növekedése mérséklődik, ami az (ii) osztályban is közvetlenül hozzájárul
a futásidő csökkenéséhez, még ha ez a hatás relatíve kisebb is, mint a többi vizsgált
osztály esetén.
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Az (iii) példányosztályban a korábbi beállításhoz csak n ≤ 125 mellett rendelkezünk
összehasonlításra alkalmas adatokkal, ezért a módosított megállási feltétel hatását
ebben a tartományban vizsgáljuk. Ekkor az átlagos futásidő n-től függően mintegy
40.0%–70.6%-kal csökkent: a legkisebb relatív csökkenés n = 10 esetén adódott (0.05
s helyett 0.03 s, 40.0%), míg a legnagyobb n = 125-nél volt megfigyelhető (45.40 s
helyett 13.37 s, 70.6%). A vizsgált példányosztályok közül a legnagyobb (relatív)
futásidő csökkenést ebben az osztályban értük el. Az ACOL és ALP mutatók n függ-
vényében a vizsgált tartományban közel lineárisan növekednek; a lineáris regresszió
alapján becsült meredekségek a módosított megállási feltétel mellett alacsonyabbak.
ACOL esetén a meredekség 7.71-ről 4.51-re csökkent, az illeszkedés minősége mind-
két esetben kiváló (R2 ≈ 0.998558, illetve R2 ≈ 0.999694). Hasonlóan, ALP esetén
a meredekség 3.51-ről 1.97-re mérséklődött, és az illeszkedés pontossága itt is magas
(R2 ≈ 0.997314, illetve R2 ≈ 0.999981). Korábban már felhívtuk a figyelmet arra,
hogy az (iii) példányokat azért tekintjük nehezebb eseteknek, mert a konvergencia
végső szakaszában jelentős lassulás várható. A módosított megállási feltétel hatására
az algoritmus akkor áll meg, amikor a további iterációk várható javítása csekély, így
a konvergencia elhúzódó zárószakasza nem dominálja a futásidőt. Ennek alapján azt
vártuk, hogy a futásidők megközelítik majd az (ii) osztályban tapasztalt értékeket,
hiszen a két osztályban a megmunkálási idők választása hasonló. A táblázatokból,
illetve az ábrák összehasonlításából valóban látható, hogy ez a várakozás teljesül: a
módosított megállási feltétel mellett az (iii) osztály futásidejei valóban közel esnek
az (ii) osztályban tapasztalt értékekhez.
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Az előző példányosztályhoz hasonlóan az (iv) osztályban is csak n ≤ 125 esetén
rendelkezünk a korábbi beállításhoz tartozó futtatási eredményekkel. Ekkor az át-
lagos futásidő n-től függően mintegy 50.0%–66.5%-kal csökkent: a legkisebb relatív
csökkenés n = 10 esetén adódott (0.08 s helyett 0.04 s (50.0%), míg a legnagyobb
n = 125-nél volt megfigyelhető (61.68 s helyett 20.65 s, azaz 66.5%). Az ACOL és
ALP mutatók n függvényében a vizsgált tartományban közel lineárisan növekednek;
a lineáris regresszió alapján becsült meredekségek a módosított megállási feltétel
mellett alacsonyabbak. ACOL esetén a meredekség 8.15-ről 4.56-ra csökkent, az il-
leszkedés minősége mindkét esetben kiváló (R2 ≈ 0.998467, illetve R2 ≈ 0.999836).
Hasonlóan, ALP esetén a meredekség 3.72-ről 2.01-re csökkent, és az illeszkedés
pontossága itt is magas (R2 ≈ 0.997187, illetve R2 ≈ 0.999990).
00
A táblázatok és a kapcsolódó ábrák összképe alapján megállapítható, hogy a módosí-
tott megállási feltétel bevezetése minden vizsgált példányosztályban érdemi javulást
hozott. A futásidők számottevően csökkentek, és ezzel párhuzamosan a futást jel-
lemző mutatók is kedvező irányba változtak.
Az LP-solverek összehasonlítása alapján az is kirajzolódik, hogy az RMP-k megol-
dására a belsőpontos módszer használata kifizetődőbb. Ezzel szemben a nagyobb
n értékek mellett a szimplex módszer közvetlen használata a megfigyelt szélsőséges
konvergencia-viselkedés miatt szinte lehetetlenné válik. Jelenleg még nem találtuk
meg annak okát, hogy a megfigyelt jelenség miért csak a szimplex módszer alkalma-
zása során mutatkozik ilyen erőteljesen.
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Végezetül kiemeljük, hogy ha nem az LP-relaxáció megoldása a cél, hanem az ere-
deti feladat egy elméleti értelemben erős alsó korlátjának meghatározása, akkor a
módosított megállási feltétel alkalmazása a legcélszerűbb.

Lagrange-relaxációs eljárás

A Lagrange-relaxációs eljárás teljesítményének vizsgálatát a korábban definiált négy
példányosztályon végeztük. Az elemzéshez az oszlopgenerálási eljárás során meg-
határozott eredményeinket használtuk. Ahogy korábban is közöltük, azokban az
esetekben ahol az LP-relaxált feladat megoldása egészértékű, megtaláltuk az eredeti
(IP) feladat optimumát. Vagyis ezekben az esetekben a Lagrange-relaxációs eljárás
által meghatározott alsó korlát közvetlenül összevethető a feladat egzakt optimum-
értékével. A vizsgálat célja annak számszerűsítése, hogy a meghatározott alsó korlát
mennyire informatív a feladat optimumára nézve. Ennek megfelelően két szempon-
tot emelünk ki: egyrészt azt, hogy az eljárás milyen gyakorisággal adja meg a valódi
optimumot, másrészt pedig azt, hogy az optimumtól eltérő esetekben a kapott alsó
korlát milyen mértékben közelíti meg az optimális értéket. Tekintettel arra, hogy
a célfüggvényértékek nagyságrendje az egyes példányok és osztályok esetében is el-
térnek, a korlát pontosságát relatív hibával jellemezzük. Jelölje gap az optimális
értéktől való (százalékos) relatív eltérést, melyet az alábbi összefüggés definiál:

gap :=
z∗ − zLR

z∗
· 100 [%]

ahol z∗ az eredeti feladat optimumértéke, zLR pedig az eljárás által számított alsó
korlát értéke. Az eltérések eloszlásának pontosabb értelmezése érdekében vezessük
be a következő statisztikai mutatókat:

G25 := a gap értékek alsó kvartilise,
GMED := a gap értékek mediánja,

G75 := a gap értékek felső kvartilise,
GMAX := a gap értékek maximuma,

T25 := a futásidők alsó kvartilise másodpercben,
TMED := a futásidők mediánja másodpercben,

T75 := a futásidők felső kvartilise másodpercben,
TMAX := a futásidők maximuma másodpercben.

A nem optimális esetekben kapott gap értékek eloszlásának szemléltetésére az In
mintahalmazon bevezetjük gap empirikus eloszlásfüggvényét. Jelölje Pn az n mun-
kából álló példányok halmazát, és legyen

In := { p ∈ Pn : z∗p − zLR,p ≥ 1 },

vagyis azon n munkából álló példányok halmaza, amelyekben az alsó korlát eltér az
optimális értéktől. Ekkor az n-hez tartozó empirikus eloszlásfüggvényt a következő-
képpen definiáljuk: Fn : R≥0 → [0, 1]

Fn(x) :=
1

|In|
|{ p ∈ In : gapp ≤ x }|.

Tehát Fn(x) azt adja meg, hogy az n-hez tartozó (nem optimális) esetek mekkora
hányadában nem haladja meg a relatív eltérés az x%-ot.
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4.1. Megjegyzés. Mivel az eredeti feladat optimális célfüggvényértéke egész, ezért
a kapott zLR alsó korlátot az optimummal megegyezőnek tekintjük, ha z∗ − zLR < 1.

Lagrange-relaxációs eljárás: eredmények az (i) példányosztályon

12. táblázat. Eredmények az (i) példányosztályon

n G25 GMED G75 GMAX T25 Tmed T75 Tmax

10 0.0000000 0.0000000 0.024 0.581 0.02 0.03 0.03 0.04
20 0.0000000 0.0000000 0.021 0.083 0.07 0.08 0.09 0.10
50 0.0000000 0.0020815 0.006 0.055 0.37 0.40 0.42 0.46
75 0.0000000 0.0020418 0.004 0.103 0.83 0.89 0.93 1.04

100 0.0000000 0.0013949 0.003 0.060 1.15 1.52 1.58 1.74
125 0.0000299 0.0007005 0.002 0.115 2.27 2.37 2.45 2.77
150 0.0001253 0.0005922 0.001 0.043 3.28 3.39 3.53 3.85
175 0.0001421 0.0005468 0.001 0.074 4.68 4.84 5.02 5.41

Már az (i) példányosztály eredményei alapján is jól látszik, miért szükséges külön
hangsúlyozni, hogy az optimumértékek nagyságrendje az egyes n értékek esetén je-
lentősen eltér. Ebben az osztályban n = 10 esetén az optimumértékek 100 és 800
közé esnek, míg n = 175 mellett ugyanez az intervallum már 70 000 - 110 000. Kö-
vetkezésképpen a százalékos eltérések értelmezése óvatosságot igényel: ugyanakkora
eltérés teljesen más relatív hibát jelent attól függően, hogy mekkora az optimumér-
ték. Például 1 egységnyi eltérés z∗ = 100 mellett 1%-os relatív eltérésnek felel meg,
míg z∗ = 110 000 esetén ugyanez már csak körülbelül 0.00091%. Ennek megfelelően
önmagában az a megfigyelés, hogy n növekedtével a gap értékek csökkennek, nem
értelmezhető automatikusan a korlát minőségének javulásaként. Ennélfogva minden
osztály esetén közöljük az optimumértékek nagyságrendjét, hogy a pontos eltérések
közvetlenül meghatározhatók legyenek.

n = 10 : z∗ ∈ [100, 800] n = 100 : z∗ ∈ [21 000, 36 000]
n = 20 : z∗ ∈ [700, 2 300] n = 125 : z∗ ∈ [34 000, 56 000]
n = 50 : z∗ ∈ [4 900, 9 400] n = 150 : z∗ ∈ [52 000, 78 000]
n = 75 : z∗ ∈ [12 500, 21 000] n = 175 : z∗ ∈ [71 000, 109 000]

A bal oldali oszlopdiagram az optimális esetek arányát szemlélteti az (i) példány-
osztályban. Minden n mellett feltüntettük a vizsgált példányok számát, a zöld rész
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pedig azon esetek hányadát jelöli, amikor az eljárás által adott alsó korlát egy-
beesik az optimumértékkel. Kis munkaszámok mellett az optimális egyezés szinte
teljes. Ugyanakkor n növekedtével, az optimális esetek aránya fokozatosan csökken.
Nagyobb munkaszámok mellett tehát már nem jellemző a teljes optimális egyezés,
ugyanakkor az arány továbbra is kedvező: még n = 175 esetén is a vizsgált pél-
dányok közel háromnegyedében optimális értéket kapunk. Ezeket a táblázat G-re
vonatkozó mutatói is alátámasztják.
A nem optimális esetekben kapott gap értékek eloszlását a jobb oldali ábra, valamint
a táblázatban közölt mutatók szemléltetik. Mivel az egyes n értékekhez tartozó
optimumértékek nagyságrendje ismert, a százalékos eltérésekből a valódi különbség
nagyságrendje is egyszerűen becsülhető.
Például n = 100 esetén a jobb oldali ábra alapján a nem optimális esetek körülbelül
70%-ában gap ≤ 0.02%. Mivel ebben az esetben a célfüggvényérték legfeljebb 36 000,
ez azt jelenti, hogy a nem optimális esetek 70%-ában

z∗ − zLR ≤ 36 000 · 0.0002 = 7.2

vagyis az alsó korlát tipikusan néhány egységnyi távolságra van az optimális értéktől.
A futásidőket tekintve az (i) példányosztály kifejezetten kedvező képet mutat. Még
n = 175 esetén is mindössze 5.41 s a maximális futásidő, miközben a többi példány-
osztályban már n = 50 mellett is előfordulnak ennél nagyobb értékek. A futásidőkre
vonatkozó statisztikai mutatók alapján az is megfigyelhető, hogy az eljárás futásideje
az egyes n értékek mellett kiegyensúlyozott, hiszen a T25, Tmed, T75 és Tmax értékek
szorosan együtt mozognak, és Tmax sem tér el számottevően a tipikus futásidőtől.

Lagrange-relaxációs eljárás: eredmények az (ii) példányosztályon

13. táblázat. Eredmények az (ii) példányosztályon

n G25 GMED G75 GMAX T25 Tmed T75 Tmax

10 0.0000000 0.0000000 0.000 0.006 0.18 0.19 0.21 0.26
20 0.0000000 0.0000000 0.000 0.019 0.64 0.72 0.80 0.93
50 0.0000000 0.0000000 0.000 0.254 4.00 4.28 4.72 5.46
75 0.0000000 0.0000009 0.002 0.105 9.78 10.32 10.83 12.44

100 0.0000000 0.0000110 0.014 0.147 17.81 18.37 19.12 21.31
125 0.0000004 0.0001553 0.024 0.097 27.61 28.85 29.63 33.55
150 0.0000005 0.0045398 0.029 0.140 38.10 39.43 40.60 43.09
175 0.0000003 0.0047848 0.023 0.085 53.14 55.53 57.10 60.60
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Az (ii) példányosztály eredményei több szempontból is eltérnek az előző osztályban
tapasztaltaktól. Elsőként szembetűnő, hogy az optimalitás aránya n növekedtével
jóval gyorsabban csökken: míg az (i) osztályban még nagyobb munkaszámok mel-
lett is többségben maradtak az egyezések, itt már közepes n értékeknél is jelentős
arányban jelennek meg a nem optimális esetek. A százalékos értékek értelmezésénél
továbbra is szem előtt kell tartani, hogy az optimumértékek nagyságrendje elté-
rő. Ezért a részletesebb elemzés előtt ebben az osztályban is közöljük a z∗ értékek
intervallumait:

n = 10 : z∗ ∈ [9 000, 57 000] n = 100 : z∗ ∈ [1 572 000, 3 037 000]
n = 20 : z∗ ∈ [48 000, 181 000] n = 125 : z∗ ∈ [2 450 000, 4 313 000]
n = 50 : z∗ ∈ [333 000, 775 000] n = 150 : z∗ ∈ [3 798 000, 6 229 000]
n = 75 : z∗ ∈ [726 000, 1 665 000] n = 175 : z∗ ∈ [5 043 000, 7 876 000]

A közelítés minőségével kapcsolatban elsőként azt érdemes kiemelni, hogy az Fn

függvények nagyobb n értékek mellett különösen meredeken növekednek. Ez arra
utal, hogy a nem optimális esetek számottevő részében a relatív eltérések mérsékeltek
maradnak. A valódi eltérés nagyságrendje ebben az esetben is könnyen becsülhető.
Például n = 175 mellett z∗ ≤ 7 876 000, és a táblázat szerint pedig Gmax = 0.085%.
Ekkor még a legrosszabb esetben is

z∗ − zLR ≤ 7 876 000 · 0.00085 ≈ 6 695,

tehát az eltérés nagyságrendileg legfeljebb néhány ezer egység a többmilliós opti-
mumértékekhez képest.
Ezzel szemben n = 50 esetén az Fn görbe alacsonyabb értékeket vesz fel, ami azt jelzi,
hogy a nem optimális esetek között gyakrabban jelennek meg nagyobb százalékos
eltérések. Ugyanakkor ez nem jelenti a közelítés minőségének érdemi romlását: ennél
a munkaszámnál az optimumértékek nagyságrendje kisebb (z∗ ≤ 775 000), ezért
nagyobb gap esetén a valódi eltérés is mérsékeltebb. Például gap ≤ 0.10% esetén

z∗ − zLR ≤ 775 000 · 0.001 ≈ 775.

Mindezt összefoglalva, az (ii) osztályban a nem optimális esetek aránya valóban
magasabb, azonban az alsó korlátok minden esetben informatív és közeli becslést
adnak az optimumértékre.
A futásidők növekedése az (ii) példányosztályban szembetűnően nagyobb mértékű,
mint az előző osztályban. Ennek magyarázata, hogy ebben az osztályban a meg-
munkálási idők nagy értékeket is felvehetnek, ami a Lagrange-relaxáció során megol-
dandó pricing feladatokat számottevően megnehezíti. Következésképpen a futásidőt
elsősorban a pricing algoritmusok folyamatos újrahívása dominálja.
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Lagrange-relaxációs eljárás: eredmények az (iii) példányosztályon

14. táblázat. Eredmények az (iii) példányosztályon

n G25 GMED G75 GMAX T25 Tmed T75 Tmax

10 0.000 0.0000000 0.000000 0.03139 0.19 0.21 0.23 0.28
20 0.000 0.0000000 0.000000 0.00020 0.73 0.81 0.85 0.99
50 0.000 0.0000000 0.000001 0.00027 4.64 5.00 5.20 5.73
75 0.000 0.0000005 0.000002 0.00029 10.55 11.19 11.72 12.85

100 0.000 0.0000003 0.000003 0.00008 19.37 19.90 20.52 21.72
125 0.000 0.0000003 0.000002 0.00053 25.99 26.66 27.38 30.14

Lagrange-relaxációs eljárás: eredmények az (iv) példányosztályon

15. táblázat. Eredmények a (iv) példányosztályon

n G25 GMED G75 GMAX T25 Tmed T75 Tmax

10 0.00000000 0.0000000 0.000000 0.00046 0.35 0.35 0.35 0.54
20 0.00000000 0.0000000 0.000001 0.00105 1.33 1.35 1.36 1.40
50 0.00000000 0.0000002 0.000003 0.00002 8.70 8.74 8.79 9.32
75 0.00000008 0.0000005 0.000002 0.00188 1.32 19.57 19.71 19.96

100 0.00000005 0.0000036 0.000028 0.00127 34.96 35.07 35.19 35.66
125 0.00000015 0.0000008 0.000026 0.00132 54.91 55.66 57.32 59.92
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Az (iii) példányosztály eredményei kifejezetten kedvezők, és több szempontból is
jobbak az előző két osztályban tapasztaltaknál. Az optimalitási ábra alapján az
optimális megoldások aránya ebben az osztályban a legmagasabb: minden vizsgált
n mellett közel teljes, és még nagyobb munkaszámok mellett is 95% felett marad.
Ennek következtében az eloszlásfüggvények ábrázolása ebben az esetben kevés több-
letinformációt adna, ezért a jobb oldali ábrán közvetlenül megjelöltük azokat a ritka
eseteket, amikor az alsó korlát nem esik egybe az optimummal.
A százalékos eltérések értelmezésénél itt is figyelembe kell venni az optimumértékek
nagyságrendjét:

n = 10 : z∗ ∈ [20 000, 131 000] n = 75 : z∗ ∈ [2 630 000, 5 186 000]
n = 20 : z∗ ∈ [128 000, 439 000] n = 100 : z∗ ∈ [5 548 000, 8 441 000]
n = 50 : z∗ ∈ [978 000, 2 304 000] n = 125 : z∗ ∈ [9 545 000, 14 057 000]

A megjelölt (nem optimális) pontokhoz tartozó gap értékek nagyságrendje minden
n mellett rendkívül kicsi, és a valódi eltérés itt is egyszerűen becsülhető:

n = 10 : z∗ ≤ 131 000, Gmax = 0.03139% ⇒ z∗ − zLR ≤ 131 000 · 0.0003139 ≈ 41,

n = 50 : z∗ ≤ 2 304 000, Gmax = 0.00027% ⇒ z∗ − zLR ≤ 2 304 000 · 0.0000027 ≈ 6.2,

n = 75 : z∗ ≤ 5 186 000, Gmax = 0.00029% ⇒ z∗ − zLR ≤ 5 186 000 · 0.0000029 ≈ 15.0,

n = 100 : z∗ ≤ 8 441 000, Gmax = 0.00008% ⇒ z∗ − zLR ≤ 8 441 000 · 0.0000008 ≈ 6.8,

n = 125 : z∗ ≤ 14 057 000, Gmax = 0.00053% ⇒ z∗ − zLR ≤ 14 057 000 · 0.0000053 ≈ 74.5.

Következésképpen az (iii) példányosztályban az eljárás nemcsak kiemelkedően magas
arányban ad egyezést, hanem a ritka nem optimális esetekben is rendkívül szoros
alsó korlátot szolgáltat: még a többmilliós nagyságrendű optimumértékek mellett is
legfeljebb néhány tíz egységnyi eltérést tapasztaltunk.
A futásidők tekintetében az (iii) példányosztály gyakorlatilag az (ii) osztályban ta-
pasztaltakkal azonos képet mutat. Ez összhangban van azzal, hogy a két osztályban
a megmunkálási idők előállítása hasonló, így a számítási terhelést mindkét esetben
ugyanaz a komponens határozza meg. Ezek az eredmények alátámasztják, hogy a
teljes futásidőt minden esetben a pricing algoritmusok sokszoros futtatása dominálja,
és így az (iii) osztályban már nem jelent külön nehézséget, hogy a súly–megmunkálási
idők aránya egyhez közeli értékeket vesz fel.
00000000000
Az (iv) példányosztályban az egyezések aránya már nem olyan kedvező, mint a (iii)
osztály esetében. Ugyanakkor n = 75-ig itt is kifejezetten magas az optimalitási
arány (> 92%). Az eredmények értelmezésénél különösen fontos figyelembe venni,
hogy ebben az osztályban jelennek meg a legnagyobb célfüggvényértékek. Ezért a
részletesebb elemzés előtt ebben az osztályban is közöljük a z∗ értékek intervallumait:

n = 10 : z∗ ∈ [210 000, 224 000] n = 75 : z∗ ∈ [12 006 000, 12 329 000]
n = 20 : z∗ ∈ [841 000, 889 000] n = 100 : z∗ ∈ [21 407 000, 21 869 000]
n = 50 : z∗ ∈ [5 283 000, 5 485 000] n = 125 : z∗ ∈ [33 448 000, 34 093 000]

A számszerű eltérések becslésére ezúttal ezeket az eredményeket kaptuk:

n = 75 : z∗ ≤ 12 329 246, Gmax = 0.00188% ⇒ z∗ − zLR ≤ 12 329 246 · 0.0000188 ≈ 232,

n = 100 : z∗ ≤ 21 868 824, Gmax = 0.00127% ⇒ z∗ − zLR ≤ 21 868 824 · 0.0000127 ≈ 278,

n = 125 : z∗ ≤ 34 093 357, Gmax = 0.00132% ⇒ z∗ − zLR ≤ 34 093 357 · 0.0000132 ≈ 450.
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Következésképpen az (iv) példányosztályban – bár nagyobb n értékek mellett az
optimális egyezések aránya már érezhetően csökken – a nem optimális esetekben ka-
pott alsó korlátok továbbra is rendkívül informatívak. A Gmax-hoz tartozó becslések
alapján még a legrosszabb eltérések is legfeljebb néhány száz egységnyi különbsé-
get jelentenek, miközben az optimumértékek ebben az osztályban már a tízmilliós
nagyságrendet is elérnek. Ez összhangban van az Fn görbék alapján látható képpel
is: a nem optimális példányok döntő részében a relatív eltérés tartósan 0.001% alatt
marad. A futásidők szempontjából az (iv) példányosztály adja a legkedvezőtlenebb
képet. A táblázat alapján minden n érték mellett itt jelennek meg a legnagyobb
futásidők, és n = 125 esetén a maximális futásidő már Tmax = 59.92 s. Ez a je-
lenség összhangban van a példányosztály felépítésével, hiszen ebben az osztályban
a megmunkálási idők kizárólag nagy értékeket vehetnek fel. Ennek következtében a
futásidőt itt is a pricing algoritmusok ismételt futtatása határozza meg, és a nagy
megmunkálási idők miatt ezek a részlépések számottevően költségesebbek.
00000
Az eredményeinket összegezve megállapítható, hogy a Lagrange-relaxációs eljárás a
vizsgált példányosztályokon kifejezetten jól teljesít. A kapott alsó korlátok a nem
optimális esetekben is kis relatív eltérést mutatnak, amit egyrészt a gap-eloszlások,
másrészt az ezekből levezetett becslések is alátámasztanak. Vagyis az eljárás akkor
is informatív alsó korlátot szolgáltat, amikor nem éri el az optimumot.
A futásidők a példányosztályok között jelentősen eltérnek, és a legnagyobb értékeket
az (iv) osztályban tapasztaltuk. Ugyanakkor a közelítés szempontjából különösen
kedvező, hogy a legjobb eredményeket éppen az (iii) és (iv) példányosztályokban
kaptuk. Ezek azok az osztályok, amelyek az oszlopgenerálási eljárás során a legne-
hezebb esetek közé tartoztak, így az itt tapasztalt magas optimalitási arány és a
rendkívül kis eltérések azt jelzik, hogy a Lagrange-relaxációs megközelítés az oszlop-
generálás számára kedvezőtlenebb struktúrájú példányoknál is megbízható becslést
ad.
Az (ii) példányosztályban tapasztalt alacsonyabb optimalitási arány arra utal, hogy
ebben az esetben a Lagrange-relaxáció egy kedvezőtlen szerkezettel találkozik. Eb-
ben az osztályban – különösen nagyobb munkaszámok mellett – gyakran előfor-
dulhat, hogy két vagy több munka megmunkálási ideje megegyezik, miközben a
koraisági és késési súlyok jelentősen eltérnek. Ilyenkor a relaxált modell számára
a legkedvezőbb megoldás az, hogy az azonos megmunkálási idejű munkák közül a
kisebb súlyú kerül előnybe, és ugyanaz a munka ütemezésre kerül a határidő előtt
és után is. Ez a jelenség azért különösen megtévesztő, mert a korai és késői blokk
összhossza eközben változatlanul kiadja a

∑n
j pj értéket, viszont a megoldás nem

megengedett az eredeti ütemezési feladatra nézve. Ezt általánosítva, többféleképpen
is előállhat olyan konstrukció, amelyben a kiválasztott megmunkálási idők összege
kiadja a kívánt értéket, mégis előfordul a munkák között ismétlődés és kimaradás.
A többi példányosztályban ez a hatás jóval kevésbé jelentkezik. Ott a súlyok és
a megmunkálási idők közelebb állnak egymáshoz, ezért az azonos megmunkálási
idejű munkák felcserélése, illetve kettőzése nem eredményez olyan jelentős költség-
csökkenést, amelyet a relaxáció ki tudna használni. Ennek következtében az (ii)
példányosztály tekinthető a módszer számára a legkedvezőtlenebb esetnek ugyanis
itt fordulhat elő legnagyobb arányban, hogy a relaxáció által preferált megoldásszer-
kezet már eltávolodik az eredeti feladat megengedett ütemezéseitől.
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5. Összefoglalás, kitekintés
A szakdolgozat célja nagyméretű optimalizálási problémák kezelésére alkalmas mód-
szerek bemutatása és értékelése volt egy konkrét ütemezési feladatra. A vizsgálat
középpontjában az oszlopgenerálás és a Lagrange-relaxációs eljárás állt. A dolgozat
egyik fő tanulsága, hogy ezek a módszerek elsősorban általános keretet nyújtanak.
Hatékony alkalmazásukhoz elengedhetetlen, hogy az eljárásokat a konkrét feladat
szerkezeti sajátosságaihoz illesszük. Ezt a 3. fejezetben részletesen is láttuk, amikor
az SMCDD probléma szerkezete alapján vezettük le a módszerek alakját.
00000
Az oszlopgenerálás eredményei alapján a módszer legkritikusabb gyakorlati korlátja
a konvergencia viselkedése volt. Bár a példányok számottevő részében az eljárás
megbízhatóan és gyorsan működött, az (iii) és (iv) példányosztályban kapott fu-
tásidők és iterációszámok egyértelműen rávilágítottak arra, hogy vannak a módszer
számára kifejezetten kedvezőtlen esetek. Ezeknél a példányoknál a konvergencia
végső szakaszában jelentős lassulás jelentkezett, ami a futásidőket nagymértékben
növelte. A dolgozat egy újabb tanulsága volt, hogy a konvergencia kedvezőtlen visel-
kedését érdemes explicit módon kezelni. A Lagrange-relaxáció elméleti eredményeit
felhasználva olyan megállási feltételt vezettünk be, amely a még elérhető javulás mér-
tékét becsli, és a folyamatot akkor állítottuk le, amikor az aktuális megoldás már
kellően közel esett az optimális értékhez. A módosítás után a vizsgált példányok
mindegyikében találtunk egész megoldást, vagyis az eredeti feladatra nézve megva-
lósítható ütemezést. A megállási feltétel alapján ezek a megoldások minden esetben
legfeljebb 1%-kal tértek el a valódi optimumtól, miközben a futásidők számottevően
csökkentek. Továbbá fontos kiemelni, hogy az oszlopgenerálás legfontosabb előnye
az, hogy a folyamat során mindvégig rendelkezésre áll egy primál megoldás, így az
eljárás akkor is értelmezhető eredményt szolgáltat, ha a teljes konvergencia elérése
számítási szempontból nem kifizetődő.
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A Lagrange-relaxációs eljárás vizsgálatának elsődleges célja az volt, hogy felmérjük,
mennyire képes informatív alsó korlátot adni az eredeti ütemezési feladatra. Ennek
megfelelően az implementációt és a paraméterezést is úgy alakítottuk ki, hogy a
kapott korlát a lehető legközelebb kerüljön az optimális értékhez. A kísérleti ered-
mények alapján megállapítható, hogy a módszer ebben a tekintetben kifejezetten
jól teljesített. A vizsgált példányokban rendkívül szoros alsó korlátokat kaptunk, és
az esetek számottevő hányadában a valódi optimumot is elértük. Az eredmények
ugyanakkor azt is megmutatták, hogy a Lagrange-relaxációs eljárásnak – az oszlop-
generáláshoz hasonlóan – megvannak a maga kedvezőtlen esetei. Az (ii) példány-
osztályban a módszer teljesítménye érezhetően gyengébb volt, amit a dolgozatban a
példányok szerkezetéből adódó sajátosságokkal részletesen megindokoltunk. Mind-
ez arra utal, hogy bár a módszer általánosan erős eszköz, hatékonysága érzékeny
lehet bizonyos strukturális jellemzőkre. Az eljárás egyik legnagyobb gyakorlati elő-
nye az egyszerű implementálhatóság. A vizsgált feladat esetén már egy viszonylag
egyszerű megvalósítással is kiváló minőségű alsó korlátokat tudtunk előállítani egy
NP-nehéz problémára, ami hatalmas előnyt jelent a gyakorlati világban. A futásidők
alakulását tekintve egyértelműen a pricing probléma pszeudopolinoimális futásideje
dominálja a teljes eljárást. Ennélfogva a módszer ott bizonyult lassabbnak, ahol a
megmunkálási idők nagy értékeket vehetnek fel.
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Végezetül érdemes kiemelni, hogy a legjobb eredményeket éppen azokban a példány-
osztályokban kaptuk, ahol az oszlopgenerálás konvergencia szempontból nehezebb
helyzetbe került.
00000
A dolgozat legfontosabb tanulsága, hogy az oszlopgenerálást és a Lagrange-relaxációs
eljárást nem célszerű egymás "versenytársaként" kezelni. A két eljárás eltérő célt
szolgál, és a feladatról eltérő típusú információt ad. Az oszlopgenerálás elsődlegesen
megoldást állít elő, míg a Lagrange-relaxáció fő szerepe az optimális célfüggvényér-
tékre vonatkozó alsó korlát meghatározása. Ennélfogva teljesítmény szempontjából
nem szükséges őket közvetlenül összehasonlítani, célszerűbb azt előtérbe helyezni,
hogy a módszerek milyen módon egészíthetik ki egymást. A dolgozatban erre konk-
rét példát is adtunk: az oszlopgenerálási eljárást a Lagrange-relaxációból levezetett
összefüggés segítségével szakítottuk meg. Ez egyúttal lehetőséget teremthet arra is,
hogy a megállási feltétel paraméterezésén keresztül a közelítés pontosságát tetszőle-
gesen szabályozzuk.
A kapcsolat fordított irányban is kihasználható. Az oszlopgenerálás egy rögzített ite-
rációjában kapott (az ütemezési feladatra megengedett) megoldásának célfüggvény-
értéke felső korlátot ad az optimális értékre. Ez a korlát felhasználható a Lagrange-
relaxációs eljárás szubgradiens módszerének irányítására, hiszen a Polyak-típusú
lépésméret alkalmazásához elengedhetetlen egy megfelelő felső korlát ismerete.
Emellett, fontos kiemelni, hogy ha a két módszert ugyanazon LP-feladaton párhu-
zamosan alkalmazzuk, akkor az optimális célfüggvényérték az iterációk során folya-
matosan egy alsó és egy felső korlát közé szorítható.
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Az eredményeink több nyitott kérdést és továbbfejlesztési irányt is kijelölnek. Ezek
részben a módszerek konvergencia-viselkedésének jobb megértéséhez, részben a fu-
tásidők csökkentéséhez kapcsolódnak. Az oszlopgenerálás kapcsán a legfontosabb
nyitott kérdés, hogy miért kizárólag a szimplex alapú RMP-megoldás mellett jelent-
kezett az a szélsőséges konvergencia-viselkedés, amely a futásidők nagy szórásához
és a farokhatás erőteljes megjelenéséhez vezetett. Ennek részletes feltárása további
vizsgálatokat igényel, és gyakorlati szempontból is lényeges lenne annak megértésé-
hez, hogy milyen esetekben érdemes szimplex-alapú megoldót alkalmazni.
A Lagrange-relaxációs eljárás esetén az eredmények azt mutatták, hogy már egy
viszonylag egyszerű implementációval is rendkívül szoros alsó korlátok nyerhetők,
ugyanakkor a futásidőt döntően a pricing feladat pszeudopolinomiális jellege hatá-
rozta meg. Emiatt természetes kitekintési irány a pricing lépés gyorsítása: egyrészt
algoritmikus oldalról (hatékonyabb dinamikus programozási megoldások, állapottér-
szűkítés), másrészt implementációs oldalról (memóriahasználat optimalizálása, pár-
huzamosítás). Ezek különösen azokban a példányosztályokban lehetnek meghatáro-
zók, ahol a megmunkálási idők nagy értékeket vehetnek fel.
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Nyilatkozat Mesterséges Intelligencia használatáról

Alulírott Sebestyén Roxána nyilatkozom, hogy szakdolgozatom elkészítése során az
alább felsorolt feladatok elvégzésére a megadott MI alapú eszközöket alkalmaztam:

Feladat Felhasznált eszköz Felhasználás helye Megjegyzés

Hibakódok ChatGPT-5.2 Programkódok A hibakódok meg-
magyarázása, javítás
ajánlása

Latex hibakódok ChatGPT-5.2 A teljes dolgogatban

Ábrák ChatGPT-5.2 Teljesítményvizsgálat /Oszlopgenerálás ACT, ALP, ACOL, fa-
rokhatás ábrái

Helyesírás ellen-
őrzése

ChatGPT-5.2 A teljes dolgozatban

A felsoroltakon túl más MI alapú eszközt nem használtam.
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