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1. Bevezető

A modern ember szinte már mindennap használja a mesterséges intelligenciát, hiszen
számos gyakorlati feladatot nagy hatékonysággal képes megoldani. Képfelismerés,
fordítás és nagy nyelvi modellek mind ugyanarra a közös matematikai problémára
vezethetők vissza: ismeretlen függvények jó közelítése nagy dimenziójú térben. Kér-
désünk tehát, hogy milyen szerkezetű függvényosztályokkal tudunk hatékonyan és
stabilan approximálni többdimenziós leképezéseket?

A klasszikus neurális háló válasza erre az, hogy az ismeretlen függvényt para-
méterezett lineáris függvények, illetve fix nemlineáris függvények váltakozott kom-
pozíciójával próbáljuk közelíteni, a paraméterek optimális értékét pedig gradiens
ereszkedéssel érjük el.

2024-ben jelentős figyelmet kaptak a Kolmogorov–Arnold-hálózatok, amikor az
ismeretlen függvényt tanulható, nemlineáris függvényekkel közelítjük. Ezt könnyű
elképzelni egy dimenzióban, amikor egy egydimenziós függvényt könnyen közelítünk
polinomokkal. A probléma ott rejlik, amikor sokdimenziós függvényt kellene becsül-
ni, nem túl sok paraméterrel.

A Kolmogorov–Arnold reprezentációs tétel azt mondja ki, hogy bármely folyto-
nos többdimenziós függvény reprezentálható egydimenziós függvények segítségével
(3.5. Tétel). Mivel az egydimenziós függvények paraméteres közelítése ’könnyebb’,
így egy teljesen új megközelítést kapunk neurális háló konstruálására.

Jelen dolgozat célja ennek a két megközelítésnek az összevetése. Az első rész-
ben a standard neurális hálók matematikai felépítését mutatjuk be, ezt követően a
Kolmogorov–Arnold reprezentációs tétel bizonyítását, valamint a hálók felépítését
magyarázzuk el. Végül a két modell közötti kapcsolatot, matematikai ekvivalenciát,
illetve gyakorlati különbségeket tekintünk át.

A dolgozat célja egy olyan magyar nyelvű jegyzet elkészítése, amelyet ha egy ér-
deklődő, kellő matematikai háttérrel rendelkező diák elolvas, megérti a Kolmogorov–
Arnold modellt, valamint reprezentációs tételüket.
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2. Hagyományos neurális hálók

Ez a fejezet a ma már standardnak nevezhető felügyelt tanulásról fog szólni.

2.1. Elméleti háttér

Az alap feladatkörben adott több bemenet (input), melyekhez tartozó mindegyik
kimenet (output) ismert, azonban a hozzárendelési szabály nem. A célunk az, hogy
következtessünk erre a hozzárendelésre a megadott adatokból, hogy ez új inputokra
is alkalmazható legyen.

Jelöljük X-el az inputok terét és Y -al az outputok terét. Keresünk egy közelítést
az ismeretlen f : X → Y függvényre, ha azt az alábbi adathalmazon ismerjük:

D = {(x1, y1), . . . , (xN , yN)}, xi ∈ X, yi ∈ Y, f(xi) = yi,

ahol tipikusan X ⊂ Rp és Y ⊂ Rq.

2.1. Példa. Tekintsük azt a feladatot, hogy el szeretnénk adni a házunkat, és ki
kellene találnunk, hogy mennyi lenne az az ár, ami jól felbecsüli az értékét. Rendel-
kezésünkre áll rengeteg adat az elmúlt tíz-húsz évből, hogy egész Magyarországon
hol, milyen házakat mennyiért adtak el. A házaknak rengeteg paramétere van: mé-
ret, hálószobák száma, fürdőszobák száma, elhelyezkedés, földrajzi hely, építési év,
és így tovább. Tegyük fel, hogy van 15 paraméter, amit jól ismerünk, így X = R15,
Y = R. Az f : X → Y függvényt adták meg nekünk sok pontban, az elmúlt évek
adataiból.

2.2. Példa (Osztályozási probléma (Classification)). Egy képről fel akarjuk ismerni,
hogy kutya vagy macska van rajta. Az input a kép adatai, a kép a · b darab pixelből
áll, és minden pixelhez tartozik egy háromdimenziós vektor, amely az RGB kódot
tartalmazza. Az output pedig 0 vagy 1. Legyen X = [0, 255]3×a×b, Y = [0, 1], a
megadott input pedig rengeteg kép kutyákról, illetve macskákról, a hozzájuk tartozó
output pedig, hogy kutya vagy macska van-e rajtuk.

Az általános megközelítése a feladatnak az, hogy létrehozunk egy modellt, amely
reprezentál egy {fθ, θ ∈ Θ} függvénycsaládot, és megpróbáljuk kiválasztani a le-
hető legjobb közelítését f -nek az fθ-k közül. A továbbiakban megmutatjuk, hogy a
hagyományos neurális hálók esetében ezt a függvénycsaládot hogyan hozzuk létre.
Ehhez több definícióra szükségünk lesz.
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2.1.1. Hálók felépítése

2.3. Definíció. Aktivációs függvénynek nevezzük a nemlineáris (általában folyto-
nos) függvényeket,

σ : R → R.

Gyakran σ-t egy vektorra hívjuk meg, ekkor úgy kell érteni, hogy a vektor minden
elemére meghívjuk a függvényt. A leggyakrabban használt aktivációs függvények az
ún. ReLU (Rectified Linear Unit), illetve szigmoid aktivációs függvények. Ezeket az
1. ábrán láthatjuk.

1. ábra. A ReLU és szigmoid aktivációs függvények.

2.4. Definíció. Egy rétegnek nevezzük az

R : Rdin → Rdout , R(x) = σ(Wx+ b)

alakú függvényt, ahol W ∈ Rdout×din lineáris leképzés, valamint b ∈ Rdout eltolásvek-
tor (bias), és σ aktivációs függvény.

Érdemes megjegyezni, hogy az output rétegben az aktiváció gyakran az identitás
függvény.

2.5. Definíció. A következő f : X → Y függvényt többrétegű perceptronnak,
röviden MLP-nek (multilayer perceptron):

f(x) = RM(RM−1(. . . (R1(x)) . . .)),

ahol Ri, 1 ≤ i ≤ M rétegek.
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A háló mélysége alatt M -et értjük, szélessége alatt pedig a legtöbb neuront tar-
talmazó réteg neuronszámát. Ebben a modellben a reprezentált függvénycsaládhoz
tartozó Θ-ba tartoznak a Wi mátrixok, illetve a bi vektorok elemei, ugyanis a mát-
rixok méreteit, a rétegek számát, és az aktivációs függvényeket előre lerögzítjük. Az
előre lerögzített paramétereket hiperparamétereknek nevezzük.

2. ábra. Három rétegű neurális háló

2.1.2. Egyrétegű hálók sűrűsége

A fent leírt MLP modell azért elterjedt, mert a reprezentált függvények halmaza
{fθ, θ ∈ Θ} sűrű C[X,Y ]-ban. Ezt az állítást teljes mértékben nem látjuk be, azon-
ban egyszerű neurális hálóknál elég intuitív állítást kapunk.

Tegyük fel, hogy X = [0, 1], Y = R, így az input és az output is egy skalár. Sok
gyakorlati probléma esetén az inputtér kompakt részhalmazra korlátozható.

A modellben egy köztes réteg lesz, válasszuk az aktivációs függvényt a ReLU-nak.
Így a neurális háló a következő alakot ölti,

fθ(x) =
n∑

i=1

ciσ(wix+ bi).

A hálót a 3. ábrán láthatjuk.
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3. ábra. Egy rétegű neurális háló, n = 4, Θ = {ci, wi, bi ∈ R|1 ≤ i ≤ n}

Megmutatjuk, hogy ekkor fθ-val a szakaszonként lineáris függvények kifejezhe-
tők. Tegyük fel, hogy f̃ egy n − 1 lineáris szakaszból álló függvény, melyben a tö-
réspontok 0 = β1 < . . . < βn = 1, illetve a szakaszok meredekségei α1, . . . , αn−1. fθ
paramétereit válasszuk a következőknek,

w1, . . . , wn−1 := 1, wn := 0,

bi := −βi, i = 1 . . . n− 1, bn := 1,

c1 := α1, cn := f̃(0), minden más i-re ci = αi − αi−1, i = 2, . . . , n− 1.

Így

fθ(x) = α1x+

[
n−1∑
i=2

(αi − αi−1)σ(x− βi)

]
+ f̃(0).

Közvetlen számolással adódik, hogy fθ = f̃ .

2.6. Állítás. A szakaszonként lineáris függvények [0, 1]-en sűrű részhalmaza C[0, 1]-
nek a sup metrikában.

Bizonyítás. Tegyük fel, hogy adott ε > 0 és f ∈ C[0, 1]. Ehhez keresünk olyan f̃

szakaszonként lineáris függvényt, hogy ∥f − f̃∥ ≤ ε.
Mivel f folytonos, így egyenletesen folytonos is, tehát ε-hoz létezik δ > 0, hogyha

|x − y| < δ, akkor |f(x) − f(y)| < ε. Olyan felosztást választunk, amelyben min-
den részintervallum hossza kisebb mint δ/2. Ezen töréspontokon f̃ := f , majd a
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megadott pontokat kössük össze lineáris szakaszokkal. Ekkor bármely két töréspont
közti intervallumon

|f(z)− f̃(z)| ≤ ε.

2.1.3. Sűrűség

Korábban beláttuk, hogy az egyszerű neurális hálók által reprezentált függvényekkel
valóban jól lehet közelíteni tetszőleges folytonos függvényt. Ez az állítás általáno-
sabban is igaz, erről szól a következő tétel.

2.7. Tétel (Univerzális Approximációs Tétel [2], [3]). Legyen K ⊂ Rn egy kompakt
halmaz, és legyen f : K → R egy folytonos függvény. Tegyük fel, hogy σ : R → R
egy nemlineáris, folytonos aktivációs függvény. Ekkor bármely ε > 0 esetén léteznek
m ∈ N, valamint α ∈ Rm, b ∈ Rm és W ∈ Rm×n paraméterek úgy, hogy a neurális
háló

fθ(x) = α · (σ((Wx+ b)1), . . . , σ((Wx+ b)m)),

vagy másképp
fθ(x) = α · σ(Wx+ b)

minden x ∈ K esetén
|f(x)− fθ(x)| < ε.

A tételnek több változata ismert, amelyek eltérő feltételeket tesznek az aktivációs
függvényre; a gyakorlatban használt ReLU és szigmoid aktivációk esetén a fenti
állítás teljesül.

2.2. Gyakorlati megvalósítás

Egy neurális háló betanítása egy olyan optimalizációs feladat, ahol a Wi és bi paramé-
tereket próbáljuk úgy megtalálni, hogy a belőlük alkotott fθ többrétegű perceptron
a lehető legközelebb legyen f -hez.

2.2.1. Veszteségfüggvények

2.8. Definíció. A teljes, vagy totális veszteségfüggvény (total loss):

L : Θ → R≥0,

L(θ) =
1

N

N∑
i=1

l(fθ(xi), yi). (1)
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Az l : Rdout × Rdout → R függvényt szokás egyszerűen veszteségfüggvénynek
nevezni. A következőkben bemutatjuk a két legelterjedtebben használt veszteség-
függvényt.

⋄ Átlagos négyzetveszteség (MSE - Mean Squared Error)

Az euklideszi távolság veszteségfüggvénye

MSE(x, y) =
1

N

N∑
i=1

(xi − yi)
2,

ahol N az adatok száma, xi a modell kimenete, yi pedig a valódi érték.

⋄ Keresztentrópia veszteség (cross-entropy loss)

Vegyünk a 2.2. Példát. Itt bizonyos paraméterek alapján be kell sorolnunk az
inputot n csoportba. A modell az inputhoz először egy n dimenziós vektort ren-
del (logiteket), majd a softmax függvény segítségével ebből egy valószínűségi
eloszlást képez. Ez megadja, hogy az egyes osztályokba mekkora valószínűség-
gel tartozik az input. A softmax definíciója:

softmax(x) =

 ex1

n∑
j=1

exj

, . . . ,
exn

n∑
j=1

exj

,

 .

Az ebből számolt veszteség pedig

CE(x, y) = − log((softmax(x))y).

Intuitívan ez azt jelenti, hogyha a modell alacsony valószínűséget ad a helyes
osztályra, akkor a veszteség nagy lesz. Például, ha a helyes osztály valószí-
nűsége 0.1, akkor a veszteség − log(0.1) ≈ 2. Ha azonban a modell közel 1
valószínűséget ad a helyes osztályra, akkor ott a veszteség 0.

2.2.2. Hibavisszaterjedés

A modellben szereplő M rétegek száma, továbbá minden Wi mátrix mérete és ebből
adódóan minden bi vektor mérete fix. Ezek a háló olyan hiperparaméterei, melyek
nem fognak változni a tanulás során.

Ebben a fejezetben bemutatjuk, hogy a teljes veszteségfüggvény minimalizálásá-
hoz elvégezendő paraméteres optimalizálás hogyan zajlik.
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A hibavisszaterjedés (backpropagation) egy rekurzív eljárás, amely neurális hálók
tanítása során az L veszteségfüggvény minimalizálására szolgál.

A paramétereket iteratívan frissítjük gradiens ereszkedéssel. Kezdetben a pa-
ramétereket véletlenszerűen választjuk, ezt jelöljük θ1-gyel. A t-edik lépés után a
frissítés a

θt+1 = θt − η∇θL(θt) (2)

alakot ölti, ahol η-val jelöljük a tanulási rátát (learning rate), mellyel azt állíthatjuk,
hogy a görbe csökkenési irányába mekkorát lépjünk. Gyakran az η a t függvényében
változik, jellemző az exponenciális csökkenése is.

2.9. Példa. [13] A hibavisszaterjedést először egy egyszerű példán keresztül mu-
tatjuk be. Legyen a háló M rétegű, ugyanakkor minden rétegben csak egy neuron
legyen. Ezt sematikusan a 4. ábrán láthatjuk.

4. ábra. Kétrétegű háló egy neuronnal. Az input x = a0, az output a2 = fθ(x).

A gradiens ereszkedés alapján a következő módon frissítjük a súlyokat:

w
(t+1)
i = w

(t)
i − η∇

w
(t)
i
L, b

(t+1)
i = b

(t)
i − η∇

b
(t)
i
L, 1 ≤ i ≤ M.

A továbbiakban a (t) indexet elhagyjuk. Az L az MSE veszteség lesz, vagyis

L(fθ(xi), yi) =
1

N

N∑
i=1

(fθ(xi)− yi)
2.

Bevezetünk jelöléseket, melyek a továbbiakban segítségünkre lesznek:

a0 := input,

zi := wiai−1 + bi, 1 ≤ i ≤ M,

ai := σi(zi).

Fontos megemlíteni, hogyha a0 az input, akkor aM = fθ(a0). Az L függvény parciális
deriváltjainak kiszámolásánál egy átlagot látunk, így elég csak egy-egy inputra kiszá-
molni a parciális deriváltat, majd azokat átlagolni. Láncszabályt használva adódik,
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hogy

∂L

∂wM

=
∂L

∂aM

∂aM
∂zM

∂zM
∂wM

= 2(aM − yi)σ
′(zM)aM−1,

∂L

∂bM
=

∂L

∂aM

∂aM
∂zM

∂zM
∂bM

= 2(aM − yi)σ
′(zM).

Vegyük észre, hogy az aM−1 szerinti derivált nagyon hasonlóan néz ki. Ugyanis

∂L

∂aM−1

=
∂L

∂aM

∂aM
∂zM

∂zM
∂aM−1

= 2(aM − yi)σ
′(zM)wM .

Erre pedig már könnyen építhetünk rekurziót. Mégpedig

∂L

∂wi

=
∂L

∂ai

∂ai
∂zi

∂zi
∂wi

=
∂L

∂ai
σ′(zi)ai−1,

∂L

∂bi
=

∂L

∂ai

∂ai
∂zi

∂zi
∂bi

=
∂L

∂ai
σ′(zi),

∂L

∂ai−1

=
∂L

∂ai

∂ai
∂zi

∂zi
∂ai−1

=
∂L

∂ai
σ′(zi)wi, 1 ≤ i ≤ M.

Ezt a lépést kell folytatnunk egészen
∂L

∂w1

kiszámolásáig.

2.10. Megjegyzés. A hibavisszaterjedésből láthatjuk, hogy egy neurális háló tanítása
során milyen értékeket kell eltárolni. Természetesen ismerni kell az aM outputot, de
el kell tárolnunk minden réteg outputját is, vagyis minden ai-t. Eltároljuk továbbá
az ai, illetve wi szerinti parciális deriváltakat, illetve a zi értékeket is.

2.11. Megjegyzés. A 2.9. Példában foglaltak többdimenziós hálók esetén sem bonyo-
lultabbak, csak több jelölést kell bevezetni.

2.12. Definíció. Egy epoch a teljes tanítóhalmazon végigfuttatott gradiens frissí-
tések egy teljes ciklusa.

2.2.3. Számításmatematikai optimalizálás

A teljesség igénye nélkül, bemutatunk pár gyakorlati trükköt.

Kupacolás

A motivációja ennek a trükknek az, hogy számításigényes feladat az, hogy kiszá-
moljuk a teljes adathalmazra a teljes veszteségfüggvényt és gradiensét. Éppen ezért
több részre bontjuk az adathalmazunkat, egy ilyen kupac (mini-batch) jele legyen
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I ⊂ {1, . . . , N}. A kupacokat sorsoljuk véletlenszerűen egyenletes eloszlás szerint.
Ekkor a rész veszteségfüggvény

LI(θ) =
1

|I|
∑
i∈I

l(fθ(xi), yi).

A tanítás folyamata úgy fog menni, hogy vesszük az első kupacot, azon betanítjuk
a modellt, és azután azokkal a paraméterekkel kezdjük meg a következő kupacon a
tanítást.

A módszer működése azon múlik, hogy amikor egy-egy kupacon tanítjuk a mo-
dellt, akkor a teljes veszteségfüggvény is csökken, és nem csak a rész veszteség.

2.13. Állítás. Legyen az I kupac egyenletes eloszlású valószínűségi változó, továbbá
legyen LI rész veszteségfüggvénye L-nek. Ekkor

E[∇LI(θ)] = ∇L(θ)

minden θ ∈ Θ-ra.

Bizonyítás. Tegyük fel, hogy |I| = m fix. Ekkor P (i ∈ I) = m/N , valamint

E[∇LI(θ)] = E

[
1

m

∑
i∈I

∇l(fθ(xi), yi)

]
=

1

m

N∑
i=1

E[1i∈I∇l(fθ(xi), yi)] =

=
1

m

N∑
i=1

P (i ∈ I)∇l(fθ(xi), yi) =
1

m

N∑
i=1

m

N
∇l(fθ(xi), yi) = ∇L(θ).

Rétegkiejtés

A rétegkiejtés (dropout) egy regularizációs technika, amely során a hálózat egyes
neuronjainak aktivációját a tanítás során véletlenszerűen nullára állítjuk. Matema-
tikailag:

dropout(x) =

0, p valószínűséggel,

x, 1− p valószínűséggel,

ahol p ∈ [0, 1] a kiesési valószínűség.
Az ilyen rétegekkel vegyített MLP-vel reprezentálható függvények tartalmazzák

a korábbi függvényeket, így továbbra is sűrűek maradnak C(X, Y )-ban. A rétegki-
ejtés használata abban segít, hogy az ún. túlilleszkedés (overfitting) tulajdonságot
elkerüljük. Ilyenkor a tanult fθ(x) függvény nagyon közel van F -hez a megadott D
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adathalmazon, azonban új adatra nem reagál jól, nem tanulta meg a valós össze-
függéseket. A rétegkiejtés hátránya, hogy a tanítás során zajt visz a modellbe, ami
lassabb tanulást eredményezhet.

Kupac normalizálás

Legyen a rétegben n neuron és a kupac elemszáma m. Legyen xj,i a j ≤ m-edik
adatinputja az i-edik neuronnak. Ekkor a normalizált értékek

x̂j,i =
xj,i − µi√
σ2
i + ε

,

ahol

µi =
1

m

m∑
j=1

xj,i és σ2
i =

1

m

m∑
j=1

(xj,i − µi)
2,

illetve a ε numerikus instabilitást, azaz a nullával való osztás elkerüléséért felelő
érték. Ezután az output az

yj,i = γix̂j,i + βi

alakot ölti, ahol γi és βi tanulható paraméterek. A kupac normalizálás (batch nor-
malization) széles körben elterjedt módszer, mivel a tapasztalatok szerint nagyobb
tanulási ráta alkalmazását is lehetővé tette, miközben stabilabbá tette a tanítási
folyamatot.

Maximum kiválasztás

A maximum kiválasztás (max pooling) egy olyan leképezés, amely egy bemeneti
mátrixból egy kisebb mátrixot képez úgy, hogy felosztja a bemenetet nem átfedő
(vagy néha átfedő) ablakokra, majd minden ablakból a maximális elemet választja
ki. Formálisan egy k × k ablak esetén,

yi,j = max
(u,v)∈Wi,j

xu,v,

ahol Wi,j az (i, j)-edik ablak. Ez az eljárás csökkenti a bemenet méretét, de közben
megtartja a domináns információkat, így a háló gyorsabb és stabilabb is tud lenni. Ez
utóbbi alatt azt értjük, hogy az output nem változik sokat, ha a bemeneti adatokon
kissé változtatunk. A zajos vagy kevésbé lényeges aktivációkat segít szűrni, és csak
az erősebb jeleket engedi tovább a következő rétegek felé.
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3. Kolmogorov–Arnold hálózatok

Ebben a fejezetben a Kolmogorov–Arnold hálózatok [8] felépítéséről lesz szó.

3.1. Elméleti háttér

Először, csakúgy mint a korábbi fejezetben, az elméleti háttérrel foglalkozunk. Ehhez
rögtön egy tételt kell megértenünk.

3.1. Tétel (Kolmogorov–Arnold reprezentációs tétel). Legyen f : [0, 1]n → R foly-
tonos. Ekkor léteznek olyan gk : R → R és ϕk,j : [0, 1] → R folytonos függvények
(1 ≤ k ≤ 2n+ 1, 1 ≤ j ≤ n), hogy

f(x1, . . . , xn) =
2n+1∑
k=1

gk (ϕk,1(x1) + . . .+ ϕk,n(xn)) .

A tételben a belső függvények (ϕ·,·) univerzálisak, vagyis f -től függetlenül meg-
választhatók, és csak a gk függnek f -től.

Ismét megemlítjük, hogy az, hogy az ismeretlen f függvényünket, melyet meg-
adtak N pontban, azzal, hogy korlátosnak tekintjük, valójában nem jelent megszo-
rítást. A tétel könnyebb megértéséhez tekintsünk egy példát.

3.2. Példa. Legyen n = 2, illetve f(x, y) = xy. Ekkor

xy =
1

2
(x+ y)2 − 1

2
x2 − 1

2
y2.

A 5. ábrán láthatjuk a reprezentációs tételben kiválasztandó függvényeket, előreve-
títve a későbbiekben leírt háló felépítését.

5. ábra. Példa a reprezentációs tételre, ahol g4 = g5 = ϕ4,· = ϕ5,· = 0.
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3.1.1. A háló felépítése

3.3. Definíció. Kolmogorov–Arnold rétegnek nevezzük az

R(x1, . . . , xdin) =

(
din∑
k=1

ϕ1,k(xk), . . . ,

din∑
k=1

ϕdout,k(xk)

)
függvényt, ahol ϕ1,1, . . . , ϕdout,din folytonos függvények.

3.4. Definíció. Kolmogorov-Arnold hálónak nevezzük az

F (x) = RM(RM−1(. . . (R2(R1(x)))) . . .),

függvényt, ahol Ri az i-edik Kolmogorov–Arnold réteg.

A 3.5. Tételből következik, hogy elméletileg két réteg elég ahhoz, hogy az isme-
retlen f függvényt kifejezzük. A hálóra egy konrét példát a 3.2. Példához tartozó 5.
ábrán láthattunk.

Az élekre írt függvények megtalálására az általános megközelítés paraméteres
függvényekkel dolgozik. Továbbra is lesz egy veszteségfüggvény, amely a függvény
paramétereitől függ, melynek minimális értékét gradiens ereszkedéssel találjuk meg.

3.1.2. Kolmogorov–Arnold reprezentációs tétel

Ebben a részben mélyebben beletekintünk a Kolmogorov–Arnold reprezentációs té-
telbe. A tételnek több változata ismert, ezek mind egy kicsit különböznek. Az 1.
táblázatban egy összefoglalót láthatunk ezekről. A Kolmogorov–Arnold hálózatokról
szóló cikkek nagy része az első változatot használja, azonban mi a Lorentz változatot
fogjuk belátni.

3.5. Tétel (Kolmogorov–Arnold–Lorentz reprezentációs tétel [10]). Minden n ∈ N,
n ≥ 2, léteznek valós λ1, . . . , λn számok, illetve folytonos ϕk : I → R k = 1, . . . , 2n+

1, hogy bármilyen f : In → R folytonos függvényre létezik olyan g : R → R, hogy
minden (x1, . . . xn) ∈ In,

f(x1, . . . , xn) =
2n+1∑
k=1

g(λ1ϕk(x1) + . . .+ λnϕk(xn))

3.6. Állítás. A Lorentz féle reprezentációs tételből következik a Kolmogorov féle
reprezentációs tétel.

Bizonyítás. Legyen gk := g, 1 ≤ k ≤ 2n+ 1, illetve φk,i := λi · ϕk. Fontos kiemelni,
hogy λi és ϕk nem függenek f -től.
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Változat Formula
Belső

függvények

Külső

függvények

Egyéb

paraméterek

Kolmogorov [4]
(1957)

2n+1∑
q=1

gq

(
n∑

p=1

ϕq,p(xp)

)
(2n+ 1)n 2n+ 1 –

Lorentz [9]
(1962)

2n+1∑
q=1

g

(
n∑

p=1

λpϕq(xp)

)
2n+ 1 1 λ ∈ Rn

Sprecher [14]
(1965)

2n+1∑
q=1

gq

(
n∑

p=1

λpϕ(xp + qa)

)
1 2n+ 1 a ∈ R, λ ∈ Rd

Kurkova [5]
(1991)

N∑
q=1

g

(
n∑

p=1

wpqϕq(xp)

)
2n+ 1 ≤ N 1 w ∈ Rn×N

Laczkovich [6]
(2021)

N∑
q=1

g

(
d∑

p=1

λpqϕq(xp)

)
N 1 λ ∈ Rn×N

Alesiani et al. [1] (2025)
2n2+1∑
q=1

gq

(
n,n∑

i=1,j=1

ϕqij(⟨xi,xj⟩)

)
(2m2 + 1)n2 2n2 + 1 –

1. táblázat. A Kolmogorov reprezentációs tétel változatai [1].

A reprezentációs tétel bizonyítása a Baire kategóriatételen, valamint a folytonos
függvények szupremum norma szerinti metrikus terének teljességén múlik. Ezt azért
precízen is kimondjuk, illetve a következőkben az I = [0, 1] rövidítést használjuk.

3.7. Tétel (Baire kategóriatétel). Legyen (X, d) teljes metrikus tér. Ha az Xn ⊆ X,
n ≥ 1, halmazok nyíltak és sűrűek X-ben, akkor

∞⋂
n=1

Xn

is sűrű X-ben.

3.8. Tétel. Legyen n ≥ 1. A C(In) = {f : In → R : f folytonos} téren a

d(f, g) = sup
x∈In

|f(x)− g(x)|

függvény metrika, a hozzá tartozó

∥f∥∞ = sup
x∈In

|f(x)|

pedig norma. Ezzel a normával C(In) Banach-tér.

Az reprezentációs tételt csak n = 2-re fogjuk belátni. Ebben a formájában a
következő alakot ölti:
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3.9. Tétel (Kolmogorov–Arnold–Lorentz reprezentációs tétel, n = 2).
Léteznek valós λ1, λ2 ∈ R, illetve folytonos ϕk : I → R, k = 1, . . . , 5 függvények,
hogy bármilyen f : I2 → R folytonos függvényre létezik olyan folytonos g : R → R,
hogy

f(x1, x2) =
5∑

k=1

g(λ1ϕk(x1) + λ2ϕk(x2)) (3)

minden (x1, x2) ∈ I2-re.

Bizonyítás. Legyen λ1 = 1 és λ := λ2. Válasszuk meg λ2-t tetszőleges irracionális
számnak, továbbá Φk(x1, x2) := ϕk(x1)+λϕk(x2). Így a (3) egyenletből adódik, hogy

f(x1, x2) =
5∑

k=1

g(Φk(x1, x2)).

A fent említett Baire kategóratételt szeretnénk használni, ehhez nyílt és sűrű
halmazokra van szükségünk. Ezeket a következő lemma segítségével állítjuk elő.

3.10. Lemma. Adott f ∈ C(I2), ahol ∥f∥ = 1 és legyen Uf ⊂ [C(I)]5, ahol
(ϕ1, . . . , ϕ5) ∈ Uf pontosan akkor, ha létezik g ∈ C(R), hogy

|g(t)| ≤ 1

7
(4)

és

|f(x, y)−
5∑

i=1

g(ϕi(x) + λϕi(y))| <
7

8
minden (x, y) ∈ I2 − re. (5)

Bizonyítás. Uf nyílt, hiszen ha egy adott (ϕ1, . . . , ϕ5)-re jó egy adott g, akkor a
[C(I)]5 metrikus térben egy hozzá közeli ϕ ötösre is jó lesz ugyanezen g, azaz a
sűrűségét kell csak belátnunk.

Legyen adott ε > 0 és (ϕ0
1, . . . , ϕ

0
5) ∈ [C(I)]5 és kell, hogy létezik (ϕ1, . . . , ϕ5) ∈

[C(I)]5, valamint g ∈ C(R), melyre igaz (4) és (5), hogy ∥ϕi − ϕ0
i ∥ < ε.

Legyen N egy fix (nagy) pozitív egész szám, melyet később pontosítunk. Feloszt-
juk I-t részintervallumokra, legyen i ∈ {1, . . . , 5}, és töröljünk ki minden

(
s
N
, s+1

N

)
részintervallumot, ahol 0 ≤ s < N , és s ≡ i − 1 (mod 5). A megmaradt zárt inter-
vallumokat fogjuk hívni i rangú piros intervallumoknak (lásd 6. ábra).

Természetesen minden i rangú piros intervallumnak hossza legfeljebb 4
N

, sőt
egyenlőség is teljesül, kivéve legfeljebb 2 szakaszt, az elsőt és utolsót.
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6. ábra. Az egyes i rangú intervallumok.

Ha N kellően nagy, létezik ϕi ∈ C(I), hogy:

⋄ ϕi konstans racionális szám minden i rangú piros intervallumon;

⋄ ϕi(x) ̸= ϕi(y), ha x-et és y-t különböző i rangú piros intervallumokból választ-
juk;

⋄ ϕi(x) ̸= ϕj(z), ahol i ̸= j, valamint x és z bármely i, illetve j rangú piros
intervallumból választjuk;

⋄ ∥ϕi − ϕ0
i ∥ < ε minden i = 1, . . . , 5 esetén.

A fenti i rangú piros intervallumokat kiterjesztjük a síkra, egy téglalap I2-ben i

rangú piros téglalap, ha direktszorzata két i rangú piros intervallumnak.

7. ábra. Az i rangú piros téglalapok, ahol i = 1 és N = 15.
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Az i rangú piros téglalapokat jelöljük Ri,1, Ri,2, . . . módon. Ekkor egy i rangú
piros téglalapon belül (x, y) és (x′, y′) pontok távolsága

√
(x− x′)2 + (y − y′)2 ≤

√(
4

N

)2

+

(
4

N

)2

=

√
32

N
.

Legyen
Φi(x, y) := ϕi(x) + λϕi(y),

ahol Φi konstans minden i rangú piros téglalapon. Jelölje tehát Φ(Ri,r) := Φi(x, y),
ha (x, y) ∈ Ri,r. Mivel λ irracionális, ha Φ(Ri,r) = Φ(Rj,s), akkor az csak triviálisan
lehet, vagyis, ha i = j és r = s. Ez önmagában nem triviális, ezért állításként is
megfogalmazzuk és igazoljuk.

3.11. Állítás. Φ(Ri,r) = Φ(Rj,s) akkor és csak akkor, ha i = j, r = s.

Bizonyítás. Tegyük fel, hogy Φ(Ri,r) = Φ(Rj,s). Ekkor egyrészt (x, y) ∈ Ri,r, továb-
bá (z, v) ∈ Rj,s esetén adódik, hogy

ϕi(x) + λϕi(y) = ϕj(z) + λϕj(v).

De a Q bővítése λ-val egy nemtriviális testbővítés, és mivel vektortér, ezért a vek-
torok kifejezése egyértelmű. Így ϕi(x) = ϕj(z), de ez ϕi és ϕj megválasztása miatt
csak akkor lehet, ha i = j. De mivel az i rangú piros intervallumokon a ϕi különböző
értékeket vesz fel, ezért r = s.

Folytassuk a lemma bizonyítását. Mivel f folytonos I2-n, így egyenletesen is
folytonos. Válasszuk N -et olyan nagyra, hogy

|f(x, y)− f(x′, y′)| < 1

56
, ha (x− x′)2 + (y − y′)2 ≤ 32

N2
. (6)

Végül pedig definiáljuk a g : R → R függvényt az alábbi módon:

g(Φ(Ri,r)) =


1
7
, ha f(x, y) > 0 Ri,r-en,

−1
7
, ha f(x, y) < 0 Ri,r-en,

0, különben.

(7)

Mivel Φ különböző értékeket vesz fel a különböző (i, r) párokhoz tartozó Ri,r ré-
szeken, ezért ez jól definiált. Ezután pedig terjesszük ki g-t az egész I-re úgy, hogy
lineáris szakaszokkal összekötjük a megadott pontokat. Így az rögtön teljesül, hogy
|g| ≤ 1

7
, vagyis (4) teljesül. Az kell még, hogy az (5) egyenlet is teljesül. Legyen

(x′, y′) ∈ I2 adott pont. A 6. ábrán láthatjuk, hogy x′ mindig benne van egy-egy i
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rangú piros intervallumban, kivéve legfeljebb egyben nem. Mindenesetre feltehetjük,
hogy legalább háromban benne van. Hasonlóan ezt elmondhatjuk y′-ről is.

Három esetet vizsgálunk. Az első eset az, ha f(x′, y′) > 1
7
. Ekkor az egyenletes

folytonosság miatt f(x, y) > 0 az egész (x′, y′)-t tartalmazó piros téglalapban, és
láttuk, hogy van legalább három ilyen téglalap. A (4) és (7) alapján

f(x, y)−
5∑

i=1

g(Φi(x, y)) ≤ 1− 3

7
+

2

7
<

7

8
.

Valamint a (6) egyenletes folytonosságból

f(x, y)−
5∑

i=1

g(Φi(x, y)) >

(
1

7
− 1

56

)
− 5

7
> −7

8
.

Így látjuk, hogy (5) teljesül. Második eset, ha f(x′, y′) < −1
7

hasonló a korábbihoz.
Harmadik esetben |f(x′, y′)| ≤ 1

7
. Felhasználva g korlátosságát (4), valamint az

egyenletes folytonosságot (6) adódik, hogy∣∣∣∣∣f(x, y)−
5∑

i=1

g(Φi(x, y))

∣∣∣∣∣ <
∣∣∣∣17 +

1

56
+

5

7

∣∣∣∣ = 7

8
.

Így a 3.10. Lemmát beláttuk.

A fő tételünk bizonyításának folytatásához még egy rövidebb lemmára lesz szük-
ségünk.

3.12. Lemma. Legyen λ irracionális szám. Ekkor létezik ϕ1, . . . , ϕ5 ∈ C(I), hogy
bármilyen f ∈ C(I2)-re létezik olyan g ∈ C(R), hogy

|g(t)| ≤ 1

7
∥f∥, t ∈ R és

∥∥∥f −
5∑

k=1

g(Φk)
∥∥∥ <

8

9
∥f∥,

ahol Φk(x, y) = ϕk(x) + λϕk(y).

Bizonyítás. Feltehetjük, hogy ∥f∥ = 1. Legyen h1, h2, . . . ∈ C(I2) függvények, me-
lyek 1 normájúak, és {hj, j ∈ N} sűrű C(I2)-ben a legfeljebb 1 normájú függvények-
hez. A 3.10. Lemma szerint minden hj-hez tartozik egy Uj = Uhj

⊂ (C(I))5. Minden
Uj sűrű és nyílt részhalmaza a (C(I))5 teljes metrikus térnek. Így a 3.7. Baire kate-
góriatétel következtében metszetük, amit jelöljünk V -vel, nemüres. Válasszunk egy
(ϕ1, . . . , ϕ5) ∈ V -t.

Mivel {hj, j ∈ N} sűrű C(I2)-ben a legfeljebb 1 normájú függvényekhez, így
létezik egy m ∈ N , hogy

∥f − hm∥ ≤ 1

72
.
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Mivel (ϕ1, . . . , ϕ5) ∈ V ⊂ Um, ezért létezik egy g ∈ C(R), hogy ∥g∥ ≤ 1
7
, valamint

∥∥∥hm −
5∑

k=1

g(Φk)
∥∥∥ <

7

8
.

Így ∥∥∥f −
5∑

k=1

g(Φk)
∥∥∥ ≤ ∥f − hm∥+

∥∥∥hm −
5∑

k=1

g(Φk)
∥∥∥ <

1

72
+

7

8
=

8

9

Most pedig befejezzük a teljes tétel bizonyítását. A 3.12. Lemmából létezik olyan
λ ∈ R, valamint ϕ1, . . . , ϕ5 ∈ C(I), továbbá g ∈ C(R), hogy minden f ∈ C(I2)-re

|g(t)| ≤ 1

7
∥f∥, t ∈ R és

∥∥∥f −
5∑

k=1

g(Φk)
∥∥∥ <

8

9
∥f∥, (8)

ahol minden Φk(x, y) = ϕk(x) + λϕk(y). Legyen f0 = f és g0 = g. Rekurzívan
definiáljuk fj ∈ C(I2)-et és gj ∈ C(R)-et, hogy

fj+1 = fj −
5∑

k=1

gj(Φk)

úgy, hogy létezik gj+1, ami teljesíti (8) egyenlőtlenségeket. Így ∥gj∥ ≤ 1
7
∥fj∥ és

∥fj+1∥ =
∥∥∥fj − 5∑

k=1

gj(Φk)
∥∥∥ <

8

9
∥fj∥.

Így

∥fj+1∥ <
8

9
∥fj∥ <

(
8

9

)2

∥fj−1∥ < · · · <
(
8

9

)j+1

∥f0∥ =

(
8

9

)j+1

∥f∥

és

∥gj+1∥ <
1

7

(
8

9

)j+1

∥f∥.

Mivel a
∞∑
j=1

gj a sup normában g ∈ C(R)-hez tart, ezért

f =
∞∑
j=0

fj − fj+1 =
∞∑
j=0

5∑
k=1

gj(Φk) =
5∑

k=1

g(Φk).

Ezzel befejeztük a bizonyítást.
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3.2. Gyakorlati megvalósítás

3.2.1. Egydimenziós függvények tanulása

A 3.3. Definícióban szereplő függvényeket általában egy függvénybázis segítségével
parametrizálják. Az m-edik rétegre vonatkozó függvények

ϕ
(m)
k,j (x) =

K∑
i=1

c
(m)
k,j Bi(x)

alakúak, ahol ck,j,m tanulható paraméterek, míg Bi a bázisfüggvények.
A kezdetleges kétrétegű hálókat (2n + 1 szélességgel) a gyakorlatban nehéz volt

optimalizálni, a modern Kolmogorov–Arnold hálók differenciálható bázisfüggvénye-
ket és több réteget is használnak. A B-spline bázisfüggvények a legelterjedtebbek,
így ezeket részletesebben is bemutatjuk.

3.2.2. B-spline bázisfüggvények

3.13. Definíció. Legyenek P0, . . . , Pn ∈ Rm. Az általuk meghatározott Bézier-görbe

B0
n(t) =

n∑
i=0

(
n

i

)
(1− t)n−itiPi.

A fenti képletet egy rekurziós számolással kaphatjuk meg. Elsőnek vegyük a

Bi
0(t) := Pi, 0 ≤ i ≤ n

triviális görbéket. Ezután a következő görbét a

Bk
j (t) = tBk

j−1(t) + (1− t)Bk+1
j−1 (t), 0 ≤ k ≤ n− j

módon definiáljuk. A rekurziót n lépésig folytatjuk, vagyis 0 ≤ j ≤ n. Könnyű látni,
hogy a 3.13. Definícióban levő képletet kapjuk.

A Bézier görbék is paraméteres görbék, azonban a probléma velük az, hogy
nagyon nagy fokú polinomok, így ezekkel nehéz számolni. A B-spline görbékkel ezt
a problémát lehet kiküszöbölni.

3.14. Definíció. Legyenek P0, . . . , Pn ∈ Rm kontrollpontok, továbbá legyen k ∈ N
rögzített. Legyen továbbá

t0 ≤ t1 ≤ · · · ≤ tn+k+1

egy töréspontsorozat.
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Az ezekhez tartozó B-spline görbe

S(t) =
n∑

i=0

PiNi,k(t),

ahol az Ni,k bázisfüggvényeket rekurzívan definiáljuk az alábbi módon:

Ni,0(t) =

1, ti ≤ t < ti+1,

0, egyébként,

illetve
Ni,j(t) =

t− ti
ti+j − ti

Ni,j−1(t) +
ti+j+1 − t

ti+j+1 − ti+1

Ni+1,j−1(t),

ahol
0 ≤ i ≤ n+ k, 1 ≤ j ≤ k.

A B-spline ún. Cox–de Boor-féle Ni,k bázisfüggvényeinek rekurzív számolását a
8. ábrán szemléltethetjük.

N0,0(t) N0,1(t) · · · N0,k−1(t) N0,k(t)

N1,0(t) N1,1(t) · · · N1,k−1(t)

...
...

Nn−1,0(t) Nn−1,1(t)

Nn,0(t)

8. ábra. A B-spline Ni,k bázisfüggvényeinek rekurzív számolása.

3.15. Példa. Tekintsük a másodrendű B-spline görbét P0, P1 és P2 kontrollpontok-
kal. Töréspontokból ekkor hat darab lesz, ezeket tetszőlegesen választhatjuk, legye-
nek ekvidisztánsak. Jelölje ezt T = {0, 1, 2, 3, 4, 5}. Ekkor nem nehéz, de hosszabb
számolás után adódnak:

N0,2(t) =



1

2
t2, ha 0 ≤ t < 1,

1

2
[−2(t− 1)2 + 2(t− 1) + 1] , ha 1 ≤ t < 2,

1

2
[(t− 2)2 − 2(t− 2) + 1] , ha 2 ≤ t < 3,

0, egyébként.
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N1,2(t) =



1

2
(t− 1)2, ha 1 ≤ t < 2,

1

2
[−2(t− 2)2 + 2(t− 2) + 1] , ha 2 ≤ t < 3,

1

2
[(t− 3)2 − 2(t− 3) + 1] , ha 3 ≤ t < 4,

0, egyébként.

N2,2(t) =



1

2
(t− 2)2, ha 2 ≤ t < 3,

1

2
[−2(t− 3)2 + 2(t− 3) + 1] , ha 3 ≤ t < 4,

1

2
[(t− 4)2 − 2(t− 4) + 1] , ha 4 ≤ t < 5,

0, egyébként.

Az ehhez tartozó konkrét grafikonokat a 9. ábrán láthatjuk. A B-spline csak azon
az intervallumon tekintjük definiáltnak, ahol egyik bázisfüggvény sem tűnik el. Ez
a 9. ábrán a [2,3] intervallum.

0.5 1 1.5 2 2.5 3 3.5 4 4.5 5

0.2

0.4

0.6

0.8

1

t

Ni,2(t)

9. ábra. Másodrendű B-spline bázisfüggvények a [0, 1, 2, 3, 4, 5] töréspontokkal.

A mátrix formája ekkor a bázisfüggvénynek:

S(t) = (P0, P1, P2) ·
1

2
·


1 −2 1

−2 2 1

1 0 0

 ·


t2

t

1

 .
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3.16. Megjegyzés. Annak érdekében, hogy a B-spline függvény a teljes [t0, . . . tn+k+1]

értelmezhető legyen, az első k és az utolsú k darab töréspontot egyenlővé tesszük,
azaz

t0 = · · · = tk−1 = tk < . . . < tn = tn+1 = · · · = tn+k+1.

3.17. Megjegyzés. Az eredeti [7]-[8] Kolmogorov–Arnold háló cikkekben minden pa-
raméterezett függvény harmadrendű B-spline volt (k = 3), hozzáadva egy maradék-
taggal, amely a laposabb régiókban a gradiensek kifejező képességét segítette:

ϕm
k,j(x) =

K∑
i=1

c
(m)
k,j B

(k)
i (x) +

x

1 + e−x
.

3.2.3. Rácsbővítés

Elviekben egy paraméteres függvény tetszőleges pontossággal közelíthet egy célfügg-
vényt, mivel a rács tetszőlegesen finom felbontásúra állítható. Ezt a tulajdonságot
a Kolmogorov–Arnold hálózatok is öröklik. Ezzel szemben a többrétegű perceptro-
nok esetén nincs értelmezve a "finomítás" (fine-graining) fogalma. Igaz ugyan, hogy
ezek szélességének és mélységének növelése teljesítmény javuláshoz vezethet, ezek
azonban lassúak és költségesek, mivel a különböző méretű modelleket egymástól
függetlenül kell betanítani.

A Kolmogorov–Arnold hálók esetében először betanítható egy kevesebb paramé-
teres modell, majd ez később egyszerűen kiterjeszthető egy nagyobb paraméterszá-
mú hálóvá úgy, hogy a spline-rácsokat finomabbá tesszük, anélkül, hogy a nagyobb
modellt az elejéről újra kellene tanítani. A rácsbővítés lényegében egy új, finomabb
B-spline illesztése egy régi, durvább B-splinera. Vázlatosan láthatjuk ezt a 10. ábrán.

10. ábra. Intuitív ábra a rácsbővítéshez [8].
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Tegyük fel, hogy egy [a, b] tartományban szeretnénk egy egydimenziós f függ-
vényt közelíteni k-adfokú B-spline-okkal. Egy durva rács G1 intervallummal rendel-
kezik, melynek rácspontjai {t0 = a, t1, t2, . . . , tG1 = b}, amit

{t−k, . . . , t−1, t0, . . . , tG1 , tG1+1, . . . , tG1+k}

módon bővítünk ki. Ekkor G1+k darab B-spline bázisfüggvényünk van, ahol az i-edik
B-spline, Bi(x), csak a [t−k+i, ti+1] intervallumon nem nulla (i = 0, . . . , G1 + k − 1).
Ekkor f a durva rácson a lineáris kombinációja ezeknek a B-Spline bázisfüggvények-
nek, azaz

fdurva(x) =

G1+k−1∑
i=0

ciBi(x).

Egy finomabb, G2 intervallumos rács esetén:

ffinom(x) =

G2+k−1∑
j=0

c′jB
′
j(x).

A c′j paramétereket a ci-kből úgy inicializáljuk, hogy minimalizáljuk a két függvény
közti eltérést egy p eloszlás szerint:

{c′j} = argmin
{c′j}

Ex∼p(x)

(
G2+k−1∑

j=0

c′jB
′
j(x)−

G1+k−1∑
i=0

ciBi(x)

)2

.

Ezt pedig legkisebb négyzetek módszerével lehet megoldani. Ezt a rácskiterjesztést
a Kolmogorov–Arnold háló minden spline-jára külön-külön végezzük el. A végered-
ményt a 11-12. ábrákon láthatjuk.

(a) B-Spline bázisfüggvények (bővítetlen) (b) B-Spline bázisfüggvények (rácsbővített)

11. ábra. A rácsbővítés hatása a B-spline bázisfüggvényekre [11].
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(a) Rácsbővítetlen B-spline által tanult

függvény

(b) Rácsbővített B-spline által tanult függ-

vény

12. ábra. A rácsbővítés hatása a tanult függvényre [11].
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4. Összehasonlítás

A Kolmogorov–Arnold háló és a többrétegű perceptron is függvényközelítő algorit-
musok, azonban alapvető különbségek vannak közöttük. A többrétegű perceptron
egy rétegében az inputok lineáris kombinációját vesszük, és azután alkalmazunk egy
aktivációs függvényt. A Kolmogorov–Arnold hálók egy rétegében az inputot először
egy tanulható egydimenziós függvénybe helyettesítjük be, majd ezek lineáris kom-
binációja (specifikusan az összegük) lesz egy output egy eleme.

4.1. Ekvivalencia

A modellek filozófiai eltéréseinek ellenére azonban a két háló matematikailag ekvi-
valens, ezt a következő állításban olvashatjuk.

4.1. Állítás (Wang [15]).

• Legyen Ω ⊂ Rd egy korlátos tartomány. Tegyük fel, hogy egy f : Rd → R függ-
vény reprezentálható egy többrétegű perceptronnal, amelynek szélessége W ≥ 1,
mélysége L ≥ 1, és aktivációs függvénye σk(x) = max(0, x)k, ahol k ≥ 1.

Ekkor létezik egy g Kolmogorov–Arnold háló, amelynek szélessége W , mélysége
legfeljebb 2L, és rácsmérete G = 2, valamint k-adrendű B-spline függvényeket
használ, úgy hogy

g(x) = f(x)

minden x ∈ Ω esetén.

• Tegyük fel, hogy egy f : [0, 1]d → R függvény reprezentálható egy Kolmogorov–
Arnold hálóval, amelynek szélessége W ≥ 1, mélysége L ≥ 1, és rácsmérete G,
valamint k-adrendű B-spline függvényeket használ.

Ekkor létezik egy többrétegű perceptron, amelynek szélessége (G + 2k + 1)W 2,
mélysége legfeljebb 2L, és aktivációs függvénye

σk(x) = max(0, x)k,

amely reprezentálja az f függvényt.

A lineáris és nemlineáris operációk felcserélése lokálisabb, könnyebben értelmez-
hető és többször rugalmasabb közelítéseket eredményez. A következő szekcióban
ennek egy esetét mutatjuk be.
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4.2. Fizikainformált neurális hálók

A fizikainformált neurális hálókat (Physics Informed Neural Network, röviden PINN)
eredetileg differenciálegyenletek megoldására vezették be 2019-ben [12]. Ezek olyan
hálók, amelyek a tanítási folyamatba beépítik a fizikai megszorításokból származó
információt, általában úgy, hogy a veszteségfüggvényt több tag összegeként állítjuk
elő:

Ltotal = λrLi + λbLb + λiLIC + λdLdata,

ahol Li a tartomány belsején (internal) a parciális differenciálegyenletből adódó
maradék négyzetes hibája, Lb a peremfeltételek (boundary condition) megsértésé-
nek hibája, LIC a kezdeti feltételek (initial condition) hibája. Előfordul az is, hogy
elérhetők konkrét mérések is, ilyenkor a mért adatoktól való átlagos eltérést is bele-
vesszük a veszteségfüggvénybe, ezt jelöltük Ldata-ként. A λ∗ hiperparaméterek pedig
súlyfaktorok.

Függvényillesztés

Az egyszerűség kedvéért először a függvényillesztés problémáját vizsgáljuk. Ha a
függvényillesztés nem működik megfelelően, akkor a parciális differenciálegyenletek
megoldása sem fog jobban menni. Tekintsük az alábbi egyszerű kétpontos peremér-
ték feladatot:

u′′(x) = −4π2 sin(2πx)− 250π2 sin(50πx), x ∈ [0, 1],

u(0) = u(1) = 0.

Az u(x) = sin(2πx) + 0, 1 sin(50πx) megoldás függvényt közelítjük a többrétegű
perceptron és Kolmogorov–Arnold hálózatokkal (MLP és KAN).

13. ábra. Az u(x) = sin(2πx) + 0.1 sin(50πx) egzakt megoldás összevetése MLP és
KAN segítségével 100 (bal), 1000 (középső) és 10000 (jobb) epoch után [16].
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A 13. ábrán látható módon 100 pontot osztunk el egyenletesen az [0, 1] inter-
vallumon. A KAN hálózat struktúrája [1, 5, 5, 5, 1] 10-es rácsmérettel, míg az MLP
struktúrája [1, 100, 100, 100, 100, 1]. A struktúra alatt az egyes rétegek neuronjainak
számát értjük. Az összehasonlítás objektivitásának biztosítása érdekében mindkét
modell esetén ugyanazt a tanulási rátát (0.001) és optimalizálót (Adam) alkalmaz-
zuk.

Az eredmények alapján a standard MLP a magas frekvenciájú komponens köze-
lítésében lényegesen gyengébben teljesít, mint a KAN. Ez a jelenség összefügg a két
architektúra eltérő approximációs tulajdonságaival, azonban ezek részletes elméleti
vizsgálata kívül esik a dolgozat keretein.

A fenti eredmények alapján indokoltnak tűnik a módszer vizsgálatának kiterjesz-
tése egy nagyobb komplexitású, kétdimenziós problémára.

Poisson egyenlet

Tekinstük a homogén Dirichlet peremfeltételű Poisson egyenletet az Ω = [−1, 1]2

tartományon:
uxx(x, y) + uyy(x, y) = f(x, y), (x, y) ∈ Ω,

u(x, y) = 0, (x, y) ∈ ∂Ω.

Az f(x, y) = −π2(1+4y2) sin(πx) sin(πy2)+2π sin(πx) cos(πy2) függvény megválasz-
tása mellett az u(x, y) = sin(πx) sin(πy2) megoldás függvény adódik. A feladathoz
tartozó veszteségfüggvény

LPDE = αLi + Lb := α
1

ni

ni∑
i=1

|uxx(zi) + uyy(zi)− f(zi)|2 +
1

nb

nb∑
i=1

u2,

ahol a Li jelöli a belső tartományon levő veszteséget, amelyet a tartományon belüli
ni darab pont egyenletes mintavételezésével vett zi = (xi, yi) pontokon diszkretizá-
lunk és értékelünk ki. Hasonlóan, a Lb a peremhez tartozó veszteséget jelöli, amelyet
a peremen vett nb darab pont egyenletes mintavételezésével diszkretizálunk és érté-
kelünk ki. Az α hiperparaméter segítségével változtathatunk a két tag veszteséghez
való hozzájárulásának arányát.

Az eredeti KAN cikkben [8] a szerzők összehasonlították a KAN és az MLP archi-
tektúrákat azonos hiperparaméterek mellett (ni = 10000, nb = 800, α = 0, 01). Az
L2-normával mért hibát vizsgálva azt tapasztalták, hogy a KAN kedvezőbb skálázási
viselkedést mutat: azonos pontosság eléréséhez kisebb hálózat és kevesebb paramé-
ter elegendő, miközben a hiba is alacsonyabb marad. Az eredményeket a 14. ábra
szemlélteti.
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(a) A veszteségek tanulási dinamikája. (b) A veszteségek skálázási tulajdonságai a

paraméterek számának függvényében.

14. ábra. A Poission feladatra vonatkozó modell és egzakt megoldás közötti L2 vesz-
teség [8].

A szerzők eredményei szerint egy 2 rétegű, 10 szélességű KAN közel két nagyság-
renddel kisebb hibát ér el, mint egy 4 rétegű, 100 szélességű MLP (10−7, illetve 10−5

MSE), miközben a paraméterszáma szintén mintegy két nagyságrenddel kisebb (102,
illetve 104 paraméter). Ez arra utal, hogy a KAN architektúrák hatékony neurális
reprezentációt nyújthatnak parciális differenciálegyenletek megoldásának közelítésé-
re.

Ugyanakkor a KAN-ok gyakorlati alkalmazásának egyik hátránya, hogy taní-
tásuk a jelenlegi implementációk mellett jellemzően mintegy egy nagyságrenddel
lassabb, mint az MLP-ké. A fenti összehasonlítás értelmezésekor azt is érdemes
figyelembe venni, hogy a vizsgált célfüggvény elemi függvények kombinációjaként
írható fel. Mivel a KAN architektúrák kifejezetten jól alkalmasak ilyen struktúrák
reprezentálására, a példa bizonyos mértékben a KAN-ok erősségeit hangsúlyozza.

Hővezetési egyenlet

Tekintsük az alábbi hővezetési egyenletet:

ut(x, t) =
1

(Fπ)2
uxx(x, t), (x, t) ∈ [0, 1]× [0, 1],

u(x, 0) = sin(Fπx), x ∈ [0, 1],

u(0, t) = u(1, t) = 0, t ∈ [0, 1],

ahol F ∈ N a frekvenciát jelölő paraméter. A feladat analitikus megoldása

u(x, t) = e−t sin(Fπx).
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Célunk annak szemléltetése, hogy a KAN architektúra milyen hatékonyan képes
alacsony és magas frekvenciájú megoldások közelítésére.

Az MLP struktúrája [2, 30, 30, 30, 30, 1], míg a KAN struktúrája [2, 5, 5, 1]; min-
den egyéb beállítás megegyezik. Megjegyezzük, hogy a KAN rácsmérete 100, rendje
pedig 3. A 15. ábra az MLP és a KAN teljesítményét mutatja a hővezetési egyenlet
megoldása során. Az eredmények alapján az MLP nem képes megfelelő pontossággal
közelíteni a megoldást, míg a KAN jó közelítést ad.

15. ábra. MLP és KAN összehasonlítása a hővezetési feladaton. (a) Az egzakt meg-
oldás F = 50 esetén. (b) Az MLP közelítése 3000 iteráció után. (c) Az MLP abszolút
hibája. (d) A KAN közelítése 3000 iteráció után. (e) A KAN abszolút hibája. (f)
A KAN relatív hibája különböző frekvenciák és rácsméretek mellett, 3000 iteráció
után, [2, 5, 1] struktúrával [16].

A szerzők azt is megfigyelték, hogy túl kicsi rácsméret esetén a KAN sem képes
megfelelő pontossággal közelíteni a nagy frekvenciájú eseteket. Ennek szemléltetésére
a 15. ábra (f) része a KAN relatív L2 hibáját mutatja különböző frekvenciák és
rácsméretek mellett.

Az eredmények arra utalnak, hogy a KAN architektúrák ígéretesek lehetnek
olyan alkalmazásokban, ahol a megoldás több tér- vagy időskálán tartalmaz jelentős
frekvenciakomponenseket, például egyes folyadékmechanikai problémák esetén.
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4.3. MNIST és CIFAR-10

Az MNIST egy kézzel írott számjegyeket tartalmazó fekete-fehér képadathalmaz.
A feladat az egyes képekhez tartozó számjegyek helyes osztályozása. A CIFAR-
10 egy színes képekből álló adathalmaz, amely 10 kategóriát tartalmaz (például
repülőgép, autó, madár vagy kutya), és a cél itt is a képek megfelelő kategóriába
sorolása. Ezeken a klasszifikációs feladatokon az MLP architektúrák jellemzően jobb
teljesítményt mutatnak, mint a KAN-ok [17].

A vizsgált KAN és MLP modellek 1 vagy 2 rejtett réteget tartalmaztak. Az
MLP-k rejtett rétegeinek szélessége 32, 64, 128, 256, 512 vagy 1024 volt, míg a
KAN-ok esetén 2, 4, 8 vagy 16. A B-spline bázisfüggvények rendje 2, 3 vagy 5 volt.
A modelleket 20 epochon keresztül tanították és minden esetben ReLU aktivációs
függvényt alkalmaztak. A legjobb eredményeket a 16. ábra mutatja.

16. ábra. A KAN és az MLP összehasonlítása az MNIST és a CIFAR-10 osztályozási
feladatokon, azonos paraméterszám mellett [17].
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5. Összefoglalás

Ebben a dolgozatban bemutattuk a többrétegű perceptron és a Kolmogorov–Arnold
hálók matematikai hátterét. Kitértünk a Kolmogorov–Arnold reprezentációs tétel
bizonyítására, különböző változataira, megmutattuk a matematikai ekvivalenciát a
két háló között, végül pedig a gyakorlatban előforduló problémákon hasonlítottuk
össze a kettő teljesítményét.

Több kísérlet azt mutatja, hogy a Kolmogorov–Arnold háló csak a szimbolikus
képletek reprezentálásában rendelkezik előnnyel, a többi feladatban a többrétegű
perceptron egyszerűen jobb volt [17]. Gyorsabb feltanítani, és pontosabb is. Yu, Yu és
Wang megfigyelték továbbá, hogyha a többrétegű perceptron aktivációs függvényét
tanulható B-spline-ra cseréltük, akkor a többrétegű perceptron minden tesztelt (nem
parciális differenciálegyenlet megoldási) feladatban felülmúlta, vagy legalábbis elérte
a Kolmogorov-Arnold hálók teljesítményét [17].

A Kolmogorov–Arnold hálók előnye tehát ott jön elő, amikor az összehasonlítás
nem igazságos, vagyis amikor a Kolmogorov–Arnold hálót hosszabb ideig hagyják
tanulni, ráadásul a feladat valamilyen elemi függvény megtanulása. Mivel a parci-
ális differenciálegyenletek megoldása – akár csak numerikusan – gyakori feladat, a
Kolmogorov–Arnold fizikainformált neurális hálókat ma is aktívan kutatják.
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Nyilatkozat mesterséges intelligencia használatáról

Alulírott, Gábriel Tamás nyilatkozom, hogy szakdolgozatom elkészítése során az
alább felsorolt feladatok elvégzésére a megadott mesterséges intelligencia alapú esz-
közöket alkalmaztam:

Feladat Eszköz Felhasználás

Ábra- és táblázatkészítés GPT-5.3mini TikZ-kódok és táblázatok generálása

A felsoroltakon túl más mesterséges intelligencia alapú eszközt nem használtam.
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