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Köszönetnyilvánítás

Szeretnék köszönetet nyilvánítani Grolmusz Vince témavezetőmnek, aki ötleteivel és tanác-
saival nagyban hozzájárult a kutatáshoz. Szeretnék továbbá köszönetet mondani Varga
Bálintnak, aki kiszámította a kutatás során használt agygráfokat.

A kutatás során használt MRI felvételek és az alanyokhoz tartozó klinikai tesztekhez kapc-
solódó adatokat szolgáltatta: OASIS-3 Longitudinal Multimodal Neuroimaging: Principal
Investigators: T. Benzinger, D. Marcus, J. Morris; NIH P50 AG00561, P30 NS09857781,
P01 AG026276, P01 AG003991, R01 AG043434, UL1 TR000448, R01 EB009352

Megjegyzés

A szakdolgozat a Hegedűs Dániellel közösen készített 2025-ös Informatika OTDK-ra benyújott
munkánkon alapszik. A szakdolgozatban csak a saját munkám és eredményem szerepel.
A kutatás során használt python kódokat mind saját kezűleg írtam.
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1 Bevezetés

A demencia napjaink egyik legnagyobb problémája. A WHO szerint 2021-ben világsz-
erte 55-57 millióan küzdöttek a betséggel és mindez nagyjából évi további 10 millióval
bővül. Az ezzel való küzdelem 2019-es becslések szerint 1.3 milliárd dollárba került a
világ gazdaságáinak, ami a várakozások szerint 2 milliárd dollárra emelkedik 2030-ig [1].
Mindezek fényében világos, hogy a demencia vizsgálata napjainknak egy kulcs feladata.
A kutatás során egy viszonylag új megközelítést alkalmazunk, az agy gráfok segítségével
történő jellemzését. Ezeknek csúcsai az agy különböző régióit reprezentálják, míg élei
ezek összeköttetéseit. Legfőbb eredmények közé tartozik bizonyos specifikus kapcsolatok
demenciában való kiemelkedő szerepének igazolása. Ezen felül az agy nagymértékű neu-
roplaszticitása is további igazolásra kerül.

1.1 A betegség hátteréről

"Az Alzheimer-kór egy progresszív neurodegeneratív betegség, amely elsősorban az agyat
érinti, és memóriazavarhoz, kognitív hanyatláshoz, valamint a napi tevékenységek elvégzési
képességének romlásához vezet. Ez a leggyakoribb demenciaforma az idősebb felnőttek
körében. Az Alzheimer-kór jellegzetes ismérvei közé tartoznak az abnormális fehérjeler-
akódások – az úgynevezett plakkok és neurofibrilláris kötegek –, amelyek megzavarják az
idegsejtek közötti kommunikációt, és végül azok pusztulásához vezetnek.

A betegség előrehaladtával az érintett személyeknél memóriazavar, dezorientáció, prob-
lémamegoldási nehézségek, nyelvhasználati zavarok és viselkedésváltozások léphetnek fel.
Az Alzheimer-kór nemcsak az érintett személyeket sújtja jelentősen, hanem komoly terhet
ró hozzátartozóikra és gondozóikra is.

Jelenleg nincs gyógyír az Alzheimer-kórra; különböző kezelések és beavatkozások a
tünetek kezelésére és az érintett személyek életminőségének javítására irányulnak. A folya-
matban lévő kutatások célja a betegség kiváltó okainak mélyebb megértése, valamint po-
tenciális terápiák kidolgozása a progresszió lassítására vagy megállítására. A korai fe-
lismerés és időben való beavatkozás kulcsfontosságú a betegség kezelésében és az érin-
tett személyek és hozzátartozóik támogatásában. A szakdolgozat során a demencia és az
Alzheimer-kór fogalmát ugyanarra a betegségre értjük, bár a két fogalom nem teljesen
azonos. Ez azzal magyarázható, hogy az OASIS Project diagnosztikájában alkalmazott
pszichológiai tesztekkel a tudomány nehezen különíti el egymástól a különböző betegeket,
ezért csak a demencia és az Alzheimer-kór együttesen tárgyalható." [2]
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2 Agygráfok számítása

A modern technológia lehetővé teszi az MRI-felvételek pontos alkalmazását. Ennek köszön-
hetően az OASIS Brains Project [3] 1098 személy MRI- és PET-adatát tette közzé. A dif-
fúziós MRI a mágneses rezonancia képalkotás egy típusa, amely a vízmolekulák mozgását
vizsgálja. Kihasználja, hogy az agy fehérállományában a víz molekulák diffúziója gömb-
szerű, míg az axonokban korlátozot, így henger szerű lesz. A PET a pozitronemissz-
iós tomográfia rövidítése, amely radioaktív jelölőanyagok segítségével teszi láthatóvá az
anyagcsere-folyamatokban bekövetkező változásokat [4]. Ezt követően a Lausanne2008-as
atlasz [5] segítségével az agykéreg felszíne 1058 agyterületre lett felosztva, melyek minde-
gyike nagyjából 1.5 cm2−2cm2 méretű. Az agygráfok csúcsai a fent említett agyterületek,
amelyek az egyének között egységesen 1-től 1058-ig számozottak. Számunkra a gráfok 5
különböző felbontásban álltak rendelkezésünkre, melyek 124, 170, 272, 502 és 1058 csúcc-
sal rendelkeznek. A kisebb felbontású gráfok bizonyos, biológiailag összetartozó csúcsok
összevonásával készültek - azaz például a legnagyobb felbontásban a jobb hippokampusz
számos további kisebb részre van bontva, míg a legkisebben ez egyben szerepel. A ku-
tatás alatt a legkisebb felbontást használtuk, aminek miértjeire később térek ki. A gráf
csúcsai között súlyozott élek húzódnak. Ezen élek valójában számos különböző súllyal
rendelkeznek, így többek között az idegrostok átlagos hossza, sűrűsége és ezek szórása
is az elraktározott információk között található. A kutatás során azonban csupán egy
féle súlyt használtunk fel, az idegrostok számát, mivel a többi nem bizonyult hasznosnak
az előzetes kísérletek alapján. Továbbá érdemes megjegyezni még, hogy mindezek mellett
számos információt elhanyagol a gráfi struktúra. Egyrészt az axonok térben leírt pályáját,
valamint, ami ennél is fontosabb, a neuronok kapcsolódásának geometriáit. Ez utóbbira
visszatérek majd a dolgozat végén. Továbbá az axonoknak van egy iránya, hiszen egy
neuronnak van sejtteste és az axon végén található egy végfácska, amin keresztül történik
a szinapszis. Mindezt szintén nem mutatja meg a dMRI felvétel, ezzel további torzítá-
sokat hozva a modellbe. Azonban ennek kiküszöbölésére is alkalmazható módszer, amiről
a fejezet végén részletesen írok.
Magukat a gráfokat Varga Bálint számította ki azokat munkám megkezdése előtt, az MRI-
adatok alapján. Ennek a folyamata a traktográfia. E során az agyat 1−2.5mm3 térfogatú
voxelekre bontjuk. Ezek után két eltérő irány van, a determinisztikus és a valószínűségi
traktográfia. Előbbib esetén feltételezzük, hogy minden voxelben csak egy irányba halad
az axon, így a legnagyobb diffúzió irányába - a diffúziós tenzor legnagyobb sajátértékhez
tartozó sajátvektor irányába - lépünk, amíg egy megállási kritérium nem teljesül (például
nagy görbület). Ez egy gyors algoritmus, azonban nem tudja kezelni azt, ha egy voxelben
több axon is keresztül halad. Ennek kiküszöbölésére van a jóval nagyobb számítási kapac-
itást igénylő valószínűségi megközelítés. Ennek során egy valószínűség eloszlást számolunk
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az axonok irányára, amikből aztán véletlenszerűen választjuk ki, hogy melyik irányba ha-
lad az axon a kis területen belül és így legenárulk egy összeköttetést a az agy két része
között. Itt a jel zavarossága miatt előfordulhat, hogy nem annotált területen ér véget a
folyam, ilyenkor ez nem lesz végül beleszámítva a megtalált utak közé. Az algoritmus fut-
tatása során egy millió ilyen folyamot generáltunk és ezek lettek elosztva az agygráf élei
között. Fontos még megemlíteni, hogy az eloszlás generálásánál a gömbi dekonvolúciós
módszer volt alkalmazva. Azonban a valószínűségi módszer természetesen bizonyos fokú
inkonzisztenciával jár együtt, változik, hogy egy-egy él mekkora súllyal kerül megtalálásra,
illetve, hogy egyáltalán megtaláljuk-e. Ennek kiküszöbölésére Varga Bálint minden egyes
dMRI felvételre tízszer futtatta le az algoritmust és csak azokat az élek kerültek bele
a végleges gráfba, amik minden alkalommal meg lettek találva, valamint az élsúlyuk a
tíz futtatás átlag élsúlya lett, a két véglet elhagyásával - tehát valójában 8 szám átlaga
lett. Ez a tizes szám úgy lett meghatározva, hogy Varga Bálint elvégezte ezt az eljárást
k = 1, 2, ..., 50-futtatásra - tehát k futtatásnál lettek elhagyva azok az élek, amik nem
lettek mindig megtalálva, és lett átlagolva a k darab élsúly a többi esetén -, így kapva
egy agygráfot. Majd ezt a folyamatot megismételte 10-szer és kiszámolta minden egyes él
esetén a relatív szórást a tíz gráfra vetítve. Továbbá ezt nem egy alany esetén végezte el,
hanem 9 véletlen szerűen generált dMRI felvétel esetén is. Mindezek eredmények alapján
a k = 10 bizonyult célszerű kompromisszumnak az eredmények pontossága és konziszten-
ciája, valamint az elvégezendő számítási mennyiség között. [6]

1. ábra. A relatív szórás változása a futásszám függvényében egy véletlenszerűen

választott alany esetén. A piros vízszintes vonal a mediánt mutatja,
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Egy agygráf agykeresztmetszetre vetített képéhez és az agyban futó idegrostokhoz
lásd a 2. ábrát. [7] [8] [9] Megjegyzendő, hogy az idegrostok az agy felszínén – ahol a
szürkeállomány található – végződnek, ami a képen nem látható. Az idegrostok ezeket a
szürkeállomány-területeket kötik össze egymással.

2. ábra. A bal oldal egy emberi agyra vetített agygráfot mutat. A fehér pontok a

különböző agyterületek helyzetét jelzik. Két agyterületet akkor kötünk össze éllel, ha

közöttük idegrostokat mutatunk ki. Az él színe a vastagságra vonatkozó információt

hordoz: a vörös-kék skálán minél pirosabb egy él, annál vastagabb. A jobb oldalon az

idegrostok fizikai elhelyezkedése is megfigyelhető, ahol a különböző színek különböző

irányokat jelölnek.

2.1 A gömbi dekonvolúciós módszer

A probléma során szeretnénk a mért diffúziós jelből megállapítani, hogy melyik voxel-
ben merre halad és mennyi axon. A kezdetleges megoldások során csupán a diffúzió
asszimetriájának mértékéből állapították meg, hogy hol vannak rostok Ennek azonban
az a gyengesége, hogy olyan területeken, ahol számos axon található és ezek különböző
irányba futnak, szintén magas lesz a diffúzió szimetriája, azonban nem azért, mert a
fehérállomány ezen részén nem futnak idegek. Mind ehhez jön az a tény, hogy a ko-
rai feltételezéseknél jóval magasabb az ez által érintett voxelek aránya, becslések szerint
30-90% közötti a valódi szám. [10] A rendelkezésre álló, mért E(g) mért diffúzios jel
függvény mellett még egy ismertnek feltételezett R(cosφ) függvény is, ahol ez egyetlen
axon jelét mutatja, feltéve, hogy a "mérés iránya" és az axon iránya által bezárt szög φ.
Ekkor igaz az az egyenlet, hogy E(g) =

∫
S2

R(g · u)F (u) du, ahol g a diffúzió-szenzitizáló

gradiens és u az axon iránya. Valóságban az R(cosφ) függvény nem ismert, ezt olyan
területekből becsüljük meg, ahol magas bizonyosság mellett állítható, hogy csak egyetlen
axon fut. Ezek után a egy bázisváltást alkalmazunk a gömbi harmonikusokra, így az in-
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tegrálás egy szummává válik (mivel ortonormált bázisra váltunk). A gömbi harmonikus
Y m
l (θ, ϕ) =

√
(2l+1)
4π

(l−|m|)!
(l+|m|)!P

m
l (cos θ)eimϕ, ahol θ, ϕ a gömbi koordináták,l = 0, 1, ... a fok-

szám és m = −l, ..., l a rendfokozat. Jellemzően a közelítésben l = 8-ig megyünk el, vagyis
45 bázisfüggvényt használunk. Valójában az MRI esetén, mivel a mért jel egy valós szám,
ezek valós alakját használjuk, tehát

Y m
l (θ, ϕ) =


√
2 (−1)m Im

[
Y

|m|
l

]
m < 0

Y 0
l m = 0

√
2 (−1)m Re [Y m

l ] m > 0

(1)

Így azt kapjuk, hogy E(g) =
∑
l,m

rl

√
4π

2l+1
fm
l Y m

l (g), ahol rl a fenti R függvény l. ko-

ordinátája gömbharmonikus bázisban. Mivel gyakorlatban csak véges sok irányunk van,
ha ezeket vektorba rendezzük:

e = BRf (2)

ahol:

• e ∈ RN a mért jelértékek vektora, amelynek elemei E(gi)

• f ∈ RK az fODF - rostozat-orientációs sűrűség függvény, vagyis ami mutatja, hogy
mennyi rost fut és milyen irányokba - gömbharmonikus együtthatóinak vektora,
amelynek elemei fm

l

• R ∈ RK×K egy diagonális mátrix, amelynek átlós elemei
√

4π
2l+1

rl

• B ∈ RN×K a gömbharmonikus bázmátrix, amelynek elemei Bilm = Y m
l (gi)

A teljes rendszer tehát:

e = Af , A = BR (3)

Ez egy standard lineáris inverz feladat: adott e és A, keressük f -et. Mivel f nem negatív,
így az alábbi kényszeres optimalizálási feladatot kell megoldani:

f̂ = argmin
f

∥Af − e∥2 (4)

feltéve, hogy F (uj) =
∑
l,m

fm
l Y m

l (uj) ≥ 0 ∀j

Ebből az f függvényből már több féle képpen lehet eloszlás függvényt készíteni, például
egy normálás által ez maga is használható eloszlásként. Így az agy minden egyes voxelére
rendelkezésre fog állni a keresett eloszlás függvény.
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2.2 A gráfok lehetséges irányításának módszere

Egy korábbi kutatásban egy 418 agygráfból álló adatbázisban megnéztük, hogy mely élek
találhatóak meg pontosan k = 1, 2, ..., 418 gráfban a rendelkezésre állóak közül. Ha ábrá-
zoljuk fokozatosan ezt az agyban úgy, hogy elsőként azokat jelenítjük meg, amik mindben
megtalálhatóak, majd fokozatosan haladunk visszafele, akkor azt vehetjük észre, hogy a
megjelenő élek nem randomak, hanem az eredeti kiindulási élektől ágazik szét egyre job-
ban. Random modellel összehasonlítva, szignifikánsan kevesebb olyan él jelenik meg, amik
nem korábbi élhez kapcsolódtak. Mindez biológiailag is megalapozott. Azt feltételezzük,
hogy azok az élek, amik több gráfban vannak jelen, az agy fejlődésének korábbi stádi-
umában jelentek meg. Ezek után egy idegsejt, ami már meglévő rendszerhez kapcsolódik,
nem kap apoptózis jelet, vagy továbbra is rendelkezésére áll az ideg növekedési faktor,
így ők megmaradnak, szemben azokkal, amik nem a már meglévő fához kapcsolódnak
(avagy véletlen folyamatnál jelentősen kevesebb komponensű erdőhöz). Mindezek alapján
irányíthatjuk úgy az éleket, hogy Gk az a gráf, amiben csak azok az élek vannak, amik
legalább K gráfban megtalálhaatóak voltak. Ekkor, ha v fokszáma Gk+1-ben 0, míg u

fokszáma nem és Gk-ban létrejön egy u − v él, akkor azt v → u irányítással vesszük. A
többi élet nem irányítjuk meg. Ezzel az élek 67%-át sikerült irányítani, valamint azok-
nak az éleknek, amik több adathalmazban is jelen voltak, a 82%-a kapta minden esetben
ugyanazt az irányítást. Így elmondható, hogy a módszer viszonylag pontos és valóban
megalapozott. [11]

2.3 Milyen tulajdonságokat érdemes vizsgálni?

A gráf kiszámításánál számos hiba és pontatlanság keletkezhet magából a mérésből is, a
véletlent használó algoritmusból és a számítási kerekítésekből. Éppen emiatt nem érdemes
olyan gráfelméleti tulajdonságokat vizsgálni, amik nagyon érzékenyek, tehát kis változásra
a gráfok élsúlyában drasztikusan változik. Ezen felül fontos tudni, hogy sűrű gráfokról van
szó, így olyan tulajdonságok, mint komponensek száma, legrövidebb (súlyozatlan) út stb.
haszontalanok. Mindezek fényében a kutatásban főként egy-egy él súlyával, biológiailag
fontos és összetartozó régiók (lebenyek és féltekek) közötti összes élsúllyal, illetve a szom-
szédsági gráf spektrális résével foglalkoztunk. Lehetne a maximális élek kiválasztásával
készített gráf, a már fentebb említett és elutasított tulajdonságait vizsgálni, biológiailag
releváns is, azonban ezzel Hegedűs Dániel már foglalkozott.
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3 Az SVM-ekkel való munkavégzés háttere

A support vector machine-ek (SVM-ek) a gépi tanulás egyik legkorábbi, jól teljesítő es-
zközei. Osztályozási feladatokra alkalmazzák őket. Az alapötlet az osztályok hipersíkokkal
való szétválasztása. Adott a hipersíkot meghatározó n normálvektor; vesszük az origóból
a ponthoz húzott v vektort, és megvizsgáljuk, hogy az n · v skaláris szorzat kisebb vagy
nagyobb-e valamely c konstansnál. Kettőnél több osztály szétválasztására is léteznek
stratégiák, de ezeket nem tárgyalom, mivel kutatásunkban csak két osztállyal dolgoztunk.

3.1 Két osztály szétválasztása

Lemma 3.1. Formálisan definiáljuk, mit jelent egy hipersíkkal való szétválasztás. Adott
az n normálvektor és w konstans; az egyik osztályba tartoznak azok a pontok, amelyekre
nx + w < 0, a másikba a többi. Azt mondhatjuk, hogy n + 1, általános helyzetű pont
mindig szétválasztható n dimenzióban, függetlenül attól, hogyan oszlanak meg a két os-
ztály között. Az általános helyzet azt jelenti, hogy k+2 pont mindig egy k+1 dimenziós
affin alteret feszít ki, ami ekvivalens azzal, hogy egyetlen n − 1 dimenziós hipersík sem
tartalmaz n-nél több pontot.

Bizonyítás. Bizonyítás gyenge indukcióval. n = 0 és n = 1 pont esetén az állítás triviális.
Tegyük fel, hogy a lemmát n = k esetén már bizonyítottuk, és most k + 1-re kívánjuk
igazolni. Tekintjük az első k + 1 pontot, és transzformáljuk a teret úgy, hogy e k + 1

pont utolsó koordinátája nulla legyen. Ezután szétválasztjuk őket k dimenzióban. Mivel a
hipersík normálvektorával alkotott skaláris szorzatot az első k+1 pontra nem befolyásolja,
bármilyen utolsó koordinátát hozzáadhatunk. Így azt olyan értékre választhatjuk, hogy
az utolsó pont skaláris szorzata teljesítse a w konstanshoz való szükséges viszonyt. Ezzel
a bizonyítás teljes.

Ebből következik, hogy bár adataink jelenlegi dimenziójukban nem feltétlenül szétválaszthatók
tökéletesen – vagyis nem minden pont kerülhet a hipersík megfelelő oldalára –, kellően
nagy dimenzióban az adatok szinte biztosan tökéletesen szétválaszthatók. Ezért az a
megközelítés kínálkozik, hogy adatpontjainkat magasabb dimenzióba képezzük le, és ott
optimalizáljuk a szétválasztást. Ezután a szétválasztó hipersík metszéspontját vesszük
az eredeti sík képével. Ez nem feltétlenül egyenes, hiszen a leképezésünk nem szükségsz-
erűen lineáris. Ha például kétdimenziós adatainkat háromba képezzük le az f(x, y) =

(x, y, x2 + y2) függvénnyel, akkor az (x, y) sík egy kúppá alakul az (x, y, z) térben. Így a
döntési határ egy sík és egy kúp metszete lesz, azaz hiperbola, parabola vagy ellipszis.

Ahogy ebből a példából is látható, a módszer előnye, hogy nemlineáris leképezés révén
nemlineáris összefüggések is felismerhetők az osztályok pontjai között. Hátránya viszont a
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nagy számítási igény: meg kell határozni az eredeti sík helyzetét a magasabb dimenzióban,
megkeresni a szétválasztó hipersíkot, majd viszavetíteni annak metszetét az eredeti sík
képével. Szerencsére nem a pontok pontos helyzetére, csupán azok skaláris szorzatára van
szükségünk, ami lényegesen gyorsabbá teszi a számítást.

Definíció 3.1. A kernelfüggvény egy κ : χ × χ → R függvény, amely a következő
feltételeknek tesz eleget:

• Szimmetria: κ(x, y) = κ(y, x)

• Tetszőleges m ∈ N és ∀x1, ..., xm ∈ χ esetén a megfelelő kernelmátrix K(i, j) =

κ(xi, xj), ∀i, j ∈ {1, 2, ...,m} pozitív szemidefinit, azaz K(c, c) = cTKc ≥ 0 ∀c ∈
Rm.

Ismert, hogy minden kernelhez létezik egy Φ : χ → ν leképezés, ahol ν Hilbert tér,
és κ(x, y) = ⟨Φ(x),Φ(y)⟩ν [12]. Alternatív feltételek is rendelkezésre állnak annak eldön-
téséhez, hogy egy adott függvény érvényes kernel-e [13].

A szükséges számítások száma tehát csökkenthető azzal, hogy csak a kernelfüggvényt
definiáljuk, és nem foglalkozunk a leképezett pontok helyzetével. Ezt hívják kerneltrükknek
vagy kernelmódszernek.

3.2 Néhány ismert kernelfüggvény

• Lineáris kernel: χ(x, y) = xTy. Ebben az esetben a döntési határ n-dimenziós adatok
esetén n− 1 dimenziós hipersík marad.

• Polinomiális kernel: χ(x, y) = (γxTy+c)d, γ > 0. Érvényes γ, c értékpár d-dimenziós
adatokra például 1

d
és 1. A döntési határ ekkor d-edfokú polinom az eredeti síkban.

• RBF-kernel: χ(x, y) = exp
(

|x−y|22
σ2

)
, ahol σ a kernel szórása. Megfelelő értéke például

1
d
, d-dimenziós adatok esetén.

• Szigmoid-kernel: χ(x, y) = tanh
(
γxTy + c

)
, γ > 0; d-dimenziós adatra például γ =

1
d
, c = 1 megfelelő paraméterértékek.
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3. ábra. RBF-kerneles támogatóvektor-gép döntési határának vizualizációja. A kék

pontok a demens, a piros pontok az egészséges egyéneket jelölik. A csíkos görbék a

margót ábrázolják.

4. ábra. Szigmoid-kerneles támogatóvektor-gép döntési határának vizualizációja. A

csíkos görbék a margót jelölik. Az ábra a scikit-learn weboldaláról [14] származik.

3.3 Optimalizálás

Az optimalizálás a többi gépi tanulási módszerhez hasonlóan zajlik. Először normalizáljuk
a bemeneti adatokat – minden koordinátát a [0, 1] intervallumba képezünk le –, hogy elk-
erüljük a többi koordinátánál lényegesen nagyobb értékű koordináták túlzott befolyását.

11



Inicializálunk egy függvényt, amely a bemeneti adatokat egy becslésre képezi le (jelen eset-
ben ez egy wx+b = 0 hipersík, és a becslés a wxi+b értéke az xi bemenetre). Célunk az op-
timális paraméterek meghatározása. Ezután definiálunk egy softmax-függvényt, amelyet
a predikció kimenetére alkalmazunk: ez valószínűségekre képezi le az értéket. A predik-
ciós vektor p ∈ Rn esetén – n kategória mellett – olyan vektorra képezi le, amelynek ko-
ordinátái nemnegatívak és összegük egy. Erre egy elterjedt függvény az f(pi) = epi∑

epj
, ahol

a predikciós vektor p = (p1, p2, ..., pn). Két kategória esetén a kimenet egydimenziós, és az
f(p) = 1

1+e−p softmax-függvénnyel képezzük a [0, 1] intervallumba. Ezután definiálunk egy
veszteségfüggvényt, amelynek minimalizálása (illetve a duális feladat maximalizálása) a
cél. Ehhez kiszámítjuk a gradienst a súly és bias paraméterek szerint (ha a szétválasztó
hipersík wx+ b = 0, akkor w a súlyvektor, b a bias), majd kis lépésekkel frissítjük ezeket
a paramétereket a gradienssel ellentétes irányba. Néhány lépés után egy lokális mini-
mumba jutunk (amely nem szükségszerűen globális minimum), és az optimalizálást be-
fejezettnek tekintjük. Érdemes több kezdőpontból indítani az eljárást, hogy csökkentsük
annak valószínűségét, hogy magas veszteségű lokális minimumba kerüljünk [15] [16] [17].

Ahogy a legtöbb mesterséges intelligenciánál, itt is fennáll a túltanulás (overfitting)
veszélye. Elkerülhető olyan technikákkal, mint a büntetőtag bevezetése (ami arra ösztönzi
az SVM-et, hogy szélesebb margin-t részesítsen előnyben, még néhány téves besorolás árán
is), a legfontosabb jellemzők kiválasztása, illetve a keresztvalidálás (tanuló- és tesztcsoport
alkalmazása). Az is fontos, hogy a normalizálás a tanuló- és tesztcsoportra bontás után
történjen, így elkerülve az adatszivárgást és ez által a túltanulást.

4 Az SVM-elemzés során felhasznált adatok

Az OASIS-3 adatkészletből minden vizsgált személyhez több évre vonatkozó klinikai diag-
nózis állt rendelkezésre – mint például AD-demens, egészséges vagy bizonytalan –, az egyes
diagnózisokhoz a rögzítés dátuma is meg volt adva. A diagnózisok mellett az alanyok MRI-
felvételei is elérhetők, amelyekből Varga Bálint az agygráfokat számította; ezekhez szin-
tén rögzítve volt a készítés dátuma. Az SVM tanítócsoportja adat minőségének javítása
érdekében a kutatás ezen részében a betegek osztályozásánál egy elég szigorű módsz-
ert alkalmaztunk. Elsőként kizárólag azokat osztályoztuk, akiknél több klinikai diagnózis
állt rendelkezésre, és ezek eredményei időben egységesek voltak – vagyis mindegyik vagy
egészséges, vagy bizonytalan vagy demens besorolást adott. Bár az eredeti 974 agygráfból
így csak 721-et tudtunk osztályozni – ebből 616 egészséges, 99 demens és 6 bizonytalan
–, mindkét osztályból elegendő gráf állt rendelkezésre az SVM betanításához.

A kutatás egy később ismertetett részéhez a fennmaradó gráfokat a következő mód-
szerrel osztályoztuk. Meghatároztuk az MRI-felvétel készítésének napját. Ha bármely
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későbbi klinikai eredmény egészségest mutatott, a gráfot egészségesként címkéztük. En-
nek indoka, hogy a demenciából való felgyógyulás lehetetlen. Továbbá feltételeztük, hogy
kisebb valószínűséggel diagnosztizálnak egy demens személyt tévesen egészségesként, mint
fordítva. Ezek után összehasonlítottuk a szomszédos klinikai eredményekkel. Ha ezek
egyeztek, az agygráf az adott osztályba sorolódott; ha nem, bizonytalanként jelöltük.

Fontos megemlíteni, hogy 3 alanyt kizártunk a vizsgálatból, mivel nekik csak egyetlen
klinikai teszteredményük volt (az 1. napon), ami lehetetlenné tette agygráfjuk osztályának
pontos meghatározását.

A kutatás során az egyes agyterületeket ID számmal jelöltük, valamint a dolgozat
táblázataiba is így kerültek be, hely felhasználási okokból. Az alábbi (2.) táblázatban
megtalálható, hogy melyik ID-val melyik csúcsot jelöltük.

ID – agyterület párok

ID agyterület

106 Bal amygdala

107 Bal hippocampus

46 Jobb amygdala

47 Jobb hippocampus

87 Bal félteke entorhinális kéreg

29 Jobb félteke alsó temporális kéreg

27 Jobb félteke entorhinális kéreg

44 Jobb pallidum

99 Bal centrális laterális posterior mediális pulvinar

89 Bal alsó halántéklebeny

116 Bal hippocampus fimbria

104 Bal pallidum

56 Jobb hippocampus fimbria

28 Jobb oldali halántéki pólus kéreg

43 Jobb putamen

103 Bal putamen

59 Jobb hippocampus farok

90 Bal közép halántéklebeny

39 Jobb c. l. p. m. pulvinar

1. táblázat. A tanulmányban szereplő agyterületek azonosítójának és nevének
párosítása. A „bal félteke" és „ jobb félteke" jelölések a megfelelő agyféltekét

azonosítják.

13



5 Osztályozás élsúly alapján

A kernelfüggvény kiválasztásához olyan éleket kerestük, amelyeknél a két osztály átlagos
élsúlya között nagy különbség mutatkozott, mivel ez valószínűsíti a pontos szétválaszthatósá-
got. Ezt követően különböző kerneltípusok hatékonyságát teszteltük ezeken az élsúlyokon:
a besorolási folyamat eredményét 1000-szer átlagoltuk – véletlenszerűen kiválasztva az él-
súlyok 0,8-szorosát tanulócsoportként, az SVM-et erre betanítva, majd a tesztcsoporton
kiértékelve. Az átlagolással biztosítottuk, hogy az eredmények ne a teszthalmaz szerencsés
vagy szerencsétlen megválasztásán múljanak. A két osztály közötti nagy méretbeli eltérés
miatt az egész kutatás során az SVM-et kiegyensúlyozott osztálysúlyozással alkalmaztuk.
Így a demens személyek téves besorolását jobban büntettük, szimulálva azt az esetet,
mintha a két csoport azonos méretű lenne. Ezzel elkerültük az értelmetlen eredményeket,
mint például az, hogy mindenkit egészségesnek osztályozunk. Egyetlen él esetén kapott
eredmények a 3. táblázatban találhatók. A hatékonyság a besorolások sikerességi arányát
jelöli.

Kernelfüggvények és hatékonyságaik

Kernelfüggvény demens hatékonyság egészséges hatékonyság összesített hatékonyság

lineáris 0,740000 0,721500 0,723400

polinomiális 0,814375 0,609900 0,631000

RBF 0,691900 0,768900 0,760770

szigmoid 0,686900 0,772000 0,761200

2. táblázat. A különböző kerneltípusok teljesítménye adatkészletünkön, kétdimenziós
szétválasztás esetén. A teljesítmény mindkét osztályra külön és összesítve is

megtalálható.

Látható, hogy a lineáris kernel mindkét osztályban jól teljesített, és összesített hatékonysága
is kiváló volt. Ez az élsúlyok és a demencia között fennálló igen egyszerű összefüggés
meglétére utal. Ennek és további előnyeinek köszönhetően a lineáris kernel alkalmazása
mellett döntöttünk a kutatás folytatásában.

A kutatás során csak azokat az éleket vettük figyelembe, amelyek legalább 500 egészséges
és 80 demens agygráfban megtalálhatók, biztosítva ezzel, hogy eredményeink a populá-
cióban kellően általánosak legyenek. Ezt a feltételt 2098 él teljesítette. Ezután mindkét
csoportból véletlenszerűen 80%-ot választottunk tanulóhalmaznak, az SVM-et ezen be-
tanítottuk, majd a döntési függvényt a maradékon teszteltük. Ezzel elkerültük a túltanulás
jelenségét. Az eredményeket ezúttal is 1000 iteráció átlagaként számítottuk. A legalább
0,7 összesített hatékonyságú élek a 4. táblázatban láthatók.
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Szétválasztás egyetlen élsúly alapján

ID 1 ID 2 demens sikerességi arány egészséges s. a. összesített s. a. elválasztási érték

106 107 0,715 0,828 0,812 129,489+

46 47 0,68 0,798 0,781 125,641+

87 106 0,68 0,759 0,748 181,306+

47 47 0,785 0,732 0,740 572,749+

29 47 0,715 0,738 0,735 166,402+

27 46 0,75 0,724 0,727 191,900+

107 107 0,815 0,711 0,726 568,497+

44 47 0,74 0,717 0,720 87,642+

99 107 0,765 0,701 0,710 66,851+

89 107 0,655 0,714 0,706 120,963+

107 116 0,632 0,715 0,703 24,542+

104 107 0,715 0,698 0,700 93,402+

47 56 0,69 0,702 0,700 23,156+

3. táblázat. Az él teljesítménye az egyén demencia-osztályozásában az élsúly alapján.
A döntési függvény ebben az esetben azt vizsgálja, hogy az érték nagyobb vagy

kisebb-e a megtanult optimális elválasztási értéknél. Az elválasztási érték utáni „+" és
„–" jelek azt jelzik, hogy az érték felett, illetve alatt az egyén egészségesnek minősül.

A teljesítmény mindkét osztályban és összesítve is szerepel.

Ezután kiválasztottuk azt a 72 élt, amelyek mindkét osztályban legalább 0,6 (azaz
60%-os) hatékonysági arányt értek el. Ennek célja az volt, hogy a legígéretesebb két-
dimenziós altereket kétdimenziós SVM-besorolással teszteljük. Ehhez ezen élek minden
párját megvizsgáltuk. A tíz legjobban teljesítő élpár a 5. táblázatban szerepel.

Legjobb élpárok kétdimenziós szétválasztás esetén

ID 1.1 ID 1.2 ID 2.1 ID 2.2 Sikerességi arány

99 107 46 47 0,838

46 47 87 106 0,827

47 47 46 47 0,824

27 46 106 107 0,823

39 59 106 107 0,82

106 107 89 103 0,82

106 107 43 47 0,817

90 107 106 107 0,817

106 107 87 106 0,815

106 107 104 107 0,815
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4. táblázat. A legjobban teljesítő élpárok annak eldöntésében, hogy az egyén demens
vagy egészséges-e, a két élsúly alapján. A használt felbontásban több kisebb régiót

összevontak egy nagyobb régióvá, ezért a gráfokban hurokélek is előfordulnak.

Érdemes megemlíteni, hogy bár kissé hátrébb szerepelt a listán, a bal amygdala–bal
amygdala és jobb hippocampus–jobb hippocampus élpár teljesített a legjobban a demens
kategóriában, 0,825-ös sikerességi aránnyal, és 0,813-as összesített sikerességi arányt ért
el. Ezért ezt az élt választottuk a következő lépéshez.

Ezek az arányok azt mutatják, hogy a dimenziók számának növelése javíthatja a pon-
tosságot. Ez azt jelenti, hogy bár fennáll bizonyos függőség az egészséges embereknél
az egyes élsúlyok csökkenése között – hiszen az e1, e2 élek kétdimenziós 1 − Ae1,e2 pon-
tatlansága nem egyenlő (1 − Ae1) · (1 − Ae2)-vel, ahol Aél az SVM pontossága abban a
dimenzióban –, a demens agyaknál a korreláció erősebb. E megállapítás alátámasztására
a klinikai teszteredményeikben inkonzisztens csoport agygráfjait is osztályoztuk.

Az SVM-besorolás során az SVM-et 10-szer különböző, véletlenszerűen kiválasztott
tanulóhalmazon tanítottuk be, majd megjósoltuk az egyén osztályát. Ha a 10-ből 8-szor
ugyanaz az eredmény született, elfogadtuk; ellenkező esetben az egyént bizonytalannak
diagnosztizáltuk.

Ezt követően összehasonlítottuk a diagnózis-részben leírt módszer eredményével. A
kapott kép vegyes volt. Az SVM által egészségesnek osztályozott 116 beteg közül csupán
11-et minősített demensnek a másik módszer. Ez megfelelt az elvárásainknak. Az SVM ál-
tal demensnek besorolt 126 beteg közül azonban 81-et egészségesnek osztályozta a klinikai
teszteredményeken alapuló módszer. Ebből az összehasonlításból kizártuk a bizonytalan
diagnózisúakat. Az eltérés több tényezővel magyarázható. Egyrészt elegendő volt egyetlen
későbbi egészséges diagnózis ahhoz, hogy a klinikai módszer egészségesként soroljon be egy
agygráfotk. Ez számos téves egészséges besorolást eredményezhetett. (Több olyan beteg
is volt, akit korábban demensnek vagy bizonytalannak, majd egészségesnek diagnosztizál-
tak). Emellett klinikai tesztekkel nehéz pontosan meghatározni a demencia kialakulásá-
nak pillanatát, mivel annak nincs éles határa (s e személyek mindegyikét legalább egyszer
klinikai tesztekkel demensnek diagnosztizálták). Kerestük, de nem találtunk összefüggést
a tévesen besorolt személyek és aközött, hogy demenciájukat az Alzheimer-kór okozta-e
vagy sem.

6 Élsúly különbségek statisztikai elemzése

A kutatás előtt ismert volt, hogy egyes agyterületek mérete megnövekszik demencia es-
etén [18]. Ezt a jelenséget saját adatainkon is megfigyeltük, ezért a t-próba és p érték
számításkor kétoldalú tesztet végeztünk. Adatainkban az is megfigyelhető, hogy az egészséges
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és a demens élsúlyok nem csupán normális eloszlást követnek (ami várható), hanem szórá-
suk is nagyon hasonló. A szétválasztásban legjobban teljesítő 9 él vonatkozó adatai a 6.
táblázatban szerepelnek.

Az egészséges és demens élsúlyok eloszlásának különbségei

ID 1 ID 2 db (e) átlag (e) szórás (e) db (d) átlag (d) szórás (d)

106 107 613 168,7 45,8 98 100,5 52,1

46 47 613 158,9 40,5 98 100,5 44,8

87 106 609 220,2 62,8 98 150,5 62,1

47 47 616 652,5 129,5 99 492,8 131,2

29 47 615 212,8 72,8 97 143,6 70,9

27 46 609 227,1 58,2 98 158,6 66,3

107 107 615 646,8 126,4 98 501,0 113,2

44 47 615 110,6 42,3 98 69,1 36,8

99 107 615 85,3 31,7 99 54,2 29,4

5. táblázat. Néhány él egészséges és demens emberek eseténi átlaga, szórása és
darabszáma. Kétoldalú t-próbát végeztünk azzal a nullhipotézissel, hogy az élsúly

(átlag) demencia esetén nem változik. α = 0,001 szinten, a Holm–Bonferroni-eljárás
[19] alkalmazásával. A korrekció előtti p-értékek minden esetben 10−14-nél kisebbek

voltak, így a nullhipotézist minden esetben elvetettük.

A p-értékeket mind a 2098 élre kiszámítottuk azzal a nullhipotézissel, hogy az át-
lagos élsúly nem változik. Ehhez kétoldalú, azonos varianciájú t-próbát alkalmaztunk.
Ezután a Benjamini–Hochberg-eljárást [20] alkalmaztuk a p-értékekre α = 0,001 szinten.
Az eredmény szerint 447 él esetén vethető el a hipotézis, miszerint a két átlag nem tér el.
Holm–Bonferroni-eljárással 193 esetben tudtuk ugyanezt megtenni.

7 Élsúlyok időbeli változása

Kutatásunk egyik módszere az agygráfok időbeli változásának vizsgálata volt. Csak az egy-
dimenziós szétválasztási feladatban legjobban teljesítő 9 élre összpontosítottuk figyelmün-
ket. Ideális esetben azon személyek agygráfjait vizsgálhattuk volna, akiknek diagnózisa
egészségesről demensre változott. Sajnos ez a csoport csupán 6 főt tartalmazott. Az alábbi
táblázatokban a „szórás diff" a különbségvektor elemeinek szórását jelenti. E 6 személy és
az élek adatait a 7. táblázat tartalmazza.

Élsúlyok változása, eltérő diagnózis esetén – mintaméret: 6
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ID 1 ID 2 átlag (e) szórás (e) átlag (d) szórás (d) szórás diff szignifikancia (p)

44 47 63,7 16,2 54,8 24,7 22,3 0,377

27 46 220,7 76,1 169,8 57,5 42,4 0,032

46 47 129,2 21,0 112,8 34,5 19,4 0,094

29 47 148,3 49,7 172,5 72,4 51,1 0,299

99 107 52,8 17,7 49,3 23,3 24,1 0,736

106 107 129,3 49,6 104,7 41,5 20,7 0,033

107 107 524,2 121,9 455,5 105,5 65,7 0,051

87 106 156,7 50,6 161,7 62,0 30,5 0,705

6. táblázat. Kétoldalú párosított t-próbát végeztünk azzal a nullhipotézissel, hogy az
élsúly demencia esetén nem változik. A „szórás diff" érték a különbségvektor szórása:
minden betegnél kiszámítottuk az élsúlyok különbségét az 1. és a 2. időpontban, majd

ezeknek vettük a szórását. Az „e" az egészséges, a „d" a demens eredményt jelöli.

Ugyanezt elvégeztük azon személyeknél is, akiknek több agygráfjuk volt, de diag-
nózisuk minden alkalommal azonos maradt. Ezek a 8. és a 9. táblázatban láthatók.

Élsúlyok változása, kétszeres demens diagnózis esetén – mintaméret: 10

ID 1 ID 2 átlag m1 szórás m1 átlag m2 szórás m2 szórás diff szignifikancia (p)

44 47 55,6 20,7 49,2 26,8 20,7 0,355

27 46 148,9 39,4 169,5 69,5 41,8 0,153

46 47 84,7 26,1 62,1 16,5 16,5 0,002

29 47 101,7 29,8 102,3 47,9 53,1 0,972

99 107 57,3 25,2 58,2 33,4 19,8 0,889

106 107 78,8 35,7 59,6 29,3 39,6 0,159

107 107 464,9 100,7 410,5 72,0 55,9 0,013

87 106 158,0 58,5 150,3 67,7 38,6 0,544

7. táblázat. Kétoldalú párosított t-próbát végeztünk azzal a nullhipotézissel, hogy az
élsúly a két mérés között nem változik. A „szórás diff" érték a különbségvektor
szórása: minden betegnél kiszámítottuk az élsúlyok különbségét az 1. és a 2.

időpontban, majd ezeknek vettük a szórását. Az m1 és m2 az első, illetve a második
MRI-felvételből számított élsúlyokat jelöli.

Élsúlyok változása, kétszeres egészséges diagnózis esetén – mintaméret: ∼190
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ID 1 ID 2 átlag m1 szórás m1 átlag m2 szórás m2 szórás diff szignifikancia (p)

44 47 104,4 44,4 110,9 44,1 38,9 0,023

29 47 212,5 74,8 211,0 77,609 67,2 0,757

46 47 156,4 37,0 153,2 44,3 37,2 0,229

27 46 221,2 67,0 221,7 58,6 59,6 0,924

87 106 213,5 61,6 216,1 59,3 60,0 0,545

106 107 163,7 47,4 164,3 49,5 40,4 0,842

99 107 81,6 30,6 82,3 31,9 27,5 0,700

107 107 650,6 116,7 631,6 121,1 83,1 0,002

8. táblázat. Kétoldalú párosított t-próbát végeztünk azzal a nullhipotézissel, hogy az
élsúly a két mérés között nem változik. A „szórás diff" érték a különbségvektor
szórása: minden betegnél kiszámítottuk az élsúlyok különbségét az 1. és a 2.

időpontban, majd ezeknek vettük a szórását. Az m1 és m2 az első, illetve a második
MRI-felvételből számított élsúlyokat jelöli.

A Benjamini–Hochberg-módszer alkalmazásával azt kaptuk, hogy még α = 0,01-es
szignifikanciaküszöb mellett sem vethetjük el azt a nullhipotézist, hogy ezek az élsúlyok
időben nem változnak az egyén agyában. Az első két teszt esetén azonban ez az alacsony
mintaméretnek is betudható.

Azt is megvizsgáltuk, hogyan viszonyulnak ezek a számok egymáshoz az interhemiszferikus
és az azonos féltekén belüli összeköttetések esetén. Mivel a traktográfia pontossága inter-
hemiszferikus összeköttetéseknél alacsonyabb lehet, összeadtuk az egészséges és a demens
egyéneknél lévő összes interhemiszferikus és azonos féltekén belüli összeköttetést, majd
Student-féle t-próbával hasonlítottuk össze a két adatkészletet, ahelyett, hogy az egyéni
éleket vizsgáltuk volna.

Élsúlyok változása, azonos és különböző félteke szerint

élek átlag (e) szórás (e) átlag (d) szórás (d) szignifikancia (p)

azonos féltekén belüli 396411,484 19857,142 389677,434 29644,329 0,00395

interhemiszferikus 6842,836 1497,570 5393,354 1413,936 2,122 · 10−18

9. táblázat. Kétoldalú kétmintás t-próbát végeztünk azzal a nullhipotézissel, hogy az
élsúly demencia esetén nem változik.

A táblázat jól mutatja, hogy interhemiszferikus összeköttetések esetén az eltérés lényege-
sen nagyobb. Az azonos féltekén belüli éleknél az összes élsúly csupán 1,7%-os veszteséget
mutat, míg az interhemiszferikus összeköttetéseknél ez 21,2%-os csökkenés. Emellett SVM-
szétválasztást is végeztünk az összegzett értékeken: kizárólag az interhemiszferikus élekkel
66,7%-os, kizárólag az azonos féltekén belüli élekkel 56,7%-os összesített pontosságot
értünk el.
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8 Biológiai következtetések

5. ábra. Azok az élek, amelyeknél az SVM-szétválasztás mindkét kategóriában

legalább 0,6 hatékonyságot ért el. A kicsit elkülönülő él a cuneus és a calcarine sulcus

közötti összeköttetés.

6. ábra. Azok az élek, amelyek átlagos súlya szignifikánsan különbözött az egészséges

és a demens csoport között, 0,001-es szignifikanciaszinten (a

Benjamini–Hochberg-korrekció elvégzése után).
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7. ábra. Azok az élek, amelyek átlagos súlya szignifikánsan különbözött az egészséges

és a demens csoport között 0,01-es szignifikanciaszinten (a

Benjamini–Hochberg-korrekció után), és amelyeknél az átlagos élsúly növekedést

mutatott. Ez azt jelenti, hogy az itt látható élek általában nagyobb súlyú volt a

demenseknél, mint az egészségeseknél.

Az 5–7. ábrákon több jelenség is megfigyelhető. Nem meglepő módon mindkét félteke
között kiterjedt térbeli szimmetria mutatkozik. A hippocampus területe körül a legsűrűbb
a kapcsolat, ami összhangban van a demenciáról szóló jelenlegi ismeretekkel [21]. Emellett
számos él mutatkozik a frontális lebenyen és a kéregregiokon, amelyek szintén memóriával
kapcsolatos területek, valamint néhány vizuális területen is, mint a cuneus és a calcarine
sulcus. Ez utóbbiak különösen érdekesek: közöttük olyan él található, amelynek súlya szig-
nifikánsan nagyobb a demenseknél, és az SVM-besorolásnál is jól teljesít – mindkét os-
ztályban 0,6 feletti hatékonysággal. Ez azt jelenti, hogy ezen képfeldolgozáshoz kapcsolódó
területek közötti fokozott összeköttetés nagy pontossággal jellemezheti a demenciát.

0,001-es szignifikanciaszinten 445 olyan élt azonosítottunk – az agyak többségében
megtalálható élek 21,2%-a –, amelyek átlagos súlyában szignifikáns változás következett
be (a Benjamini–Hochberg-korrekció után): ezek közül 76, azaz 17,1% növekedést mu-
tatott. Az egydimenziós szétválasztásnál 72 él ért el mindkét osztályban legalább 0,6-os
hatékonyságot, amelyek közül kettőnél emelkedett az átlagos élsúly. Ez a neuroplaszticitás
jelenlétét mutatja az összes agyterületen demencia esetén. Ezt tovább erősíti az a tény,
hogy a gyengülő összeköttetések mellé erősödők is társulnak azokon a területeken, ahol
nagy mennyiségű gyengülő él mutatkozott.

Egy további következtetés az adatokból: demencia esetén nem teljes agyterületek
veszítik el összeköttetéseiket, hanem specifikus kapcsolatok gyengülnek meg. Egyes területeken
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összeköttetéseik nagy hányada gyengébbé válik, de ezzel párhuzamosan – a neuroplasztic-
itásnak köszönhetően – erősödő összeköttetések is megjelennek.

A 9. táblázat adataiból azonban az is levonható, hogy a neuroplaszticitás hatása az
interhemiszferikus összeköttetések esetén elhanyagolható. Emellett megállapítható, hogy
a demencia az interhemiszferikus összeköttetéseket általánosan sokkal súlyosabban érinti,
mint az azonos féltekén belülieket.

A kétdimenziós szétválasztásnál tapasztalt pontosságnövekedés az egydimenzióshoz
képest azt is implikálja, hogy mindössze néhány él és azok súlyának kiválasztásával azonosíthatók
a demens egyének.

9 Lebenyek elemzése

Az interhemiszferikus összeköttetésekben tapasztalt nagy különbség után hasonló elemzést
végeztünk a lebenyek tekintetében is. Minden agyterületet besoroltunk a frontális lebeny,
a parietális lebeny, a temporális lebeny, az occipitális lebeny vagy az egyéb kategóriába
(például két lebeny határterületén fekvő régiók esetén), és meghatároztuk, hogy melyik
féltekéhez tartozik. Ezután összeadtuk az egyes régiók közötti rostszámokat, és SVM-
szétválasztást végeztünk ezeken az élsúlyokon. Az interhemiszferikus összeköttetések es-
etén kapottakhoz nagyon hasonló eredményeket kaptunk. A legjobban teljesítő súlyok
a bal frontális lebeny és a jobb temporális lebeny, illetve a jobb frontális lebeny és a
bal temporális lebeny közötti rostozat teljes száma volt – mindkettő körülbelül 68%-
os hatékonysággal. Ezek a területek kulcsszerepet játszanak többek között a kognitív
funkciókban – tervezés, szervezés, kezdeményezés, önmonitorozás –, az érzékszervi in-
formációk feldolgozásában, valamint az emlékek tárolásában és előhívásában. Érdekesség,
hogy ezen értékek esetén a kétdimenziós szétválasztással nem sikerült számottevő hatékonyságnövekedést
elérni.

SVM-szétválasztás lebenyek szerint

1. csúcs 2. csúcs hatékonyság 65–70 h. 70–75 h. 75–80

Jobb temporális lebeny Bal frontális lebeny 0,652 0,655 0,625

Jobb temporális lebeny Jobb frontális lebeny 0,651 0,639 0,512

Jobb temporális lebeny Bal temporális lebeny 0,638 0,645 0,658

Jobb frontális lebeny Bal temporális lebeny 0,592 0,7 0,649

Bal frontális lebeny Bal temporális lebeny 0,59 0,603 0,588

Jobb parietális lebeny Bal frontális lebeny 0,56 0,622 0,514

Jobb frontális lebeny Bal frontális lebeny 0,503 0,692 0,632
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10. táblázat. A fenti táblázatban az egydimenziós SVM-szétválasztások hatékonyságát
láthatjuk az összegzett lebenysúlyokra, több életkori intervallumban. Csak azok az

élek szerepelnek, amelyeknél az összesített hatékonyság meghaladja 0,5-ot, és mindkét
kategóriában – demens vagy egészséges – a hatékonyság meghaladja 0,45-öt. A

hatékonyságot a kategóriabeli hatékonyság = tévesen osztályozottak száma a kategóriában
kategória összes eleme

képlettel számítottuk.

10 Mindez csupán az életkorbeli különbségek következménye?

Ha megvizsgáljuk az egészséges és a demens személyek MRI-felvételének időpontjában
mért életkorát, azt találhatjuk, hogy az utóbbi csoportban az átlag valamivel több mint 6
évvel magasabb. Kizárólag a beteg életkorát felhasználva közel 60%-os sikerességű SVM-
szétválasztást lehetett elvégezni az összes kategóriában. Emellett erős korreláció figyelhető
meg az életkor és a diagnózis, illetve az életkor és a rostszám között. Ez felveti a kérdést,
hogy eredményeink mennyire tulajdoníthatók az életkorbeli különbségnek, és mennyi az
önálló összefüggés. E kérdést ebben a szakaszban tárgyaljuk.

8. ábra. A betegek életkor-eloszlása. A piros szín az egészséges, a zöld a demens

egyéneket jelöli. A kék szín az összesített eloszlást mutatja, és minden oszlop 1 évet

fog át.

Korrelációs értékek az életkorral

ID 1 ID 2 korreláció szignifikancia (p) korreláció-2 (p)

Jobb félteke Bal félteke −0,4874 ∼ 10−44 ∼ 10−19

106 107 −0,4557 ∼ 10−38 ∼ 10−36

Jobb frontális lebeny Bal temporális lebeny −0,3843 ∼ 10−27 ∼ 10−15
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11. táblázat. A fenti táblázatban láthatók a gráf két csúcsa és az, hogy a közöttük lévő
rostszám mennyire korrelál az életkorral, az adott korreláció szignifikanciája, illetve a

rostszám és a diagnózis korrelációjának szignifikanciája. Összehasonlítás végett az
életkor és a diagnózis korrelációjának szignifikanciája 10−10 nagyságrendű. Az

életkor–rostszám korrelációhoz Pearson-féle korrelációs együtthatót, a többi esethez
pont-biszeriális korrelációt számoltunk.

Az életkor hatásának kiszűréséhez elvégeztük a fentiekhez hasonló korrelációs statisztikát,
valamint SVM-szétválasztást is – először élsúlyként a rostszámot, majd az életkort használva
– a 65–70, 70–75 és 75–80 éves korú személyekre. Ezeket az intervallumokat azért válasz-
tottuk, mert elég tágak ahhoz, hogy elegendő demens (és egészséges) személyt tartal-
mazzanak, ugyanakkor elég rövidek ahhoz, hogy az öregedés miatti rostszámcsökkenés ne
legyen meghatározó. A korábbi intervallumok nem tartalmaztak elegendő demens szemé-
lyt, a később következők pedig kollektívan túl kevés személyt, ezért az SVM-szétválasztás
nagyonnagy mértékben függött a tanító-teszt felosztástól. Amikor az SVM-ben a fent
leírt életkori intervallumokba eső személyek életkorát használtuk élsúlyként, az eredmény
körülbelül 50%–45%–45%-, 52%–55%–55%- és 46%–59%–55%-os hatékonyság volt – a
demens hatékonyság–egészséges hatékonyság–összesített hatékonyság formátumban. Ez
lényegesen kevesebb, mint a teljes populáción kapott 68%–60%–60%-os hatékonyság, és
jóval közelebb van az adatok nélküli 50%–50%–50%-hoz (mivel kiegyensúlyozott osztálysú-
lyozást alkalmaztunk, az eredmény olyan, mintha azonos számú egészséges és demens
személy szerepelne az adatbázisban). Megállapítható tehát, hogy az egészséges és de-
mens személyek közötti életkorbeli különbség hatását a lehető legjobban sikerült kiszűrni,
miközben elegendő adat maradt rendelkezésre. A kisebb számú demens beteg miatt ennél
a résznél a tanító-teszt arányt az előző 0,8–0,2-ről 0,6–0,4-re változtattuk. Az iterációk
száma – azaz hányszor végeztük el a tanító-teszt felosztást, betanítottuk az SVM-et és
kiértékeltük az eredményt – 1000 volt. Az egydimenziós szétválasztásban legjobb élekre
vonatkozó korrelációs statisztika és SVM-szétválasztás eredményei az alábbi táblázatok-
ban szerepelnek.

65–70 éves korosztály elemzése
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ID 1 ID 2 d. h. e. h. h. élsúly–diagnózis kor. (p)

106 107 0,6723 0,7242 0,7186 ∼ 10−5

46 47 0,6815 0,8109 0,7969 ∼ 10−5

87 106 0,576 0,5425 0,5462 0,0532

47 47 0,863 0,6895 0,7083 0,000132

29 47 0,4883 0,6182 0,6042 0,07823

27 46 0,76 0,6338 0,6475 0,000258

107 107 0,634 0,6599 0,6571 0,0135

44 47 0,507 0,665 0,6479 0,008676

99 107 0,6212 0,6812 0,6747 0,0103

89 107 0,6215 0,6896 0,68224 0,006486

107 116 0,5483 0,7321 0,7122 0,0024805

104 107 0,6395 0,6958 0,6897 0,001234

47 56 0,6913 0,6095 0,6184 0,001524

Jobb félteke Bal félteke 0,632 0,6369 0,6364 0,009942

Jobb frontális lebeny Bal temporális lebeny 0,6115 0,5919 0,5941 0,0442

Bal frontális lebeny Jobb temporális lebeny 0,5945 0,6592 0,6522 0,1942

12. táblázat. A táblázatban az él csúcsai és az SVM-szétválasztás hatékonysága
szerepel. Rendre a demens, az egészséges kategóriában, majd összességében. A

hatékonyságot a tévesen osztályozottak száma a kategóriában
kategória összes eleme képlettel számítottuk. Ezután az

élsúly és a diagnózis közötti korreláció p-értéke következik. Az életkor és a diagnózis
korrelációjának p-értéke 0,76 volt. Az életkort adatként használó SVM

50%–45%–45%-os hatékonysággal működött.

70–75 éves korosztály elemzése

ID 1 ID 2 d. h. e. h. h. élsúly–diagnózis kor. (p)

106 107 0,7973 0,7884 0,7895 ∼ 10−7

46 47 0,7258 0,7613 0,7568 ∼ 10−7

87 106 0,5523 0,6814 0,6648 0,002286

47 47 0,7443 0,7264 0,7286 ∼ 10−7

29 47 0,6698 0,6508 0,6531 0,0162

27 46 0,8010 0,7318 0,7407 ∼ 10−6

107 107 0,8198 0,6863 0,703 ∼ 10−5

44 47 0,7013 0,7079 0,7070 0,0008915

99 107 0,8105 0,6936 0,7082 ∼ 10−5

89 107 0,6138 0,5704 0,5759 0,00225

107 116 0,6845 0,7269 0,7216 ∼ 10−4

104 107 0,6888 0,6284 0,636 0,04898

47 56 0,6905 0,7830 0,7714 ∼ 10−5

Jobb félteke Bal félteke 0,6565 0,6767 0,6742 0,0001413

Jobb frontális lebeny Bal temporális lebeny 0,7053 0,6951 0,6964 ∼ 10−5

Bal frontális lebeny Jobb temporális lebeny 0,7433 0,6412 0,6538 0,0004733
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13. táblázat. A táblázatban az él csúcsai és az SVM-szétválasztás hatékonysága
szerepel. Rendre a demens, az egészséges kategóriában, majd összességében. A

hatékonyságot a tévesen osztályozottak száma a kategóriában
kategória összes eleme képlettel számítottuk. Ezután az

élsúly és a diagnózis közötti korreláció p-értéke következik. Az életkor és a diagnózis
korrelációjának p-értéke 0,084 volt. Az életkort adatként használó SVM

52%–55%–55%-os hatékonysággal működött.

75–80 éves korosztály elemzése

ID 1 ID 2 d. h. e. h. h. élsúly–diagnózis kor. (p)

106 107 0,6588 0,8207 0,7744 ∼ 10−7

46 47 0,6558 0,7683 0,7361 ∼ 10−8

87 106 0,7140 0,7537 0,7423 ∼ 10−7

47 47 0,7465 0,751 0,7497 ∼ 10−6

29 47 0,6463 0,6818 0,6717 ∼ 10−5

27 46 0,6119 0,7127 0,6871 0,0005056

107 107 0,7098 0,7686 0,7518 ∼ 10−6

44 47 0,6693 0,6484 0,6644 0,00131

99 107 0,681 0,3387 0,4365 0,286

89 107 0,768 0,5933 0,6432 0,0001619

107 116 0,664 0,524 0,564 0,0608

104 107 0,6585 0,6556 0,6564 0,01182

47 56 0,6055 0,4958 0,5271 0,1588

Jobb félteke Bal félteke 0,6085 0,6665 0,65 0,004129

Jobb frontális lebeny Bal temporális lebeny 0,5897 0,6575 0,6381 0,007101

Bal frontális lebeny Jobb temporális lebeny 0,7433 0,6412 0,654 0,00635

14. táblázat. A táblázatban az él csúcsai és az SVM-szétválasztás hatékonysága
szerepel. Rendre a demens, az egészséges kategóriában, majd összességében. A

hatékonyságot a tévesen osztályozottak száma a kategóriában
kategória összes eleme képlettel számítottuk. Ezután az

élsúly és a diagnózis közötti korreláció p-értéke következik. Az életkor és a diagnózis
korrelációjának p-értéke 0,26 volt. Az életkort adatként használó SVM

46%–59%–55%-os hatékonysággal működött.

Hasonló módon kíséreltük meg az életkor hatásának kiszűrését a 9.4-es szakasz es-
etében is. Összehasonlítottuk a demens és egészséges egyéneknél mért rostszámokat az
adott élen, a 70–75 és a 75–80 éves korosztályban. Elvégeztük a próbát azzal a null-
hipotézissel, hogy ezek az értékek azonos várható értékű és szórású normális eloszlásból
származnak. A kiszámított p-értékeket ezután Holm–Bonferroni-eljárással korrigáltuk, és
a nullhipotézist akkor vetettük el, ha a két életkori csoportban kapott korrigált p-értékek
szorzata kisebb volt α2 = 10−4-nél, ahol α a szignifikanciaküszöb. Azt találtuk, hogy
csupán 9 él esetén utasítható el a nullhipotézis – ez lényegesen kevesebb, mint a 9.4-es
részben. Ezek az élek az alábbi táblázatban találhatók.
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Szignifikáns élsúlyváltozás – életkorra korrigálva

forrás ID cél ID

106 107

46 47

107 107

47 47

87 106

27 46

28 47

87 107

106 106

15. táblázat. A táblázatban azok az élek csúcsai szerepelnek, amelyek élsúlyában
szignifikáns változást találtunk az életkor hatásának kiszűrése után.

Ebből arra következtethetünk, hogy bár egyes erősebb eredményeink kizárólag az átla-
gos életkorbeli különbségnek tudhatók be, a legfőbb megállapításaink továbbra is érvénye-
sek. Ez alól kivétel az, hogy a változó összeköttetések mekkora hányada áll összefüggésben
a demenciával. Az esetek túlnyomó többségében ezek a változások csupán a demens és
egészséges személyek adatkészletünkben megfigyelhető 6 éves átlagos korkülönbségéből
eredtek.

Az egyik legfontosabb következtetésünk azonban az, hogy bár az agygráfok nagy-
obb szerkezeti tulajdonságainak vizsgálata erős korrelációt őrizhet meg a tulajdonság és
a diagnózis között, az mégis kisebb, mint egyéb, már ismert mikro tulajdonságok es-
etén. Bár az interhemiszferikus összeköttetések teljes száma, illetve az egyik féltekén lévő
frontális lebeny és a másik féltekén lévő temporális lebeny közötti összeköttetések száma
nagy pontossággal utal a demenciára, egyetlen élérték felhasználásával lényegesen erősebb
eredmény érhető el. A kétdimenziós SVM-szétválasztás kisebb hatékonyságnövekedése –
amikor nagyobb szerkezeti tulajdonságokat (lebenyeket) alkalmazunk – azt is jelzi, hogy
a korábban feltételezett részleges függetlenség a gyengülő összeköttetések között ebben
az esetben eltűnik. Emiatt a jövőben ezeknek a tulajdonságoknak a mélyebb elemzése
nem fog a legjobb eredményekhez vezetni; a lehető leglokálisabb tulajdonságok kutatása
javasolt, vagy más típúsú globálisabb struktúrák vizsgálata.

Mindezek ellenére ajánljuk a további kutatást arra vonatkozóan, hogy a demens szemé-
lyek hogyan teljesítenek az egészségesekhez képest a két félteke, illetve a frontális és tem-
porális lebenyek közötti kommunikációt igénylő feladatokban.
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11 Kitekintés

Számos, a dolgozatban nem tárgyalt, egyéb tulajdonságot is teszteltünk a gráfok klassz-
ifikálására, illetve statisztikai megkülönböztetésükre. Ilyen volt többek között a normált
szomszédsági mátrix spektrális rése, ami meghatározza, hogy a véletlen séta eloszlása
milyen gyorsan konvergál a stacionáriushoz.

Spektrális rés hatékonysága korosztályok, gráffelbontás és lebenyek szerint

Felbontás és lebeny 65–70 dem. 65–70 egész. 65–70 össz. 70–75 dem. 70–75 egész. 70–75 össz. 75–80 dem. 75–80 egész. 75–80 össz. Össz. dem. Össz. egész. Össz. össz.

scale_3_0 0,75 0,51 0,55 0,64 0,55 0,56 0,61 0,62 0,62 0,68 0,61 0,62

scale_1_0 0,62 0,59 0,60 0,61 0,66 0,65 0,68 0,73 0,72 0,72 0,66 0,67

scale_3_1 0,53 0,58 0,57 0,36 0,73 0,67 0,68 0,55 0,58 0,64 0,57 0,58

scale_1_1 0,47 0,66 0,63 0,55 0,66 0,64 0,81 0,54 0,59 0,72 0,58 0,60

scale_3_2 0,67 0,53 0,56 0,78 0,42 0,48 0,68 0,58 0,60 0,74 0,53 0,56

scale_1_2 0,67 0,54 0,57 0,68 0,50 0,53 0,66 0,50 0,53 0,67 0,49 0,52

scale_3_3 0,61 0,59 0,60 0,88 0,63 0,68 0,79 0,61 0,65 0,76 0,49 0,53

scale_1_3 0,63 0,60 0,60 0,84 0,63 0,66 0,75 0,59 0,62 0,75 0,48 0,52

scale_3_4 0,54 0,68 0,65 0,64 0,61 0,62 0,78 0,75 0,76 0,70 0,65 0,65

scale_1_4 0,54 0,70 0,67 0,63 0,61 0,62 0,76 0,75 0,76 0,69 0,64 0,65

16. táblázat. A táblázat az egyes felbontások és lebenyek SVM-osztályozási
hatékonyságát mutatja korcsoportok és diagnózis szerint. Az oszlopok rendre a 65–70,

70–75 és 75–80 éves korosztályban a demens, az egészséges és az összesített
hatékonyságot, valamint az összes életkorra vonatkozó értékeket tartalmazzák. A

scale_1 a legkisebb felbontás 124 csúccsal, míg a scale_3 a 272 csúcsú felbontás. A
_0 suffix a frontális lebeny/homloklebeny, _1 suffix a fali lebeny, _2 a temporális
lebeny/halántéklebeny, _3 occipitális lebeny/nyakszirti lebeny és _4 a teljes agy

Továbbá egy-egy él esetén végeztem összehasonlítást mind az 5 felbontásra, alakl-
mazva egyéb élsúlyokat/élsúly párokat is, így például a medián axon hosszt is. Azok-
ból is az derült ki, mint ami a táblázatból is kiolvasható, hogy a legkisebb felbontás a
leghatékonyabb, valamint egyéb metrikák még ha effektívnek is bizonyulnak, elmarad-
nak a csupán egy él használatától. Ha szeretnénk új, mégjobb eredményeket elérni, akkor
fontos megragadni egyéb strukturális tulajdonságokat, amiket korábban nem vettünk fi-
gyelembe. Erre kínál megoldást a EPFL-en végzett kutatás, melyben a Blue Brain Project
egy 31 000 neuronnal és 8 millió szinapszissal rendelkező agyából készítettek digráfot
(megfelelő számú csúccsal és éllel). Ebből készítettek irányított flag complexet és vizsgál-
tak az irányított klikkeket és Betti számokat. Eredményük szerint az agy sok, magas -
akár 7 - dimenziós irányított klikket tartalmaz. Jelentősen többet, mint a hasonló fokszám
eloszlású véletlen gráfok, amiknek Betti számai is jelentősen alacsonyabbak. Kutatásuk
arra a konklúzióra jutott, hogy ezeknek az irányított klikkeknek és üregeknek fontos sz-
erepük van az agy adat- feldolgozásának és áramlásának hierarchiájában, így fontos és
érdemes foglalkozni vele [22].

Ezek kiszámítása azonban számításilag nehéz. Ennek megoldására több megközelítés
létezik. Egyrészt vannak közelítő algoritmusok, amivel szinte teljesen pontosan lehet közelíteni
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szignifikánsan gyorsabban. Ezen felül a Betti számból, illetve irányított klikk számból
készített pszeudo-metrikát hasonlították össze ismert, könnyen számítható pszeudo-metrikákkal.
A kutatás eredményeképp azt találták, hogy a különböző random módszerekkel generált
gráfok megkülönböztetésére magas a korreláció a TriadEuclid, TriadEMD, és Portrait Di-
vergence pszeudo-metrika esetén is a topológiaiakkal. Azonban ez szignifikánsan romlik,
amennyiben egy random módszerrel, különböző paraméterrel generált gráfokat hasonlí-
tunk össze. [23]

Mivel nekünk a legfontosabb tulajdonságunk az axonok száma, egy élsúly, valamint
a legkisebb felbontásban 124 csú és ∼ 3100 él van a legnagyobban pedig 1058 csúcs és
∼ 47200 él, a következő metódussal érdemes tovább haladni: A konkért Betti számok
helyett legyenek függvényei t-nek, ahol adott t-re vesszük azt a részgráfot, amiben csak
azok az élek szerepelnek, amik súlya nagyobb, mint t. Ezen felül a kis élszám esetén 3-4
dimenzióig kiszámolhatóak a betti számok, míg a legnagyobb felbontás esetén 2-3-ig. Ezen
függvények megfogják a legfontosabb tulajdonságokat mind, különösen, ha kombináljuk
a gráf megszorítására potenciálisan a lebenyekre.

12 Összefoglalás

A kutatás során számos, a tudomány által már ismert dolgot mutattunk ki mi is, ezzel
igazolva a módszer megalapozottságát. Ide tartozik többek között olyan területek, mint
a memóriáért felelős halántéklebeny és a homloklebeny kiemelt szerepének bemutatása,
továbbá az agy nagyfokú neuroplaszticitásának újbóli igazolása is. Ezeken felül sikerült
a demencia kialakulása szempontjából kritikus éleket izolálni, melyek statisztikailag szig-
nifikáns prediktorok maradtak a korbeli torzító hatás kiküszöbölése után is. Szintén sik-
erült megmutatnunk a jelentős szerepét az agyféltekék közötti kapcsolatoknak, illetve
azok szűkítése kimondott lebenyek közötti (akár szintén interhhemiszferikus) kapcsolakra.
Végezetül pedig kijelöltünk egy irányt, amibe érdemes tovább haladni a kutatás során,
mert igazoltan szignifikáns és hasznos eredmények érhetőek el a leírt módszerrel.
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Alulírott Móra Márton Barnabás nyilatkozom, hogy szakdolgozatom elkészítése során az
alább felsorolt feladatok elvégzésére a megadott MI alapú eszközöket alkalmaztam:

Feladat Felhasznált es-

zköz

Felhasználás

helye

Megjegyzés

Fordítás (angol-
magyar)

Claude Sonnet 4.6 teljes dolgozat

Agyterületek
lebenyekbe sorolása

ChatGPT 9.fejezet

A felsoroltakon túl más MI alapú eszközt nem alkalmaztam.
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