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Bevezetés

Az online tanulás témaköre régóta foglalkoztatja a kutatókat, mely mára már egy nagy
interdiszciplináris területté nőtte ki magát. Ahhoz, hogy egy intuitív képet kapjunk arról,
hogy mi az az online tanulás, menjünk vissza a kezdetekhez az 1950-es évekbe, és nézzünk
meg három példát, amelyek megalapozták az online tanulás fejlődését.

Herbert Robbins és Sutton Monro cikke [1] 1951-ben jelent meg „A stochastic app-
roximation method” címmel. A cikkben egy monoton M függvény azon helyét keressük,
ahol felveszi az α értéket. A függvényt nem ismerjük, csak zajos mintát vehetünk a függ-
vény tetszőleges x pontjában. A szerzők a cikkben mutattak egy módszert, amivel olyan
x1, x2, . . . pontokban vesznek mintát, hogy a sorozat sztochasztikusan konvergáljon α-hoz.
Ez volt az első „sztochasztikus approximációs” módszer, amely egy óriási terület megal-
kotásához vezetett, amihez az „online tanulás” is tartozik, beleértve a „sztochasztikus
gradiens” módszereket és ezek változatait (például az ADAM algoritmust), amelyekkel az
összes mély neurális hálózatot (beleértve az LLM-eket) is tanítják.

J. Kiefer és J. Wolfowitz [2] „Stochastic estimation of the maximum of a regressi-
on function” című tanulmánya 1952-ben látott napvilágot. Itt szintén egy ismeretlen M

függvény áll rendelkezésre, melyből zajos mintát tudunk venni. Azonban az előző cikkel
ellentétben – ahol a függvény végig monoton növekvő volt –, itt azt feltételezzük, hogy
M egy ideig monoton nő, majd monoton csökken. Most ezen maximumhely megtalálása a
cél. A cikkükben a szerzők erre adtak egy algoritmust. Ilyen módszer korábban is létezett.
A mutatott metódus különlegessége az volt, hogy mindezt deriválásmentes sztochasztikus
gradiens módszerrel tudták megvalósítani.

Utolsó példánk a perceptron, amely a neurális hálózatoknak az alapköve, így a manap-
ság mindenki által ismert nagy nyelvi modelleknek is, mint a ChatGPT. A perceptron első
változatát Frank Rosenblatt 1957-ben valósította meg [3], azt kutatva, hogy egy biológiai
rendszer hogyan tárolhat információkat, és ez miként befolyásolja a viselkedést: hogyan
képes az eltárolt információt felhasználni. A kutatásának egyik része a különböző alak-
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zatok megkülönböztetésére irányult: többek között egy olyan rendszer megvalósítására,
amely képes megkülönböztetni a háromszöget, a négyzetet és a kört egymástól. Azonban
ezt nem előre rögzített szabályokkal akarta elérni, hanem egy olyan rendszerrel, amely a
korábban látott alakzatokból tudott általánosítani, és azokból tanulta meg felismerni az
új alakzatokat.

Az online tanulás „online” része arra utal, hogy az adatok szekvenciálisan érkeznek, és
a célunkat valós időben kell elérnünk, míg a „tanulás” arra utal, hogy a korábban megka-
pott információk alapján az adott pillanatban kell a döntéseinket meghoznunk. Például
az első két példában az M függvényt az x1, x2, . . . pontokban tudtuk megvizsgálni, és a
következő mintavételi helyet a korábbi mérések függvényében kellett meghatározni. Az
utolsó példában pedig az alakzatok érkeznek egymás után, és egy-egy alakzat beérkezé-
sekor azonnal meg kell határoznunk, hogy az háromszög, négyzet vagy kör-e. A döntést
ráadásul az alapján hozza meg a rendszer, hogy ismeri a korábbi alakzatokat, az azokra
adott saját tippjeit, valamint azok valós osztályait is.

Az online tanulás mára már egy hatalmas területté vált, amelynek számos alága létezik;
ezek eltérő kérdésekre koncentrálnak, más feltételezéssel élnek és eltérő célokat követnek.
Ide tartozik például az online konvex optimalizálás és a megerősítéses tanulás. Jelen dolgo-
zat elsősorban a szakértői vélemények modelljére és a bandita algoritmusokra fog koncent-
rálni. A szakértői vélemények modellje használható például az időjárás-előrejelzésre vagy
tőzsdei predikciókra, ahol több különböző szakértő tippjét kell valós időben ötvöznünk. A
bandita algoritmusok olyan problémákra nyújtanak megoldást, mint a klinikai gyógyszer-
kísérletek vagy a weboldalakon futó ajánlórendszerek, ahol a döntéshozónak egyensúlyt
kell találnia a már ismert, jól működő opciók kimerítése és az új lehetőségek feltérképezése
között.
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1. fejezet

Előrejelzés szakértői vélemények

kombinálásával

Ez a fejezet a [4] jegyzet 2–4. fejezete és a [5] könyv 1–2. és 4. fejezete alapján készült.

Az előbbi bevezetőben kaptunk egy intuitív képet az online tanulásra. Most pedig
ismerkedjünk meg egy formálisabb modelljével.

Adott a megfigyeléseknek egy sorozata: y1, y2, y3, . . ., ahol a megfigyelések az Y ki-
meneti térből kerülnek ki. A t = 1, 2, 3 . . . időpontokban, mielőtt kiderülne, hogy milyen
értékkel rendelkezik yt, egy döntéshozónak (nekünk) egy előrejelzést kell adnia rá, az
y1, y2, y3, . . . sorozat yt-t megelőző t − 1 elemének megfigyeléséből. Ezt az előrejelzést a
későbbiekben p̂t-vel fogjuk jelölni, ahol p̂t ∈ D az előrejelzések teréből kell, hogy legyen.
Általában D-ről azt fogjuk feltenni, hogy egy vektortér konvex részhalmaza, amikor külön
nem írunk mást. Speciális esetben a két halmaz meg is egyezhet: Y = D. Általánosság-
ban ez azonban azért nem feltétlenül történik meg, mert a megfigyelések esetleg több
információt tartalmazhatnak, mint amire mi valójában kiváncsiak vagyunk.

A klasszikus statisztikai esetben a sorozat hátterében egy sztochasztikus folyamat áll,
és a feladatunk az, hogy minimalizálni próbáljuk az előrejelzés és a valós megfigyelés kö-
zötti várható távolságot. Azonban a szakértői vélemények vizsgálata során, az y1, y2, y3, . . .
sorozat generálási mechanizmusára egy feketedobozként fogunk tekinteni, így a háttérben
húzódó valószínűségi mező hiányában ezt a „kockázatot” is máshogy kell definiálnunk,
hiszen a várható értéknek a fogalma nem lesz értelmes.

A szakértői vélemények modell esetén rendelkezésünkre állnak szakértők, akik velünk
párhuzamosan szintén próbálnak erőlejelezni. Méghozzá úgy, hogy yt értékének a meg-
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tudása és a saját előrejelzésünk megtevése előtt, ezt elmondják nekünk. Tehát ezt az
információt a saját előrejelzésünkhöz fel tudjuk majd használni. Ezen szakértők műkö-
désére, előrejelzéseire, az y1, y2, y3, . . . sorozathoz hasonlóan szintén alap esetben fekete
dobozként tekintünk. Azonban tekinthetünk speciális helyzeteket is, amikor valamilyen
feltételt teszünk fel a működésükre, melyre rövidesen példát is fogunk mutatni.

A szakértőknek a halmazát E-vel fogjuk jelölni, továbbá az elemszámát N -nel: N :=

|E|, amely a későbbiekben mindig véges lesz. Ha N véges a szakértőket 1-től N -ig sorszá-
mozzuk, melyre a következő elterjedt rövidítést fogjuk használni: E = [N ] := {1, . . . , N}.
Mivel nem tudjuk, hogy hogyan hozzák meg a szakértők az előrejelzéseiket, függvényként
fogunk rájuk tekinteni. Így fi,t fogja jelölni az i-edik szakértőnek az előrejelzését a t-edik
időpontban. fi,t szintén az előrejelzések téréből kerül ki: fi,t ∈ D, ahol i ∈ E , t ∈ {1, 2, . . .}

Amint megtesszük a saját előrejelzésünket, nyilvánosságra kerül yt-nek az értéke. Ekkor
mind mi, mind a szakértők egy veszteséget fogunk elszenvedni az ℓ : D×Y → R függvény
alapján.

Erre a teljes folyamatra úgy is lehet gondolni, mint egy környezet és köztünk lévő
kétszemélyes játékra:

Szakértői vélemények modell környezettel elmondva
n forduló van, ahol a t-edik forduló a következőképpen néz ki:

1: A környezet a t-edik időpont előtt kiválasztja a szakértők előrejelzését: {fi,t, i ∈ E}
és yt értékét.

2: A környezet elárulja számunkra az {fi,t, i ∈ E} értékeket, ami alapján mi megtesszük
a p̂t előrejelzésünket.

3: A környezet nyilvánosságra hozza yt értékét, ami alapján mindenki elszenved egy
veszteséget: Mi ℓ(p̂t, yt)-t, a szakértők pedig ℓ(fi,t, yt)-t, minden i ∈ E-ra.

A folyamat során az a feladatunk, hogy minimalizáljuk az úgynevezett kumulatív meg-
bánás mértékét minden szakértőre tekintettel. Adott i ∈ E szakértőre az n-edik időpontban
a következőféleképpen definiáljuk a kumulatív megbánást:

Ri,n =
n∑

t=1

(p̂t, yt)− ℓ(fi,t, yt)) = L̂n − Li,n,

Ahol L̂n jelöli a saját kumulatív veszteségünket, Li,n pedig az adott szakértő kumu-
latív veszteségét az n-edik időpillanatig. Hasonlóan lehet definiálni a t-dik időpontban a
megbánást: ri,t = ℓ(p̂t, yt)− ℓ(fi,t, yt).

6



Már említettük, hogy a célunk, hogy hosszú távon minimalizáljuk a kumulatív meg-
bánást. Például célunk lehet a fordulónként elszenvedett megbánás tartása a 0-hoz:

lim
n→∞

1

n

(
L̂n −min

i∈E
Li,n

)
→ 0

1.1. Hibátlan szakértő

Ismerkedve a fogalmakkal, először nézzük meg az szakértői vélemények modellnek a leg-
egyszerűbb verzióját, és találjuk meg a legjobb stratégiát a megbánás minimalizálására a
következő szituációban:

A modell az úgynevezett bináris klasszifikációs modellek családjába tartozik, ahol fel-
tesszük, hogy Y = D = {0, 1}, tehát D egyelőre még nem lesz konvex. Továbbá a célunk,
hogy pontosan eltaláljuk yt értékét, tehát a megbánás a következő lesz: ℓ(d, yt) = I{d =

yt}, d ∈ D, yt ∈ Y . Ezen felül N darab szakértő van, és feltételezzük azt, hogy létezik
ezen szakértők közül olyan, aki sohasem téved.

Ekkor az úgynevezett bináris keresés módszerét tudjuk bevetni. A t-edik időpillanat-
ban tudjuk, hogy melyik szakértők tévedtek már korábban. Velük már nem szeretnénk
foglalkozni, hiszen, ha megtaláljuk azt a szakértőt, aki soha sem téved, akkor csak le tud-
juk másolni őt a végtelenségig. Így legyen S ⊂ E azon szakértők halmaza, akik eddig nem
tévedtek. A t-edik pillanatban tudjuk, hogy mi lesz az előrejelzésük, a mi előrejelzésünk
legyen az, amelyikkel a megmaradt szakértők legalább fele egyetért.

Így ha tévedünk az előrejelzésünkben, akkor S elemszáma legalább meg kell, hogy
feleződjön. Tehát összességében legfeljebb ⌊log2(N)⌋ hibát véthetünk. Ez egy kifejezetten
jó eredmény, hiszen bármi történik, csak véges sokszor fogunk hibázni, és könnyen látható,
hogy ennél jobbat nem is tudunk elérni.

1.2. Súlyozott átlagok módszere

Az előző ötletet tovább tudjuk általánosítani. Az az információ, hogy van olyan szakértő,
aki egyszer sem téved, az egy nagyon erős információ. Azonban ez a valóságban nem
életszerű. Próbáljunk meg valamilyen garanciát adni az előző feladatra, akkor, hogyha
nem tesszük fel ezt az információt:

Vezessünk be súlyokat minden szakértőhöz. wi,t ≥ 0 legyen az i-edik szakértő súlya a
t-edik pillanatban.
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A súlyokat az alapján szeretnénk a szakértőkhöz hozzárendelni, hogy egy adott pilla-
natban mennyire bízunk meg bennük. Mivel a megbánást szeretnénk minimalizálni, ezért
jó ötlet lehet, hogy a súlyokat Ri,t függvényében határozzuk meg. Általánosságban akiben
jobban megbízunk, például Ri,t minél kisebb, annál nagyobb súlyt szeretnénk hozzájuk
rendelni.

És az előrejelzésünket a súlyok alapján a következőféleképpen szeretnénk megtenni:

p̂t = I

{∑N
i=1wi,t−1fi,t∑N
i=1wi,t−1

≥ 0.5

}

Tehát mondjuk azt, amit a többség mond, hogyha az előrejelzéseket súlyozva vesszük
figyelembe.

Már csak azt kell kitalálni, hogy hogyan állítsuk be az adott súlyokat. Vizsgáljuk a
következő algoritmust:

Fixáljunk le egy β ∈ [0, 1) értéket. Kezdetben minden súly legyen 1: w1,0 = w2,0 =

. . . = wN,0 = 1 és a t = 1, 2, . . . körben miután kiderült yt értéke, frissítsük az egyes
szakértők súlyait a következő módon:

wi,t = wi,t−1 · βI{yt=fi,t}

Tehát,

wi,t = wi,0 ·
t∏

j=1

βI{yj=fi,j} = wi,0 · β
∑t

j=1 I{yj=fi,j} = wi,0 · βLi,t = βLi,t

A kapott algoritmust a súlyozott átlagok módszerének hívjuk. Vizsgáljuk meg, hogy
milyen garanciákat tudunk adni ennek az algoritmusnak a megbánására:

1.2.1. Állítás. A súlyozott átlagok módszerének megbánására β ∈ (0, 1) esetén a követ-
kező felső határ adható:

L̂n ≤
ln( 1

β
)L∗

i,n + ln(N)

ln( 2
1+β

)

Ahol L∗
i,n := mini∈E Li,n a legjobb szakértő vesztesége.

Bizonyítás. Legyen

Wt :=
N∑
i=1

wi,t.

Azt szeretnénk látni, hogy Wt ≤ Wt−1 és p̂t ̸= yt esetén Wt ≤ 1+β
2
Wt−1.
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Tudjuk, hogy:
Wt = αWt−1 + (1− α)βWt−1

Ahol α ∈ [0, 1] azoknak a súlyozott aránya, akik pontos előrejelzést adtak.
Tudjuk, hogy Wt ≥ 0, t ≥ 1 esetén, továbbá, hogy α ∈ [0, 1], β ∈ (0, 1). Ebből már

bőven következik, hogy Wt ≤ Wt−1.
p̂t ̸= yt esetén pedig tudjuk, hogy legalább a szakértők súlyozott többsége szintén

rosszul jelezte előre Wt értékét, tehát α ≤ 0.5. Továbbá Wt akkor maximális, ha α maxi-
mális. Így α = 0.5 esetén kapjuk, hogy:

Wt = αWt−1 + (1− α)βWt−1 ≤ 0.5Wt−1 + (1− 0.5)βWt−1 =
1 + β

2
Wt−1

Beláttuk, hogy Wt ≤ Wt−1 és p̂t ̸= yt esetén Wt ≤ 1+β
2
Wt−1. Ebből következik, hogy

Wn ≤

(
n∏

t=1

(
1 + β

2

)I{p̂t ̸=yt}
)
W0 =

(
1 + β

2

)∑n
t=1 I{p̂t ̸=yt}

W0 =

(
1 + β

2

)L̂n

N

Ekkor minden i ∈ E esetén felhasználva, hogy βLi,n = wi,n ≤ Wn:

βLi,n ≤
(
1 + β

2

)L̂n

N

Li,n · ln(β) ≤ L̂n · ln
(
1 + β

2

)
+ ln(N)

Használva, hogy ln(1+β
2
) < 0 kapjuk az állítást:

L̂n ≤ ln(β)Li,n − ln(N)

ln(1+β
2
)

=
ln( 1

β
)Li,n + ln(N)

ln( 2
1+β

)
≤

ln( 1
β
)L∗

i,n + ln(N)

ln( 2
1+β

)

□

Megjegyzés: Láthatjuk, hogy arra az esetre, amikor volt egy szakértő, aki soha sem
tévedett, a megadott felezgetős algoritmusunk, az pont a súlyozott átlagok módszerét
követte β = 0 esetén.

1.3. Módosított súlyozott átlagok módszere

Algoritmusok esetén sokszor felmerülhet az a kérdés, hogy bevihetünk-e egyfajta lustasá-
got az algoritmusba. És mint sokszor máskor, látni fogjuk, hogy ebben az esetben is ezt
meg tudjuk tenni.
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Vizsgáljuk meg a következő ötletet:
A súlyozott átlagok módszerében az algoritmus úgy működött, hogy amikor egy szak-

értő rossz előrejelzést adott, akkor „megbüntettük” azzal, hogy csökkentettük a wi,t súlyát,
hogy mennyire bízunk meg benne. Mi lenne, hogyha csak akkor csökkentenénk a szakértők
súlyát, ha mi is rossz előrejelzést adunk:

wi,t = wi,t−1 · βI{yt ̸=p̂t,yt ̸=fi,t}

Ezzel felgyorsíthatjuk a való életben az algoritmus futását, hiszen amikor yt = p̂t, akkor
nem kell végig iterálni a szakértők halmazán, hogy frissítsük a wi,t súlyokat. Ráadásul a
súlyozott átlagok módszerének a garanciáját is megtartjuk:

1.3.1. Állítás. A módosított súlyozott átlagok módszerének bánatára β ∈ (0, 1) esetén a
következő felső határ adható:

L̂n ≤
ln( 1

β
)L∗

i,n + ln(N)

ln( 2
1+β

)

Bizonyítás. Jelölje Ki,t azon alkalmak számát az t-edik időpontig, amikor az i-edik szak-
értő és mi is tévedtünk. Így:

Ki,t =
t∑

j=1

I{yj ̸= p̂j, yj ̸= fi,j}

wi,t = wi,t−1 · βI{yt ̸=p̂t,yt ̸=fi,t} = wi,0 · β
∑t

j=1 I{yj ̸=p̂j ,yj ̸=fi,j} = wi,0 · βKi,t = βKi,t

Az előző bizonyításban láttuk, hogy Wt ≤ Wt−1 és p̂t ̸= yt esetén Wt ≤ 1+β
2
Wt−1. Mivel

wt továbbra is monoton csökkenő, továbbá p̂t ̸= yt feltétel mellett adott szakértő súlyának
a frissítése az ugyan úgy történik, ezért ezek a megfigyelések továbbra is fennállnak.

Az előző bizonyítást tovább követve tudjuk, hogy

Wn ≤

(
n∏

t=1

(
1 + β

2

)I{p̂t ̸=yt}
)
W0 =

(
1 + β

2

)∑n
t=1 I{p̂t ̸=yt}

W0 =

(
1 + β

2

)L̂n

N,

és a βKi,n = wi,n ≤ Wn megfigyelésből kapjuk, az előző felsőbecslést, csak Li,n helyett
Ki,n-et használva:

L̂n ≤ ln(β)Ki,n − ln(N)

ln(1+β
2
)

=
ln( 1

β
)Ki,n + ln(N)

ln( 2
1+β

)

10



Végezetül, tudjuk, hogy Ki,n ≤ L∗
i,n és, hogy minden tagja a törtnek nem negatív. Így:

L̂n ≤
ln( 1

β
)Ki,n + ln(N)

ln( 2
1+β

)
≤

ln( 1
β
)L∗

i,n + ln(N)

ln( 2
1+β

)

□
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1.1. ábra. Az eredeti és a módosított súlyozott átlagok módszerének teljesítménye

A szimuláció minden β értékre 10000-szer futott le. A szakértők száma végig N = 10

és az időhorizont n = 1000 volt. A környezet nem volt adaptív. A szakértők kezdeti
pontossága [0.4, 0.6] között uniforman lett inicializálva, továbbá a pontosságuk a [0.3, 0.7]

intervallumon folytatott Brown-mozgást N (0, 0.01) normális addícióval.
A képen látható, hogy az eredeti és a módosított súlyozott átlagok módszere viszonylag

hasonló teljesítményt ér el. Mind a kettőnél fontos, hogy a tanulási ráta jól legyen beállítva.
A módosítottnak valamivel kisebb a minimális átlagos megbánása, azonban a lustaság
miatt a megbánás szórása is nagyobb..

Látható azonban, hogy semelyik algoritmus sem ért a elméleti felsőhatár közelébe:

11
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1.2. ábra. Az eredeti és a módosított súlyozott átlagok módszerének teljesítménye az
állításban adott felsőbecsléssel együtt

1.4. A súlyozott átlagok módszerének általánosítása

Ezek voltak azok az esetek, amikor D diszkrét volt. De mi történik akkor, ha azt tesszük
fel, hogy D konvex? Ebben az esetben az előrejelzésünk már lehet tisztán a súlyozott
átlaga a szakértők előrejelzésének:

p̂t =

∑N
i=1wi,t−1fi,t∑N
i=1wi,t−1

Kezdjük el vizsgálni, hogy milyen eredményt tudunk garantálni a súlyozott átlagok
módszerére ezzel az összefüggéssel. Ehhez nézzünk meg először egy lemmát:

1.4.1. Lemma. Ha a veszteségfüggvény ℓ : D×Y → R az első argumentumában konvex,
akkor:

sup
yt∈Y

N∑
i=1

wi,t−1ri,t ≤ 0

Bizonyítás.

A Jenzen-egyenlőtlenséget használva, minden y ∈ Y esetén:

ℓ(p̂t, y) = ℓ

(∑N
i=1wi,t−1fi,t∑N
i=1wi,t−1

, y

)
≤
∑N

i=1wi,t−1ℓ(fi,t, y)∑N
i=1wi,t−1

12



Mivel wi,t−1 ≥ 0, így felszorozva:

N∑
i=1

wi,t−1ℓ(p̂t, y) ≤
N∑
i=1

wi,t−1ℓ(fi,t, y)

N∑
i=1

wi,t−1ri,t ≤ 0

□

Jelölje rt a t-edik időpontban a megbánás vektort, és Rn az n-edik pillanatban a
kumulatív megbánás vektort:

rt := (r1,t, . . . rN,t) ∈ RN

Rn := (R1,n, . . . RN,n) =
n∑

t=1

rt ∈ RN

Érdemes bevezetni a potenciál függvény fogalmát. Legyen ϕ : R → R egy nem negatív,
monoton növekvő és kétszer differenciálható függvény, míg ψ : R → R egy nem negatív,
szigorúan monoton növekvő, konkáv, és szintén kétszer differenciálható függvény. Ekkor a
Φ : RN → R potenciálfüggvényt a következőféleképpen definiáljuk:

Φ(u) := ψ

(
N∑
i=1

ϕ(ui)

)

A későbbiekben látottak miatt, hogy az eredményekről általánosabban is tudjunk be-
szélni, a továbbiakban érdemes a súlyokat a megbánásvektor egy Φ : RN → R poten-
ciál függvény deriváltjának segítségével jellemezni: wi,t = ∇Φ(Rt)i. Ahol ∇Φ(Rt)i =

∂Φ(Rt)/∂Ri,t.
Tehát az előrejelzésünket a t-edik pillanatban a következőféleképpen is tudjuk írni:

p̂t =

∑N
i=1∇Φ(Rt−1)ifi,t∑N
i=1 ∇Φ(Rt−1)i

Megjegyzés: Bár a definícióban ψ
′ kiesik, ennek segítségével fogunk tudni erősebb

becsléseket elérni.
Ekkor az előbb belátott lemmát a következő formában lehet írni:

sup
yt∈Y

rt · ∇Φ(Rt−1) ≤ 0

13



Ahol u ·v a két vektor skaláris szorzatát jelöli. Ezt a feltételt a Blackwell kondíciónak
hívjuk. Ez más szavakkal azt jelenti, hogy az rt bánat vektor mindig elfelé mutat Φ

gradiensétől yt értékétől függetlenül.
A megbánásra való felsőbecsléshez a következő tételre lesz szükségünk:

1.4.2. Tétel. Tegyük fel, hogy az előrejelzésünk teljesíti a Blackwell kondíciót. Ekkor n =

1, 2, . . . esetén:

Φ(Rn) ≤ Φ(0) +
1

2

n∑
t=1

C(rt)

Ahol

C(rt) = sup
u∈RN

ψ
′

(
N∑
i=1

ϕ(ui)

)
N∑
i=1

ϕ
′′
(ui)r

2
i,t.

Bizonyítás. Tudjuk, hogy Φ : RN → R kétszer deriválható. Írjuk fel a 2. rendű Taylor-
közelítését Φ(Rt)-nek Rt−1-ből:

Φ(Rt) = Φ(Rt−1 + rt)

= Φ(Rt−1) +∇Φ(Rt−1) · rt +
1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui ∂uj

∣∣∣∣∣
ξ

ri,trj,t

≤ Φ(Rt−1) +
1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui ∂uj

∣∣∣∣∣
ξ

ri,trj,t

valamely ξ ∈ RN esetén, és a Blackwell kondíciót használva az egyenlőtlenséghez. Már
csak elég belátni, hogy

1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui ∂uj

∣∣∣∣∣
ξ

ri,trj,t ≤ C(rt)

hiszen teljes indukcióból kapjuk az állítást. Ezt az egyenlőtlenséget pedig így látjuk:

1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui ∂uj

∣∣∣∣∣
ξ

ri,trj,t

= ψ
′′

(
N∑
i=1

ϕ(ξi)

)
N∑
i=1

N∑
j=1

ϕ
′
(ξi)ϕ

′
(ξj)ri,trj,t + ψ

′

(
N∑
i=1

ϕ(ξi)

)
N∑
i=1

ϕ
′′
(ξi)r

2
i,t

= ψ
′′

(
N∑
i=1

ϕ(ξi)

)(
N∑
i=1

ϕ
′
(ξi)ri,t

)2

+ ψ
′

(
N∑
i=1

ϕ(ξi)

)
N∑
i=1

ϕ
′′
(ξi)r

2
i,t

≤ ψ
′

(
N∑
i=1

ϕ(ξi)

)
N∑
i=1

ϕ
′′
(ξi)r

2
i,t ≤ C(rt)
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Ahol ψ konkávsága miatti ψ′′ ≤ 0-át, és C(rt) definícióját használtuk az egyenlőtlen-
ségekhez. □

Megjegyzés: Általában a tételt a következőféleképpen tudjuk használni. Feltettük,
hogy ϕ, ψ függvények, nem negatívak és monoton nőnek. Ebből:

ψ

(
ϕ

(
max
i∈[N ]

Ri,n

))
= ψ

(
max
i∈[N ]

ϕ (Ri,n)

)
≤ ψ

(
N∑
i=1

ϕ (Ri,n)

)
= Φ(Rn)

Ha azt is feltesszük, hogy szigorúan monoton nő ϕ, ψ, akkor tudjuk, hogy invertálha-
tóak. Ebből pedig:

max
i∈[N ]

Ri,n ≤ ϕ−1
(
ψ−1 (Φ(Rn))

)
Nézzük meg a gondolatmenet két alkalmazását.

1.4.1. Polinomiálisan súlyozott átlagok módszere

Vegyük a következő potenciál függvényt p ≥ 2 esetén:

Φp(u) =

(
N∑
i=1

(ui)
p
+

)2/p

= ||u+||2p

Ekkor a szakértők súlyait a következőféleképpen kapjuk meg:

wi,t−1 = ∇Φp(Rt−1)i =
2(Ri,t−1)

p−1
+

||(Rt−1)+||p−2
p

Melyből az előrejelzésünk képlete a nevező és 2-es konstans kiesésével:

p̂t =

∑N
i=1(Ri,t−1)

p−1
+ fi,t∑N

i=1(Ri,t−1)
p−1
+

1.4.3. Állítás. Tegyük fel, hogy az ℓ : D × Y → [0, 1] veszteség függvény az első változó-
jában konvex. Ekkor bármely y1, . . . , yn ∈ Y , n ≥ 1 sorozat p ≥ 2 esetén, a polinomiálisan
súlyozott átlagok módszerének megbánása teljesíti a következő egyenlőtlenséget:

L̂n − min
i=1,...,N

Li,n ≤
√
n(p− 1)N2/p.

Bizonyítás. A Φ függvényt a ϕ, ψ függvények segítségével adtuk meg. Legyen ϕ(x) = xp+

és ψ(x) = x2/p, x ≥ 0 esetén. Ekkor:

ϕ
′′
(x) = p(p− 1)xp−2

+ , ψ
′
(x) =

2

px(p−2)/p
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Az előbb bebizonyított 1.4.2.-es tételt szeretnénk használni. Ehhez a C(rt)-re kell
adnunk egy felső becslést. A Hölder egyenlőtlenséget használva:

N∑
i=1

ϕ
′′
(ui)r

2
i,t = p(p− 1)

N∑
i=1

(ui)
p−2
+ r2i,t

≤ p(p− 1)

(
N∑
i=1

(
(ui)

p−2
+

)p/(p−2)

)(p−2)/p( N∑
i=1

|ri,t|p
)2/p

Tehát:

C(rt) ≤ ψ
′

(
N∑
i=1

ϕ(ui)

)
N∑
i=1

ϕ
′′
(ui)r

2
i,t ≤ 2(p− 1)

(
N∑
i=1

|ri,t|p
)2/p

= 2(p− 1)||rt||2p

Az ℓ veszteség függvény korlátosságából:

||rt||2p ≤ nN2/p

Így az említett tételt használva:(
N∑
i=1

(Ri,n)
p
+

)2/p

= Φp(Rn) ≤ (p− 1)
n∑

t=1

||rt||2p ≤ (p− 1)nN2/p

(
N∑
i=1

(Ri,n)
p
+

)1/p

≤
√
n(p− 1)N2/p

Végezetül a p-norma monoton csökkenése miatt:

L̂n − min
i∈[N ]

Li,n = max
i∈[N ]

Ri,n ≤

(
N∑
i=1

(Ri,n)
p
+

)1/p

≤
√
n(p− 1)N2/p

□

Megjegyzés: Ez alapján bármely p ≥ 2 esetén a polinomiálisan súlyozott átlagok
módszerének körönkénti átlagos megbánása O(1/

√
n) sebességgel tart a nullához.

Közel optimális garanciát p = 2 ln(N) esetén vesz fel, ahol a becslés a következőre
módosul:

L̂n − min
i∈[N ]

Li,n ≤
√
ne(2 ln(N)− 1)
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1.4.2. Exponenciálisan súlyozott átlagok módszere

A második példában vegyük a következő potenciál függvényt, η > 0 paraméter esetén:

Φη(u) =
1

η
ln

(
N∑
i=1

eηui

)

Ekkor a szakértők súlyait a következőféleképpen kapjuk meg:

wi,t = ∇Φη(Rt)i =
eηRi,t∑N
i=1 e

ηRi,t

Melyből az előrejelzésünk képlete, a nevező kiesésével:

p̂t =

∑N
i=1 e

ηRi,t−1fi,t∑N
i=1 e

ηRi,t−1

=

∑N
i=1 e

η(L̂t−1−Li,t−1)fi,t∑N
i=1 e

η(L̂t−1−Li,t−1)
=

∑N
i=1 e

−ηLi,t−1fi,t∑N
i=1 e

−ηLi,t−1

Tehát az exponenciálisan súlyozott átlagok módszere nem függ a saját teljesítmé-
nyünktől, csak a szakértők korábbi teljesítményétől.

1.4.4. Állítás. Tegyük fel, hogy az ℓ : D × Y → [0, 1] veszteség függvény az első változó-
jában konvex. Ekkor bármely y1, . . . , yn ∈ Y, η > 0 konstans esetén, az exponenciálisan
súlyozott átlagok módszerének megbánására teljesül a következő egyenlőtlenséget:

L̂n − min
i∈[N ]

Li,n ≤ ln(N)

η
+
nη

8
.

Speciálisan η =
√

(8 ln(N)/n) választással:

L̂n − min
i∈[N ]

Li,n ≤
√

(n/2) ln(N)

Az állítás bizonyításához a következő ismert lemmára van szükségünk:

1.4.5. Lemma (Hoeffding). Legyen X egy olyan valószínűségi változó, melyre teljesül
hogy a ≤ X ≤ b. Ekkor minden s ∈ R esetén:

ln(E[esX ]) ≤ sE[X] +
s2(b− a)2

8

Bizonyítás. ( 1.4.4 )
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Megfigyelhető, hogy:

ln

(
Wn

W0

)
= ln

(
N∑
i=1

e−ηLi,n

)
− ln(N)

≥ ln

(
max
i∈[N ]

e−ηLi,n

)
− ln(N)

= −η min
i∈[N ]

Li,n − ln(N) (1.1)

Továbbá t ∈ [n] esetén:

ln

(
Wt

Wt−1

)
= ln

(∑N
i=1wi,t−1e

−ηℓ(fi,t,yt)∑N
i=1wi,t−1

)
Erre használva a 1.4.5 lemmát X = ℓ(fI,t, yt) ∈ [0, 1] valváltozóra, ahol I ∈ [N ]

valószínűségi változó, hogy P(I = k) =
wk,t−1

Wt−1
, k ∈ [N ] esetén:

ln

(∑N
i=1wi,t−1e

−ηℓ(fi,t,yt)∑N
i=1wi,t−1

)
≤ −η

∑N
i=1wi,t−1ℓ(fi,t, yt)∑N

i=1wi,t−1

+
η2

8

Használva, hogy az ℓ függvény az első változójában konvex és az exponenciálisan sú-
lyozott átlagok módszerének a definícióját:

−η
∑N

i=1wi,t−1ℓ(fi,t, yt)∑N
i=1wi,t−1

+
η2

8
≤ −ηℓ

(∑N
i=1wi,t−1fi,t∑N
i=1wi,t−1

, yt

)
+
η2

8

= −ηℓ(p̂t, yt) +
η2

8

Ezt összegezve t = 1, . . . , n esetén kapjuk, hogy:

ln

(
Wn

W0

)
≤ −ηL̂n +

nη2

8

Összerakva a (1.1) alsóbecsléssel és átrendezve az egyenlőtlenségeket kapjuk az állítást:

L̂n − min
i∈[N ]

Li,n ≤ ln(N)

η
+
nη

8

□

Megjegyzés: A korábban bizonyított 1.4.2.-es tételt is lehet használni egy felső becs-
lés adásához. azonban azzal csak egy gyengébb állítást lehet csak bizonyítani. Névszerint
a következő egyenlőséget az előbbi tétel feltételei mellett:

L̂n − min
i∈[N ]

Li,n ≤ ln(N)

η
+
nη

2
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További megjegyzés: Az exponenciálisan súlyozott átlagok módszerének megbá-
násának a hatékony felsőbecsléséhez, a polinomiálisan súlyozott átlagok módszerével el-
lentétben, szükségünk van előre tudni az n időhorizontot, hogy be tudjuk állítani az η
konstanst η =

√
(8 ln(N)/n) értékre. Többféleképpen tudjuk módosítani az algoritmust,

hogy ezt kiküszöböljük. Ebből kettő lehetőséget mutatunk most meg:
A legelterjedtebb lehetőség, amely hasonló esetekben bevált módszernek számít, az

időhorizont felosztása exponenciálisan növekvő részintervallumokra. Amikor vége az in-
tervallumnak, akkor pedig csak újraindítjuk az algoritmust a következő intervallumra.
Tipikusan az intervallumot duplázni szokták. Ennek a módszernek a neve a duplázós
trükk.

Ha a duplázós trükköt alkalmazzuk az exponenciálisan súlyozott átlagok módszerén,
akkor belátható a következő garancia:

L̂n − min
i∈[N ]

Li,n ≤
√
2√

2− 1

√
(n/2) ln(N).

A másik lehetőség η körönkénti változtatása t függvényében. A természetes választás,
ha a képletben n szerepét lecseréljük t-re. Így a t-edik pillanatban a következő paramétert
választva: ηt =

√
8 ln(N)/t. Így a következő erősebb felső becslés érhető el:

L̂n − min
i∈[N ]

Li,n ≤ 2

√
n

2
ln(N) +

√
ln(N)

8
.

1.4.3. További érdekességek

Lásd [5] 2.4 szekció - 4. fejezet, [4] 4. fejezet.

• Egyelőre a Range(ℓ) ⊆ [0, 1] feladatokkal foglalkoztunk. Azonban ha tudjuk a mini-
mális és maximális veszteség értéket, akkor tekinthetnénk egy másik intervallumot
az értékkészletnek: Range(ℓ) ⊆ [a, b]. Ezekre az esetekre könnyen tudjuk módosí-
tani az előző módszereket. A kapott veszteséget eltolhatjuk, hiszen a megbánásban
a különbség számít, majd újraskálázhatjuk. Így x→ (x− a)/(b− a)-ra futtathatjuk
a korábbi algoritmusokat. Azonban bizonyos esetekben ennél többet is tehetünk.

• A legjobb becslést egyelőre az exponenciálisan súlyozott átlagok módszerével értük
el abban az esetben, amikor ismertük az n időhorizont. Belátható, hogy az ℓ(x, y) =
|x − y| alakú veszteségfüggvények esetén aszimptotikusan a legjobb becslés ami
elérhető az a

√
(n/2) ln(N). Tehát az exponenciálisan súlyozott átlagok módszere

aszimptotikusan optimális ebben az esetben.
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• Megjegyzendő az is, ha tudjuk, hogy a legjobb szakértő kumulatív vesztesége „kicsi”
lesz az algoritmus futása alatt, akkor sokkal jobb becsléseket is lehet adni.

• Azt is megfigyelhetjük, hogy a diszkrét esetben csak O(n)-es becslést tudtunk adni,
míg a folytonos esetben ennél sokkal jobb becsléseket értünk el. Azonban ez jó okkal
van így. A következő példával könnyen lehet szemléltetni, hogy ennél jobbat nem is
remélhetünk determinisztikus algoritmus esetén:

Legyen D = Y = {0, 1}, ℓ(p, y) = I{p ̸= y} és n = 2 esetén f1,1 = f1,2 = . . . = f1,n =

0 és f2,1 = f2,2 = . . . = f2,n = 1.

Mivel feltettük, hogy determinisztikus algoritmust találtunk ki, így jól definiált az,
ha yt = 1 − p̂t minden t-re. Így elérve, hogy n legyen az algoritmus vesztesége.
Továbbá, mivel bármely y1, y2, . . . , yn sorozat esetén az egyik szakértőről biztosan
tudjuk, hogy legfeljebb n/2-es veszteséget szenvedett el, így az algoritmusunk biztos
O(n)-es veszteséget fog elszenvedni.

• Egyelőre csak determinisztikus algoritmusokról volt szó. Azonban megjegyzendő, a
következő ígéretes ötlet:

A különböző súlyozott átlagok modszerű algoritmusok esetén a végső előrejelzésünk
a szakértők súlyozott átlaga volt. Azonban egy másik megközelítés, ha a súlyok ará-
nyában véletlenszerűen kiválasztjuk az egyik szakértőt. És az ő előrejelzését tesszük
mi is. Ezekben az esetekben hasonló felsőbecsléseket tehetünk, mint az eredeti al-
goritmusnál tettünk. Lényegében az ellenséges banditák esetén a Exp3 algoritmus
pont így fog működni.
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2. fejezet

Többkarú bandita algoritmusok

Eddig a szakértői vélemények modellben úgynevezett teljes információ állt a rendelke-
zésünkre. Megkaptuk, hogy melyik szakértő mit gondol, és miután mi is meghoztuk az
előrejelzésünket az alapján, hogy az egyes szakértőkben mennyire bízunk meg, rajtunk kí-
vül minden szakértőről is tudtuk, hogy mekkora veszteséget szenvedett el. Ezzel szemben
a bandita algoritmusok világában bár az opciók közül itt is csak egyet választhatunk, a
folyamat végéig nem fogjuk megtudni, hogy mi lett volna, ha valamelyik másikat válasz-
tottuk volna.

Ebben a fejezetben erre a limitáltabb információval rendelkező esetre fogunk koncent-
rálni. Megnézzük a bandita algoritmusok két fajta megközelítését is.

2.1. A banditák eredete

Elsőként beszéljünk a probléma elnevezéséről. Régen a nyerőgépeket angolul „one-armed
bandit”-nak (félkarú rabló) is hívták. Ez azokra a nyerőgépekre vonatkozott, amelyeket
a rájuk erősített kar lehúzásával lehetett igénybe venni. Ennek az elméleti általánosítása
a több kezű bandita. Egy olyan nyerőgép, melynek sok keze van. Minden menet során
lehet választani, hogy melyik kart húzzuk meg. Azonban a különböző karokkal való játék
nyereségeinek eloszlása nem feltétlenül egyezik meg. Továbbá nem lehet tudni azt sem,
hogy ha abban a menetben egy másik kart húztál volna meg, akkor mekkora összeget
nyertél volna azzal a karral. Az alapvető kérdés, hogy milyen stratégiát alkalmazol, hogy
maximalizáld a várható nyereségedet, avagy minimalizáld a megbánást. Ezt a köntöst sok
más valós problémára rá lehet húzni.

A hisztorikusság miatt ezért a szakértői javaslatok modellel ellentétben nem veszte-
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ségfüggvényünk lesz, hanem nyereségfüggvényünk. Természetesen ez semennyiben sem
befojásolja a problémát, mind a kétféle képpen lehetne definiálni a többkarú bandita kér-
déskört.

A többkarú bandita algoritmusokat röviden csak bandita algoritmusoknak szoktuk
hívni.

2.2. Sztochasztikus banditák

Ez a szekció a [6] könyv első 10 fejezetét követve készült.

A sztochasztikus banditák alapjaikban másak mint az eddig elhangzottak. Ezért most az
alapjaitól kezdve kezdjük el felépíteni.

Sztochasztikus banditának nevezzük a ν = (Pa : a ∈ A) eloszlások halmazát, ahol A a
rendelkezésre álló akciók halmaza. Elemszáma legyen:N := |A|. Továbbra is a környezettel
való interakció n fordulóból fog állni. A t-edik fordulóban választanunk kell egy At ∈ A
akciót. A választott PAt eloszlás alapján a környezet sorsol egy Xt ∈ R jutalmat, amit
a környezet elárul a számunkra. Ez az n körön tartó interakció indukál egy valószínűségi
mértéket az A1, X1, . . . , An, Xn sorozaton, ahol:

• Xt feltételes eloszlása A1, X1, . . . , At−1, Xt−1, At-re az pont a PAt

• A feltételes akció At amit választunk a korábbiak alapján az megegyezik
πt(·|A1, X1, . . . , At−1, Xt−1)-vel. Ahol a π = (π1, . . . , πn) sorozat írja le a stratégán-
kat.

Jelölje Sn =
∑n

i=1Xi a kumulatív jutalmat, aminek a várható értékét szeretnénk
maximalizálni.

Ez egy könnyű feladat lenne, ha ismernénk ν-t. Azonban ez nincs így, többnyire csak
részleges információnk van róla. Ehelyett azt tudjuk, hogy ν ∈ E , ahol E-t a környezeti osz-
tálynak nevezzük, amely a ν eloszlással kapcsolatos előzetes ismereteinket reprezentálja.
Megkülönböztetünk struktrált, és struktrálatlan környezeti osztályokat. E strukturálatlan,
ha A véges, és léteznek Ma eloszlásoknak a halmazai minden a ∈ A-ra, hogy:

E = ×a∈AMa

Azaz a akció választásával nem tudhatunk meg semmit arról, hogy mi az eloszlás más
akciók esetén.
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E strukturált, ha nem strukturálatlan. Mi strukturálatlan környezeti osztályokkal fo-
gunk foglalkozni.

ν = (Pa : a ∈ A) sztochasztikus bandita esetén, legyen egy akció várhatóértéke:

µa(ν) :=

∫ ∞

−∞
x dPa(x).

µ∗(ν) := maxa∈A µa(ν) pedig a maximális várható érték.
Azt fogjuk feltenni, hogy µa(ν) mindig létezik és véges, továbbá, hogy argmaxa∈Aµa(ν)

nem üres.
Ekkor a π stratégiának a ν bandita esetén a megbánása a következő:

Rn(π, ν) = nµ∗(ν)− E

[
n∑

t=1

Xt

]

Ahol a várható érték a π, ν által generált valószínűségi mértékkel értendő. A megbánás
minimalizálása a célunk. Látható, hogy a feltételek mellett Rn(π, ν) ≥ 0, és a megbánás
nulla, ha majdnem biztosan mindig egy maximális várhatóértékű akciót választunk.

Az Rn(π, ν) megbánás lényegében ugyanolyan alakú, mint a szakértői vélemények mo-
dell esetében, csak a negáltja. Ez pont azért van, mert most jutalmat kapunk, és maxima-
lizálni szeretnénk, míg a másikban veszteségfüggvény van, így minimalizálni szerettünk
volna.

Az algoritmusok analizálásához további definíciókra lesz még szükségünk. Egy akció
várható megbánását a ∆a(ν) = µ∗(ν)− µa(ν) fogjuk jelölni, amely másnevén a szubopti-
malitási rés. Míg a Ta(t) =

∑t
i=1 I{Ai = a} mondja meg, hogy egy a akciót a t időpontig

hányszor választottunk.
A könnyebb átláthatóság kedvéért, ha a kontextusból világos, akkor a π, ν-től való

függést nem fogjuk jelölni.
Most már elkezdhetjük az analizálást, egy könnyed lemmával:

2.2.1. Lemma. Ha A megszámlálható elemszámú, akkor:

Rn(π, ν) =
∑
a∈A

∆a(ν)E[Ta(n)]

Bizonyítás.

Rn = nµ∗ − E[Sn] =
∑
a∈A

n∑
t=1

E[(µ∗ −Xt)I{At = a}]
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A szumma feltételes várható értékét vizsgálva, kihasználva, hogy I{At = a} At mérhető
és hogy E[Xt|At] = µAt :

E[(µ∗ −Xt)I{At = a}|At] = I{At = a}E[(µ∗ −Xt)|At]

= I{At = a}(µ∗ − µAt)

= I{At = a}∆a

Ezt szummázva és várhatóértéket véve a toronyszabály miatt kapjuk az állítást. □

Ezen lemma alapján még a tapasztalati várható értékre lesz szükségünk, ami az a

akción t-edik körig körönként szerzett átlagos jutalom:

µ̂a(t) =
1

Ta(t)

t∑
i=1

I{Ai = a}Xi.

A tételek során többnyire azt fogjuk feltenni, hogy az akciók szubgauss eloszlást kö-
vetnek. Részletesen a szubgausz eloszlásokról és tulajdonságaikról, melyeket használni
fogunk a függelékben lehet olvasni: A.1. Azért foglalkozunk ezzel az osztállyal, mert sok
eloszlás ilyen tulajdonságú. Továbbá, mivel strukturálatlan E környezeti osztályt fogunk
feltételezni végig, mostantól az akciókat 1, . . . , N -el fogjuk jelölni: A = [N ].

Most hogy minden definíció már a rendelkezésünkre áll, elkezdhetjük megnézni az
alapvető algoritmusokat a témakörben.

2.2.1. Felfedezés majd elköteleződés (ETC) algoritmus

Ez talán a legegyszerűbb algoritmus, mely neve magáért beszél. Az algoritmust talán így
a legegyszerűbb leírni:

Felfedezés majd elköteleződés (ETC) algoritmus
1: m legyen a felfedezések száma

2: At =

(t mod N) + 1, ha t ≤ mN ;

argmaxi µ̂i(mN), különben

A rövidítés az angol „Explore then Commit”-ból származik. Nézzük meg, hogy ez
mennyire is jó algoritmus:
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2.2.2. Állítás. A felfedezés majd elköteleződés algoritmus bánatára 1-szubgauss bandita
esetén, ha 1 ≤ m ≤ n/N , a következő felső becslést lehet adni:

Rn ≤ m
N∑
i=1

∆i + (n−mN)
N∑
i=1

∆i exp

(
−m∆2

i

4

)
.

Bizonyítás. Tudjuk, hogy:

Rn =
N∑
i=1

∆iE[Ti(n)]

Az algoritmus két részből áll: a felderítésből és a kimerítésből. A felderítés rész az
determinisztikus, minden akciót m-szer hajtunk végre, a maradék n − mN meg ahhoz
az akcióhoz tartozik, aminek a legnagyobb a tapasztalt várhatóértéke. Feltehető, hogy
µ1 = µ∗. Így:

E[Ti(n)] = m+ (n−mN)P(AmN = i)

≤ m+ (n−mN)P
(
µ̂i(mN) ≥ max

j ̸=i
µj(mN)

)
≤ m+ (n−mN)P (µ̂i(mN) ≥ µ1(mN))

= m+ (n−mN)P (µ̂i(mN)− µi − (µ̂1(mN)− µ1) ≥ ∆i)

Látható, hogy µ̂i(mN)− µi − (µ̂1(mN)− µ1)
√
2/m szubgauss eloszlású, a szubgauss

tulajdonságai miatt A.1.2 alapján, hiszen ez csak 2m darab 1-szubgauss változó összege
m-mel leosztva. Így a A.1.4 állítás alapján:

P (µ̂i(mN)− µi − (µ̂1(mN)− µ1) ≥ ∆i) ≤ exp

(
−m∆2

i

4

)
.

Ezeket összerakva kapjuk a kívánt egyenlőtlenséget. □

Megjegyzés: Az állításból jól látszik a banditákra jellemző kettősség. A felderítés és
a kimerítés közötti jó egyensúlyra való törekvés. Nem szeretnél túl sokat kutatni, hogy
melyik akció mit kínál, de azt sem szeretnéd, hogy túl keveset keresgélj, hogy véletlen
rossz akciót találj jónak.

A felfedezés majd elköteleződés algoritmusnak rengeteg változata van. Lehet például
nem egyből kiválasztani a kimerítéshez az akciót, hanem egyesével eliminálni az akciókat.
Vagy lehet az aktuálisan maximális tapasztalati várható értékű akciót választani és nem
lefixálni nM forduló után.

További megjegyzés: N növelésével egyre rosszabbul teljesít az algoritmus és az
algoritmus eléggé függ az n időhorizonttól. Persze a duplázós trükköt mindig lehet alkal-
mazni.

25



Ezen ötleteket próbálja alkalmazni, és a problémákat megoldani a következő algorit-
mus.

2.2.2. Felső konfidencia határ (UCB) algoritmus

Az UCB rövidítés az angol „Upper Confidence Bound”-ból származik. Azonban az UCB
algoritmushoz először definiálnunk kell a felső konfidenciahatárt. (Xt)

n
t=1 legyen egy füg-

getlen 1-szubgauss sorozat µ várható értékkel, és µ̂ = 1
n

∑n
t=1Xt tapasztalati várhatóér-

tékkel. Ekkor δ ∈ (0, 1) esetén a következő egyenlőtlenség igaz:

P

(
µ ≥ µ̂+

√
2 ln(1/δ)

n

)
≤ δ. (2.1)

Ezt a A.1.5 alapján lehet látni. Így a valós várható értékre egy jó felső határ a t-edik
forduló után a következő:

UCBi(t, δ) =

∞, ha Ti(t) = 0

µ̂i(t) +
√

2 ln(1/δ)
Ti(t)

, különben

Ez alapján a következő algoritmust lehet kigondolni:

Felső konfidencia határ (UCB) algoritmus
Adott δ ∈ (0, 1) konfidencia valószínűség.

1: Próbáljuk ki minden akciót egyszer.
2: Ezután a t-edik körben:

At = argmaxi UCBi(t− 1, δ)

A felső határt le lehet cserélni más egyenlőtlenségek alapján másra, melyet rövidesen
meg is fogunk tenni. Azért működik jól az algoritmus, mert az UCBi függvény előnyben
részesíti azokat az akciókat, amelyeket még ritkábban láttunk és a magas tapasztalati
várható értékkel rendelkezőket. És elveti azokat az akciókat, melyekről már elég biztosan
azt gondoljuk, hogy nem optimálisak. Így jól egyesíti a felderítés és kimerítés kettősségét.

Nézzük milyen garanciát tudunk adni erre az algoritmusra:

2.2.3. Állítás. A felső konfidencia határ algoritmusra 1-szubgauss bandita esetén δ =

1/n2 választással a következő egyenlőtlenség teljesül:

Rn ≤ 3
N∑
i=1

∆i +
∑

i:∆i>0

16 ln(n)

∆i
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Bizonyítás. A sztochasztikus banditákra úgyis lehet gondolni, hogy a környezet az összes
akcióra előre kisorsolja az Xi,t ∼ Pi, i ∈ [N ], t ∈ [n] értékeket, ami az i-edik akció
jutalma lesz amikor azt t-edik alkalommal választjuk. Ezt a modellt használva legyen
µ̂i,t := (

∑t
j=1Xi,j)/t az i-edik akció tapasztalati várható értéke az akció t-edik kiválasztá-

sakor. Továbbra is tegyük fel, hogy µ1 = µ∗. Megint a dekompozíciós lemmát szeretnénk
használni, amihez a E[Ti(n)]-re kell majd egy jó felső becslést találnunk:

Rn =
N∑
a=1

∆iE[Ti(n)]

Definiáljuk a Gi halmazt a következő módon:

Gi :=

{
µ1 < min

t∈[n]
UCB1(t, δ)

}
∩

µ̂i,ui
+

√
2 ln(1/δ)

ui
< µ1


Ahol ui ∈ [n] egy később meghatározott állandó. A definícióból látszik, ha Gi igaz,

akkor Ti(n) ≤ ui. Ha belátnánk, hogy P(Gc
i) kicsi, akkor kész lennénk.

Gc
i :=

{
µ1 ≥ min

t∈[n]
UCB1(t, δ)

}
∪

µ̂i,ui
+

√
2 ln(1/δ)

ui
≥ µ1


Nézzük először az első tagot. Tudjuk az UCBi definícióját használva, hogy:{

µ1 ≥ min
t∈[n]

UCB1(t, δ)

}
⊆
⋃
t∈[n]

{
µ1 ≥ µ̂1,t +

√
2 ln(1/δ)

t

}

Így (2.1)-t használva:

P
(
µ1 ≥ min

t∈[n]
UCB1(t, δ)

)
≤

n∑
t=1

P

(
µ1 ≥ µ̂1,t +

√
2 ln(1/δ)

t

)
≤ nδ

A második taghoz tegyük fel, hogy ui olyan nagy egy c ∈ (0, 1) konstans esetén, hogy:

∆i −

√
2 ln(1/δ)

ui
≥ c∆i

Ekkor A.1.4 alapján:

P

µ̂i,ui
+

√
2 ln(1/δ)

ui
≥ µ1

 = P

µ̂i,ui
− µi ≥ ∆i −

√
2 ln(1/δ)

ui


≤ P(µ̂i,ui

− µi ≥ c∆i)

≤ exp

(
−uic

2∆2
i

2

)
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Tehát:
P(Gc

i) ≤ nδ + exp

(
−uic

2∆2
i

2

)
Ezeket összerakva:

E[Ti(n)] = E[I {Gi}Ti(n)] + E[I {Gc
i}Ti(n)]

≤ ui + P(Gc
i)n

≤ ui +

(
nδ + exp

(
−uic

2∆2
i

2

))
n

Már csak ui-t kell meghatározni. A természetes választás rá az a minimális érték, ahol
a rá meghatározott egyenlőtlenség teljesül (ha ui az így nagyobb lenne mint n akkor az
előző sor triviálisan teljesül):

ui =

⌈
2 ln(1/δ)

(1− c)2∆2
i

⌉
δ = 1/n2-et használva:

E[Ti(n)] ≤
⌈

2 ln(n2)

(1− c)2∆2
i

⌉
+ 1 + n1−2c2/(1−c)2

c = 1/2 esetén:

E[Ti(n)] ≤ 3 +
16 ln(n)

∆2
i

Most hogy megvan a felsőbecslésük E[Ti(n)]-re. helyettesítsünk be a megbánás dekom-
pozíciós lemmába:

Rn =
N∑
i=1

∆iE[Ti(n)] ≤ 3
N∑
i=1

∆i +
∑

i:∆i>0

16 ln(n)

∆i

.

□

Ez a becslés arra az esetre működik jól, amikor a ∆i szuboptimalitási rések nem ki-
csik. Az egyes akciók várhatóértékei kellően távol vannak egymástól. Azonban szerencsére
amikor kicsik a távolságok akkor is tudunk jó felsőbecslést mondani, amit a következő
állításban látunk.

2.2.4. Állítás. A felső konfidencia határ algoritmusra 1-szubgauss bandita esetén δ =

1/n2 választással a következő egyenlőtlenség is teljesül:

Rn ≤ 3
N∑
i=1

∆i + 8
√
nN ln(n)
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Bizonyítás. Az előbb beláttuk, hogy:

E[Ti(n)] ≤ 3 +
16 ln(n)

∆2
i

Válasszuk szét a megbánás dekompozíciós lemmát a ∆ > 0 szuboptimalitási rés segít-
ségével:

Rn =
N∑
i=1

∆iE[Ti(n)] =
∑
∆i<∆

∆iE[Ti(n)] +
∑
∆i≥∆

∆iE[Ti(n)]

≤ n∆+
∑

i:∆i≥∆

(
3∆i +

16 ln(n)

∆i

)
≤ n∆+

16N ln(n)

∆
+

N∑
i=1

3∆i.

Végül pedig ∆ =
√

16N ln(n)/n-et behelyettesítve kapjuk az állítást:

Rn ≤ 3
N∑
i=1

∆i + 8
√
nN ln(n)

□

Megjegyzés: Belátható, hogy semmilyen algoritmus sem tud elérni O(
√
nN)-nél jobb

eredményt az összes 1-szubgauss környezet esetén. A
∑N

i=1 ∆i tagot meg nyilvánvaló okok
miatt nem lehet elhagyni. Tehát az algoritmus viszonylag közel van az optimális határhoz.

Az algoritmus azonban továbbra is függ az n időhorizonttól. Így két dolgot szeretnénk
tehát még megválaszolni. Adni egy olyan algoritmust, amely nem függ az időhorizonttól
(nem a duplázós trükk segítségével), és adni egy olyan algoritmust, mely eléri az O(

√
nN)-

es határt.

2.2.3. Horizontfüggetlen UCB és a MOSS algoritmus

Az előbb felvetett két kérdésre fogunk adni egy algoritmust. Leírjuk, hogy milyen garan-
ciákat teljesítenek, azonban ezeket már nem fogjuk bebizonyítani, mert nem gondoljuk,
hogy sokat hozzáadna a dolgozat értékéhez.

Kezdjük azzal az algoritmussal, amely nem függ az n időhorizonttól. A duplázós trükk
mellett másik jól bevált módszert használva kaphatjuk meg ezt az algoritmust. A δ kon-
fidencia valószínűséget körönként akarjuk frissíteni az alapján, hogy hanyadik körben va-
gyunk. Így a következő algoritmushoz juthatunk:
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Horizontfüggetlen felső konfidencia határ (UCB) algoritmus
1: Próbáljuk ki minden akciót egyszer.
2: Ez után a t-edik körben:

At = argmaxi

(
µ̂i(t− 1) +

√
2 ln(f(t))

Ti(t− 1)

)

Ahol: f(t) = 1 + t ln2(t)

2.2.5. Állítás. A horizontfüggetlen felső konfidencia határ algoritmusra 1-szubgauss ban-
dita esetén a következő egyenlőtlenség teljesül:

Rn ≤
∑

i:∆i>0

inf
ε∈(0,∆i)

∆i

(
1 +

5

ε2
+

2(ln(f(n)) +
√
π ln(f(n)) + 1)

(∆i − ε)2

)
.

Továbbá:
lim sup
n→∞

Rn

ln(n)
≤
∑

i:∆i>0

2

∆i

Így ε = ∆i/2 választással, valamely C > 0 konstanra teljesül, hogy:

Rn ≤ C
∑

i:∆i>0

(
∆i +

ln(n)

∆i

)
Amiből megint ∆ > 0 szerint a megbánás dekompozíciós lemmát szétválasztva belátha-

tó, hogy:

Rn ≤ C
N∑
i=1

∆i + 2
√
CnN ln(n)

Megjegyzés: Tehát, ez az algoritmus valóban már nem függ n értéketől és hasonló
garanciát tudtunk adni, mint az eredeti UCB-ra. Sőt belátható, hogy a lim supn→∞

Rn

ln(n)
≤∑

i:∆i>0
2
∆i

egyenlőtlenség az nem nagyon javítható. Így látni fogjuk, hogy még empiriku-
san egy jobb algoritmust is kaptunk.

MOSS algoritmus
Az algoritmus megkapja az n időhorizontot.

1: Próbáljuk ki minden akciót egyszer.
2: Ez után a t-edik körben:

At = argmaxi

(
µ̂i(t− 1) +

√
4

Ti(t− 1)
ln+

(
n

NTi(t− 1)

))
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Az algoritmus a nevét az angol „minimax optimal strategy in the stochastic case”-ből
kapta.

2.2.6. Állítás. A MOSS algoritmusra 1-szubgauss bandita esetén a következő egyenlőt-
lenség teljesül:

Rn ≤ 39
√
Nn+

N∑
i=1

∆i.

Továbbá:
lim sup
n→∞

Rn

ln(n)
≤
∑

i:∆i>0

4

∆i

Megjegyzés: Látható hogy ezzel már el tudtuk érni az O(
√
Nn) garanciát. Azonban

ez csak aszimptotikusan van így. n = N3 esetén N (µi, 1) eloszlásokkal, µ1 = 0, µ2 =

−
√
N/n és µi = −1, i > 2 esetre belátható, hogy a MOSS algoritmus Ω(N2) megbánást

ér el, míg a sima UCB O(N log(N))-et. Továbbá a másik becslés ráadásul (bár közel van az
optimálishoz) rosszabb a Horizontfüggetlen UCB-tól egy 2-es faktorral. Továbbá a MOSS
algoritmus inkonzisztensebb is tud lenni.

∼ Átlag Szórás

UCB 17435.71 1126.61

Horizontfüggetlen UCB 12287.17 1070.02

MOSS 11591.49 13623.44

2.1. táblázat. Bandita algoritmusok teljesítménye N = 200 esetén

Az ábrán az előbb leírt példára N = 200 esetén látható a 3 algoritmusnak az átlagos
megbánása, és hogy ezt a megbánást milyen szórással érték el. Bár theoretikusan a MOSS
egy idő után valóban rosszabbul teljesít, a példán látható, hogy a már kifejezetten nagy
N = 200 esetén még mindig egy picit a Horizontfüggetlen UCB előtt van a megbánása.
Ez a nagy konstans faktoroknak köszönhető. Nagyjából ez után kezd elmaradni a másik
két algoritmusttól. De már itt látható, hogy mennyivel inkonzisztensebb tud lenni a másik
kettőhöz képest.
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A MOSS algoritmusnak az a hátránya, hogy ha egy akciót több mint n/N -szer hajtunk
végre, az akció felső konfidenciahatára szimplán µ̂(t−1) lesz. Így az előbbi, erre kihegyezett
példában az első két akció küzd egymással az algoritmus futása elején, melyek várható
értéke közel van egymáshoz az n/N lépésszám viszonylatában. És ha véletlenül a 2. akció
kerekedik felül ez idő alatt (és az 1. akció tapasztalati várható értéke eléggé kisebb a 2.

akció várható értékénél), akkor a maradék fordulókban, ahol a szuboptimalitási rés már
érezhető, elszállhat a MOSS megbánása.

2.2.4. Korábbi algoritmusok teljesítményének összehasonlítása

Vizsgáljuk meg a bemutatott algoritmusokat a standard N = 2 esetben, n = 1000 időhori-
zont mellett, különböző ∆ szuboptimalitási résekre. A szimulációk száma minden esetben
10000 volt.
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2.1. ábra. Sztochasztikus bandita algoritmusok összehasonlítása különböző ∆ szubopti-
malitási rés esetén

Látható a 2.1-es ábrán, hogy az ETC algoritmus teljesítménye nagyban függ a szub-
optimalitási réstől és m értékétől. Azonban, ha optimálisan van beállítva m, akkor akár
jobb teljesítményt is el tud érni, mint a különböző UCB algoritmusok. Ezenfelül azt is meg
lehet figyelni, a további algoritmusok teljesítményének a sorrendje UCB, Horizonfüggetlen
UCB, MOSS. Erre lehetett számítani a rájuk adott felsőbecsléselből, de jó megerősíteni
empirikusan is.
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2.2. ábra. Sztochasztikus bandita algoritmusok összehasonlítása különböző ∆ szubopti-
malitási rés esetén szórással együtt

A 2.2-es ábrán látható a 2.1-es ábra a szórások berajzolásával. Megfigyelhető, hogy
a szuboptimalitási rés növelésével a szórás is csökken, kifejezetten az ETC algoritmusra
m = 25 esetén látható ez drasztikusan.

0 200 400 600 800 1000
Id lépés (t)

0

5

10

15

20

25

30

35

40

Át
la

go
s k

um
ul

at
ív

 m
eg

bá
ná

s

ETC (m=25)
ETC (m=50)
ETC (m=75)
ETC (m=100)
UCB
Horizontfüggetlen UCB
MOSS

2.3. ábra. Kumulatív megbánás alakulása az időben ∆ = 0.4 esetén
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A végső 2.3 ábrán látható, hogy időben hogyan alakul a kumulatív megbánása az
egyes algoritmusoknak az idő függvényében ∆ = 0.4 esetén. Egyből látszanak az ETC
esetén a felderítés és a kimerítés fázisok, valamint az ezek közötti optimális egyensúly
megtalálásának kulcsfontossága. Továbbá a MOSS algoritmus agresszív kimerítési fázisa,
amikor a felső határ becslés a tapasztalati várhatóértékké változik.

2.2.5. Megjegyzés a sztochasztikus banditákhoz

A fejezet ezen része az 1-szubgauss sztochasztikus banditákra fókuszált. Ez azért volt
így, mert rengeteg eloszlás beleesik ebbe a halmazba. Azonban megjegyzendő, hogy egyes
eloszlások esetén sokkal erősebb állításokat is meg tudunk fogalmazni. Például ha a szto-
chasztikus bandita eloszlása Bernoulli lenne. És ezeket meg is éri tovább vizsgálni, hiszen
vannak olyan szituációk, ahol ezek kifejezetten relevánsak.

2.3. Ellenséges banditák

Ez a szekció a [6] könyv 11. fejezete és a [4] jegyzet 15. fejezete alapján készült.

A sztochasztikus banditák esetén azt tettük fel, hogy a jutalmat egy akcióhoz kö-
tött eloszlás határozza meg. Ez azonban a valóságban nem mindig tételezhető fel, hiszen
többnyire minden determinisztikus (attól függetlenül, hogy sok esetben kiváló modell).

Az ellenséges banditák egy lépést tesz a szakértői vélemények modell felé. És hasonlóan
mint ott, a jutalmakra egy fekete dobozként fogunk gondolni. A környezet hozzáfér majd
a stratégiánkhoz, és az alapján tudja változtatni a jutalmakat.

Ennek ellenére fogunk tudni mutatni jól működő stratégiát.
Az ellenséges bandita esetén megtartjuk az előző fejezetben bevezetett jelöléseket. Az

A akcióknak a számát N > 1-gyel fogjuk jelölni, n lesz a fordulók száma. Minden körben
megint egy At ∈ A akciót fogunk végrehajtani. Ennek meghatározásához azonban most
egy nem negatív pt = (p1,t, . . . pN,t) ∈ RN

+ vektort kell megadnunk, ahol p1,t+. . .+pN,t = 1.
Ez adja meg az eloszlását annak, hogy melyik akciót fogjuk választani, ahol P(At = i) =

pi,t. Az i-edik akciónak a jutalmát xi,t ∈ [0, 1] fogja jelölni a t-edik körben.
A szakértői vélemények modellhez hasonlóan súlyokat fogunk használni pt meghatáro-

zásához. A jelölések szintén ugyan úgy lesznek mint ott voltak: wi,t lesznek a súlyok, és
Wt =

∑N
i=1wi,t lesz egy körben a súlyösszeg.
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A folyamatra a következőféleképpen lehet gondolni a súlyokkal elmondva:

Ellenséges bandita környezet
- wi,0-t az elején inicializáljuk
- A környezet titkosan beállítja előre az egyes akciók nyereségét: xi,t.
- Következik n forduló, ahol a t-edik forduló így néz ki:

1: pi,t = wi,t−1/Wt−1.
2: Kisorsoljuk At értékét a pt által generált eloszlás alapján.
3: A környezet elárulja nekünk xAt,t értékét.
4: Frissítjük a wi,t súlyokat az előző körök alapján.

A feladatunk egy olyan π algoritmus készítése, amely megmondja hogyan frissítsük a
wi.t súlyokat minden kör végén, azaz At eloszlását.

A π algoritmus megbánása az xi,t sorozaton hasonlóan néz ki, mint a korábbi megbá-
nások:

Rn(π, x) = max
i∈[N ]

n∑
t=1

xi,t − E

[
n∑

i=1

xAt,t

]
Olyan algoritmust szeretnénk találni, ami minimalizálja a legrosszabb esetre a megbá-

nást, amit a következő módon jelölünk:

R∗
n(π) = sup

x∈[0,1]N×n

Rn(π, x)

Mivel nem tudjuk xi,t értékét i ̸= At esetén, ezért általában az ellenséges bandita
algoritmusok alapköve a következő becslés rá (fontosság-súlyozott becslés):

x̃i,t :=
I {At = i} xi,t

pi,t
=


xi,t

pi,t
, ha At = i

0, különben

Fontos tulajdonsága x̃i,t-nek, hogy E [x̃i,t] = xi,t, melyet a toronyszabályt használva,
és pi,t mérhetősége miatt látunk:

E [x̃i,t] = E [E [x̃i,t|A1, . . . At−1]] = E
[
xi,t
pi,t

E [I {At = i} |A1, . . . At−1]

]
= E [xi,t] = xi,t

A kumulatív jutalmat jelölje: Ŝt :=
∑t

j=1 xAj ,j, míg a kumulatív fontosság-súlyozott
becslést jelölje: S̃i,t :=

∑t
j=1 x̃i,j

Megjegyzés: Azért keressünk nem determinisztikus algoritmust az ellenséges bandita
problémára, mert determinisztikus algoritmusnak semmi esélye sincsen. Ezt a következő
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példával lehet látni: A determinisztikusság miatt lehet xAt,t = 0, és xi,t = 1, ha At ̸= i.
De akkor látható, hogy R∗

n(π) ≥ n(1− 1/N).
Továbbá léteznek változatai az ellenséges bandita környezetnek. Például a környezet

állíthatná minden kör előtt is a következő körre a jutalmakat. Most az előbb felvázolt
esetet fogjuk vizsgálni.

2.3.1. Exp3 algoritmus

Az algoritmus a nevét az angol „exponential weights for exploration and exploitation”-ból
kapta.

Lényegében ugyanazt csinálja, mint a szakértői vélemények témakörben korábban ta-
nult exponenciálisan súlyozott átlagok módszere. Ugyanúgy jelen lesz az η > 0 konstans.
Csak a súlyok beállításánál Li,t−1 helyett x̃i,t−1-et használ az algoritmus, és mivel nem
veszteség függvényt használunk, hanem nyereség függvényt, ezért a hatvány kitevőjében
nincs jelen a negálás. Amennyiben veszteségfüggvény lenne, az csak a kitevőben való negá-
lással változtatná meg az algoritmust, és ugyan azokat a garanciákat tudnánk rá belátni.
Tehát a súlyok a következőféleképpen fognak kinézni az Exp3 alapján:

wi,t =
t∏

j=1

eηx̃i,j = eηS̃i,t

2.3.1. Állítás. Az Exp3 algoritmus bánatára a következő egyenlőtlenség teljesül:

Rn(π, x) ≤
ln(N)

η
+ ηnN.

Tehát η =
√

ln(N)/(nN)-et használva:

Rn(π, x) ≤ 2
√
nN ln(n).

Bizonyítás. Tudjuk, hogy adott i esetén:

Wn

W0

=

∑N
k=1 e

ηS̃k,n

N
≥ eηS̃i,n

N

Továbbá, hogy:
Wt

Wt−1

=
N∑
i=1

wi,t

Wt−1

=
N∑
i=1

wi,t−1

Wt−1

eηx̃i,t
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Ismert, hogy ex ≤ 1 + x+ x2, ha x ≤ 1. Ezt használva:

Wt

Wt−1

≤
N∑
i=1

wi,t−1

Wt−1

(1 + ηx̃i,n + η2x̃2i,n) = 1 + η
N∑
i=1

pi,tx̃i,t + η2
N∑
i=1

pi,tx̃
2
i,t

Tudjuk, hogy:
∑N

i=1 pi,tx̃i,t = xAt,t. Továbbá az is ismert, hogy 1 + x ≤ ex, ha x ∈ R.
Ezért:

n∏
t=1

Wt

Wt−1

≤ exp

(
n∑

t=1

(
η xAt,t + η2

N∑
i=1

pi,t x̃
2
i,t

))
≤ exp

(
η Ŝn + η2

n∑
t=1

N∑
i=1

pi,t x̃
2
i,t

)

Használva xi,t ∈ [0, 1]-et:

n∑
t=1

pi,t x̃
2
i,t =

n∑
t=1

I{At = i}xi,t x̃i,t ≤
n∑

t=1

x̃i,t = S̃i,n

Ha ezeket kombináljuk minden i esetén:

eηS̃i,n

N
≤ exp

(
η Ŝn + η2

N∑
k=1

S̃k,n

)

ηS̃i,n − ln(N) ≤ ηŜn + η2
N∑
k=1

S̃k,n

Átrendezés után várhatóértéket véve, és a definícióból következő E
[
S̃i,n

]
= Si,n össze-

függést használva:

Si,n − E
[
Ŝn

]
≤ ln(N)

η
+ η

N∑
k=1

Sk,n ≤ ln(N)

η
+ ηnN.

□
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Összefoglalás

A dolgozat elején betekintést nyertünk az online tanulás témakörét elindító algoritmusok
elméletébe. A továbbiakban az online tanulás fő irányzatai közül kettőt vizsgáltunk meg.

Elsőként a szakértői vélemények modellt tárgyaltuk. Megnéztük az alapvető algoritmus
ötletét, a súlyozott átlagok módszerét a diszkrét esetre, ahol egy új „lusta” ötletet mutat-
tunk, melyre ugyanaz a garancia vonatkozik, mint az eredeti algoritmusra. Ezt egy kísérlet
során empirikusan alá is támasztottuk. Megnéztük azt az esetet is, amikor az előrejelzé-
sek tere konvex, ahol a módszer két fő változatát, a polinomiálisan és az exponenciálisan
súlyozott átlagok módszerét vizsgáltuk meg. Összegyűjtöttük azokat a megfigyeléseket és
érdekességeket amelyek részletes tárgyalására a dolgozat terjedelme nem adott lehetősé-
get.

Az online tanulás másik témája, amelyet tárgyaltunk, a bandita algoritmusok köre
volt. Megismerkedtünk az elnevezés eredetével és két fő fajtájával: a sztochasztikus és
az ellenséges banditákkal. A sztochasztikus esetben megnéztük az alapvető algoritmuso-
kat: a felfedezés majd elköteleződést (ETC), és a felső konfidencia határ (UCB) algoritmus
alapformáját. Ezenkívül megemlítettük a felső konfidencia határ algoritmus továbbfejlesz-
tett időhorizont-független alakját, és a MOSS algoritmust, amelyek bizonyos szempontok-
ból optimálisak. Ennek ellenére megvizsgáltunk egy példát, amikor a MOSS algoritmus
aszimptotikusan rosszul teljesít. Végezetül összehasonlítottuk az összes említett algorit-
must az N = 2-es standard esetben. Az ellenséges banditák esetén az Exp3 algoritmust
vizsgáltuk meg.

A dolgozathoz ezenfelül hozzátartozik egy függelék, ahol a σ-szubgauss eloszlások alap-
vető tulajdonságait ismertettük a [6]-ben nem részletezett bizonyításokkal kiegészítve.

A dolgozat a terjedelmi korlátok miatt csupán bevezetést nyújthatott a két tárgyalt
témakörbe. Azonban rengeteg érdekes irányba tovább lehet menni, számos ígéretes kuta-
tási irány áll nyitva mindkét esetben. Ez a terület jelenleg is rendkívül aktív kutatások
színtere, számos nyitott kérdéssel.
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Az ismertetett módszereket érdemes vizsgálni a strukturális és statisztikai feltevé-
sek gyengítése mellett. Például abban az esetben, ha a megfigyelések nem függetlenek és
azonos eloszlásúak, hanem valamilyen sztochasztikus folyamatból származnak. Ez fontos
például a megerősítéses tanulási módszerek vizsgálatánál, amelynek matematikai alapjait
a Markov-döntési folyamatok jelentik (amelyek irányított Markov-láncok), vagy a pénz-
ügyi modellezés területén. Egy további kutatási irány, hogy még jobban adatvezéreltté
tegyük ezeket a módszereket, azaz ne kelljen tudni olyan hiper-paramétereket, mint a
varianciaproxi.
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Függelék

A.1. Szubgauss eloszlás

Ez a szekció a [6] könyv 5. fejezetét követve készült.

A.1.1. Definíció (σ−szubgauss). Egy X valószínűségi változóra akkor mondjuk, hogy
σ-szubgauss, ha minden λ ∈ R esetén, E[exp(λX)] ≤ exp(λ2σ2/2).

Megjegyzés: Valamikor azon X valószínűségi változót melyekre X − µ teljesíti az
előző feltételt is σ-szubgauss tulajdonságúnak szoktuk hívni, ahol µ = E[X]. A függeléken
kívül ezt a konvenciót használjuk a dolgozat során a szimplicitás okán.

A.1.2. Állítás. A σ-szubgauss valószínűségi változoknak sok hasznos tulajdonsága van.
X,X1, X2 legyenek független σ, σ1, σ2-szubgauss eloszlásúak ebben a sorrendben. Ekkor:

a) E[X] = 0, D2[X] ≤ σ2

b) A cX szorzat c ∈ R esetén |c|σ-szubgauss eloszlású

c) Az X1 +X2 összeg
√
σ2
1 + σ2

2-szubgauss eloszlású

Bizonyítás.

a) A Jensen egyenlőtlenségből és a σ-szubgauss definíciójából:

exp(E[λX]) ≤ E[exp(λX)] ≤ exp(λ2σ2/2)

Tehát λ > 0 esetén, logaritmust véve és λ-val leosztva kapjuk, hogy:

E[X] ≤ λσ2/2

Ebből λ→ 0 limesz esetén látszik, hogy E[X] = 0.
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Továbbá az exponenciális Taylor sorfejtése miatt [7] alapján:

E[exp(λX)] = E
[
1 + λX +

λ2X2

2
+ o

(
λ2X2

2

)]
≤ exp(λ2σ2/2)

≤ 1 +
λ2σ2

2
+ o(λ2)

Amiből E[X] = 0-t használva, átrendezve és leosztva λ2/2-vel azt az egyenlőtlenséget
kapjuk, hogy:

D2[X] = E[X2] ≤ σ2 + o(λ2)/λ2

λ→ 0 esetén kapjuk az állítást.
b) λ′

= cλ helyettesítve a σ-szubgauss definíciójába kapjuk az állítást.
c)

E[exp(λ(X1 +X2))] = E[exp(λX1)] · E[exp(λX2)]

≤ exp(λ2σ2
1/2) · exp(λ2σ2

2/2) = exp(λ2(σ2
1 + σ2

2)/2)

□

Egy további fontos tulajdonsága a σ-szubgauss eloszlásoknak, hogy hasonlóan halnak
el a végtelenbe tartva, mint az azonos varianciájú 0 várhatóértékű normálisok. Ezt a
következő tétellel lehet látni:

A.1.3. Tétel. Legyen X σ-szubgauss eloszlású. Ekkor ε ≥ 0 esetén:

P(X ≥ ε) ≤ exp

(
− ε2

2σ2

)
Bizonyítás. Legyen λ > 0 egy konstans melyet később állítunk be. Ekkor:

P(X ≥ ε) = P(exp(λX) ≥ exp(λε)) (A.1)

≤ E[exp(λX)] exp(−λε) (A.2)

≤ exp

(
λ2σ2

2
− λε

)
(A.3)

= exp

(
− ε2

2σ2

)
(A.4)

Ahol (A.2)-nél a markov egyenlőtlenséget használtuk, az (A.3)-nál a σ-szubgauss de-
finícióját, és a végén (A.4)-nél λ = ε/σ2 behelyettesítést alkalmaztuk. □

Ezen állításoknak a következménye a következő állítás:
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A.1.4. Állítás. Legyenek t ∈ [n] esetén Xt − µ független σ-szubgauss eloszlások . Ekkor
ε ≥ 0 esetén:

P(µ̂ ≥ µ+ ε) ≤ exp

(
−nε

2

2σ2

)
és P(µ̂ ≤ µ− ε) ≤ exp

(
−nε

2

2σ2

)
Ahol µ = E[Xt] és µ̂ = 1

n

∑n
t=1Xt

Bizonyítás. Látható, hogy µ̂ − µ =
∑n

t=1(Xt − µ)/n eloszlása σ/
√
n-szubgauss A.1.2

alapján. Így alkalmazva A.1.3-at kapjuk az állítást. □

A.1.5. Következmény. Xt−µ, t ∈ [n] esetén legyenek független σ-szubgauss eloszlások.
Legyen δ ∈ (0, 1) konstans. Ekkor a következő egyenlőtlenségek teljesülnek:

P

(
µ̂ ≥ µ+

√
2σ2 ln(1/δ)

n

)
≤ δ és P

(
µ̂ ≤ µ−

√
2σ2 ln(1/δ)

n

)
≤ δ

Bizonyítás. Alkalmazzuk az előző A.1.4-es állítást ε =
√

2σ2 ln(1/δ)
n

esetén. □

Híres példák arra, hogy X σ-szubgauss eloszlású valószínűségi változó:

• Ha X ∼ N (0, σ2) normális akkor X σ-szubgauss eloszlású

• Ha E[X] = 0 és |X| ≤ M majdnem biztosan valamely M ∈ R+ esetén, akkor X
M -szubgauss eloszlású

• Ha E[X] = 0 és X ∈ [a, b] majdnem biztosan, akkor X (b−a)/2-szubgauss eloszlású
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Alulírott Máté Lőrinc nyilatkozom, hogy a szakdolgozatom elkészítése során az alább
felsorolt feladatok elvégzésére használtam a megadott MI alapú eszközöket.

Feladat Felhasznált eszköz Felhasználás helye

Irodalomkeresés Gemini 3.5 Bevezetés és Függelék

Kód optimalizálás Gemini 3.5 és Sonnet 4.6 Ábra / táblázatkészítéseknél

Eredmények ábrázolása Gemini 3.5 Ábra / táblázatkészítéseknél

Nyelvhelyesség Gemini 3.5 és Sonnet 4.6 Teljes dolgozat

A felsoroltakon túl más MI alapú eszközt nem használtam.
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