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1. Bevezetés

Kárszámok eloszlásának el®rejelzése a biztosításban több területen is fontos tevékenység.

Például Casco és KGFB esetén lehet®ség van egyrészt egyéni szerz®dések kárszámának

el®rejelzésére, másrészt járm¶csoportok vagy termékhez tartozó állomány kárszámának

el®rejelzésére. Az el®rejelzés eredménye alkalmazható árazásban, tartalékolásban, illetve

autó-asszisztencia szolgáltatás megszervezésében is. A megfelel® módszerek eltér®ek a

rendelkezésre álló adat mennyisége, a portfólió vagy termékhez tartozó állomány mérete

szerint is (Wüthrich és Buser 2025).

Biztosítási termékek esetében is egyre elterjedtebb a járm¶ asszisztencia (Europ Assis-

tance Magyarország n.d.), azonban nagy az erre specializálódott szolgáltatók piaca is. Az

Egyesült Királyságban 2024 októberét®l 2025 szeptemberéig különböz® járm¶vek együtt-

véve 337,8 milliárd mérföldet tettek meg. Ez 0,9 százalékkal több mint a megel®z® egy

éves id®szakban, mely ugyancsak nagyobb számú járm¶hibát és balesetet jelent. Bár

a járm¶ asszisztencia szektorra vonatkozóan bevételcsökkenést jeleztek el®re 2026-ra, az

iparág éves bevétele meghaladja az 1,8 milliárd Fontot (IBISWorld 2026). Akár bizto-

sítási termékhez kötött, akár különálló asszisztencia esetén a szolgáltató számára fontos

el®rejelezni az úti balesetek, lerobbanások számának várható eloszlását.

A gépjárm¶ asszisztencia-biztosítás többletszolgáltatásokat tartalmaz a hagyományos

Casco-hoz vagy KGFB-hez képest. Akkumulátor probléma, defekt, üzemanyaghiány,

egyéb m¶szaki probléma esetén szakember érkezik a járm¶höz. Ha az nem javítható

a helyszínen, szerel®höz szállítják, egyes csomagok még csereautót, akár szállást is tartal-

maznak a javítás idejére, ha nyaralás alatt történik a baleset. Az ügyfél még az autóba

véletlenül bezárt kulcs esetén is felhívhatja a biztosítót. Van szolgáltató, amelyik az éves

díj felét vissza�zeti, ha belföldön önhibából nem ér ki egy órán belül a helyszínre (Europ

Assistance Magyarország n.d.). Egy asszisztencia-biztosító számára ezek miatt a többlet-

szolgáltatások miatt a megszervezésénél különösen fontos lehet a káreloszlás jobb széle,

hogy a felmerül® problémák egy meghatározott magas arányát tudja minél költséghaté-

konyabban lefedni.

Kárszámok id®sorainak két megkülönböztet® tulajdonsága van. A kárszámfolyamat

nemnegatív, valamint egész értékeket vesz fel. Jellemz®en az sem igaz, hogy a kárszámok

eloszlása jól közelíthet® normális eloszlással. Emiatt a kárdarabszám el®rejelzéséhez új

módszerek kidolgozására volt szükség, melyek történeti áttekintése szerepel a második

fejezetben.
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Napi adatok elemzésekor gyakori a heti szezonalitás és hosszútávú trend. Id®soros mo-

dellek számára kompromisszum kényszert jelenthet, hogy a változásokra való érzékenység

bár jól követi a trendet, a különböz® ingadozások túlzott mértékben eltéríthetik a mo-

dellt. Egy kiugróan magas balesetszámú nap után a modell is túl magas várható értéket

becsül. Kevésbé érzékeny modell nem reagál ilyen mértékben a kiugró adatokra, viszont

nehezebben ingadozik az éves trendekhez.

A dolgozat célja korábban kidolgozott diszkrét eloszlások id®soros el®rejelzésére alkal-

mazott módszerek és ezek közötti hasonlóságok és különbségek explicitebb bemutatása,

emellett az általánosabb modellek Poisson és negatív binomiális esetekre történ® levezeté-

se és alkalmazása. Külön célja továbbá az egyes modellek kapcsán szezonalitás bevezetése

a modellek teljesítményének javítása érdekében.

A második és harmadik fejezetben bemutatom részletesebben a konjugált prior mód-

szerét, majd a Harvey és Fernandes (1989) és Ahn, Jeong és Wüthrich (2026) által leírt

modelleket, melyek ezt diszkrét eloszlásokra id®sorosan alkalmazzák, és részletesebben

kifejtem, miért tér el az Ahn-Jeong modellben a bayesi paraméter frissítés és a likeliho-

od függvény, mely az eredeti Ahn-Jeong munkában nem szerepelt ilyen explicit módon.

Az eredeti Harvey-Fernandes modelleket leíró cikk nem tartalmazta a béta-negatív bino-

miális modell állapottér változója varianciájának id®beli változásának levezetését, ebben

a dolgozatban ez szerepel. Továbbá megvizsgálom, milyen feltétel mellett érvényesül az

Ahn-Jeong modellre a gyenge stacionaritás. A negyedik fejezet végén javaslatot teszek az

Ahn-Jeong modell egy szezonális változatára.

Az ötödik fejezetben a Generalizált Autoregresszív Szkór modelleket mutatom be.

Creal, Koopman és Lucas (2013) megmutatták, hogy a GARCH modell a GAS egy speci-

ális esete, a dolgozatomban azt is megmutatom, hogy az ACP modell is egy speciális eset,

emellett levezetésre kerül a negatív binomiális eloszlásra történ® alkalmazás is. A fejezet

végén megmutatom, mikor alkalmazható a Poisson és a negatív binomiális modellre is a

Frank, Ghahramani és Thavaneswaran (2011) által korábban már bevezetett szezonális

GARCH modellel analóg felírás.

A hatodik fejezetben a valószín¶ség eloszlások el®rejelzése terén kidolgozott modelldi-

agnosztikai eszközöket mutatom be. Ezek között vannak, melyek a modellek összehason-

lítását szolgálják, és vannak, melyek azt próbálják megragadni, a meg�gyelések valóban

származhattak-e az el®re jelzett eloszlásokból.

A hetedik fejezetben az adatbázist összeállító Moosavi és tsai. (2019) munkájára tá-

maszkodva részletes bemutatom a modellek alkalmazásához választott adatbázist és az
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adatgy¶jtés módszertanát. Az adatokat ezen túl aggregálom, és összevetem az aggregált

mennyiségeket tartalmazó önkormányzati riporttal, annak vizsgálatára, mennyire teljes

kör¶ az adathalmaz.

A nyolcadik fejezetben leíró statisztikai elemzést végzek az adathalmaz egy kiválasztott

területi egységre sz¶rt részén, és kiértékelem a napi baleseti adatokra illesztett modelleket,

�gyelembe véve a hatodik fejezetben ismertetett megközelítéseket.
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2. Történeti áttekintés

A bemutatott modellek a következ® megközelítést alkalmazzák. Azt feltételezik, hogy a

kárszámok bizonyos eloszlás szerint alakulnak, azonban ez az eloszlás id®ben folyamatosan

változik a különböz® trendeknek és szezonális hatásoknak megfelel®en, például a forgalom

növekedése, járm¶vek biztonságosságának növekedése, heti ingadozások stb. A bemuta-

tott modellek a jöv®beli eloszlás paramétereire adnak becslést a múlt adatai alapján.

Cox és tsai. (1981) megkülönböztetik a meg�gyelésvezérelt (observation driven) és a

paraméter vezérelt (parameter driven) modelleket. Legyen �t egy eloszlás paramétere t

id®pontban. Emellett yt egy � t valószín¶ségi változó t-ben meg�gyelt értéke. Yt�1 az

yt�1 ; yt�2 ::: meg�gyelések halmaza. Ft pedig közvetlenül a t id®pont el®ttig rendelkezés-

re álló információ. Ez a korábbi meg�gyelések mellett tartalmazhat, egyéb magyarázó

változókat is. A meg�gyelésvezérelt modellek esetében:

� t = �(Y t�1 ; � t );

ahol � t egy véletlen innováció, mely lehet a meg�gyelések függvénye is. Egy paraméter

vezérelt modell esetén

� t = � + (� t�1 ; � +
t );

ahol � +
t tisztán egy zaj innováció. Tehát a paraméter értéke nem a meg�gyelt adatok

függvényében változik.

A dolgozatban szerepl® modellek meg�gyelésvezérelt modellek, ezen belül is két eltér®

irányba sorolhatók. Az egyik tekinthet® bayesi alapú megközelítésnek, mely modellekre

a továbbiakban a "konjugált modellek" kifejezés utal, a másik bizonyos értelemben ha-

gyományos, autoregresszív, illetve mozgóátlag típusú, mely modellekre a továbbiakban az

"autoregresszív modellek" kifejezés utal.

2.1. Konjugált modellek

A bayesi megközelítés a modellek felépítése során de�niál egy állapottér változót. Ez

mindegyik esetben egy eloszlás paramétere. Ekkor két feltételezéssel élnek. Az egyik ar-

ra vonatkozik, az id®sor meg�gyelései milyen eloszlást követnek az állapottér változóra

feltételesen. A másik feltételezés az állapottér változó eloszlására vonatkozik. Emellett
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de�niálnak egyenleteket, melyek a korábbi adatok és kezdeti paraméterek függvényében

prior el®rejelzik az állapottér változó jöv®beni eloszlását. Ezeket a képleteket úgy hatá-

rozzák meg, hogy a modell általuk kívánatosnak tekintett tulajdonságokkal rendelkezzen.

Mivel a feltételezett eloszlások minden modellben konjugált párok, közvetlen következ-

mény, hogy az állapottér változó prior el®re jelzett eloszlásából hogyan kapható meg az

új adatok ismeretében a poszterior eloszlása.

A dolgozat két szerz® munkáját mutatja be részletesebben ebb®l az irányzatból. Har-

vey és Fernandes (1989) olyan meg�gyelésvezérelt modellt alkottak, melynek két fontos

tulajdonsága van. Az egyik, hogy a meg�gyelések várható értéke, tehát a �t állapottér

változó, id®ben nem állandó. Ennek módszere, hogy a korábbi meg�gyelések egyre kisebb

súllyal szerepelnek a várható érték becslésében, mely súlyokat egy ! hiperparaméter ha-

tároz meg. A másik tulajdonság, hogy a becsült �t jYt�1 feltételes eloszlás várható értéke

megegyezik �t�1 jYt�1 várható értékével, a szórása viszont növekszik (Harvey és Fernandes

1989).

Három eloszlásra alkottak modellt, melyek megfelel®k lehetnek diszkrét eloszlások el®-

rejelzésére. A paraméterre vett feltételes eloszlás lehet binomiális, Poisson és negatív

binomiális. Emellett leírták magyarázó változók implementálásának módszerét is.

Ahn, Jeong és Wüthrich (2026) nem tartották kívánatosnak a modell azon tulajdon-

ságát, hogy a paraméter szórása növekszik, olyan okok miatt sem, melyekre Harvey és

Fernandes (1989) is rámutattak. Többek között nagy frekvenciájú adatok esetén már ér-

zékelhet®vé válhat, hogy a paraméter szórása a végtelenhez tart. Az ! paraméter helyett

pt és qt paramétereket, illetve exogén folyamatokat vezették be, melyek lehetnek id®ben

állandóak, illetve változóak. Ezekre vonatkozó korlátokkal a modellez® eldöntheti, hogy

az el®re jelezni kívánt paraméter szórása növekedjen, csökkenjen vagy állandó maradjon.

Ilyen módon a Poisson eloszlást terjesztették ki.

2.2. Autoregresszív modellek

Az autoregresszív eloszlás el®rejelz® modellek szintén de�niálnak egy állapottér változót,

amely az eloszlás egy vagy több paramétere. Itt azonban csak a kimeneti változó állapottér

változóra vett feltételes eloszlásáról élnek feltételezéssel. A paraméterek eloszlását nem

határozzák meg explicit módon. Azt egy autoregresszív vagy mozgóátlag folyamatként

írják le, ahol az állapottér változó új értéke lineáris függvénye a korábbi értékeinek és a

folyamat innovációinak. A modell illesztésének része ezek együtthatóinak becslése.
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A folyamat innovációi meg�gyelésvezérelt modell esetében a kimeneti változók függ-

vénye. Ennek következtében ebben a keretrendszerben is a feltételes eloszlás paraméterei

valószín¶ségi változók, azonban abból a szempontból rugalmasabb, hogy nem elvárás a

konjugáltság. Az egyik klasszikus megoldás Bollerslev (1986) Általánosított Autoreg-

resszív Feltételes Heteroszkedaszticitás (GARCH) modellje. Frank, Ghahramani és Tha-

vaneswaran (2011) a szezonális GARCH egy felírását javasolták, mely átalakítható x2

ARMA folyamatává, ezzel összeegyeztetve az ARMA folyamatok korábbi eredményeivel.

Diszkrét eloszlások el®rejelzéséhez alkalmazható Heinen (2003) Autoregresszív Felté-

teles Poisson (ACP) modellje. A kimeneti változó paraméterre vett feltételes eloszlása

Poisson, az ACP pedig a Poisson paraméter id®soros dinamikáját írja fel. A paraméter t

id®pontbeli értéke a korábbi értékeinek és a korábbi meg�gyelések lineáris függvénye. A

szerz® ezt a modellt kidolgozta dupla Poisson (double Poisson) eloszlásra is, mely jobban

illeszkedik az olyan adatokra, ahol a szórásnégyzet jelent®sen nagyobb a várható értéknél.

Creal, Koopman és Lucas (2013) számos korábbi modellt egy keretrendszerbe foglal-

tak az Általánosított Autoregresszív Szkór (GAS) kidolgozásával. A korábbi modellekhez

hasonlóan a feltételes eloszlás egy vagy több paraméterének dinamikáját írja le, azonban a

modell innovációja nem tetsz®leges függvénye kimeneti változó meg�gyelt értékének, ha-

nem a prediktált eloszlás szerinti szkórjának a Fisher információ valamilyen hatványával

skálázott értéke. Ennek el®nye, hogy ha az el®re jelzett paraméterek szerint a meg�gye-

lés egy nagyon kiugró érték, az a paraméterek jelent®sebb módosítását eredményezi a

likelihood függvény szerinti megfelel® irányba.

A szerz®k azt is megmutatták többek között, hogy a GARCH model a GAS egy

speciális esete, ahol a skálázó elem a Fisher információ függvénye. Az is megmutatható,

hogy az ACP szintén speciális eset, ugyancsak inverz Fisher információ skálázással. A GAS

keretrendszer lehet®séget ad továbbá magyarázó változók implementálására, valamint a

paraméterek transzformációjára. Például Poisson esetben, ahol elvárás, hogy a paraméter

pozitív legyen, modellezhet® a paraméter logaritmusa is (Creal, Koopman és Lucas 2013).
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3. Kevert eloszlás és konjugált prior

3.1. Két analóg megközelítés

Harvey és Fernandes (1989) els® modellje feltételezi, hogy a kimeneti �t változónak egy �t
paraméterre vett feltételes eloszlása Poisson eloszlás. Jelölje a továbbiakban P(�t = y t )

eloszlást f (yt ). A modellez®t azonban valójában az érdekli, hogy mi �t -nek Yt�1 korábbi

meg�gyelésekre vett feltételes eloszlása, hiszen a �t paramétert nem lehet közvetlenül

meg�gyelni. Korábbi eredmény, hogy ha �t eloszlása egy � paraméter¶ Poisson eloszlás,

és � paraméter nem determinisztikus, hanem egy Gamma eloszlású valószín¶ségi változó,

akkor � (nem feltételes) eloszlása Negatív binomiális eloszlás.

A kevert eloszlásnak van egy gyakorlatiasabb értelmezése is. Egy adott városban

minden sof®r kárszáma Poisson eloszlású, azonban minden vezet® paramétere eltér®, ezért

adott esetben a paraméter is egy valószín¶ségi változó.

Harvey és Fernandes (1989) a konjugált prior fogalmát alkalmazzák. Ez a fogalom

a bayesi statisztikából származik, mely jelen esetben analóg a kevert eloszlással. Az

id®ben változó � paramétert szeretnék megbecsülni, mely az aktuális várható értéke a

kárszámnak. Ennek legegyszer¶bb módja, hogy a korábbi kárszámok átlagát tekintik a

Poisson paraméter maximum likelihood becslésének, a kárszám pedig egy ekörül ingadozó

valószín¶ségi változó.

Azonban nem biztos, hogy a Poisson eloszlás paramétere a korábbi meg�gyelések át-

laga, hiszen ugyanazok a meg�gyelések származhatnak végtelen különböz® paraméter¶

Poisson eloszlásból, azonban ezek likelihoodja eltér®. A modellez® szemszögéb®l tehát a

paraméter is egy valószín¶ségi változó. Egy megközelítés az eltér® Poisson eloszlásokhoz

tartozó valószín¶ségek súlyozott átlagolása, ahol a súlyokat az egyes paraméterbecslések-

hez tartozó likelihoodok határozzák meg. A modellez® szemszögéb®l ezáltal az új meg�-

gyelések eloszlása egy olyan Poisson eloszlás, melynek paramétere nem determinisztikus,

ami egy úgynevezett kevert eloszlást eredményez.

Kezdetben eltekintünk a változók id®soros indexelését®l. Y jelölje a korábban meg�-

gyelt adathalmazt, � a vizsgált paramétert, � az el®re jelezni kívánt jöv®beli valószín¶ségi

változót. A keresett f (yjY ) prediktív eloszlás a teljes valószín¶ség tételével így felírható
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az alábbi módon:

f (yjY ) =
Z 1

0
f (yj�)f (�jY )d�

Ez az integrál el®feltételezések nélkül nagyon nehezen számolható ki, mert a legtöbb eset-

ben nem egy ismert prediktív eloszlást ad. Továbbá mivel az egyenletben � szerinti integ-

rál szerepel, szükséges valamilyen feltételezéssel élni az eloszlását illet®en. A Bayes tétel

segítségével a paraméter adatokra vett feltételes eloszlása felírható a következ®képpen:

f (�jY ) =
f(Y j�) f (�)

f (Y )

Ha az f(�) konjugált priort Gamma eloszlásnak feltételezzük, akkor f (�jY ) poszteriornak

is Gamma eloszlást kapunk, és az is ismert, hogy az adatok fényében hogyan kell módo-

sítani a Gamma eloszlás el®zetesen feltételezett paramétereit. Ezekkel az eloszlásokkal a

fenti integrál már könnyebben számolható. Az integrálba Poisson és Gamma eloszláso-

kat behelyettesítve negatív binomiális prediktív eloszlást kapunk. Röviden összefoglalva

� Poisson likelihood függvényéhez Gamma prior és poszterior eloszlás tartozik, valamint

negatív binomiális prediktív eloszlás.

3.2. Id®soros Poisson modell

A dolgozatban �t jelöli a kimeneti valószín¶ségi változót t id®pontban, az ett®l való

eltérés külön ki van emelve. Ahogy fentebb is szerepelt Harvey és Fernandes (1989) els®

modellje a következ® feltételezésekre épül. Legyen �t -nek � t -re vett feltételes eloszlása

Poisson, ekkor:

f (y t j� t ) =
� yt

t e�� t

yt !
;

ahol � t a t-beli Poisson eloszlás paramétere, ezáltal várható értéke és szórásnégyzete.

A modell keretrendszerében �t paraméter is valószín¶ségi változó, eloszlása Gamma

eloszlás. f (� t�1 jYt�1 ) jelöli � t�1 már (t � 1)-ben elérhet® információra vett feltételes

eloszlását. Tegyük fel, hogy (t � 1)-ben ismert a f (� t�1 jYt�1 ) Gamma eloszláshoz tartozó

at�1 és bt�1 paraméter. Az eloszlás:

f (�; a; b) =
exp(�b�)� a�1

�(a)b �a
;

ahol a; b > 0 és � = � t�1 , a = a t�1 , b = bt�1 . Ezek a paraméterek Yt�1 -b®l becsülhet®k,
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t = 0 id®pontban pedig valamilyen feltételezésre épülnek (Harvey és Fernandes 1989).

A következ® lépés a paraméterek prior el®rejelzésének megkonstruálása. (a; b) paramé-

ter¶ Gamma eloszlás várható értékeab, szórásnégyzeteab2 . Mivel cél azon tulajdonságának

meg®rzése, hogy �t feltételes várható értéke megegyezik �t�1 feltételes várható értékével,

szórása azonban növekszik, feltételezzük, hogy �t jYt�1 (atjt�1 ; btjt�1 ) paraméter¶ Gamma

eloszlás, ahol:

atjt�1 = !a t�1

btjt�1 = !b t�1 ; 0 < ! < 1

Ez valósítja meg a modell id®soros jellegét. A korábbi a és b paramétereknek egy !

paraméterrel történ® módosítása prediktálja � jöv®beli eloszlását. Ezáltal a várható érték

valóban változatlan és a szórásnégyzet növekszik.

E[� t jYt�1 ] =
!a t�1

!b t�1
=

at�1

bt�1
= E[� t�1 jYt�1 ]

D2(� t jYt�1 ) =
!a t�1

! 2b2
t�1

=
1
!

at�1

bt�1
=

1
!

D2(� t�1 jYt�1 )

Miután a t-beli y t meg�gyelések elérhet®vé válnak, a paraméterek új adatok szerinti mó-

dosítása megadja f (�t jYt ) poszterior eloszlás paramétereit, ezeket a formulákat már a

Gamma prior-poszterior kapcsolat egyértelm¶en megadja.

at = a tjt�1 + y t

bt = btjt�1 + 1

Megjegyzend®, hogy �t feltételes várható értékét az at=bt hányados adja, ami az ! para-

méter nélkül egyszer¶en a meg�gyelések átlaga. A rekurzió t = � -ból indul, ahol � az els®

olyan id®pont, ahol nem 0 káresemény van (Harvey és Fernandes 1989).

Az ! paraméter ML becsléséhez szükség van az együttes eloszlásra. Az ��+1 :::� T

meg�gyelések feltételes együttes eloszlása a következ®:

f (y �+1 ; :::; yT ; !) = � T
t=�+1 f (y t jYt�1 )

Ahogy korábban is szerepelt Poisson eloszlás Gamma eloszlású paraméterrel negatív bi-

nomiális eloszlást eredményez ezért:

f (y t jYt�1 ) =
�(a + y t )
yt !�(a)

ba(1 + b) �(a+y t )
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ahol a = !a t�1 és b = !bt�1 Az ! paraméter loglikelihood függvénye:

l(!) =
TX

t=�+1

[log�(!a t�1 + y t ) � log(y t !)

� log�(!a t�1 ) + !a t�1 log(!b t�1 )

� (!a t�1 + y t )log(1 + !b t�1 )]

Ennek maximalizálásával megkapjuk ! ML becslést, ezt visszahelyettesítve az iteráció

megadja adott id®pontban az eloszlás paramétereit, valamint egy egyszer¶ módszert ad a

várható érték becslésére, mely a paraméterek új adatok szerinti frissítéséb®l következik.

E[� t+1 jYt ] =
at

bt
=

P t�1
j=0 ! j yt�j
P t�1

j=0 ! j

A várható érték a korábbi adatpontok súlyozott átlaga, ahol a súly az ! paraméter annál

magasabb hatványa, minél régebbi id®szak adata. Mivel ! < 1, a korábbi meg�gyelések

exponenciálisan csökken® súllyal szerepelnek az átlagban (Harvey és Fernandes 1989).

Emiatt a modell különösen olyan esetben alkalmas, amikor az adatok eloszlása valamilyen

trend szerint változik. Például egyre biztonságosabbá válik a közlekedés és a járm¶vek.

3.3. Kiterjesztés Negatív binomiális eloszlásra

Ha az a feltételezés, hogy az egyes adatpontok eloszlása olyan Negatív binomiális, mely-

nek � paramétere Béta eloszlású valószín¶ségi változó, akkor a kevert eloszlás béta-negatív

binomiális. Ha � t j� t � NB(�; �) akkor:

f (y t j� t ) =
�

� + y t � 1
yt

�
� �

t (1 � � t )yt ; yt = 0; 1; 2; :::

Ekkor a feltételes várható érték és szórásnégyzet képlete:

E[� t j� t ] =
�(1 � �)

�

D2(� t j� t ) =
�(1 � �)

� 2
= E[� t j� t ] +

E2[� t j� t ]
�

A � paraméter Beta(a; b) eloszlású valószín¶ségi változó.

f (�jY ) =
1

B(a; b)
xa�1 (1 � x) b�1
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Ebben a modellben is szempont, hogy a atjt�1 ; btjt�1 el®rejelz® paraméterek tartsák meg

�-nak az at�1 és bt�1 szerinti várható értéket. Ehhez azonban arra van szükség, hogy1��
�

várható értéke ne változzon. Megmutatható, hogy:

E
�

1 � �
�

�
=

b
a � 1

Ezért úgy konstruálták a modellt, hogy az el®rejelz® paraméterek a következ®képpen

módosulnak:

atjt�1 = !a t�1 + (1 � !)

btjt�1 = !b t�1

Ugyanis ezek kielégítik, hogy:

btjt�1

atjt�1 � 1
=

bt�1

at�1 � 1

(Harvey és Fernandes 1989).

Érdemes megvizsgálni D2
�

1�� t
� t

�
viselkedését, id®ben ez hogyan változik. Ha � elosz-

lása Béta(a; b), akkor �
1�� eloszlása inverz Béta(a; b). Az inverz Béta eloszlás tulajdonsága,

hogy a valószín¶ségi változó reciprogának eloszlása pedig inverz Béta(b; a). Emiatt1��
�

szórásnégyzete:

D2

�
1 � �

�

�
=

b(b + a � 1)
(a � 2)(a � 1) 2

; a > 2:

Legyen � tjt�1 � Béta(a tjt�1 ; btjt�1 ). Ekkor:

D2

�
1 � � tjt�1

� tjt�1

�
=

!b t�1 (!b t�1 + !a t�1 � !)
(!a t�1 � ! � 1)(!a t�1 � !) 2

=
bt�1 (bt�1 + a t�1 � 1)

(!a t�1 � ! � 1)!(a t�1 � 1) 2
:

A második egyenl®ségnél egyszer¶sítettünk !-val. A számláló ekkor ugyanaz, mint D2
�

1�� t�1

� t�1

�

számlálója. A nevez®r®l kell megmutatni, hogy

(!a t�1 � ! � 1)!(a t�1 � 1) 2 < (a t�1 � 2)(a t�1 � 1) 2:

Átalakítva:

(!(a t�1 � 1) � 1)! < (a t�1 � 2):
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A bal oldal ! szerinti deriváltja pozitív, ha ! > 0 és a > 2, amik teljesülnek, ezért ennek

függvényében szigorúan monoton n®. ! = 1 esetén van egyenl®ség, ezért az állapottér

változó prediktált szórásnégyzete magasabb, ha ! < 1, ugyanis ekkor a számláló kisebb.

Emiatt fontos következmény, hogy nem �t szórásnégyzete növekszik, hanem a1�� t
� t

kifeje-

zésé.

A konjugáltságból itt is egyértelm¶en következik, hogy negatív binomiális likelihood

és béta prior esetén a poszterior paramétereket a következ® formulák adják meg a prior

paraméterekb®l:

at = a tjt�1 + �

bt = btjt�1 + y t

Szintén a konjugáltságból következik, hogy �t prediktív eloszlása béta-negatív binomiális.

Ennek eloszlásába behelyettesíthet®k a modell által prior feltételezett prediktív paramé-

terek.

f (y t jYt�1 ) =
1

� + y t
�

B(� + a tjt�1 ; yt + btjt�1 )
B(�; y t + 1) B(a tjt�1 ; btjt�1 )

(Harvey és Fernandes 1989).

3.4. Magyarázó változók

Az adott id®szakban bekövetkez® károk, balesetek számának el®rejelzésekor nem csak

a múltbéli adatok bírnak magyarázóer®vel, hanem az adott id®szakra jellemz® egyéb vál-

tozók is, például, hogy az adott nap hétköznap vagy hétvége.

Nem dinamikus modellek esetében elterjedt a GLM módszer, melynek a lineáris reg-

resszió egy speciális esete, azonban a lineáris regresszió feltétele, hogy a becslési hibák

normális eloszlást követnek, ami például kárdarabszámok el®rejelzése esetén nem teljesül.

A módszer akkor is alkalmazható, amikor a kimenet exponenciális eloszláscsaládba tar-

tozó eloszlást követ. A modell szerint a várható érték E� = �, ahol � transzformálja a

magyarázó változók függvénye.

g(�(x)) = � 0 + � 1x1 + � 2x2 + ::: + � pxp

Ahol g szigorúan monoton növ®, di�erenciálható kapocsfüggvény. Ha a kimenet elosz-

lása Poisson, akkor a kapocsfüggvény g(u) = ln u. Vagyis � predikciója exp(x�), ami
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garantálja, hogy a becslés pozitív legyen (Nelder és Wedderburn 1972).

Ennek fényében módosítja Harvey és Fernandes (1989) az id®soros modellt. �t�1

eloszlása �(at�1 ; bt�1 ), � t jYt�1 eloszlása pedig �(!at�1 ; !b t�1 ). A magyarázó változó olyan

módon szerepel, hogy (�t j� t ) eloszlása pedig Poisson(�+t ), ahol:

� +
t = � t exp(xt �)

Tehát (� t j� t ) várható értéke a � paraméter egy magyarázó változóktól függ® taggal meg-

szorzott értéke. �+t paraméter is egy valószín¶ségi változó, Yt�1 -re vett feltételes eloszlása

�(a +
tjt�1 ; b+

tjt�1 ), ahol:

a+
tjt�1 = !a t�1

b+
tjt�1 = !b t�1 exp(�x t �)

Ekkor azonban ! mellett a magyarázó változók � együtthatóit is meg kell becsülni,

ezáltal a loglikelihood függvény is módosul. !bt�1 helyett !b t�1 exp(�x t �) szerepel, és

mindkét paraméter szerint maximalizálni kell (Harvey és Fernandes 1989).

Az új meg�gyelések módosítják a károk várható számáról alkotott elképzelést. Egy

olyan nap, ahol nagyon kevés kár történt, csökkenti a várt értéket. Azonban, visszatérve

ahhoz a példához, hogy hétvégén jellemz®en kevesebb a baleset az alacsonyabb forgalom

miatt, nem mindegy, hogy az alacsony érték hétvégi mérés vagy hétköznapi. Hiszen ha

hétköznapi, akkor nagyobb mértékben csökken a várt érték, mint egy hétvégi mérés esetén,

ahol amúgy is lehetett számítani arra, hogy kevesebb a baleset. Emiatt a paraméterek

adatokkal történ® módosítása az alábbi (Harvey és Fernandes 1989):

at = !a t�1 + y t

bt = !b t�1 + exp(x t �)

Ekkor ! paraméter nélkül a várható érték nem egyszer¶en a meg�gyelések átlaga lenne,

ugyanis a nevez®t jobban növeli egy olyan nap meg�gyelése, amely napon magas a várt

balesetszám.
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4. Paraméterrel szabályozott szórásnégyzet

4.1. Szórásnégyzet viselkedése a HF modellben

A konjugált prior módszer során a megbecsülni kívánt paraméter eloszlására tett el®ze-

tes feltételezések súlya az adatmennyiség növekedésével nullához tart, a paraméter szórás-

négyzete is nullához tart, ugyanis minél nagyobb a mintaelemszám, annál jobban csökken

a paramétert illet® bizonytalanság. Ezért például a Gamma-Poisson modellben a predik-

tív eloszlás negatív binomiális, a becsült szórásnégyzet eleinte jelent®sen meghaladhatja

a becsült várható értéket. A növekv® adatmennyiséggel a prediktív eloszlás egyre jobban

közelít a Poisson eloszláshoz.

Harvey és Fernandes (1989) modellje ebben a tekintetben eltér®en m¶ködik. Az ! pa-

raméter miatt a modell nem csak alacsonyabb súllyal veszi �gyelembe a korábbi adatokat,

hanem a paraméter szórásnégyzete nem tart nullához, ezáltal a prediktív eloszlás nagy

adatmennyiség mellett is meg®rzi a negatív binomiális eloszlás azon tulajdonságát, hogy

a szórásnégyzet jelent®sen meghaladja a várható értéket. Azt feltételezi, hogy az eloszlás

paramétere id®ben változik, ezért nem t¶nik el a paramétert illet® bizonytalanság. Bi-

zonyos esetekben ez egy hátrányos tulajdonság, például magas gyakoriságú, percenkénti,

másodpercenkénti adatoknál, ugyanis ekkor érzékelhet®vé válik, hogy a szórás végtelenhez

tart.

4.2. Ahn, Jeong-féle modell

Ahn, Jeong és Wüthrich (2026) modellje erre a problémára szolgáltat megoldást új

változók bevezetésével. A modellez® az optimalizálás során megadhatja úgy ezen változók

korlátait, hogy a becsült paraméter szórása az új meg�gyelések beérkezésével növekedjen,

csökkenjen vagy állandó maradjon.

A modell bemutatása során a cikkben használt jelölések helyett a korábbi jelölésekkel

konzisztens jelöléseket alkalmazom. Legyen exogén folyamat �t ; pt ; qt , ahol t � 1. Ezek

a folyamatok konstansok is lehetnek, a továbbiakban egyszer¶sítésként elhagyom pt és qt
alsó indexét, id®ben változatlanként kezelem. Legyen:

� t � 0; p 2 (0; 1); q > 0; pq < 1

18



A kimeneti változókat � t jelöli, t id®pontig meg�gyelt adatokat pedig Yt = fy 1; :::; ytg. � t

állapottér változó. � t állapottér változóra vett feltételes eloszlása Poisson:

� t j� t � Pois(� t � t ); t � 1

A kimeneti változó feltételes várható értéke �t � t . A modell felépítésében E[�t ] = 1,

ezáltal a korábbiakhoz hasonlóan a Poisson eloszlás várható értéke �t . � t valószín¶ségi

változó, t = 1 id®pontban eloszlása:

� 1 � Gamma(a 1j0; b1j0);

ahol azt feltételezzük, a1j0 és b1j0 úgy adottak, hogy E[� 1] = 1. Korábbi meg�gyelések

ismeretében, t � 1 � feltételes eloszlása, valamint prediktív eloszlása a következ® (Ahn,

Jeong és Wüthrich 2026):

� t�1 jYt�1 � Gamma(a t�1 ; bt�1 )

� t jYt�1 � Gamma(a tjt�1 ; btjt�1 )

4.3. HF-modellel szembeni különbségek

Az els® pont, ahol megmutatkozik a HF-modellel vett különbség, ahogyan p; q; �t para-

méterek adják � t prediktív paramétereit.

atjt�1 = pqat�1 + (1 � p)b tjt�1

btjt�1 = qbt�1

A formulák megválasztásának következménye, hogy � paraméter várható érték szempont-

jából stacionárius, ugyanis

E[� t jYt�1 ] = pE[� t�1 jYt�1 ] + (1 � p);

tehát t id®pontban � várható értéke a t � 1-beli várható érték 1-gyel vett lineáris kombi-

nációja és korábban az is szerepelt, hogy E(�) = 1 (Ahn, Jeong és Wüthrich 2026).

A poszterior paramétereket a Harvey-Fernandes modellt®l némiképp eltér® egyenletek
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adják (Ahn, Jeong és Wüthrich 2026):

at = a tjt�1 + y t

bt = btjt�1 + � t

Ez abból a különbségb®l adódik, hogy a feltételes Poisson eloszlás paramétere nem �,

vagyis az állapottér változó �, hanem ��, tehát az állapottér változó és egy exogén

folyamat szorzata. Ezért �j� eloszlása a következ®:

f (yj�) =
(��) ye���

y!

� Gamma(a,b) eloszlású, ezért eloszlása:

f (�) =
ba

�(a)
� a�1 e�b�

A Bayes tétel szerint:

f (�jy) =
f (yj�)f (�)

f (y)

Behelyettesítve és a konstansokat c(y; a; b)-vel jelölve:

f (�jy) = (��) ye��� � a�1 e�b� � c(y; a; b)

A kitev®k csoportosítása után:

f (�jy) = � a+y�1 e�(b+�)� � c(y; a; b)

Ez egy Gamma eloszlás, ahol aposzterior = a + y és bposzterior = b + �. Ez a levezetés

csak annyiban módosítja a Ho� (2009) tankönyvében szerepl®t, hogy a Poisson eloszlás

paramétere ��.

Ugyanezen okból a likelihood függvényben is más paraméterek szerepelnek. Itt is az

alábbi egyenlet a kiindulási pont, ahol �jY eloszlása f(y):

f (y) =
Z 1

0
f (yj�)f (�)d�

Behelyettesítés után:

f (y) =
Z 1

0

(��) ye���

y!
ba

�(a)
� a�1 e�b� d�
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A hatványok csoportosítása és a konstansok kiemelése után itt is:

f (y) =
� yba

y!�(a)

Z 1

0
� a+y�1 e�(b+�)� d�

Ha a Gamma eloszlást nullától végtelenig integráljuk(Ho� 2009):

1 =
Z 1

0

ba

�(a)
� a�1 e�b� d�; a; b > 0;

Ezt átrendezve:
Z 1

0
� a�1 e�b� d� =

�(a)
ba

; a; b > 0;

Alkalmazzuk az a := a + y és b := b + � behelyettesítést:

f (y) =
� yba

y! �(a)
�

�(a + y)
(b + �) a+y

Az átrendezés az
�
a; b

b+�

�
paraméter¶ negatív binomiális eloszlást eredményez, ezzel meg-

kapva a prediktív paramétereket. A likelihood függvény pedig:

f (y) =
�(a + y)
�(a) y!

�
b

b + �

� a �
�

b + �

� y

:

Ez a levezetés azonos módon a Ho� (2009) könyvében szerepl® levezetésnek a módosí-

tása. A likelihood függvénybe a = atjt�1 és b = btjt�1 paramétereket beírva a függvény

maximalizálásával megkapható p; q és � paraméterek ML becslése.

4.4. Szórásnégyzet elemzése

A szerz®k célja az volt, hogy p; q paraméterek megadásával meghatározható legyen a

szórásnégyzet viselkedése. Ennek elemzésére a következ® lemma ad lehet®séget (Ahn,

Jeong és Wüthrich 2026).

1. Lemma. Tekintsük a 4.2 és 4.3-ban meghatározott modellt, ekkor a következ®k telje-

sülnek:
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Ekkor

i) E[a t ] = bt ; E[� t ] = 1; és E[� t ] = � t :

ii) D 2(� t+1 j Yt ) =
1
bt

:

iii) E[D 2(� t+1 jYt )] =
1

qtbt

iv) D2�
E[� t+1 j Yt ]

�
= p 2

t D2(E[� t j Yt ]):

Ahn, Jeong és Wüthrich (2026) cikkének mellékletében a lemma teljes bizonyítása

szerepel, azonban mivel a lemma épít a modell felépítéséb®l ered® tulajdonságokra, annak

bizonyításából kiemelésre kerülnek részletek. iii) abból következik, hogy:

E[D2(� t+1 jYt )] =
1

bt+1jt
E[E[� t+1 jYt ]] =

1
qtbt

:

Itt az els® egyenl®ség abból következik, hogy Gamma(a; b) eloszlású X valószín¶ségi válto-

zó szórásnégyzeteab2 = E[X]
b . A második egyenl®séget a toronyszabály eredménye, ugyanis

E[E[� t+1 jYt ]] = E[� t+1 ] = 1. Az iv) pont bizonyításának kiindulási pontja, hogy:

E[� t+1 jYt ] =
at+1jt

bt+1jt
= p t

at

bt
+ (1 � p t )

Ebb®l visszahelyettesítésekkel megkapható, hogy:

D2(E[� t+1 jYt ]) = p 2
t D2

�
at

bt

�
= p 2

t D2(E[� t jYt ])

A variancia felbontás alkalmazható a lemma iii; iv pontjaira, melynek képlete:

D2(X) = E[D 2(X j Y )] + D 2(E[X j Y ])

Ez megadja � t+1 és � t szórásnégyzetét, melyek ezután a különböz® paraméterek függvé-

nyében összehasonlíthatóvá válnak, megmutatva az id®beni változást.

D2(� t+1 ) = E
�
D2(� t+1 j Yt )

�
+ D 2�

E[� t+1 j Yt ]
�

=
1

qtbt
+ p 2

t D2�
E[� t j Yt ]

�

D2(� t ) = E
�
D2(� t j Yt )

�
+ D 2�

E[� t j Yt ]
�

=
1
bt

+ D 2�
E[� t j Yt ]

�
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A p; q paraméterek szerint lehet csoportosítani a modelleket, aszerint, hogy � szó-

rásnégyzete növekszik, csökken, illetve állandó. Látható, hogy p = 1 és q 2 (0; 1) a

Harvey-Fernandes modellt eredményezi, ekkor � szórásnégyzete növekszik.

Csökken® szórásnégyzetet a q = 1 és p 2 (0; 1) paraméterválasztás eredményez. Ekkor

a paraméterek frissítése a következ®:

at = pa t�1 + (1 � p)b t�1 + y t

bt = bt�1 + � t

A szórásnégyzet ezáltal csökken, ugyanis:

D2(� t+1 ) � D 2(� t ) = (p 2 � 1)D 2(E[� t jYt ])

= (p 2 � 1)D 2

�
at

bt

�
< 0:

Ezen felül, ha �t folyamat konstans vagy alulról és felülr®l korlátos, akkor �t szórásnégy-

zete 0-hoz tart, yt szórásnégyzete pedig �-hoz.

A harmadik eset, hogy � t szórásnégyzete konstans. Legyen 1 = E[�t ] és 1
b1j0

=

D2(� 1) = D 2(� t ), minden t � 1-re. Ekkor D 2(� t ) konstans, akkor és csak akkor, ha pt és

qt kielégíti a következ® egyenletet minden t � 1-re:

1
qtbt

+ p 2
t

�
1

b1j0
�

1
bt

�
=

1
b1j0

:

Ha pt = p id®ben változatlan, akkor ez a megkötés az alábbira módosul:

qt =
b1j0

p2b1j0 + (1 � p 2)bt
;

ami rekurzívan számolható,

bt = qt�1 bt�1 + � t ;

b1 = b1j0 + � 1

(Ahn, Jeong és Wüthrich 2026)

A modelleket három csoportra lehet osztani aszerint is, hogy milyen mértékben hatá-

rozza meg � t értékét az exogén várható érték. Ha p = 0, akkor �t teljes mértékben az

exogén � folyamattól függ, E[� t jYt�1 ] = � t . Ha p = 1, akkor � t várható értéke teljes mér-

tékben � várható értékét®l függ, E[� t jYt�1 ] = � t�1 E[� t�1 jYt�1 ]. Ha azonban p 2 (0; 1),

23



akkor yt várható értéke � feltételes várható értékének és az exogén � folyamatnak egy

lineáris kombinációja, E[�t jYt�1 ] = p� t�1 E[� t�1 jYt�1 ]+ (1 �p)� t (Ahn, Jeong és Wüthrich

2026).

Érdemes továbbá megvizsgálni, hogy �t -re teljesül-e a gyenge stacionaritás tulajdonsá-

ga. Korábban is szerepelt, hogy a folyamat átlag szempontjából stacionárius és E[�t ] = 1.

A következ® lépés annak vizsgálata, hogy Cov(�t+h ; � t ) kizárólag h-tól függ-e, vagyis a

háttérváltozó két id®pontban vett értékének kovarianciája csak az id®beli távolságtól függ-

e.

� többlépéses várható értékét a változó prediktív paramétereinek képlete alapján lehet

felírni.

E[� t+h j� t ] = ph � t + (1 � p h)

A kovariancia de�níciójából kiindulva:

Cov(� t+h ; � t ) = E[� t+h � t ] � E[� t+h ]E[� t ]: (1)

A poszterior paraméterek képlete úgy van meghatározva, hogy E[�t ] = 1 minden t � 1-

re. Emiatt a második tag értéke 1. Az els® tag kiszámításához alkalmazható a teljes

valószín¶ség tétele:

E[Y ] = E [E[Y jX]]

Tehát:

E[� t+h � t ] = E [� tE[� t+h j� t ]]

Ebbe behelyettesíthet® a többlépéses feltételes várható érték képlete:

E[� t+h � t ] = E[� t (ph � t + (1 � p h))]

= p hE[� 2
t ] + (1 � p h)E[� t ]

= p hE[� 2
t ] + (1 � p h)

Az els® és második tagot is a kovariancia képletébe visszahelyettesítve:

Cov(� t+h ; � t ) = p hE[� 2
t ] + (1 � p h) � 1

= p h
�
E[� 2

t ] � 1
�
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A szórásnégyzet de�níciója szerint D2(X) = E[X 2] � E 2[X], ezért a kovariancia:

Cov(� t+h ; � t ) = p hD2(� t ):

Miután a kovariancia � szórásnégyzetének dinamikájától függ, �t folyamat akkor stacio-

nárius, ha szórásnégyzete állandó.

4.5. Szezonális Ahn-Jeong modell

A modellben szerepel a várható érték dinamikáját meghatározó �t folyamat. Modellezés

során ez több módon is megszabható. Az egyik lehet®ség � megtartása konstans pa-

raméternek. Ekkor a modellez® két tulajdonságát használja ki a modellnek, azt, hogy

megszabható az állapottér változó szórásának dinamikája, valamint a mindenkori átlag-

hoz való visszahúzást, mely a kiugró értékek torzító hatását mérsékeli. Egy id®ben változó

� t folyamat azonban lehet®séget ad trendek és szezonális ingadozások megragadására.

A dolgozatban az adatok elemzése során a szezonalitás az alábbi módon szerepel az

Ahn-Jeong modell szezonális variációjában. yagg egy területileg aggregált balesetszám

folyamat. Egy körúton vizsgált közlekedés esetében ez lehet például a megyében vagy

akár államban jegyzett összes baleset napi száma. Az exogén folyamat legyen:

~� s
t =

JX

j=1

yagg
t�sj ! j

P J
j=1 ! j

� �

, ahol � az optimalizációból kapott konstans paraméter, J a (t � 1)=s lefele kerekített ér-

téke, ! � 1, s pedig a ciklusok hosszát jelz® paraméter. Tehát az exogén folyamat minden

id®pontban az elmúlt id®szakban ciklusonként az arra a napra es® aggregált balesetszámok

! paraméterrel exponenciálisan súlyozott átlaga, skálázva �-val.
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5. Autoregresszív modellek

5.1. Az Ahn-Jeong modell speciális tulajdonságai

Az Ahn-Jeong cikkben az 1989-es Harvey és Fernandes tanulmányban szerepl® model-

lek közül csak a Gamma-Poisson modell általánosítása szerepel. Cél annak a vizsgálata,

hogy milyen további, részben az Ahn-Jeong modellre analóg módszerek vannak a negatív

binomiális-béta modell kapcsán. Teljesen szimmetrikus módosítások nem feltétlen lehet-

ségesek, ugyanis az Ahn-Jeong cikk több tulajdonságát kihasználja a Gamma-Poisson

konjugált eloszláspárnak.

Az egyik nehézség a háttérváltozó skálázásából fakad. Ahn-Jeong esetében �t -nek

� t -re vett feltételes eloszlása Poisson(�t � t ). Ezzel a módosítással megvalósítható, hogy

a megfelel® poszterior paraméterfrissítés miatt E[�t ] = 1. Ez alkalmat ad arra, hogy

a prediktált E[� t jYt�1 ] feltételes várható érték E[� t�1 jYt�1 ] és 1 lineáris kombinációja

legyen. Mindkét oldalt � t -vel beszorozva �t jYt�1 várható értéke a állapottér változóból

számolt varható érték és egy exogén �t folyamat lineáris kombinációja legyen.

A béta-negatív binomiális konjugált prior módszer esetén úgy kapható meg a poszterior

paraméterek képlete, hogy a Bayes-tételbe a prior eloszlást és a likelihoodot behelyette-

sítve:

f (�jy) / � � (1 � �) y � � a�1 (1 � �) b�1 :

A kitev®ket összevonva:

f (�jy) / � a+��1 (1 � �) b+y�1 ;

Tehát a poszterior eloszlás Beta(a + �; b + y).

A béta-negatív binomiális konjugált pár esetében �-t ismertnek tekintjük, � paramé-

ter becslése a cél. Ebben a modellben két változót is célszer¶ lehet állapottér változónak

tekinteni. Az egyik egyszer¶en a � paraméter, a másik pedig a Harvey-Fernandes modell-

ben is alkalmazott 1��
� . Ha � eloszlása (a; b) paraméter¶ béta, akkor1��

� eloszlása (b; a)

paraméter¶ inverz béta. El®bbi várható értékea
a+b , utóbbi várható értéke b

a�1 . Mindkett®

esetében probléma, hogy a várható értékek nem lineáris függvényei a-nak. Emiatt bár

választhatóak olyan prior paraméterek, hogy az állapottér változó (t = 1)-ben vett vár-

ható értéke 1 legyen, nem lehet a paramétert úgy átskálázni, hogy az állapottér változó

26



várható értéke a kés®bbi id®pontokban is 1 maradjon.

A szórásnégyzet elemzését az Ahn-Jeong modellben a lemma alapozza meg. A bizo-

nyítás részleteib®l látszik, hogy ez több ponton épít a Gamma eloszlás tulajdonságaira

valamint a modell azon viselkedésére, hogy az állapottér változó várható értéke 1. A

szórásnégyzet elemzése lehet®séget ad arra, hogy p és q paraméterek megfelel® megvá-

lasztásával az állapottér változó szórásnégyzete állandó maradjon, mely feltétele a gyenge

stacionaritás teljesülésének. Továbbá el®nye az Ahn-Jeong modellnek, hogy ha �t el-

tér 1-t®l, akkor p függvényében a modell 1-hez, vagyis a várható értékéhez húzza, nem

egy mesterségesen feltételezett értékhez. Ez pedig a prediktív poszterior eloszlás várható

értékét az exogén, trendnek tekinthet® folyamathoz közelíti.

5.2. Generalizált Autoregresszív Szkór

Tetsz®leges eloszlás id®soros el®rejelzésének módszere a Generalizált Autoregresszív

Szkór keretrendszer (Creal, Koopman és Lucas 2013). Számos modell, például a GARCH

ennek speciális esete. A modell alap felépítése a következ®. �t N � 1 méret¶ vektor jelöli

a meg�gyelhet® kimeneti változót, ft pedig az állapottér változó vektort. Ez lehet pél-

dául � t eloszlásának egy vagy több paramétere. Van emellett egy statikus paramétereket

jelöl® vektor, �. Yt = fy 1; :::; ytg a t id®pontig tapasztalt meg�gyelések halmaza, Ft a

ff 0; f 1:::f tg halmaz. xt jelöli az exogén változók vektorát, a korábbiakhoz hasonlóan to-

vábbá Xt = fx 0; x1:::xtg. t-ben rendelkezésre álló információt jelöli Ft = fY t�1 ; Ft�1 ; X tg.

A modell feltételezi, hogy �t -t az alábbi eloszlás generálja:

� t � f (y t jf t ; F t ; �):

A modell központi része az autoregresszív frissít® mechanizmusa ft állapottér változó-

nak:

f t+1 = ! +
pX

i=1

A i st�i+1 +
qX

j=1

B j f t�j+1 ;

ahol ! konstansok vektora, Ai és Bj együttható mátrixok i = 1; :::; p-hez és j = 1; :::; q-

hoz tartozó megfelel® dimenziókkal. st a múltbéli adatok függvénye, tekinthet® a folyamat

innovációjának. Az együtthatók � függvényei, tehát ! = !(�), A i = A i (�) és B j = B j (�)

27



st a becsült eloszlásnak és a meg�gyelésnek a függvénye:

st = S tOt ; Ot =
@lnf(yt jf t ; F t ; �)

@ft
; St = S(t; f t ; F t ; �);

ahol S(�) egy mátrix függvény. A p és q rend¶ Generalizált Autoregresszív Szkór modell

jelölése GAS(p; q). A szkór megadja azt az irányt, amelyben a paramétert módosítva

javul a modell szkórja. Emiatt bár az innováció véletlenszer¶, a valós modellparaméter

esetén a szkór várható értéke 0. A volatilitás csökkentése érdekében sok esetben érdemes

azonban skálázni. Erre két módszert is javasoltak Creal, Koopman és Lucas (2013).

A skálázás mértéke függhet a szkór szórásnégyzetét®l, legyen az els® skálázó mátrix:

St = I �1
tjt�1 ; I tjt�1 = E t�1 [OtOT ];

ahol Et�1 a f(y t jf t ; F t ; �) szerint vett várható érték. Ezáltal a skálázó mátrix a Fisher

információ mátrix inverze. Minél nagyobb a meg�gyelések állapottér változóra vett fel-

tételes eloszlásának a szórásnégyzete, annál kisebb a Fisher információ, annál kevésbé

skálázza le az innovációt. További skálázó mátrix az:

St = J tjt�1 ; J T
tjt�1 J tjt�1 = I �1

tjt�1 ;

tehát a Fisher információ mátrix inverzének négyzetgyöke. Ennek több el®nyös statisztikai

tulajdonsága van a GAS modell szempontjából. Ez annak a következménye, hogy ekkor

az innováció szórásnégyzete egységnyi Creal, Koopman és Lucas (2013).

St = J tjt�1 , J T
tjt�1 J tjt�1 = I �1

tjt�1 skálázás választása esetén st egy martingál di�erencia

egységnyi szórásnégyzettel. A GAS(1; 1) felírható MA(1) formában:

f t = (I � B 1)�1 ! + A 1

1X

i=0

B i
1st�i :

Ebb®l következik, hogy ft akkor gyengén stacionárius, ha B1 gyökei az egységkörön belül

vannak (Creal, Koopman és Lucas 2013).

Eloszlások paraméterének modellezésekor gyakori megkötés a nemnegativitás. Legyen

� 2 a modellezni kívánt paraméter, melynél elvárás a nemnegativitás. Ekkor kézenfekv®

választás az~f t = log(� 2
t ) paraméterezés. Általános értelemben az eltér® paraméterezést

jelölje ~f t = h(f t ), ahol h(�) egy folytonos invertálható leképezés. További jelölés, hogy_ht =
@h(ft )
@fTt

. Mivel a Fisher információ jól viselked® eloszlások esetén egyaránt megegyezik a a

szkórok küls® szorzatának várható értékével, valamint az eloszlás logaritmusának második
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deriváltjával, a következ® egyenletet kapjuk (Creal, Koopman és Lucas 2013):

~J tjt�1
~J T
tjt�1 =

�
Et�1 [( _h�1

t )T OtOT
t ]_h�1

t

� �1
= _htJ T

tjt�1 J tjt�1
_hT

t ;

ahol a~� azt jelenti, hogy az eloszlás az~f t szerint van deriválva, nem ft szerint. Emellett

érvényes a következ® összefüggés:

~Ot =
@lnf(yt jf t ; F t ; �)

@~f t

= ( _hT
t )�1 Ot :

Ebb®l következik, hogy egydimenziós esetben a folyamat innovációja változatlan marad,

ugyanis:

~st = ~J tjt�1 ~Ot = ~st = ~J tjt�1 ( _hT
t )�1 J tjt�1 st :

Itt s t = J tjt�1 Ot és egyváltozós esetben~J tjt�1 ( _hT
t )�1 J tjt�1 = 1. Többváltozós esetben pe-

dig az új paraméterezéssel az innováció az ortogonális lineáris transzformációja az eredeti

innovációnak:

�
~J tjt�1 ( _hT

t )�1 J tjt�1

� �
~J tjt�1 ( _hT

t )�1 J tjt�1

� T
= ~J tjt�1 ( _hT

t )�1 I tjt�1 ( _ht )�1 ~J T
tjt�1 = I:

5.3. Alkalmazás Poisson eloszlással

Heinen (2003) javasolta az ACP (Autoregressive Conditional Poisson) modellt. Tovább-

ra is jelölje Ft a (t) id®pontig rendelkezésre álló információt. Ekkor a kimenet feltételes

eloszlása:

yt jF t � Poisson(� t );

ahol a paraméter �t autoregresszív folyamat. A javasolt modell formulája:

E[� t jF t�1 ] = � t = ! +
pX

j=1

� j yt�j +
qX

j=1

� j � t�j ;

ahol (� j ; � j ; !) pozitív állandó paraméterek.

Megmutatható, hogy ez a modell a GAS egy speciális esete. A szkór Poisson eloszlás

esetében:

ln f (y t j� t ) = y t ln � t � � t :
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A szkór � t szerinti deriváltja:

@ ln f(yt j� t )
@�t

=
yt

� t
� 1:

Poisson eloszlás esetében a Fisher információ inverze I�1 = � t , amivel felírható a GAS

folyamat innovációja, S = I �1 esetén:

st = I �1 Ot = y t � � t :

Ezzel ezzel az innovációval átalakítható a GAS folyamat az ACP modellé:

� t =
qX

j=1

~� j � t�j +
pX

j=1

� j st�j

=
qX

j=1

~� j � t�j +
pX

j=1

� j (yt�j � � t�j )

=
qX

j=1

( ~� j � � j )� t�j +
pX

j=1

� j yt�j :

A felírásban � j = ~� j � � j behelyettesítéssel pontosan az ACP modellt kapjuk.

Heinen (2003) három fontos tulajdonságát mutatja meg az ACP modellnek. Az els®

az ACP(p; q) nem feltételes várható értéke:

E[� t ] = � =
!

1 �
P max(p;q)

j=0 (� j + � j )
;

valamint a folyamat stacionárius a
P max(p;q)

j=0 (� j + � j ) < 1 feltétel mellett. A második

állítás az ACP(1; 1) modell feltétel nélküli szórásnégyzetére vonatkozik:

D2(� t ) = � 2 =
�(1 � (� 1 + � 1)2 + � 2

1)
1 � (� 1 + � 1)2

� �:

Ez analóg azzal a feltételezéssel, mely a konjugált modellekre volt jellemz®, hogy a Poisson

eloszlás paramétere is egy valószín¶ségi változó. Emiatt paraméterre vett feltételes elosz-

lás várható értéke és szórásnégyzete megegyezik, azonban a meg�gyelések nem feltételes

eloszlása esetén a szórásnégyzet meghaladja a várható értéket. A harmadik tulajdonság

az ACP(1; 1) modell autokorreláció függvénye:

Corr(� t ; � t�s ) = (� 1 + � 1)s�1 � 1(1 � � 1(� 1 + � 1))
1 � (� 1 + � 1)2 + � 2

1
:
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5.4. Alkalmazás negatív binomiális eloszlással

Kárszámok id®soros el®rejelzése során könnyebben interpretálható a paraméterezése a

negatív binomiális eloszlásnak, melyben � jelöli az eloszlás várható értékét. Ekkor � =�
�+�

és (1 � �) = �
�+� . Ekkor felírható � eloszlása:

f (yj�) =
�(� + y)
y!�(�)

�
�

� + �

� � �
�

� + �

� y

:

Itt is fontos megkötés, hogy a paraméterek nemnegatívak. Abban az esetben, ha

csak a � paramétert tekintjük állapottér változónak, a modell az egydimenziós esetre

egyszer¶södik, a modell innovációját nem befolyásolja, hogy az állapottér változó~f t =

log(� t ). A modell alkalmazásához szükség van a negatív binomiális eloszláshoz tartozó

Fisher információra, valamint a � paraméterhez tartozó szkórra. Utóbbi számítása:

ln f (y t j� t ; F t ; �) = ln �(� + y t ) �
ytX

k=1

ln k � ln �(�)

+ �(ln � � ln(� + � t )) + y t (ln � t � ln(� + � t ))

A � t szerinti derivált pedig:

@ ln f(yt j� t ; F t ; �)
@�t

= �
�

� + � t
+

yt

� t
�

yt

� + � t

=
yt

� t
�

yt + �
� + � t

=
�(y t � � t )
� t (� + � t )

:

A fenti képlet alapján ~Ot is megkapható, erre azonban nincs feltétlenül szükség egydimen-

ziós esetben:

@ ln f(yt j� t ; F t ; �)

@~f t

= ( _h) �1 �(y t � � t )
� t (� + � t )

=
�

1
� t

� �1 �(y t � � t )
� t (� + � t )

=
�(y t � � t )

� + � t

A fentiekb®l kiszámítható az I(� t ) Fisher információ:

E

" �
�(� t � � t )
� t (� + � t )

� 2
#

=
� 2

� 2
t (� + � t )2

E[(� t � � t )2] =
� 2

� 2
t (� + � t )2

D2(� t )

=
� 2

� 2
t (� + � t )2

�
� t +

� 2
t

�

�
=

�
� t (� + � t )
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Ezek ismeretében a GAS folyamat innovációja:

st =

r
� t (� + � t )

�
�(y t � � t )
� t (� + � t )

=

s
�(y t � � t )2

� t (� + � t )
=

yt � � t

D(� t )

5.5. Trend és szezonalitás

Autoregresszív modellekben a trend és szezonalitás implementációjának egyik elmélete

az additív id®sor-dekompozíciós modell:

yt = m t + S t + z t ;

ahol mt a trend komponens, egy szabályosan változó függvény, St szezonális komponens,

szabályos amplitúdójú és azonos periodicitású, az ingadozásokat tartalmazza. Ha d a

periódus hossza, akkor St = S t+d . zt pedig véletlen zaj, E[zt ] = 0, a nem nulla várható

érték beolvasztható a trend tagba (Varga 2026).

B a visszaléptetés operátor, ezáltal a Lag-d di�erencia operátor (1�Bd). Szemléltetve

(1 � B d)yt = y t � y t�d . Vehet®k a Lag-d di�erenciaoperátor hatványai is: (1 � Bd)myt =

(1 � B d)m�1 (yt � y t�d )

(1 � B d)myt = (1 � B d)m�1 (yt � y t�d ) = (1 � B d)m�2 (yt � 2y t�d + y t�2d );

ahol m egész szám. yt ARIMA(p; d; q) folyamatot követ, ha (1 � B) dyt ARMA(p; q)

folyamat (Varga 2026).

A valóságban azonban jellemz®en nem állandó nagyságú a szezonális hatás és nem

is feltétlen determinisztikus. Emiatt egy lehetséges b®vítés a SARIMA (szezonális ARI-

MA) modell. A SARIMA(p; d; q) � (P; D; Q) m , m periódusú folyamat felírható az alábbi

formában:

~P(B) ~R(B m )yt = Q(B)M(B m )zt ;
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ahol:

~P (x) = 1 � � 1x � ::: � � pxp

~R(x) = 1 � � 1x � ::: � � P xP

Q(x) = 1 � � 1x � ::: � � qxq

M(x) = 1 � � 1x � ::: � � QxQ

Fontos megállapítás, hogy ha~P(x) és ~R(x) gyökei az egységkörön belül vannak, akkor a

folyamatnak létezik stacionárius megoldása, ha pedig Q(x) és M(x) gyökei az egységkörön

kívül vannak, akkor a folyamatnak létezik inverze (Varga 2026).

5.6. Szezonális GAS

A változó szezonális ingadozás egyik kezelési lehet®sége, mely szerint a SARIMA modell-

hez hasonlító alakban írjuk fel a GAS modellt. Azonban míg az ARMA modell ebben az

alakban írható fel:

~P (B)y t = ~Q(B)z t ;

ahol zt a folyamat innovációja. Ez azonban GAS esetében némiképp eltér®:

~P(B)� t =
pX

j=1

st�j :

Az innováció az eggyel korábbi id®pontban �gyelhet® meg, mint az el®re jelzett �t para-

méter, a modell �t egyenletében nem használja a t index¶ szkórt, tehát az yt meg�gyelést.

GARCH modell esetében Frank, Ghahramani és Thavaneswaran (2011) már bevezettek

szezonális modellfelépítést. Legyen xt = � tzt folyamat, ahol z független azonos eloszlású

zaj, továbbá E[zt ] = 0 és D(zt ) = 1. � t id®soros képlete pedig:

� 2
t = � 0 +

pX

i=1

� i x2
t�i +

qX

j=1

� j � 2
t�j :

Ezután a szezonális GARCH-ot, m hosszúságú ciklusokkal a következ® módon írták fel:

~P (B) ~R(B m )� 2
t = ! +

h
~P(B) ~R(B m ) � Q(B)M(B m )

i
x2

t :

Ennek el®nye, hogy a B operátorok nulladik hatványai kiejtik egymást, ezért az xt nem sze-

repel � t képletében, azonban például (m = 7) hosszúságú ciklusban valóban xt�7 szerepel

33



a képletben. GARCH model esetében igaz az, hogy st = x 2
t � � 2

t , ahol st a szokásos jelölés-

sel a GAS modellben szerepl® skálázott szkór, ahol a skálázó operátor a Fisher információ

inverze. Ezt behelyettesítve felírható az alábbi szezonális forma (Frank, Ghahramani és

Thavaneswaran 2011):

Q(B)M(B m )x2
t = ! + ~P(B) ~R(B m )st ;

mely egyenlet az x2 ARMA formájú felírása. A GARCH modell tulajdonsága, hogy

st + f t = x 2
t , ahol f t = � 2

t , tehát a GAS innováció és az állapottér változó összege a

kimeneti változó egy olyan függvénye, amelyben nem szerepel a paraméter. Ez fontos az

ARMA alak felírásához.

A fenti gondolatmenettel analóg módon, a szezonális GAS egyenlete:

~P (B) ~R(B m )f t = ! +
h

~P(B) ~R(B m ) � Q(B)M(B m )
i

(st + f t ):

Mely ugyancsak tovább alakítható:

Q(B)M(B m )(s t + f t ) = ! + ~P(B) ~R(B m )st ; valamint

Q(B)M(B m )f t = ! +
h

~P(B) ~R(B m ) � Q(B)M(B m )
i

st :

A GARCH-ra jellemz® ARMA felírás azonban nem általánosítható maradéktalanul. Pél-

dául negatív binomiális GAS modellben, ahol a skálázó elem a Fisher információ inverzé-

nek gyöke, st + f t nem csupán a kimenet függvénye. Azonban ha a skálázó elem a Fisher

információ inverze, akkor st = y t � f t , emiatt felírható a kívánt ARMA alak. Poisson

modellnél ugyanez az állítás igaz.
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6. Modelldiagnosztika

6.1. Eloszlás predikcióra jellemz® kihívások

Diebold, Gunther és Tay (1998) de�niál egy döntési környezetet. Legyen fgt (yt jYt )g fel-

tételes eloszlások sorozata, melyek �t valószín¶ségi változók sorozatát generálják, Yt =

fy 1; :::ytg szokásos módon a t id®pontnál korábbi meg�gyelések halmaza. ft (yt jYt ) az

ezzel párhuzamosan el®re jelzett eloszlások. Az el®rejelzések felhasználójának van egy

L(a; y) veszteségfüggvénye, ahol a egy döntési változó. A felhasználó olyan a� döntést

szeretne hozni, amely minimalizálja a várható veszteségét, mely várható értéket az el®re

jelzett eloszlás alapján számol ki:

a� (f (y)) = argmin a

Z
L(a; y)f (y)dy:

Az adatgeneráló folyamat szerint várható veszteség:

E[L(a � ; y)] =
Z

L(a � ; y)g(y)dy:

A döntéshozó fj (y) és fk(y) el®rejelzés közül azt fogja választani, amelyikre teljesül

az, hogy az adatgeneráló folyamat szerinti várható vesztesége kisebb az el®rejelzés szerint

választott optimális a� döntésnek. Tehát a felhasználó fj (y)-t gyengén preferálja fk(y)-nal

szemben, ha:

Z
L(a �

j ; y)g(y)dy �
Z

L(a �
k ; y)g(y)dy;

ahol j és k az eltér® el®rejelzéseket megkülönböztet® alsó index, a�
j az f j (y), a�

k pedig az

f k(y) prediktált eloszlás szerinti optimális döntés (Diebold, Gunther és Tay 1998).

Az els®dleges cél egy olyan rangsorolás felállítása volna, melyben minden felhasználó

megegyezik, a veszteségfüggvényét®l függetlenül, azonban ilyen rangsor nem létezik. Di-

ebold, Gunther és Tay (1998) erre egy ellenpéldát hoz. Legyen a valós s¶r¶ség N(0; 1)

normális eloszlás. Az els® felhasználó veszteségfüggvénye L1(a; y) = (y � a) 2, a második

felhasználóé L2(a; y) = (y 2 � a) 2. Ekkor az els® felhasználó a várható érték alapján hoz

döntést, a második felhasználó pedig a nem centrált második momentum alapján. Legyen
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f j � N(0; 2) és f k � N(1; 1) választható el®rejelzések. Megmutatható, hogy ekkor az

els® felhasználó j a második felhasználó k el®rejelzést preferálja (Diebold, Gunther és Tay

1998).

Ez megmutatta, hogy hibás el®rejelzések között nem lehet veszteségfüggvényt®l füg-

getlen rangsort felállítani, azonban az is igaz, hogy ha az el®re jelzett eloszlás megegyezik

az adatgeneráló s¶r¶séggel, akkor tetsz®leges veszteségfüggvény szerint hozott döntés vár-

ható veszteségét a valós s¶r¶ség szerint optimalizált döntés minimalizálja. Tehát a cél

nem minden el®rejelzés rangsorolása, hanem annak a vizsgálata, hogy egy el®re jelzett

eloszlás valóban egyezik-e az adatgeneráló eloszlással (Diebold, Gunther és Tay 1998).

6.2. Probability Integral Transformation

Legyen Gt a valós adatgeneráló folyamat olyan értelemben, hogy �t t-beli valószín¶ségi

változó Gt eloszlásból származik, ahol t = 1; 2:::. Az el®rejelz® minden t id®pontra egy

Ft eloszlást prediktál. Az ideális el®rejelz®, ahol Ft = G t . Dawid (1984) elve, hogy egy

el®rejelzés kiértékelésekor kizárólag (Ft ; xt ) legyen �gyelembe véve. Diebold, Gunther és

Tay (1998) a probability integral transformation (PIT) érték használatát javasolta:

pt = F t (x t ):

Ugyanis ideális el®rejelz® esetén pt független egyenletes eloszlású (0; 1)-en. Annak tesz-

telésére, hogy egy változó független egyenletes eloszlású-e (0; 1)-en, az egyik módszer a

Kolmogorov-Szmirnov teszt.

Diebold, Gunther és Tay (1998) kritikája a Kolmogorov-Szmirnov teszttel szemben az,

hogy abban az esetben, amikor elutasítja a nullhipotézist, nem derül ki, a nullhipotézis

melyik eleme nem teljesült. Ugyanis ennek több oka lehet, az egyik az, hogy a változó

nem egyenletes eloszlású (0; 1)-en, a másik, hogy nem független, a harmadik, hogy egyik

elvárás sem teljesül. Emiatt vizuális módszerek alkalmazását javasolták, amik bár kevésbé

precízek, a nullhipotézis elutasításának okát jobban megvilágítják. A PIT értékek hisz-

togramja megmutatja, milyen módon sérül az egyenletes eloszlás. A PIT értékek átlagtól

vett eltérésének különböz® hatványai autokorrelációjának ábrázolása a lineáris és egyéb

nem lineáris függ®ségeket mutatja meg.
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6.3. El®rejelzések kalibráltsága

Azonban Hamill (2001) adott egy példát arra az esetre, hogy nem kizárólag ideális

el®rejelz® esetén lesz a PIT értékek eloszlása egyenletes eloszlású. Legyen egy olyan adat-

generáló folyamat, ahol �t standard normális eloszlású. G eloszlás pedig N (�t ; 1). A

modellez® ismeri �t -t, ez a változó s¶ríti össze az összes környezetr®l gy¶jtött információt.

Az alábbi táblázat tartalmazza az egyes el®rejelz® típusokat:

El®rejelz® Ft , amikor Gt = N (� t ; 1) where � t � N (0; 1)

Ideális N (� t ; 1)

Klimatológikus N (0; 2)

Fókuszálatlan 1
2 fN (� t ; 1) + N (� t + � t ; 1)g,

ahol P(� t = 1) = P(� t = �1) = 1
2

Hamill N (� t + � t ; � 2
t ), ahol (� t ; � 2

t ) 2
�

( 1
2 ; 1); (� 1

2 ; 1); (0; 169
100)

	

mindegyik 1
3 valószín¶séggel

1. táblázat. El®rejelz® típusok

A klimatológikus el®rejelz® minden esetben N (0; 2) eloszlást jelez el®re. Ez gyakor-

latban nem ritka jelenség, a múltbéli adatokra illesztett eloszlást jósolja a jöv®re nézve

is. A fókuszálatlan el®rejelz® felhasználja �t információt, de hozzáad egy véletlenszer¶

torzítást, Hamill el®rejelz®je is hasonló elven m¶ködik (Gneiting és Katzfuss 2014).

Ezekr®l Hamill (2001) megmutatta, hogy PIT értékeik egyenletes eloszlásúak, mely-

nek fontos következménye, hogy az ideális el®rejelz®nek ez szükséges, de nem elégséges

feltétele, torzított el®rejelzés is teljesítheti ezt a kritériumot. Emiatt Gneiting és Katzfuss

(2014) egy elméleti keretrendszert javasoltak az el®rejelzési teljesítmény mérésére. Ennek

els® fontos eleme a kalibráció. A kalibráció négy módját de�niálja, valószín¶ségi kalibrált,

túllépés kalibrált, marginálisan kalibrált és er®sen kalibrált:

a) (Ft )t=1;2::: valószín¶ségi kalibrált (Gt )t=1;2::: -hez viszonyítva, ha:

1
T

TX

t=1

Gt � F �1
t (p) ! p 8p 2 (0; 1)

b) (F t )t=1;2::: túllépés kalibrált (Gt )t=1;2::: -hez viszonyítva, ha:

1
T

TX

t=1

G�1
t � F t (x) ! x 8x 2 R
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c) (Ft )t=1;2::: marginálisan kalibrált (Gt )t=1;2::: -hez viszonyítva, ha:

�G(x) = lim
T !1

(
1
T

TX

t=1

Gt (x)

)

és

�F (x) = lim
T !1

(
1
T

TX

t=1

Ft (x)

)

léteznek és megegyeznek egymással minden x 2 R esetén. Továbbá, ha a közös határel-

oszlás minden súlyt véges értékekre helyez.

d) (F t )t=1;2::: er®sen kalibrált (Gt )t=1;2::: -hez viszonyítva, ha valószín¶ségi kalibrált, túl-

lépés kalibrált és marginálisan kalibrált.

A valószín¶ségi kalibráltság azt fogalmazza meg, hogy a PIT értékek egyenletes el-

oszlást követnek. A túllépés kalibráltság intuitívan azt jelenti, hogy F és G percentilisei

átlagosan megegyeznek R-en. A marginális kalibráltság pedig azt igényeli, hogy a ha-

táreloszlások létezzenek és megegyezzenek. A teljes valószín¶ségi, túllépés és marginális

kalibráció azt jelenti, hogy (Ft )t=1;2::: minden részsorozata valószín¶ségi, túllépés, illetve

marginálisan kalibrált (Gt )t=1;2::: megfelel® részsorozatához (Gneiting és Katzfuss 2014).

A valószín¶ségi kalibráltság tulajdonság vizuálisan a PIT értékek hisztogramon történ®

ábrázolásával jeleníthet® meg, itt szemmel is vizsgálható, hogy az eloszlás egyenletes-

e. A marginális kalibráltság tulajdonság vizuális vizsgálatára Gneiting az el®re jelzett

eloszlások átlagát:

�FT (x) =
1
T

TX

t=1

Ft (x); x 2 R

és a meg�gyelések empirikus eloszlásfüggvényét:

ĜT (x) =
1
T

TX

t=1

1fx t �xg ; x 2 R

javasolja összehasonlítani, ez szintén ábrázolható és szemmel is vizsgálható. Ezen tulaj-

donságok ábrázolása és szemmel történ® vizsgálata alkalmas a nagy eltérések leleplezésé-

re, azonban Gneiting megmutatja, hogy a Hamill el®rejelz®je nem valószín¶ségi kalibrált,

azonban csak kevéssé tér el attól, ezért a PIT hisztogram ránézésre nem különböztethet®

meg egy egyenletes eloszlás hisztogramjától (Gneiting és Katzfuss 2014).
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6.4. Modellek összehasonlítása

Modellek összehasonlításakor azt a kérdést kell megvizsgálni, melyik ad jobb becslést az

eloszlásra. Ehhez szorosan kapcsolódó kifejezés az élesség (sharpness) (Gneiting és Ka-

tzfuss 2014). Ez azt az elvet jelöli, hogy az el®rejelz® modell minél biztosabb legyen az

el®re jelzett esemény bekövetkeztében. Más szavakkal a prediktált eloszlás koncentrált

legyen. Például ha egy esemény t id®pontban bekövetkezik, akkor kívánatosabb az a mo-

dell, amelyik ennek t-beli bekövetkezésére 75% esélyt adott, mint amelyik 60%-ot, annak

ellenére, hogy mindkét modell nagyobb valószín¶séget tulajdonított a bekövetkezésnek,

mint a nem bekövetkezésnek. Élesség tekintetében az el®rejelzések annál jobbak, minél

közelebb vannak a becsült valószín¶ségek 0-hoz vagy 1-hez, a túl er®s élesség azonban a

kalibráltság rovására történik

Számos metrika, szkór van eloszlást el®rejelz® modellek összehasonlítására. Ezekt®l

egy nagyon fontos elvárt tulajdonság az úgynevezett lényeges szkór, ami azt jelenti, hogy

várhatóan az a modell kapja a legjobb pontot, amelyik a valós valószín¶ségeket prediktál-

ja. A szkórok is egyfajta veszteségfüggvények, a modell valóságtól vett eltérését mérik. A

lényeges szkór által mért veszteség a lényeges veszteség. A lényeges veszteség felbontható

ezáltal egy kalibráltság és egy élesség tulajdonságokból ered® tényez®re. Analóg módon

ahogy pontbecslés esetében az el®rejelzési hiba felbontható torzítottság és variancia té-

nyez®kre (Gneiting és Katzfuss 2014).

Az els® tárgyalt lényeges szkór a Brier szkór:

BS =
1
n

nX

t=1

(f t � o t )2;

ahol f t az el®re jelzett valószín¶ség, ot a valós kimenet, 0 vagy 1, n pedig a meg�gyelések

száma. Több mint kett® kimeneti lehet®ség esetén:

BS =
1
n

nX

t=1

KX

k=1

(f t;k � o t;k )2 ;

ahol K a kimeneti lehet®ségek száma. A Brier szkór tulajdonképpen egy átlagos négy-

zetes eltérés, amely a (0; 1) kimenet jósolt valószín¶ségét®l vett négyzetes eltérését méri

(Ru�bach 2010).

A Brier szkór ösztönzi a minél jobban kalibrált és minél jobb pontossággal (re�ne-

ment) rendelkez® modellt. A pontosság fogalom hasonlít az élességre, azonban míg a

élesség egyedül azt jelenti, hogy egy eloszlás minél magabiztosabb legyen az egyes ki-
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meneteket illet®en, függetlenül a valós adatoktól, addig a pontosság arra utal, hogy az

empirikus gyakoriság tényleg követi-e a modell által jelzett valószín¶ségeket. Tehát a

modell csak addig legyen minél magabiztosabb az egyes kimeneteket illet®en, ameddig a

valós bizonytalanság korlátja engedi (Ru�bach 2010).

Következ® metrika a logaritmikus szkór. Ennek értéke a prediktált eloszlás meg�gyelés

helyén felvett értéke logaritmusának a mínusz egyszerese. Ha f(x) a becsült eloszlás, y a

meg�gyelés, akkor:

logscore(f; y) = �log(f (y))

Minél valószín¶bb az adott meg�gyelés egy modell szerint, annál magasabb a meg�gye-

lésnél az eloszlás értéke, ezért annál alacsonyabb ez a pontszám. A logaritmikus szkór

egyik el®nye, hogy lényeges szkór. Azonban nem robosztus, ha mégis bekövetkezik egy

esemény, amire a modell nagyon kicsi valószín¶séget ad, azt a pontozás nagyon szigorúan

bünteti. Természetesen egy esemény akkor is bekövetkezhet, ha annak valóban nagyon

kicsi a valószín¶sége, ez azonban nagyon lerontja a modell pontszámát, akkor is, ha jó

valószín¶ségeket becsül (Gneiting és Katzfuss 2014).

Eltér® metrika a Continuous Ranked Probability Score (CRPS). Legyen F(x) a becsült

eloszlásfüggvény és y a meg�gyelés, ekkor:

crps(F; y) =
Z 1

�1
(F (x) � 1fx � yg) 2dx;

ahol 1fx � yg indikátorfüggvény. Alternatív alakja:

crps(F; y) = EjX � yj �
1
2

EjX � X 0j;

Ahol X; X 0 független minták az el®re jelzett eloszlásból. A CRPS is lényeges szkór, azon-

ban el®nye a logaritmikus szkór-ral szemben, hogy robosztusabb. Ennek oka, hogy ke-

vésbé gyorsan n® a büntetés a bekövetkezett esemény valószín¶ségének csökkenésével.

Szintén az alacsonyabb szkór jelöli a metrika szerinti jobb modellt. Az egyes modelle-

ket az adott szkór szerinti átlagos pontszáma alapján lehet összehasonlítani (Gneiting és

Katzfuss 2014).
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6.5. PIT diszkrét eloszlás esetén

A PIT értékek diszkrét eloszlásnál nem követnek egyenletes eloszlást, ez legkönnyebben

Bernoulli eloszlásnál látszik. Diszkrét eloszlások esetében Smith (1985) a randomizált

PIT ábrázolását javasolta, jelölje u.

u = F (y � 1) + U[F (y) � F (y � 1)];

ahol F (y) az el®re jelzett eloszlás felvett értéke a meg�gyelés helyén, F (�1) := 0, U pedig

egyenletes eloszlású (0; 1)-en.

Czado, Gneiting és Held (2009) egy nem randomizált PIT-et javasoltak, mely ugyan-

csak standard egyenletes eloszlású egy ideális el®rejelz® esetén. A randomizált PIT-b®l

nem véletlen mintát vesznek, hanem az adatra vett feltételes eloszlásfüggvényét ábrázol-

ják:

F (ujy) =

8
>>>><

>>>>:

0; u � F (y � 1);
u � F (y � 1)

F (y) � F (y � 1)
; F (y � 1) � u � F (y);

1; u � F (y):

Ezáltal u egyenletes eloszlású F (y � 1) és F (y) között, ezen a tartományon kívül 0 a

valószín¶sége.
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7. Autóbaleset adatok bemutatása

A sof®rök számára legveszélyesebb város az Egyesült Államokban Memphis, Tennessee-

ben. 100 ezer f®re 25,96 baleset okozta halálos áldozat jut. Az okok között felsorolható az

ittas vezetés, �gyelmetlenség és gyorshajtás. Az 5 legveszélyesebb város között szerepel

még Detroit, Albuquerque, Tucson, Kansas. Gyakori okok az öreged® infrastruktúra és

rossz utak, de emberi mulasztások is, többek között jogosítvány nélküli sof®rök, piros

lámpán áthajtás. Az id®soros elemzéshez Memphisben az I-240-es út került kiválasztásra,

ezen a szakaszon jelentik be a legtöbb balesetet.

Az adatok egy amerikai autóbaleseteket tartalmazó 7,7 millió elem¶ adatbázisból szár-

maznak (Moosavi és tsai. 2019), 2016 februárjától 2023 márciusáig API-ok segítségével

valós id®ben gy¶jtötték 49 tagállamban többféle forrásból. Fontos, hogy az adatbázist

összeállító szerz®k de�niálják a baleset fogalmát, ami itt egy vagy több autót érint® üt-

közést jelent, emiatt a táblában ilyen események szerepelnek (Moosavi és tsai. 2019).

Minden egyes sor egy balesetet jelöl, ezekhez szerepel egy azonosító valamint 45 egyéb

attribútum. Ezek az adat forrása, a baleset súlyossága, id®beli kezdete és vége helyi id®

szerint másodpercre pontosan, emellett az id®zóna megnevezése, koordinátákkal megadva

a baleset kezd® és végpontja, a baleset által érintett útszakasz hossza valamint a baleset

rövid leírása. Továbbá a baleset címe az állam megnevezését®l az utca nevéig (Moosavi

és tsai. 2019).

Számos adat van a baleset körülményeir®l, ezek az id®járást leíró adatok, mint a pára-

tartalom, szélsebesség és szélirány, légnyomás, fényviszonyok, h®mérséklet és az id®járás

általános leírása. A baleset körülményeir®l további adatok, hogy milyen közlekedést befo-

lyásoló elemek vannak a közelben, keresztez®dés, körforgalom, fekv®rend®r, els®bbségadás,

illetve stoptábla, vasúti átkel® vagy állomás, jelz®lámpa, emellett egyéb kényelmi infra-

struktúra. Érdekesség, hogy minden balesetnél jegyezve van, hogy volt-e a közelben olyan

pálya, ahol a villamos vagy vonat meg tud fordulni, azonban egyik baleset közelében sem

volt ilyen szakasz (Moosavi és tsai. 2019).

Moosavi és tsai. (2019) közzétettek egy részletes leírást az adatbázis összeállításának

módjáról. A nyers baleseti adatokat két szolgáltató API-án keresztül gy¶jtötték, ezek

a MapQuest Realtime Tra�c Data Collector és a Microsoft-Bing Realtime Tra�c Data

Collector.

Fontos megvizsgálni, hogy mennyire teljes kör¶ ez az adatbázis. Tennessee önkor-
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mányzata közzéteszi megyénként, havi bontásban a balesetszámokat. A következ® táblá-

zat mutatja a Shelby megyei baleseteket a Kaggle adatbázis, valamint a Tennessee állami

önkormányzat adatai szerint:

Év Tennessee Kaggle

2017 37605 1440

2018 39291 3903

2019 39436 3835

2020 35033 3808

2021 38251 4436

2022 34888 4475

2. táblázat. Meg�gyelésszám évente az önkormányzati és a Kaggle adatbázisban

A 2017-es év kilóg az adatok közül, a többi id®szakban konzisztensen nagyjából az

önkormányzat által jegyzett balesetek tizede szerepel a kaggle adatbázisban. Ennek oka

lehet, hogy nem tudtak mindent rögzíteni, de az is lehet, hogy valamilyen szempont szerint

történt a válogatás. Egy oszlop jelöli a baleset súlyosságát 1-4-ig tartó skálán, attól függ®-

en, mekkora hatással volt az adott baleset a forgalomra. Az önkormányzati adatbázisban

három típus megkülönböztetés van: halálos, sérülés és PDO (property damage only).

Emiatt a besorolások nem teljesen vethet®k össze. A Kaggle adatok között nagyjából

harmadannyi 4-es súlyosságú baleset szerepel, mint ahány halálos az önkormányzati ada-

tok között. Az összes Kaggle adat Shelby megyében nagyjából fele az sérüléses balesetek

számának. Az önkormányzati adatbázisban nem szerepel a megyeinél részletesebb területi

felbontás, feltételezhet®, hogy a forgalmas, központi területeken az adatok nagyobb része

szerepel a Kaggle adatbázisban, ilyen például a kiválasztott I-240-es út.
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8. Adatok elemzése

8.1. Adatok leíró statisztikája

A Harvey és Fernandes modell olyan környezetben használható jól, ahol az eloszlás

trendszer¶en változik, az id® el®rehaladtával nem állandó az átlaga és/vagy szórása,

ugyanis ekkor el®ny, hogy az id®ben távolabbi meg�gyeléseket egyre kisebb súllyal veszi

�gyelembe. Az alábbi táblázatok mutatják a napi balesetszám éves átlagát és szórását:

Év Átlag Szórás

2018 2,475 2,133

2019 1,721 1,754

2020 1,883 2,022

2021 2,751 2,707

2022 3,252 3,239

3. táblázat. Napi balesetszám átlaga és szórása évekre bontva

2018-ban viszonylag magas a napi balesetszám átlaga és szórása, 2019-ben mindkett®

lecsökken, majd 2019 és 2022 között egyaránt monoton n®. Ez alapján az eloszlás valóban

változik az évek során.

A Poisson eloszlás nem illeszkedik az adatokra, a negatív binomiális viszont 0,95-ös

szigni�kancia szint mellett igen, a p-érték 0,083.

Intervallum Meg�gyelés Elméleti érték

� 0 475 450

� 1 350 397

� 2 292 301

� 3 233 216

� 4 161 151

� 5 102 103

� 6 80 70

� 8 76 78

> 8 56 60

4. táblázat. Napi adatokra illesztett negatív binomiális eloszlás (2018-2022)
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Ha a napi balesetek eloszlása valóban negatív binomiális, az több folyamatból is adód-

hat. Valóban származhat véletlen paraméter¶ Poisson eloszlásból, de származhat állandó

p paraméter¶ negatív binomiális eloszlásból is.

A 2022-es év balesetszámainak eloszlása jelent®sen eltér a többi év eloszlásaitól. A

2018-2021 évekre 90 százalékos szigni�kanciaszint mellett sem vethet® el a negatív bino-

miális eloszlás, az összes évre (2022-t leszámítva) a p érték 0,53. A 2022-es év értékei

azonban meglehet®sen szokatlanok, több olyan nap volt, amelyen 2 baleset volt, mint

olyan, amelyiken 1.

Intervallum Meg�gyelt Illesztett

� 0 99 81

� 1 35 66

� 2 45 52

� 3 43 40

� 4 39 30

� 5 25 23

� 6 23 18

� 8 27 24

> 8 29 32

5. táblázat. Napi adatokra illesztett negatív binomiális eloszlás (2022)

Feltételezhet® a balesetszámok eloszlásában egy heti ciklikusság. A National Safety

Council (2024) adatai szerint a halálos balesetek átlagos száma hétvégén magasabb, míg

a nem halálos balesetek átlagos száma a hét közepén a nagyobb. Az elemzéshez használt

adatbázis napi adatai a nem halálos balesetek megoszlását követik.

Nap Átlagos balesetszám

csütörtök 3,03

hétf® 2,45

kedd 2,93

péntek 2,71

szerda 2,73

szombat 1,54

vasárnap 1,52

6. táblázat. Átlagos napi balesetszám hét napjai szerint

Ennek további vizsgálatára ábrázoltam a napi balesetek becsült autokorreláció és par-
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ciális autokorreláció függvényét.

1. ábra. Napi balesetszám autokorreláció (2018-2022)

2. ábra. Napi balesetszám parciális autokorreláció (2018-2022)

Ezekr®l leolvasható szigni�káns autokorreláció és parciális autokorreláció, ennek is egy

ciklikus jellege, legmagasabb értékek a (t �1), valamint (t �7) és (t �8), esetenként (t �6)

id®pontokban vannak.
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8.2. Modellek illesztése

A modellek illesztéséhez a 2018-2022 id®sor felbontásra kerül, a tanító adathalmaz a

2018-2021-es évek, a 2022-es év pedig a teszt adathalmaz. Az els® két tábla mutatja 2022-

es tesztévvel a különböz® modellek átlagos pontszámait a logaritmikus szkór és a CRPS

szerint. A harmadik tábla a randomizált PIT értékeken futtatott Khi-négyzet tesztek

p-értékét tartalmazza, azt hogy mennyire illeszkedik a (0; 1)-en egyenletes eloszlás. A

harmadik táblában már nem szerepelnek a többi metrika szerint legrosszabbul teljesít®

modellek.

Modell LogScore

BNB HF 2,343

NB SGAS 2,343

GP AJ 2,385

GP SAJ 2,393

BNB 2,401

NB GAS 2,446

GP HF 2,624

GPx HF 2,644

GP 3,027

7. táblázat. Modellek rangsora teszt adaton vett logaritmikus szkór szerint (teszt: 2022)

Modell CRPS

NB SGAS 1,725

GP SAJ 1,741

BNB HF 1,745

GP AJ 1,806

NB GAS 1,820

GPx HF 1,832

BNB 1,839

GP HF 1,878

GP 1,928

8. táblázat. Modellek rangsora teszt adaton vett CRPS szerint (teszt: 2022)
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Modell p-érték

BNB HF 2; 462 � 10�4

NB SGAS 3; 975 � 10�6

GP SAJ 9; 251 � 10�10

GP AJ 6; 684 � 10�13

BNB 1; 176 � 10�14

GPx HF 2; 884 � 10�28

GP HF 5; 215 � 10�31

9. táblázat. Modellek rangsora teszt adaton vett Khi-négyzet teszt p-értéke szerint (teszt:

2022)

Legjobban a szezonális GAS, és a béta-negatív binomiális HF modell szerepeltek min-

den pontozás szerint. A táblák fels® felében van a többi negatív binomiális eloszlást

feltételez® modell, illetve az Ahn-Jeong modellek. Láthatóan a Poisson eloszláson alapuló

folyamatok kevésbé illeszkedtek az adatokra, ezért azok közül csak az Ahn-Jeong modellek

randomizált PIT hisztogramját ábrázolom.

A HF modell ! paraméter becslése 0; 71. A továbbiakban legyen F! a HF modell által

becsült eloszlásfüggvény. A PIT értékek értékek eloszlásában sok a 1-hez és 0-hoz közeli

érték. Ennek oka lehet az, hogy bár az átlagot átlagosan jól becsüli, ugyanis a valós átlag

és a becsült átlagok átlaga szintén 3,25, a szórást azonban alulbecsüli. A 2022-es napi

balesetszámok szórása 3,23, míg a becsült szórások átlaga 2,06. Ez feltehet®en a Poisson

eloszlás attribútumainak tulajdonítható, melyben a paraméter bár véletlenszer¶ marad,

a valós diszperzió meghaladja a modell által becsültét.

Az egyszer¶ Gamma-Poisson konjugált prior módszer várható érték becsléseinek

átlaga 3,61, a becsült szórások átlaga 1,91. Láthatóan nagyobb mértékben eltér, mint a

Harvey-Fernandes modell. Ez nem meglep®, mert az adatokra még kevésbé illeszkedik

a Poisson eloszlás. És míg a HF modellben nem t¶nik el a paraméter szórása, addig az

egyszer¶ konjugált prior módszer Poisson eloszlást becsül.

Az egyes meg�gyelésekhez tartozó logaritmikus szkór átlaga a HF modell esetében

2,62, szigni�kánsan alacsonyabb, mint az egyszer¶ becsléshez tartozó 3,03, a t-teszt p-

értéke 0,01. Ez megfelel annak az intuíciónak, hogy a HF modell a várható értéket és a

szórást is jobban becsülte. Érdekes azonban, hogy CRPS tekintetében nincs szigni�káns

különbség, a HF modell átlagos pontszáma 1,88, az egyszer¶ becslésé 1,92.
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A magyarázó változót tartalmazó HF modellben a magyarázó változó az, hogy az

adott nap hétköznapra vagy hétvégére esik. Az értéke 1, ha hétvégére esik. Ekkor az

optimális ! paraméter értéke 0,78, a magyarázó változó � együtthatója -0,67, ami azt

jelenti, hétvégén várhatóan 0,51-szer annyi baleset történik, mint hétköznap.

A tanuló adatbázissal összevetve valóban ez tapasztalható. 2022-ben azonban jelen-

t®sen máshogy alakul a balesetszám heti ciklikussága. A csütörtök továbbra is a legve-

szélyesebb, a szombati átlag azonban jóval közelebb van a hétköznapi átlagokhoz mint a

tanuló adathalmazban.

Nap Átlagos balesetszám (18-21) Átlagos balesetszám (22)

csütörtök 2,64 4,60

hétf® 2,37 2,79

kedd 2,71 3,79

péntek 2,63 3,04

szerda 2,48 3,73

szombat 1,26 2,66

vasárnap 1,36 2,17

10. táblázat. Átlagos napi balesetszám hét napjai szerint, összehasonlítás: 2018-21 és 2022

Feltehet®en emiatt az átlagos logaritmikus szkórja valamivel rosszabb a magyarázó

változót alkalmazó modellnek az egyszer¶bb HF modellhez képest, 2,64, de ez nem szig-

ni�káns különbség. CRPS értéke azonban valamivel jobb, 1,83 az 1,88-hoz képest, de ez

szintén tekinthet® véletlen ingadozásnak.

A béta-negatív binomiális HF modell illesztésekor ! paraméter optimális értéke

0,98, � optimális értéke 1,80. Itt ! alig tér el 1-t®l, nagyon gyenge a mozgóátlag hatása.

Ha !-t 1.nek rögzítjük, vagyis a nem id®soros konjugált prior módszert alkalmazva �

értéke 1,63. Az utóbbi modell PIT hisztogramján továbbra is kiugróak az 1-hez közeli

értékek, a modell nem követi le a napi balesetszám növekv® trendjét.
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3. ábra. PIT értékek hisztogramja; modell: béta-negatív binomiális konjugált prior, teszt:

2022

Átlagos logaritmikus szkórja mindkét modellnek alacsonyabb, mint a Gamma-Poisson

modellé, 99 százalékos szigni�kanciaszint mellett is elvethet®, hogy az eltérést a véletlen

okozná. Egymáshoz viszonyítva azonban nem szigni�káns a különbség, ez nem meglep®,

hiszen 1-hez nagyon közeli az ! értéke.

4. ábra. PIT értékek hisztogramja; modell: béta-negatív binomiális Harvey-Fernandes,

teszt: 2022
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A BNB HF modellhez tartozó PIT értékek hisztogramja két móduszúnak tekinthet®.

A becsült várható értékek átlaga 3,20, a becsült szórások átlaga 3,03. Az egyszer¶ béta-

negatív binomiális modell által becsült várható értékek átlaga 2,34, becsült szórások átlaga

2,39.

Az illesztett Gamma-Poisson HF modell által becsült várható értékek szórása 1,57,

míg a béta-negatív binomiális modell által becsült várható értékek szórása csak 0,50.

Ennek oka, hogy az el®bbinél kisebb az ! paraméter, a korábbi meg�gyelések hamarabb

elévülnek. Ezért egy olyan nap után, amelyiken sok baleset volt, a becsült várható érték

jelent®sen megn®het. A béta-negatív binomiális modell által becsült legmagasabb várható

érték 4,27, a Gamma-Poisson által becsült legmagasabb 7,90.

Az Ahn-Jeong modell egyik el®nye, hogy a paraméterek korlátozásával meg lehet

határozni a paraméter szórásnégyzetének hosszútávú viselkedését. A másik tulajdonsá-

ga, mely bizonyos modellezési környezetben el®ny lehet, hogy a becsült várható érték a

poszterior prediktív paraméterekb®l számolt várható érték és egy exogén várható érték

lineáris kombinációja. Emiatt kisebb ! (a modell jelölésében, és ezért a továbbiakban q)

mellett is kevésbé emelkedik meg a várható érték egy olyan nap után, melyen nagy volt a

balesetszám.

Az els® illesztés során p, q és � paraméterek nem változnak id®ben. Optimális értékeik

p = 0; 23, q = 0; 43, � = 2; 21. A becsült várható értékek átlaga 2,36, szórásoké 1,93.

A várható értékek szórása 0,42, maximuma 3,86. Valóban kevésbé volatilis, mint a HF

modell. Itt nem volt egyik paraméter sem külön korlátozva, az állapottér változó becsült

szórásnégyzeteit ábrázolva nincs szemmel látható tendencia a meglehet®sen nagy volati-

litás miatt, az illesztett trendvonal enyhe fokozatos csökkenést mutat. A modell átlagos

logaritmikus szkórja 2,39, ez alacsonyabb mint a Gamma-Poisson HF modell pontszá-

ma, a t-teszt p-értéke 0,02. Az átlagos logaritmikus szkórja nem tér el szigni�kánsan

a béta-negatív binomiális modellekét®l. PIT értékeinek hisztogramján szintén sok az 1

közeli érték, melynek oka lehet egyaránt az exogén folyamat konstans jellege és a Poisson

feltételes eloszlás.
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5. ábra. PIT értékek hisztogramja; modell: Gamma-Poisson Ahn-Jeong, teszt: 2022

A szezonális Ahn-Jeong futtatásakor nem volt állandó � t . Külön adatbázisban be-

töltöttem a Tennessee állami baleseteket, és ezeket aggregáltam napi szinten, jelölje a

napi értéket TNt . Az exogén folyamat legyen~� t =
P J

j=1
TN t�7j ! j

nev � �, ahol � az optima-

lizációból kapott konstans paraméter, J pedig a (t � 1)=7 lefele kerekített értéke, ! � 1

és nev =
P J

j=1 ! j . A ciklikus exogén folyamatban tehát a ciklus hossza 7. A logaritmi-

kus szkórja ennek a modellnek valamivel magasabb, mint a konstans exogén folyamatú

Ahn-Jeong modellé, a CRPS értéke valamivel alacsonyabb, a Khi-négyzet teszt p-értéke

nagyobb. Általános teljesítményben nincs szigni�káns különbség a két modell között,

azonban a PIT értékek hisztogramja meglehet®sen eltér®en néz ki, magas percentilisek

becslése esetén a szezonális modell er®sebb lehet.
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6. ábra. PIT értékek hisztogramja; modell: Gamma-Poisson szezonális Ahn-Jeong, teszt:

2022

GAS modell futtatásakor a "gasmodel" R csomag lehet®vé teszi, hogy a diszperzió

paraméter is dinamikusan változzon. Ez a többi modellhez képest rendkívül hosszú futási

id®t eredményez. Míg a többi modell futása pár másodperc, a dinamikus várható érték és

diszperzió optimalizálása 10 perc nagyságrend¶. Ez a modell azonban elmaradt a BNB

HF modellt®l mindhárom mutatószám szerint.

A szezonális GAS CRPS és Khi-négyzet próba szerint megel®zte a BNB HF modellt,

bár nem szigni�káns a CRPS átlagok különbsége. A két modellhez tartozó PIT értékek

hisztogramja is mutat hasonlóságot, ugyancsak két móduszú, de nem kiugróak a 0-hoz és

1-hez nagyon közeli értékek.
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7. ábra. PIT értékek hisztogramja; modell: negatív binomiális szezonális GAS, teszt: 2022

Az elmélettel összhangban van, hogy a szezonális GAS innovációi esetén nincs szigni�-

káns autokorreláció, illetve parciális autokorreláció, valamint az innovációk szórása 1-hez

közeli, 1; 03.

8. ábra. negatív binomiális szezonális GAS modellben a skálázott szkórok autokorrelációja
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9. ábra. negatív binomiális szezonális GAS modellben a skálázott szkórok parciális auto-

korrelációja

8.3. Rossz el®rejelz®k összehasonlítása

A tesztelt modellek közül a 2022-es és a 2021-es teszt évben is 1 százalékos szigni�kancia

szint mellett mindegyik esetében elvethet® volt, hogy a PIT értékek (0; 1)-en egyenletes

eloszlásból származnak, egyik sem tekinthet® valószín¶ségi kalibráltnak. A béta-negatív

binomiális konjugált, a negatív binomiális GAS és az Ahn-Jeong modellek közül érdemben

a logaritmikus szkór és a CRPS mutatószám szerint sem lehet gy®ztest hirdetni, ugyanis

nem vethet® el 10 százalékos szigni�kanciaszint mellett sem, hogy az eltéréseket csak a

véletlen okozza. Még kevésbé kívánatos végkövetkeztetés volna, hogy az id®sor alapú mo-

dellek nem nyújtanak szigni�káns javulást az egyszer¶ béta-negatív binomiális konjugált

módszerhez képest.

Ilyen helyzetben azonban fontos Diebold, Gunther és Tay (1998) megállapítása, ugyan-

is nem ideális modellek között nem lehet olyan rangsort felállítani, mely független a mo-

dellez® veszteségfüggvényét®l. Egy autó asszisztencia szolgáltató vállalhatja azt, hogy a

lerobbanások és balesetek 99, illetve 95 százalékánál a helyszínre érkezik egy megadott id®n

belül, ekkor számára fontosak lehetnek a 0,99, illetve 0,95 percentilis értékek. Ugyancsak

célja lehet, hogy ezt a szolgáltatást minél kevesebb er®forrásból képes legyen biztosítani,

ilyen módon hátrányban részesíthet egy klimatológikus típusú el®rejelz®t.
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Az alábbi táblázat mutatja, hogy az egyes modellek által becsült percentilisek fölött

milyen arányban volt a napi balesetszám. Ezekben már szigni�káns eltérések mutat-

koznak. Valóban az látszik, hogy az egyszer¶ béta-negatív binomiális módszer által be-

csült percentiliseket az elvártnál jóval nagyobb arányban haladja meg a napi balesetszám.

Ugyanez igaz a nem szezonális, konstans � paraméter¶ Ahn-Jeong modellre. A BNB HF 1

százalékos, a szezonális AJ 5 százalékos, a szezonális GAS 10 százalékos szigni�kanciaszint

mellett is jobban teljesít a 0,95-ös percentilis becslését illet®en.

Modell q0;95 túllépési arány q0;99 túllépési arány

NB SGAS 0,068 0,019

BNB HF 0,055 0,008

BNB 0,107 0,030

GP SAJ 0,066 0,016

GP AJ 0,104 0,033

11. táblázat. A modellek 0,95-ös és 0,99-es percentilis el®rejelzéseinek túllépési arányai,

teszt:2022

Továbbá érdemes vizsgálni a becsült percentilisek értékét is. A nem szezonális Ahn-

Jeong modell által becsült 0,98-as percentiliseket haladják meg pont olyan arányban a

napi adatok, mint a szezonális Ahn-Jeong modell által becsült 0,95-ös percentiliseket.

Azonban a becsült kvantilisek értéke a szezonális modell esetében 5 százalékos szint mellett

szigni�kánsan alacsonyabb, ezzel a modellel a szolgáltató kevesebb ráfordítással éri el

ugyanazt a szint¶ megbízhatóságot.

Ennek kiegészítéseként érdemes azt is megvizsgálni, hogy az egyes modellek által el®re

jelzett eloszlások várható értéke és szórása átlagosan mekkora. Ezt foglalja össze a 12.

táblázat.

Modell Átlag Szórás

BNB HF 3,203 3,034

BNB 2,344 2,389

AJ 2,358 2,326

SAJ 3,423 2,684

SGAS 3,076 2,820

12. táblázat. A modellek által átlagosan el®re jelzett várható érték és szórás, teszt: 2022,

teszt átlag: 3,252, teszt szórás: 3,239

A szezonális Ahn-Jeong modell a 0,955-ös kvantilissel képes ugyanazt a megbízhatósá-
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got nyújtani, mint a béta-negatív binomiális Harvey-Fernandes modell 0.95-ös kvantilise,

azonban 1 százalékos szint mellett is szigni�kánsan alacsonyabb ráfordítással. Ezek az

eredmények azt mutatják, hogy az eloszlás el®rejelz® modellek általános kiértékel® mu-

tatóinak (mint a logaritmikus szkór vagy a CRPS) hasonlósága esetén a modelleket fel-

használásuk szempontjából is érdemes összehasonlítani, mely jellemz®en az eloszlás egy

sz¶kebb tartományára vonatkozik. Ez ugyanis a szolgáltató számára üzleti el®nyökkel

járhat.

9. Összefoglalás és lehetséges folytatás

A dolgozat felvezette a kárszámeloszlás el®rejelzésének fontosságát. Gépjárm¶ területen

ennek fontos szerepe van az árazás, a tartalékolás és asszisztencia szolgáltatás megszerve-

zése során. Jelen dolgozatban az utóbbi kerül fókuszba. A történeti áttekintés után rész-

letesen ismertetésre kerültek konjugált modellek közül Gamma-Poisson és Béta-Negatív

binomiális eloszláspáron alapuló modellek, autoregresszív modellek közül pedig a Gene-

ralizált Autoregresszív Szkór keretrendszerbe tartozó módszerek.

A hivatkozott cikkek tartalmán túlmen®en mindkét modellcsoport bemutatása vé-

gén foglalkoztam a szezonalitás implementációjának lehet®ségeivel, alkalmaztam a Gamma-

Poisson konjugált paraméterfrissítés tankönyvi levezetését az Ahn-Jeong modellre. Leve-

zettem az állapottér változó gyenge stacionaritásának feltételét az Ahn-Jeong modellben,

valamint az állapottér változó szórásnégyzetének dinamikáját a béta-negatív binomiális

Harvey-Fernandes modellben. Az autoregresszív modellek témakörében megmutattam,

hogy az ACP modell a GAS keretrendszer egy speciális esete, szerepel továbbá a GAS

negatív binomiális eloszlásra történ® alkalmazásának levezetése. A dolgozatban emellett

megmutattam, hogy Poisson és negatív binomiális GAS modelleknél is alkalmazható a

GARCH esetén már ismert szezonális felírás, ha a skálázó elem a Fisher információ inver-

ze.

Az eloszlás el®rejelzéshez használt diagnosztikai eszközök és az adatelemzésre szolgáló

adatbázis felépítésének bemutatása után a modellek tesztelésére került sor. Ehhez alkal-

maztam általános mutatókat, a logaritmikus szkórt és a CRPS-t. Az általános mutatókon

túl megnéztem, hogy a modellek által becsült 0,95 és 0,99 kvantiliseket milyen arányban

haladja meg a napi balesetszám, és mekkora ezen kvantilisek átlagos értéke.

57



A modellek kiértékelésének tanulsága volt, hogy a béta-negatív binomiális kon-

jugált, a negatív binomiális GAS és a Gamma-Poisson Ahn-Jeong modellek között az

általános mutatók tekintetében nincs szigni�káns különbség. Logaritmikus szkór, CRPS

és Khi-négyzet teszt szerint is magasan megel®zik a korábbi Gamma-Poisson konjugált

modelleket, köztük azonban nem lehet stabil sorrendet felállítani. Emellett mindegyik

esetben elvethet®, hogy ideális el®rejelz® volna. Egy elképzelt autó asszisztencia szolgál-

tató szemszögéb®l, tehát egy választott veszteségfüggvény szerint azonban szigni�kánsan

eltér® a modellek teljesítménye. Az id®soros modelleknél jelent®sen közelebb volt 5 száza-

lékhoz a becsült a 0,95-ös percentilisek meghaladási valószín¶sége, mint a hagyományos

béta-negatív binomiális konjugált módszernél. Ezek közül legjobb eredményt a béta-

negatív binomiális Harvey-Fernandes modell ért el. A percentilisek átlagából kiderült,

hogy a béta-negatív binomiális Harvey-Fernandes modell a klimatológikus el®rejelz®re

hasonlít abból a szempontból, hogy a balesetszámok trendszer¶ emelkedését leköveti, de

nem érzékeny a ciklikus ingadozásra. Emiatt a szezonális Ahn-Jeong modell hasonló

meghaladási megbízhatóságot ért el jelent®sen alacsonyabb 0,95-ös percentilis átlaggal.

Emiatt például, ha egy asszisztencia szolgáltató célja, hogy az esetek 95 százalékában egy

meghatározott id®n belül a helyszínen legyen, ez lehet®séget nyújt arra, hogy ugyanazt a

megbízhatóságot nyújtsa kevesebb er®forrás ráfordításával.

Legfontosabb folytatási lehet®ségek egyike egy olyan modell kidolgozása, mely az

Ahn-Jeong modellre analóg tulajdonságokkal rendelkezik, azonban béta-negatív binomi-

ális konjugált eloszláspáron alapszik, vagy más olyan diszkrét eloszláson, ahol a szórás-

négyzet meghaladja a várható értéket, például a Poisson eloszlás általánosított formái.
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A. Kiegészít® anyagok és nyilatkozat

A R-programkódok és a használt adatfájlok ezen a linken érhet®ek el:

https://drive.google.com/drive/folders/1C9du_Ll-Czc2Z1uIBrWaF3LMGAvNgLDX
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