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Köszönetnyilvánítás

Hatalmas hálával tartozom a dolgozat elkészültéért témavezetőmnek, Horváth Markónak.
Markó tartotta az egyik kedvenc mesterszakos kurzusomat, az azt követő félévben

jelentkeztem hozzá önálló projektre, majd később szakdolgozati témavezetéshez.
A munka során nyitott, támogató hozzáállásának köszönhetően bátran kísérletezhet-

tem a témához lazábban kapcsolódó leágazásokkal; általa vehettem új irányt a munkám-
ban, és ismerhettem meg egy újabb izgalmas területet.

Ezidő alatt mindvégig végtelenül megértő és türelmes volt velem szemben, minden
kérdésemmel kereshettem, számos alkalommal áldozott rám időt a saját szabadidejéből is.
Alapos visszajelzéseiből és precíz útmutatásaiból sokat tanulhattam, nemcsak a dolgozat
témájával kapcsolatban, hanem a kutatói munkáról általában is. Mindenkinek hasonlóan
segítőkész és felkészült témavezetőt ajánlok.
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1. fejezet

Bevezetés

A dolgozatban olyan útvonaltervezési feladatokat vizsgálunk, amelyekben például úgy
kell ügyfelek kiszolgálására útvonalakat terveznünk, hogy nem rendelkezünk előzetesen
minden információval, hanem az idő előrehaladtával újabb igények, kérések érkeznek be.

Ilyen dinamikus járműútvonal-tervezési feladatok gyakran előfordulnak a gyakorlat-
ban, például futárszolgálatok, élelmiszer-házhozszállítás (Steever et al. [2019], Simoni and
Winkenbach [2023]) vagy személyszállító szolgáltatások esetén; de ipari környezetben is,
például egyéb logisztikai feladatok során (Yang et al. [2017], Qi and Hu [2020], Wang et al.
[2024]), ahol a járműveknek rugalmasan kell alkalmazkodniuk a változó körülményekhez
és igényekhez.

Meghatározott döntési pontokban (például adott időközök eltelte után vagy új megren-
delések beérkezésekor) kell feldolgoznunk az addig ismert információkat, és ezek alapján
újra kell terveznünk a jármű vagy akár egy egész járműflotta útvonalait.

Általános jellemzője ezeknek a feladatoknak, hogy a döntési pontokban általában nem
a statikus, eddig ismert információk alapján optimális döntés a legcélravezetőbb (hosszú-
távon nem ez eredményezi például a legtöbb kiszolgált ügyfelet), hanem egy olyan, amely
megenged némi rugalmasságot az útvonalban, hogy a jövőben érkező új információkra is
hatékonyan tudjon reagálni.

A dolgozat célja bemutatni a dinamikus járműútvonal-tervezési feladatok elmúlt né-
hány évben megjelent megerősítéses tanulás alapú megközelítéseit, valamint egy konkrét
modellen keresztül szemléltetni ezek alkalmazhatóságát és korlátait.

A 2. fejezet elején először körüljárjuk a (statikus) járműútvonal-tervezési feladatok
területét, majd bemutatjuk a dinamikus járműútvonal-tervezési feladatok jellemzőit, egy
lehetséges osztályozásukat, valamint a leírásukhoz használt formális modellt és megerősí-
téses tanulás alapú keretrendszert az ahhoz kapcsolódó fogalmakkal együtt.
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A 3. fejezetben egy konkrét dinamikus járműútvonal-tervezési modellt, a Budgeting
Time Environment-et mutatjuk be. Ebben az Ulmer et al. [2018] által vizsgált környe-
zetben egyetlen járművel kell ügyfeleket kiszolgálnunk adott időkorlátok között, miközben
új rendelések érkeznek. Az egyes döntési pontokban dönthetünk, hogy az újonnan érkezett
rendelések közül melyeket vállaljuk el, és ennek megfelelően újratervezzük az útvonalat.
A cikkben használt megoldási módszerhez hasonló, de eltérő algoritmussal kísérletezünk,
és mutatjuk be az eredményeket.
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2. fejezet

Dinamikus járműútvonal-tervezés

Az útvonaltervezési feladatok egyik legismertebb példája a kombinatorikus optimalizá-
lás területéről az utazó ügynök probléma (Traveling Salesperson Problem, TSP), ennek
egy általánosításaként tekinthetjük a járműútvonal-tervezési feladatokat. A TSP-ben egy
élsúlyozott gráfban kell minimális összsúlyú Hamilton-kört találni, azaz egy olyan zárt
útvonalat, amely minden csúcsot pontosan egyszer érint, és az útvonalt alkotó élek súly-
összege minimális.

Míg az utazó ügynök probléma egy sok oldalról alaposan körüljárt feladat – számos
elméleti eredménnyel, illetve a gyakorlatban is jól használható heurisztikákkal, közelítő
algoritmusokkal –, addig a jóval összetettebb járműútvonal-tervezési feladatok csak az
elmúlt néhány évtizedben kerültek előtérbe, és nagyon kevés elméleti eredmény ismert
velük kapcsolatban.

2.1. Járműútvonal-tervezési feladatok

Járműútvonal-tervezési feladatok (Vehicle Routing Problems, VRP) alatt jellemzően olyan
feladatokat értünk, amelyek jellegükben ugyan hasonlítanak a klasszikus TSP-hez, de
számos olyan további kiegészítést, plusz feltételt tartalmaznak, amelyeket valóélet-beli
szituációk inspirálnak (Dantzig and Ramser [1959], Clarke and Wright [1964], Toth and
Vigo [2002], Eksioglu et al. [2009], Zhang et al. [2022]).

A feladatok általános célja, hogy egy vagy több jármű számára olyan útvonalakat ter-
vezzünk, amelyek kielégítik az ügyfelek igényeit, miközben bizonyos korlátoknak is meg-
felelnek (pl. járműkapacitás, munkaidő korlátok, stb.), és valamilyen költségfüggvényt
minimalizálnak (pl. összes megtett távolság, üzemanyagköltség, stb.). Példaként gondol-
hatunk arra, hogy egy gyárak közötti logisztikával foglalkozó cégben mennyiféle dolog
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merülhet fel.
Milyen paraméterek tehetik bonyolultabbá a feladatot a klasszikus TSP-hez képest?

Néhány példa:

– Több jármű. Nem csak egyetlen járművel kell megoldani a feladatot, mint a klasszi-
kus TSP esetében, hanem egy egész járműflotta áll rendelkezésünkre.

– Időablakok. Az egyes felvételeket, kiszállításokat megadott időablakokon belül kell
elvégeznünk.

– Bepakolási sorrend. Attól függően, hogy milyen sorrendben fogjuk kiszállítani a
csomagokat, csak meghatározott sorrendben (pl. LIFO) pakolhatjuk be őket. Például
csak hátulról tudunk hozzáférni a rakodótérhez, és nincs lehetőségünk kipakolni más
ügyfelek csomagjait, hogy hozzáférjünk egy adott csomaghoz.

– A járműveknek van kapacitása. Minden jármű rendelkezik egy maximális raklap
kapacitással, amelyet nem léphet túl a szállítás során.

– A sofőrök munkaideje. A sofőrök munkaidejének is lehetnek korlátai, amelyeket
be kell tartani a tervezés során.

Természetesen számos egyéb feltételt is lehet támasztani a fentieken kívül. A szak-
irodalomban számos különböző járműútvonal-tervezési feladatot vizsgáltak már, és jól
használható modelleket, algoritmusokat dolgoztak ki ezek megoldására (Baldacci et al.
[2012], Pecin et al. [2017], Tan and Yeh [2021]).

2.2. Dinamikus járműútvonal-tervezés

Dinamikus járműútvonal-tervezési feladatok esetén még az előzőeknél is bonyolultabb
helyzetek merülhetnek fel : időszakosan újabb információk (pl. rendelések) érkeznek, vagy
a meglévő információk változhatnak (pl. használható utak). A feladatunk itt is az, hogy
amikor ezek az új információk megérkeznek (döntési pontok), akkor a járművek útvonalait
úgy módosítsuk, hogy a lehető legjobban alkalmazkodjunk a változásokhoz, miközben
továbbra is igyekszünk kielégíteni az ügyfelek igényeit és minimalizálni a költségeket.

Általános jellemzője ezeknek a feladatoknak, hogy a döntési pontokban általában nem
a statikus, az eddig elérhető információk alapján legjobbnak tűnő döntés választása a leg-
célravezetőbb, hanem egy olyan, amely megenged némi rugalmasságot a jövőbeni döntések
számára is.
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A dinamikus járműútvonal-tervezési feladatok tanulmányozása az elmúlt években, év-
tizedekben fokozott érdeklődésre tart számot; számos áttekintő tanulmány született a
közelmúltban (Psaraftis [1995], Berbeglia et al. [2010], Pillac et al. [2013], Psaraftis et al.
[2016], Ritzinger et al. [2016], Ulmer [2017], Ulmer et al. [2020], Rios et al. [2021], Soeffker
et al. [2022], Zhang and Van Woensel [2023], Mardešić et al. [2023], Horváth and Tamási
[2025]), amely az ezzel a területtel kapcsolatos eredményeket járja körül.

A következő alfejezetben röviden összefoglaljuk a dinamikus járműútvonal-tervezési
feladatok néhány fontos aspektusát, majd a 2.2.2. szakaszban bemutatjuk a leírásukhoz
szükséges modellt és a kapcsolódó fogalmakat.

2.2.1. Dinamikus járműútvonal-tervezési feladatok taxonómiája

Mi elsősorban olyan feladatokat fogunk tekinteni, amelyekben nem ismert előre az összes
ügyfél, hanem menet közben érkeznek új megrendelések. A feladatok sztochasztikus jellege
más tényezőkből is adódhat, pl. lehetséges az, hogy a lokációkat ismertnek tekintjük,
de az éppen felvehető csomagok vagy mondjuk az utazási idők valamilyen valószínűségi
eloszlást követnek. Pillac et al. [2013] a 2.1. táblázatban látható nevezékrendszert javasolja
a járműútvonal-tervezési problémák osztályozására. Eszerint a feladatokat két szempont
alapján lehet csoportosítani : az információk változása (statikus vagy dinamikus) és az
információk minősége (determinisztikus vagy sztochasztikus).

Információ minősége

Determinisztikus Sztochasztikus

Információ
változása

Statikus Statikus és Statikus és
(előre ismert) determinisztikus sztochasztikus

Dinamikus Dinamikus és Dinamikus és
(időben változik) determinisztikus sztochasztikus

2.1. táblázat. Járműútvonal-tervezési feladatok taxonómiája (Pillac et al. [2013]).

Az egyes feladatokban szereplő különböző dinamikus, illetve sztochasztikus elemek
Soeffker et al. [2022] szerint például a 2.1 ábrán látható módokon nyilvánulhatnak meg.

Mi most ebben a tárgyalásmódban a dinamikus és determinisztikus cellának megfele-
lő feladatokra fókuszálunk, azaz ahol az ügyfelek (megrendelések) az idő előrehaladtával
válnak csak elérhetővé, és az egyes ügyfelek adatai (lokáció, mennyiség, időablakok, stb.)
ismertek a megjelenésük pillanatában. Mivel csak ilyen típusú feladatokkal foglalkozunk,
ezeket a feladatokat a továbbiakban egyszerűen dinamikus járműútvonal-tervezési felada-
toknak fogjuk nevezni.
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Az információ minősége szempontjából sztochasztikus feladatok olyan problémákat je-
lentenek, ahol az egyes paraméterek (pl. utazási idők, kérések száma) valamilyen valószí-
nűségi eloszlás szerint változhatnak – a mi feladatainkban azonban ilyenek nem fordulnak
elő: amint elérhetővé válik egy új ügyfél, annak minden adatát ismertnek tekintjük.

Bizonytalansági tényezők

Kereslet Környezet Erőforrások

Kérések
Mennyiségek
Kiszolgálási idő
. . .

Utazási idők
Díjak
Útlezárások
. . .

Járművek elérhetősége
Sofőrök elérhetősége
Hatótáv
. . .

2.1. ábra. A bizonytalanság néhány lehetséges forrása Soeffker et al. [2022] alapján a
sztochasztikus, illetve a dinamikus útvonaltervezési feladatokban.

A Huawei Noah’s Ark Lab kutatócsoport 2021-ben versenyt hirdetett (Hao et al.
[2022]), amelyben egy a Huawei logisztikai hálózatában felmerülő dinamikus járműútvonal-
tervezési feladatot kellett megoldani. Ez az összetett probléma sok elemből épül fel és
számos valósághű feltételt tartalmaz, például:

– az összes megrendelést ki kell szállítani ;

– a rendeléseket a megadott időablakon belüli kell teljesíteni ;

– többféle méretű dobozokból áll egy csomag, ezeket nem lehet szétosztani;

– a járműveknek véges kapacitásuk van, csak FIFO sorrendben pakolhatók fel, illetve
le a dobozok;

– a sofőröknek kötött a munkaideje; valamint

– véges számú dokk érhető csak el a gyáraknál, és ezek a rakodóhelyek megközelítése,
a pakolás, a kiállás mind időbe telik.

Megjegyezzük, hogy – a szervezők szándékával ellentétben – a legjobb eredményt elérő
megoldások nem megerősítéses tanuláson alapultak, hanem hagyományosabb kombina-
torikus optimalizálási módszereket alkalmaztak, például lokális keresési algoritmusokat,
metaheurisztikákat (Zhu et al. [2021], Ye and Liang [2021], Horváth et al. [2021], Cai et al.
[2022a,b], Du et al. [2023], Cai et al. [2023], Horváth et al. [2024], Hatala [2024]).
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2.2.2. Szekvenciális döntési folyamatok

A dinamikus járműútvonal-tervezési problémákat legtöbbször szekvenciális döntési folya-
matként szokás modellezni. Ez egy olyan állapot-sorozatot jelent, ahol minden állapot-
ban az ügynok vagy döntéshozó (agent) meghoz egy döntést (vagy elvégez egy akciót) az
aktuális állapot és a környezetből származó információk alapján. A modell a következő
elemekből áll :

– Időtengely (k = 1, . . . , K): A döntési pontok sorozata, ahol az új információk
fényében hozunk döntéseket.

– Információs modell (Ω) : Leírja az időbeli bizonytalan változásokat. Egy adott k

pontban egy ωk realizáció válik ismertté.

– Állapotok (sk) : A döntéshozó rendelkezésére álló összes információt tartalmazza
az adott döntési pontban.

– Döntés (xk): Az ügynök válasza, amely egy R(sk, xk) azonnali jutalmat vagy költ-
séget generál.

– Átmenetfüggvény (T ) : Meghatározza az új állapotot: sk+1 = T (sk, xk, ωk+1).

Az egyes elemek közötti kapcsolatokat a 2.2 ábrához hasonlóan szokás szemléltetni.

Ügynök

Környezet

akció
xk

jutalom
R(sk−1, xk−1)

állapot
sk

2.2. ábra. Az ügynök és a környezet interakciója egy Markov-döntési folyamatban Sutton
and Barto [2018] alapján.

Nézzük meg egy konkrét példán keresztül, hogyan alkalmazhatók a fenti fogalmak egy
probléma modellezésére.

Gridworld

Ebben a feladatban az ügynöknek egy négyzetrács mezőin kell irányítani egy robotot úgy,
hogy az esetleges akadályokat kikerülve egy megadott kezdőpontból eljusson egy szintén
adott célpontba. A 2.3 ábrán személtetünk egy lehetséges instanciát a feladatra.
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Az állapottér elemei (az állapotok) a rács celláinak felelnek meg, ahol az ügynök
tartózkodhat. Az akciók a négy irányba (fel, le, balra, jobbra) való lépéseket jelölik. Az
átmenetfüggvény értelemszerűen azt határozza meg, hogy egy adott mezőről adott irányba
lépve melyik mezőre jutunk (vagyis melyik lesz a következő állapot), figyelembe véve az
esetleges akadályokat is.

S

G

R

2.3. ábra. Gridworld. A robot (R) célja eljutni a kezdőpontból (S) a célpontba (G) úgy,
hogy közben kikerüli az akadályokat.

A jutalmat például úgy lehet meghatározni ebben a feladatban, hogy majdnem minden
lépésnek – azaz (állapot, akció) párnak – egy kis abszolútértékű negatív szám a jutalma
(−1); kivéve az akadályokkal való ütközéseket, amelyek nagy negatív jutalommal járnak
(−10), és a célállapot elérését (a szomszédos mezőkről odalépést), amely nagy pozitív
jutalommal jár (+10).

2.3. Megerősítéses tanulás

A dolgozat során megerősítéses tanuláson (Reinforcement Learning, RL) alapú ötleteket
is fogunk tárgyalni, ezért ebben a szakaszban egy rövid összefoglalót nyújtunk a téma szá-
munkra releváns részterületeiről. A 2.3.1. szakaszban az RL feladatok leírásához használt
formális keretrendszert, a Markov döntési folyamatokat (Markov Decision Process, MDP)
mutatjuk be, a 2.3.2. szakaszban a megoldási módszerekre térünk ki.

2.3.1. Markov döntési folyamatok

A dolgozat során olyan (véges horzontú) feladatokat fogunk tekinteni, ahol a célunk egy
olyan döntési stratégia (policy) keresése, amely maximalizálja az ügynök által egy epi-
zód során elérhető összjutalom várható értékét. Az optimális π∗ döntési stratégia tehát
formálisan a következőképpen definiálható:
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π∗ = arg max
π∈Π

E
[

K∑
k=0

R(Sk, Xπ
k (Sk))

∣∣∣∣∣ S0

]
. (2.1)

A fenti feltétel teljesüléséhez szükséges, hogy π∗ minden Sk állapotra teljesítse az
úgynevezett Bellman-egyenletet:

Xπ∗

k (Sk) = arg max
x∈X(Sk)

R(Sk, x) + E

 K∑
j=k+1

R(Sj, Xπ∗

j (Sj))

∣∣∣∣∣∣ Sk

 . (2.2)

Ezen a ponton kézenfekvő bevezetni az értékfüggvény (value function) fogalmát, amely
egyenlő egy rögzített π döntési stratégiát követve adott Sk állapotból kiindulva a (jövőben)
várható elérhető összjutalommal:

V π(Sk) = E

 K∑
j=k+1

R(Sj, Xπ
j (Sj))

∣∣∣∣∣∣ Sk

 (2.3)

Vegyük észre, hogy ez éppen a korábbi Bellman-egyenletben szereplő második tag
az optimális döntési stratégia esetén. Tehát a Bellman-egyenlet a következő szemléletes
leírását nyújta az optimális döntési stratégiának: minden állapotban válasszuk azt az
akciót, amely maximalizálja a közvetlen jutalom (reward) és a jövőben várható elérhető
jutalom (value) összegét.

Világos, hogy ha a modellünk olyan, hogy az ügynök minden lehetséges lépésének
tudja a jutalmát, akkor az értékfüggvény ismeretében képes optimális döntési stratégiát
követni. A különböző megerősítéses tanulási algoritmusok célja általában az, hogy vala-
milyen módon megtanulják (illetve közelítsék) az értékfüggvényt – ebben a dolgozatban
is ilyen megközelítéseket vizsgálunk.

Hasonlóan fontos, konkrét algoritmusok kapcsán gyakran használt fogalom a Q-érték
(Q-value vagy akció-érték) függvény, amely egy adott állapot–akció párra határozza meg
a várható összjutalmat:

Qπ(Sk, xk) = R(Sk, xk) + E

 K∑
j=k+1

R(Sj, Xπ
j (Sj))

∣∣∣∣∣∣ Sk


︸ ︷︷ ︸

V π(Sk)

. (2.4)

A következő szakaszban az előzőleg bemutatott fogalmak segítségével tekintünk át
néhány konkrét RL algoritmust.
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2.3.2. Általános megoldási módszerek RL feladatokra

A Markov döntési folyamatokat az (S, A, P, R, γ) ötössel definiáljuk:

– Állapottér (S): Az összes lehetséges helyzet halmaza, amelyben a rendszer tar-
tózkodhat.

– Akciótér (A) : Az ügynök által választható lépések halmaza.

– Átmeneti valószínűségek (P ): A P (s′|s, x) függvény megadja, hogy az s álla-
potban x akciót választva mekkora eséllyel jutunk az s′ állapotba.

– Jutalomfüggvény (R): Az R(s, x) érték a környezet közvetlen visszajelzése az
elvégzett akció után.

– Diszkonttényező (γ ∈ [0, 1]): A jövőbeli jutalmak „jelenértékét” szabályozza.

A célunk egy olyan stratégia meghatározása, amely az alább definiált összjutalom
(return) várható értékét maximalizálja:

G =
∞∑

k=0
γkR(sk, xk). (2.5)

Az algoritmusokat több szempont szerint osztályozhatjuk: aszerint, hogy ismerik-e a
környezet dinamikáját („model-based” vagy „model-free”), illetve hogy az értékfüggvényt
(value-based) vagy közvetlenül a stratégiát (policy-based) próbálják-e módosítani az opti-
malizálás során.

Value Iteration

Ez egy modell-alapú (model-based) algoritmus, amely feltételezi, hogy ismerjük az átme-
neti valószínűségeket és a jutalmakat. A Bellman-egyenlet iteratív alkalmazásával keresi
az optimális értékfüggvényt:

Vk+1(s) := max
x

∑
s′

P (s′|s, x)[R(s, x) + γVk(s′)] (2.6)

Q-learning

A Q-learning egy modell nélküli (model-free) és érték-alapú (value-based) módszer. Nem
igényli a környezet dinamikájának ismeretét, hanem tapasztalati úton, a Temporal Diffe-
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rence (TD) hiba segítségével frissíti a becsült Q-értékeket:

Q(s, x) := Q(s, x) + α[R + γ max
x

Q(s′, x) − Q(s, x)] (2.7)

Mivel a frissítés az optimálisnak vélt jövőbeli akciót veszi alapul (függetlenül az ügynök
aktuális viselkedésétől), ez egy úgynevezett off-policy algoritmus.

REINFORCE algoritmus

A REINFORCE egy modell nélküli és stratégia-alapú (policy-gradient) módszer. Közvet-
lenül a πθ(x|s) stratégiát paraméterezi és gradiens módszert alkalmaz a várható jutalom
maximalizálására:

θt+1 := θt + αGt∇θ ln πθ(xt|st) (2.8)

ahol Gt a teljes epizód alatt gyűjtött összjutalom. Ez egy Monte-Carlo típusú módszer, a
frissítések csak az epizódok végét követően történnek meg.

2.4. Dinamikus járműútvonal-tervezés modellezése

Az utóbbi néhány évben egyre nagyobb figyelmet kap az előzőekhez hasonló problémák
megerősítéses tanulás alapú megközelítése. Más, népszerű alkalmazásokkal rendelkező,
bevált RL módszerek számára komoly nehézséget jelent, hogy az általunk vizsgált fel-
adatoknál az állapottér és a lehetséges akciók tere jellemzően túl nagy, valamint nehezen
leírható olyan módon – például fix hosszúságú vektorokkal –, mint ahogy a legtöbb nép-
szerűbb RL algoritmus azt megkívánja.

A továbbiakban egy rövid bevezetőt követően Hildebrandt et al. [2023] áttekintő ta-
nulmányának erre a problémakörre tett megállapításaira alapozunk.

Hildebrandt et al. [2023] két olyan fő típusát azonosítotja a dinamikus járműútvonal-
tervezési feladatoknak, amelyeket megkíséreltek már RL segítségével megoldani: ezek a
hozzárendelés („assignment” vagy „ride hailing”) típusú, valamint a felvétel és kiszállítás
(„pickup and delivery” vagy „ride sharing”) típusú problémák.

Előbbi nem tartozik a dolgozat fő témakörébe, a teljesség kedvéért azonban érdemes rö-
viden kitérni rá. A hozzárendelés típusú feladatoknál jellemzően egy járműflotta elemeihez
kell rendelni utasokat úgy, hogy azokat a kiinduló helyükről közvetlenül a célállomásukra
juttassák el. Nincs szükség komplex útvonalak tervezésére, valamint a rövid határidők
miatt az azonnal nem kezelt rendeléseket elutasítjuk, vagy legalábbis szűk mozgásterünk
van csak a késleltetésükre.
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(a) Hozzárendelés (assignment) típusú prob-
léma illusztrációja. Két új megrendelés érke-
zett, de csak egy elérhető jármű van. A ki-
csit közelebb lévő jobb oldali megrendelés he-
lyett lehet hogy érdemesebb a bal oldalit ki-
szolgálni, mivel annak végpontja közelebb van
a pl. városközponthoz, ahonnan a későbbiek-
ben több megrendelést remélhetünk. Nincs le-
hetőségünk megváratni az ügyfeleket, a másik
megrendelést kénytelenek vagyunk elutasítani.

+

−
+

+

−
−−

+

+

−

−

+

−

(b) Felvétel és kiszállítás (pickup and delivery)
típusú probléma illusztrációja. Ezeknél a tí-
pusú feladatoknál komplexebb útvonalakat is
tervezhetünk: az újonnan érkezett megrende-
lést bármelyik jármű kiszolgálhatja, és – az
egyéb korlátok figyelembevétele mellett – sok-
féle sorrendben beütemezhetjük a meglévő út-
vonaltervünkbe, vagy akár teljesen új útvonal-
terveket is kialakíthatunk a járműflottánk szá-
mára.

2.4. ábra. Hozzárendelés (assignment) és felvétel és kiszállítás (pickup and delivery) típusú
problémák szemléltetése Hildebrandt et al. [2023] alapján.

A felvétel és kiszállítás típusú feladatoknál megengedjük, hogy egyszerre több csoma-
got vagy utast is szállítsanak a járművek, emiatt az útvonalak tervezése során komplexebb
útvonalakat is kialakíthatunk. A két feladattípus közötti különbséget a 2.4 ábrán szem-
léltetjük.

Hildebrandt et al. [2023] több tucat releváns cikk áttekintése, elemzése után két fő
megközelítést azonosított a dinamikus járműútvonal-tervezési feladatok RL alapú meg-
oldására: állapottér aggregálást (state space aggregation) és akciótér korlátozást (action
space restriction).

– Állapottér aggregálás. Az állapottér aggregálásának célja, hogy az eredeti, nagy
állapottér egy kisebb, kezelhetőbb reprezentációját hozzuk létre.

– Akciótér korlátozás. Az akciótér korlátozása során a lehetséges akciók számát
csökkentjük úgy, hogy csak egy részhalmazát engedélyezzük a feladat eredeti definí-
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ciója szerint megengedett akcióknak. Például egy járműútvonal-tervezési feladatnál
csak bizonyos módon felépített útvonalakat engedélyezhetünk, vagy csak bizonyos
típusú műveleteket engedélyezünk adöntési pontokban. Hildebrandt et al. [2023]
megállapítása szerint, az akciótér korlátozása ideális esetben elég tömör ahhoz, hogy
hatékonyan lehessen tanulni a szokásos RL algoritmusokkal, ugyanakkor elég kife-
jező is ahhoz, hogy jó közelítéseket nyújtson az értékfüggvényre.
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3. fejezet

Állapottér aggregálás egy dinamikus
járműútvonal-tervezési feladatban

Ebben a fejezetben egy konkrét példán keresztül mutatjuk be, hogyan alkalmazható a
megerősítéses tanulás egy dinamikus járműútvonaltervezési feladat megoldására. Ehhez
Ulmer et al. [2018] cikkében definiált problémát vesszük alapul, amelyben egyetlen jár-
művel kell ügyfeleket meglátogatnunk.

A modellt az aggregálás módja alapján Budgeting Time Environment-nek ne-
vezzük. A feladat leírásához használt főbb jelöléseket a 3.1. táblázat foglalja össze. A cél
egy olyan stratégia kialakítása, amely maximalizálja a kiszolgált ügyfelek számát az adott
időkereten belül.

A cikk két fő eredménye:

– Az állapottér aggregálása két dimenziós vektorokká: az aktuális állapotot mindössze
két változóval jellemezzük – az időponttal (t) és a maradék idővel (free time bud-
get, b). Ez drasztikusan csökkenti az állapottér méretét, lehetővé téve a hatékony
értékfüggvény approximációt.

– Az Anticipatory Time Budgeting (ATB) adatszerkezet bevezetése, amely a várható
jövőbeli megerősítések számát köti össze a rendelkezésre álló idővel. Mi a későb-
biekben egy ehhez hasonló megközelítést fogunk használni, de lesznek eltérések a
konkrét implementációban.

A mi eredményeink az előbbi aggregáláson alapulnak, de az ATB helyett egy egysze-
rűbben implementálható adatszerkezetet használunk, és máshogy érjük el azt a hatást,
amit a szerzők az ATB-vel.
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Paraméter Jelölés

Időhorizont T = [0, . . . , tmax]
Szolgáltatási terület A
Raktár D
Jármű sebessége v

Realizációk teljes halmaza Ω
Realizáció ω ∈ Ω
Az ω realizáció ügyfelei Cω = {Cω

1 , . . . , Cω
n }

Korai igénylésű ügyfelek Cω
0

Későbbi igénylésű ügyfelek egy realizációban Cω
+

Térbeli–időbeli valószínűségi eloszlás Ξ
A Cω

i ∈ Cω ügyfél igénylési ideje ti ∈ T

A Cω ∈ A ügyfél helye f(Cω) ∈ A
Utazási idő a Cω

i , Cω
j ∈ Cω ügyfelek között d(f(Cω

i ), f(Cω
j ))

Döntési pontok k = 0, . . . , K

Kezdeti állapot S0
Állapot a k döntési pontban Sk

A k döntési pontban elérhető döntések X(Sk)
Döntés utáni állapot a k döntési pontban Sx

k

Időpont a k döntési pontban t(k)
Jármű pozíciója a k döntési pontban Pk

A k döntési pontban kiszolgálandó ügyfelek Ck

Ügyfél igénylések a k döntési pontban C∗
k = ωk+1 ∈ Ω

Megerősített igénylések a k döntési pontban Cc
k

Jutalom a k döntési pontban Rk

Következő meglátogatandó ügyfél Cx
next

Tervezett útvonal a k döntési pontban, adott x döntés esetén Θx
k

A Θx
k útvonal időtartama d(Θx

k)
Maradék idő (free time budget) Θx

k feltételezésével bx(k)

3.1. táblázat. A Budgeting Time Environment főbb jelölései.

3.1. Problémafelvetés

A vizsgált probléma egy dinamikus járműútvonal-tervezési feladat sztochasztikus ügyfél-
igényekkel. A feladat célja, hogy egy jármű egy adott T = [0, . . . , tmax] időhorizonton belül
minél több ügyfelet szolgáljon ki egy A szolgáltatási területen, miközben a jármű egy D
raktárból (depot) indul és ugyanoda is tér vissza.

A probléma dinamikus jellege abból adódik, hogy ugyan az ügyfelek egy része már a
tervezés kezdetén ismert (Cω

0 korai ügyfelek halmaza), míg mások csak később jelentkeznek
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(Cω
+ későbbi ügyfelek) valamilyen térbeli és időbeli Ξ eloszlás szerint.

A döntéshozatali folyamatot egy MDP-ként formalizáljuk. A rendszer döntési pontokon
(k = 0, . . . , K) halad végig, ahol minden pontban a jármű egy adott Sk állapotban van,
amely tartalmazza:

– a jármű aktuális pozícióját (Pk) ;

– az aktuális időpontot (t(k)) ; valamint

– a kiszolgálandó ügyfelek Ck halmazát (elfogadott Cc
k igénylések és a még ki nem

szolgált korai igénylések).

Minden döntési pontban az elérhető döntések X(Sk) halmaza két típusú akcióból áll :

1. Megerősítési akció : kiválasztjuk, mely új ügyfél-igényeket fogadjuk el a C∗
k(k) ⊆

⊆ Cω
+(k) halmazból.

2. Mozgási akció : meghatározzuk a következő meglátogatandó ügyfelet Cx
next a meg-

erősített ügyfelek közül.

Lehetőségünk van nem azonnal eindulni a következő ügyfélhez. Akkor következnek be
a döntési pontok, amikor a mozgó jármű megérkezik egy ügyfélhez, vagy az álló jármű
várakozik egy időegységet. A döntési pontokban megkapjuk az aktuális állapotot valamint
a legutóbbi döntési pont óta érkezett új igényléseket is.

Minden x ∈ X(Sk) döntés egy Rk azonnali jutalmat generál és egy új Sk+1 állapotba
lépteti a rendszert. A döntés célja egy Θx

k tervezett útvonal meghatározása, amely tartal-
mazza az összes megerősített és korai igénylésű ügyfelet. Az útvonalnak a rendelkezésre
álló időn belül megvalósíthatónak kell lennie, azaz teljesítenie kell a d(Θx

k) ≤ tmax − t(k)
feltételt.

3.2. Megoldási módszer

Az Approximate Value Iteration (AVI) módszert alkalmazzuk az értékfüggvény, és az
abból származtatott optimális stratégia közelítésére.

3.2.1. Az AVI eljárás

A folyamat egy kezdeti V π0 értékfüggvénnyel indul, amely meghatároz egy π0 stratégiát.
A tanulás során szimulációkat (epizódok) végzünk: minden döntési pont során vagy

exploráció (exploration) vagy kihasználás (exploitation) típúsú lépést hajtunk végre. Az
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előbbi esetben véletlenszerűen választunk egy lehetséges döntést, míg utóbbi esetben az
eddig meghatározott stratégia alapján döntünk.

Minden döntés után frissítjük az értékfüggvényt a jutalom, azaz a megerősített ügy-
felek Vω(Sx

k ) száma alapján a következő szabály szerint:

V πi(Sx
k ) = (1 − α)V πi−1(Sx

k ) + αVω(Sx
k ). (3.1)

Az iterációk során a πi stratégia és a V πi értékfüggvény fokozatosan közelíti az opti-
mális a π∗ stratégiát és a V ∗ értékfüggvényt.

3.2.2. Állapottér aggregáció

Az AVI az állapottér méretének csökkentésével éri el, hogy kezelhetőbbé váljon a probléma.
A szerzők egy Anticipatory Time Budgeting (ATB) névre keresztelt aggregált állapottér-
reprezentációt használnak, amely az állapotokat kétdimenziós (t, b) vektorokká képezi le,
ahol :

– az első elem, t = t(k) az aktuális időpontot;

– a második elem, b = bx(k), a maradék rendelkezésre álló időt (free time budget) jelöli
a tervezett Θx

k útvonal végrehajtása után.

Az aggregált állapottér minden (t, b) vektorához egy V π(t, b) értéket rendelünk, amely
a valódi V értéket közelíti. A feladatban mindkét paramétert (t és b) diszkrétnek tekintjük,
így egy (T + 1) × (T + 1) méretű rácsot közelítünk.

Mivel nem engedünk meg késéseket a feladatban, ezért minden döntés után teljesül a
b ≤ tmax − t feltétel, így a rács főtátlója feletti része üres marad, mezői az inicializálás
során meghatározott nulla értéken maradnak.

Az ATB alkalmazása során (exploition esetén) minden döntési pontban vázlatosan a
következőket tesszük:

1. Az aktuális döntési pontban megjelent ügyfelek minden nem üres C ⊆ C∗
k részhal-

mazára kipróbáljuk a következőket:

2. a) Megnézzük, hogy C elemeit be tudjuk-e egyesével illeszteni a jelenlegi Θk út-
vonalba a legolcsóbb beszúrás (cheapest insertion, CI) heurisztikát alkalmazva.

b) Ha nem, akkor az adott C részhalmazt elvetjük.

c) Ha be tudjuk szúrni az összes elemet, akkor kapunk egy jelölt Θx
k útvonalat.

Meghatározzuk az ehhez az útvonalhoz tartozó reprezentációt, és kiolvassuk
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a táblázatból az értékfüggvényre vonatkozó V π(t(k), bx(k)) becslést. Ezt az
értéket feljegyezzük.

3. Azt a C részhalmazt választjuk, amelyhez a döntési utáni állapotban (post-decision
state) a legnagyobb feljegyzett V π(t(k), bx(k)) érték tartozik.

Néhány implementációs megjegyzés:

– A fenti lépéseket akkor hajtjuk ilyen formában végre, amikor exploition történik.
Exploráció esetén véletlenszerűen választunk egy C∗

k részhalmazt és egy következő
ügyfelet a megengedett akciók alapján. Ehhez ugyanígy kiszámítjuk a jelölt útvona-
lakat, hogy ellenőrizzük, megvalósíthatóak-e a határidőkön belül.

– Az implementáció során egyszerre döntünk az elfogadott ügyfelekről és a következő
meglátogatandó ügyfélről. A következő döntési pontban a pozíciónk vagy marad a
jelenlegi (tehát nem mozdulunk sehova), vagy az útvonal első ügyfele lesz. Ennek
meghatározásához valójában az első lépésben leírt eseteknek (C∗

k nem üres részhal-
mazainak) a kétszeresét próbáljuk ki: egyszer úgy, hogy helyben maradunk, egyszer
pedig úgy, hogy továbbhaladunk. Ezekre mind meghatározzuk a jelölt útvonalakat
és a hozzájuk tartozó értékfüggvény-becsléseket.

– A következő döntési pontig – az előzőeknek megfelelően – vagy egy szimulációs
időegység telik el, vagy annyi, amennyi a jelenlegi pozícióból az első ügyfélhez való
eljutáshoz szükséges.

– A rácsot kezdetben nem (T +1)×(T +1) méretűnek tekintjük, hanem sokkal kisebb
felbontásúnak, és ahogy haladunk előre a tanulás során, úgy növeljük a felbontást.
Ezen a téren eltérő stratégiát alkalmazunk a szerzőkhez képest.

• A cikk bevezet egy összetett Dynamic Lookup Table (DLT) nevű adatszerkeze-
tet, amely a mezőket a „népszerűségük” (az ott tapasztalt megfigyelések relatív
gyakorisága) alapján osztja kisebb mezőkre.

• Mi egy ennél egyszerűbb megközelítéssel érünk el hasonló eredményeket úgy,
hogy rögzített időközönként (adott epizódszámok után) növeljük a rács fel-
bontását kétszeresére úgy, hogy a mezőket szétosztjuk négy kisebb részre (3.1.
ábra). Ugyanezen finomítások alkalmával csökkentjük az explorációs lépések
valószínűségét is.

• Egy további „simítást” alkalmazunk az értékek kiolvasásakor: egy adott (t, b)
pont értékét a környező kilenc mező átlagaként számítjuk ki, ezzel csökkentve
a hasonló állapotokhoz tartozó értékek közötti nagy eltéréseket.
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(a) Ulmer et al. [2018] által használt Dynamic Lookup Table (DLT).

(b) Az általunk használt egyszerűbb, egyenletes finomítás. A második felbontástól
kezdve egy-egy mező kiolvasásakor a környező kilenc cella átlagát vesszük figyelembe.

3.1. ábra. A cikktől eltérő módon finomítottuk a rácsunkat, és ezzel az egyszerűbb mód-
szerrel is hasonló eredményeket értünk el. A szürke mezők nem megvalósítható állapotok-
nak felelnek meg.

3.3. Számítási eredmények

Ebben a szakaszban a saját számítási eredményeinket mutatjuk be. A következő néhány
alfejezetben ismertetjük a futtatási környezetet, a szimulációk fontosabb paramétereit,
valamint a kiértékelés, összehasonlítás módját. Végül a 3.3.5. szakaszban bemutatjuk a
mérések eredményeit, valamint az azokból levont következtetéseket.

3.3.1. Futtatási környezet

A méréseket az Oracle Cloud Infrastructure (OCI) platformon, ARM architektúrára épülő
virtuális környezetben végeztük az Oracle Always Free Tier szolgáltatásának segítségével.
A virtuális gép számára 4 OCPU és 24 GB memória volt elérhető, utóbbi erőforrásnak
töredékét használtuk csak ki a szimulációk során – általánosságban elmondható, hogy a
CPU volt a szűk keresztmetszet.
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A mérések során nem tekintettük szempontnak a futási időt. A Python 3.12-ben megírt
kódok Ubuntu 20.04.6 LTS operációs rendszeren az instancia méretétől függően néhány
perctől akár több óráig is futottak. Az egyes kísérletek paramétereit, eredményeit egy
ugyanezen a szerveren futtatott MLflow segítségével gyűjtöttük össze és tároltuk. A kód-
bázis elérhető GitHubon1.

3.3.2. Ügyfelek elhelyezkedése

Sokféle paraméterekkel generáltunk igényléseket a szimulációkhoz, térbeli elhelyezkedésük
szempontjából három kategóriát különböztettünk meg:

– uniform eloszlás a teljes szolgáltatási területen;

– kétklaszteres eloszlás (erre példa a 3.2. ábrá a kiértékelésről szóló a 3.3.5. szakasz-
ban); valamint

– háromklaszteres eloszlás.

Az A szolgáltatási terület egy 20 × 20 egység méretű négyzet volt, amelynek a (10,10)
koordinátájú középpontjában helyezkedett el a D raktár.

A klaszteres elrendezésű instanciáknál a klaszterek középpontjait és szélességeiket fut-
tatásonként előre meghatároztuk: a megadott négyzeteken belül egyenletes eloszlás szerint
generáltunk rögzített számú ügyfeleket. Azt, hogy mely klaszterekből származtak korai
igénylésű ügyfelek, és melyekből esetleg csak későbbi igénylésűek, szintén futtatásonként
rögzítettük a számukkal együtt.

3.3.3. Utazási idők

A jármű sebességét egységnyi időegység alatt egységnyi távolság megtételére állítottuk be,
az ügyfelek közötti utazási időket az euklideszi távolságukból származtattuk úgy, hogy a
következőképpen definiáltuk:

d(f(Cw
i ), f(Cw

j )) =
max


√

(xi − xj)2 + (yi − yj)2

v
, 1

 , (3.2)

ahol f(Cw
i ) = (xi, yi) az i-edik ügyfél koordinátáit jelöli.

1 GitHub repository: https://github.com/dapagyi/masters-thesis-simulator
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3.3.4. Mohó algoritmus

Az algoritmusunk teljesítményét egy egyszerű mohó stratégiával hasonlítjuk össze. Ez
ugyanazokat a C ⊆ C∗

k részhalmazokat próbálja ki, mint az RL algoritmus (összesen
legfeljebb 2|C∗

k |+1 akciót), csak az ügyfelek |C| száma szerint csökkenő sorrendben. Ezek
közül az első olyan lehetséges akciót választja, amely megvalósítható a határidőkön belül.

Megjegyezzük, hogy – csakúgy, mint az RL algoritmusunk esetében – mivel a CI he-
urisztikát használjuk a meglévő útvonal kiegészítésére, ezért elvethetünk (azaz nem meg-
valósíthatónak jelölhetünk) olyan részhalmazokat is, amelyek valójában megvalósíthatók
lennének másfajta útvonaltervezési (például TSP) módszerrel.

3.3.5. Kiértékelés

A különböző térbeli elhelyezkedések szempontjából a kétklaszteres eloszlású ügyfél-generálás
során értünk el eredményeket. Az uniform és a háromklaszteres eloszlás esetén a RL algo-
ritmus állapot-reprezentációja nem biztosított az algoritmus számára elegendő információt
a hatékony döntéshozatalhoz. Míg az előbbi azzal magyarázható, hpgy az uniform esetben
az ügyfelek elhelyezkedése nem tartalmazott olyan mintázatot, amit az algoritmus képes
lett volna kihasználni (szemben a mohóval), addig a háromklaszteres elrendezés esetén a
reprezentáció nem tudott különbséget tenni a klaszterek között olyan mértékben, hogy az
algoritmus elkerülje csapdaként szolgáló kisebb klasztereket.

A kétklaszteres eloszlás esetén az egyik klaszter mindig nagyobb elemszámú ügyfeleket
tartalmazott, mint a másik. Ez lehetőséget adott arra, hogy az RL algoritmus megtanul-
ja, hogy érdemesebb a kisebb klaszter ügyfeleit elkerülni, és inkább a későbbi, nagyobb
klaszter ügyfeleire tartalékolni az időt. Erre láthatunk példát a 3.2. ábrán is, ahol a két
különböző stratégia által létrejött útvonalakat hasonlítjuk össze ugyanazon instancián.
Látható, hogy az RL algoritmus képes volt elkerülni az első klaszter ügyfeleit, és inkább
a későbbi, nagyobb klaszter ügyfeleinek kiszolgálására tartalékolta az idejét.

További tapasztalatunk, hogy a klaszterek paraméterei (pozíciójuk, méretük, ügyfél-
számuk) jelentősen befolyásolják a tanulás sikerességét. Azokban az esetekben, amikor a
kisebb klaszter nem töltött be csapda szerepet, akkor az RL algoritmus teljesítménye az
egyszerű mohóéval volt összemérhető.

A kétklaszteres futtatáshoz tartozó 3.3. ábra az epizódonkénti összjutalmakat (kiszol-
gált ügyfelek számát) mutatja be a két stratégia esetén. Látható, hogy a századik epizódot
követő rácsfinomítás után az RL algoritmus már elég finom felbontású rácsot használ ah-
hoz, hogy ki tudja használni az adathalmaz generálásából adódó sajátosságokat, és az
esetek döntő többségében felülmúlja a mohó algoritmust. Az uniform és a háromklasz-
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teres eloszlás tanulási görbéje és teljesítménye szemben a kétklaszteressel a 3.5. ábrán
látható.

Az adatszerkezetünk vizsgálata során (3.4. ábra) a nagyobb egybefüggő négyzetek
alapján látható, hogy a tanítás során olyan állapotokhoz is tudtunk (nemnulla) értéket
rendelni, amelyek nem fordultak elő a szimulációk hátralévő részében. A végső epizódra
kialakult rács mintázata és az eredeti cikk 8. ábrája között közvetett kapcsolat van: a
DLT „aktívabb” (finomabb felosztású) régiói a számunkra is magasabb értékeket mutató
celláknak feleltethetők meg. Ez a kapcsolat szintén alátámasztja, hogy a DLT-vel szemben
az általunk alkalmazott rácsfinomítás is hatékonyan működik.

A kétféle simítás közül bármelyiket nélkülözve azt tapasztaltuk, hogy az értékfügg-
vény közelítésére szolgáló rácsban vagy kevés mező értékét tudtuk jól meghatározni, vagy
túl zajosak voltak az értékek, azaz hasonló állapotokhoz (szomszédos mezőkhöz) nagyon
eltérő értékek tartoztak. Mindkét esetben az algoritmus nem tudott hatékony stratégiát
kialakítani.
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(a) Egy jármű útvonala a mohó stratégia követése során.

(b) Egy jármű útvonala a megerősítéses tanulás alapú stratégia kö-
vetése során (ugyanazon instancián, mint a 3.2a. ábrán).

3.2. ábra. A tanítás utolsó szakaszára a megerősítéses tanulás alapú stratégia már megta-
nulta elkerülni az első klaszter ügyfeleit, és inkább tartalékolja az idejét a későbbi, nagyobb
elemszámú klaszter ügyfeleinek kiszolgálására.
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3.3. ábra. Epizódonkénti jutalom (összes kiszolgált ügyfelek száma) a mohó és a meg-
erősítéses tanulás alapú stratégiák esetén. A századik epizódot követő szétosztás után a
megerősítéses tanulás alapú stratégia már elég finom felbontású rácsot használ ahhoz,
hogy ki tudja használni az adathalmaz generálásából adódó sajátosságokat.
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(a) 50. epizód. (b) 100. epizód.

(c) 150. epizód. (d) 200. epizód.

3.4. ábra. A rács értékének alakulása az epizódok során (a szétosztások előtt, illetve az
utolsó epizód végén).
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(a) Uniform eloszlás.
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(b) Kétklaszteres eloszlás.
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(c) Háromklaszteres eloszlás.

3.5. ábra. A stratégiák teljesítményének összehasonlítása. Felül az epizódonkénti jutalom,
alul az epizódok utolsó 60–40–20%-ában az RL stratégia átlagos teljesítménytöbblete
látható a mohó stratégiához teljesítményéhez viszonyítva.
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4. fejezet

Összegzés

Jelen dolgozatban a számos gyakorlati alkalmazással rendelkező dinamikus járműútvonal-
tervezési feladatok megerősítéses tanulás alapú megközelítéseit vizsgáltuk.

A dolgozat első részében (1., 2. fejezet) bemutattuk a járműútvonal-tervezési feladatok
alapjait, tárgyaltuk a taxonómiájukat, valamint a leírásukhoz használt formális modelle-
ket, köztük a szekvenciális döntési folyamatokat, valamint a megerősítéses tanulás alapvető
keretrendszeréül szolgáló Markov döntési folymatokat.

A dolgozat második felében (3. fejezet) egy konkrét dinamikus járműútvonal-tervezési
modellt, a Budgeting Time Environment-et mutattuk be részletesen. Ebben az Ul-
mer et al. [2018] által kidolgozott környezetben az eredeti cikkben használt állapottér-
reprezentáción alapuló, de az általuk használt összetett adatszerkezet hatását más módon
elérő algoritmussal kísérleteztünk. Ugyan sok esetben érzékenyek ezek az eredmények a
paraméterek változtatásaira – ezekben az esetekben az aggregálás nem nyújtott elégséges
információt a hatékony döntéshozatalhoz –, azt tapasztaltuk, hogy az ügyfelek generálá-
sára vonatkozó speciális feltételek mellett az algoritmusunk képes stabilan jobb eredmé-
nyeket elérni, mint az összehasonlítás alapját képező mohó algoritmus.

29



Irodalomjegyzék

R. Baldacci, A. Mingozzi, and R. Roberti. Recent exact algorithms for solving the vehicle
routing problem under capacity and time window constraints. European Journal of
Operational Research, 218(1):1–6, 2012.

G. Berbeglia, J.-F. Cordeau, and G. Laporte. Dynamic pickup and delivery problems.
European journal of operational research, 202(1):8–15, 2010.

J. Cai, Q. Zhu, and Q. Lin. Variable neighborhood search for a new practical dynamic
pickup and delivery problem. Swarm and Evolutionary Computation, 75:101182, 2022a.
ISSN 2210-6502. doi : https://doi.org/10.1016/j.swevo.2022.101182. URL https://
www.sciencedirect.com/science/article/pii/S2210650222001493.

J. Cai, Q. Zhu, Q. Lin, J. Li, J. Chen, and Z. Ming. An efficient multi-objective evoluti-
onary algorithm for a practical dynamic pickup and delivery problem. In D.-S. Huang,
K.-H. Jo, J. Jing, P. Premaratne, V. Bevilacqua, and A. Hussain, editors, Intelligent
Computing Theories and Application, pages 27–40, Cham, 2022b. Springer International
Publishing. ISBN 978-3-031-13870-6.

J. Cai, Q. Zhu, Q. Lin, L. Ma, J. Li, and Z. Ming. A survey of dynamic pickup
and delivery problems. Neurocomputing, 554:126631, 2023. ISSN 0925-2312. doi :
https://doi.org/10.1016/j.neucom.2023.126631. URL https://www.sciencedirect.
com/science/article/pii/S0925231223007543.

G. Clarke and J. W. Wright. Scheduling of vehicles from a central depot to a number of
delivery points. Operations research, 12(4):568–581, 1964.

G. B. Dantzig and J. H. Ramser. The truck dispatching problem. Management science,
6(1):80–91, 1959.

J. Du, Z. Zhang, X. Wang, and H. C. Lau. A hierarchical optimization approach for
dynamic pickup and delivery problem with lifo constraints. Transportation Research

30

https://www.sciencedirect.com/science/article/pii/S2210650222001493
https://www.sciencedirect.com/science/article/pii/S2210650222001493
https://www.sciencedirect.com/science/article/pii/S0925231223007543
https://www.sciencedirect.com/science/article/pii/S0925231223007543


Part E: Logistics and Transportation Review, 175:103131, 2023. ISSN 1366-5545. doi :
https://doi.org/10.1016/j.tre.2023.103131. URL https://www.sciencedirect.com/
science/article/pii/S1366554523001199.

B. Eksioglu, A. V. Vural, and A. Reisman. The vehicle routing problem: A taxonomic
review. Computers & Industrial Engineering, 57(4):1472–1483, 2009.

J. Hao, J. Lu, X. Li, X. Tong, X. Xiang, M. Yuan, and H. H. Zhuo. Introduction to the
dynamic pickup and delivery problem benchmark - ICAPS 2021 competition. CoRR,
abs/2202.01256, 2022. URL https://arxiv.org/abs/2202.01256.

I. Hatala. Dinamikus járműútvonal-tervezés [dynamic vehicle routing], 2024. URL https:
//www.math.elte.hu/thesisupload/thesisfiles/2024msc_alkmat2y-kzje3n.pdf.

F. D. Hildebrandt, B. W. Thomas, and M. W. Ulmer. Opportunities for reinforcement
learning in stochastic dynamic vehicle routing. 150:106071, 2023. ISSN 03050548.
doi : 10.1016/j.cor.2022.106071. URL https://linkinghub.elsevier.com/retrieve/
pii/S030505482200301X.

M. Horváth, T. Kis, and P. Györgyi. Solution approach of the Quickest Route Team for
solving the "ICAPS 2021: The dynamic pickup and delivery problem" challenge by Hu-
awei. https://competition.huaweicloud.com/information/1000041411/Winning,
2021. ICAPS 2021: DPDP Challenge, 3rd Place Solution.

M. Horváth and T. Tamási. A general modeling and simulation framework for dy-
namic vehicle routing. EURO Journal on Transportation and Logistics, 14:100159,
2025. ISSN 2192-4376. doi : https://doi.org/10.1016/j.ejtl.2025.100159. URL https:
//www.sciencedirect.com/science/article/pii/S2192437625000081.

M. Horváth, T. Kis, and P. Györgyi. A cost function approximation method for dynamic
vehicle routing with docking and lifo constraints, 2024. URL https://arxiv.org/abs/
2405.01915.

N. Mardešić, T. Erdelić, T. Carić, and M. Ðurasević. Review of stochastic dynamic vehicle
routing in the evolving urban logistics environment. Mathematics, 12(1):28, 2023.

D. Pecin, C. Contardo, G. Desaulniers, and E. Uchoa. New enhancements for the exact
solution of the vehicle routing problem with time windows. INFORMS Journal on
Computing, 29(3):489–502, 2017.

31

https://www.sciencedirect.com/science/article/pii/S1366554523001199
https://www.sciencedirect.com/science/article/pii/S1366554523001199
https://arxiv.org/abs/2202.01256
https://www.math.elte.hu/thesisupload/thesisfiles/2024msc_alkmat2y-kzje3n.pdf
https://www.math.elte.hu/thesisupload/thesisfiles/2024msc_alkmat2y-kzje3n.pdf
https://linkinghub.elsevier.com/retrieve/pii/S030505482200301X
https://linkinghub.elsevier.com/retrieve/pii/S030505482200301X
https://competition.huaweicloud.com/information/1000041411/Winning
https://www.sciencedirect.com/science/article/pii/S2192437625000081
https://www.sciencedirect.com/science/article/pii/S2192437625000081
https://arxiv.org/abs/2405.01915
https://arxiv.org/abs/2405.01915


V. Pillac, M. Gendreau, C. Guéret, and A. L. Medaglia. A review of dynamic
vehicle routing problems. 225(1):1–11, 2013. ISSN 0377-2217. doi : 10.1016/
j.ejor.2012.08.015. URL https://www.sciencedirect.com/science/article/pii/
S0377221712006388.

H. N. Psaraftis. Dynamic vehicle routing: Status and prospects. Annals of operations
research, 61(1):143–164, 1995.

H. N. Psaraftis, M. Wen, and C. A. Kontovas. Dynamic vehicle routing problems: Three
decades and counting. Networks, 67(1):3–31, 2016.

C. Qi and L. Hu. Optimization of vehicle routing problem for emergency cold chain
logistics based on minimum loss. Physical Communication, 40:101085, 2020.

B. H. O. Rios, E. C. Xavier, F. K. Miyazawa, P. Amorim, E. Curcio, and M. J. Santos. Re-
cent dynamic vehicle routing problems: A survey. Computers & Industrial Engineering,
160:107604, 2021.

U. Ritzinger, J. Puchinger, and R. F. Hartl. A survey on dynamic and stochastic vehicle
routing problems. International Journal of Production Research, 54(1):215–231, 2016.

M. D. Simoni and M. Winkenbach. Crowdsourced on-demand food delivery: An order
batching and assignment algorithm. Transportation Research Part C: Emerging Tech-
nologies, 149:104055, 2023.

N. Soeffker, M. W. Ulmer, and D. C. Mattfeld. Stochastic dynamic vehicle routing in the
light of prescriptive analytics: A review. 298(3):801–820, 2022. ISSN 0377-2217. doi : 10.
1016/j.ejor.2021.07.014. URL https://www.sciencedirect.com/science/article/
pii/S0377221721006093.

Z. Steever, M. Karwan, and C. Murray. Dynamic courier routing for a food delivery
service. Computers & Operations Research, 107:173–188, 2019.

R. S. Sutton and A. G. Barto. Reinforcement learning: an introduction, 2nd edn. adaptive
computation and machine learning, 2018.

S.-Y. Tan and W.-C. Yeh. The vehicle routing problem: State-of-the-art classification and
review. Applied Sciences, 11(21):10295, 2021.

P. Toth and D. Vigo. The vehicle routing problem. SIAM, 2002.

32

https://www.sciencedirect.com/science/article/pii/S0377221712006388
https://www.sciencedirect.com/science/article/pii/S0377221712006388
https://www.sciencedirect.com/science/article/pii/S0377221721006093
https://www.sciencedirect.com/science/article/pii/S0377221721006093


M. W. Ulmer. Approximate dynamic programming for dynamic vehicle routing, volume 61.
Springer, 2017.

M. W. Ulmer, D. C. Mattfeld, and F. Köster. Budgeting time for dynamic vehicle routing
with stochastic customer requests. 52(1):20–37, 2018. ISSN 0041-1655. doi : 10.1287/
trsc.2016.0719. URL https://pubsonline.informs.org/doi/10.1287/trsc.2016.
0719. Publisher: INFORMS.

M. W. Ulmer, J. C. Goodson, D. C. Mattfeld, and B. W. Thomas. On modeling stochastic
dynamic vehicle routing problems. EURO Journal on Transportation and Logistics, 9
(2):100008, 2020.

S. Wang, W. Sun, and M. Huang. An adaptive large neighborhood search for the multi-
depot dynamic vehicle routing problem with time windows. Computers & Industrial
Engineering, 191:110122, 2024.

Z. Yang, J.-P. van Osta, B. van Veen, R. van Krevelen, R. van Klaveren, A. Stam, J. Kok,
T. Bäck, and M. Emmerich. Dynamic vehicle routing with time windows in theory and
practice. Natural computing, 16(1):119–134, 2017.

J. Ye and E. Liang. ICAPS2021: DPDP challenge. https://competition.huaweicloud.
com/information/1000041411/Winning, 2021. ICAPS 2021: DPDP Challenge, 2nd
Place Solution.

H. Zhang, H. Ge, J. Yang, and Y. Tong. Review of vehicle routing problems: Models, clas-
sification and solving algorithms. Archives of Computational Methods in Engineering,
29(1):195–221, 2022.

J. Zhang and T. Van Woensel. Dynamic vehicle routing with random requests: A literature
review. International Journal of Production Economics, 256:108751, 2023.

Q. Zhu, J. Cai, and Q. Lin. A variable neighborhood search method for Dynamic Pick-
up and Delivery Problem. https://competition.huaweicloud.com/information/
1000041411/Winning, 2021. ICAPS 2021: DPDP Challenge, 1st Place Solution.

33

https://pubsonline.informs.org/doi/10.1287/trsc.2016.0719
https://pubsonline.informs.org/doi/10.1287/trsc.2016.0719
https://competition.huaweicloud.com/information/1000041411/Winning
https://competition.huaweicloud.com/information/1000041411/Winning
https://competition.huaweicloud.com/information/1000041411/Winning
https://competition.huaweicloud.com/information/1000041411/Winning


A függelék

Statikus feladat modellezése
egészértékű programozással

Ebben a szakaszban a Budgeting Time Environment statikus változtatát írjuk
fel egészértékű programozási feladatként a modell (a megengedett lépések) kisebb változ-
tatásai mellett.

Az implementált statikus megoldó a teljes realizáció (ω) ismeretében határozza meg
a kiszolgálható ügyfelek maximális számát és az ehhez tartozó optimális útvonalat. Ez
majdnem olyan, mintha már a nap elején tudnánk az összes igénylésről, ami be fog érkezni
a nap folyamán. Pontosabban: azt nem engedjük meg, hogy a jármű ténylegesen úgy
viselkedjen, mintha tényleg ismerné a jövőt (nem mehet oda olyan ügyfélhez, amely még
nem elérhető, de tudja, hogy az lesz), de úgy hoz döntéseket, hogy olyan döntéseket
válasszon a feltételek figyelembevételével, amelyekkel a legjobban jár hosszútávon.

A modellezésben a nehézséget az jelenti, hogy a jármű nem indulhat el még meg nem
jelent ügyfelekhez, azonban azt megengedjük, hogy visszatérjen a raktárba két ügyfél
kiszolgálása között.

Az ügyfelekre és a raktárra egy gráfként tekintünk. A modell a 3.1. táblázatban rög-
zített paramétereken túl az alábbi döntési változókat használja:

– si ∈ {0, 1} : Bináris változó, az 1-es érték azt jelöli, hogy kiszolgáljuk a Cω
i ügyfelet.

– xuv ∈ {0, 1} : Bináris változó, az 1-es érték azt jelöli, hogy a jármű az u csúcsból
a v csúcsba halad, de előtte várhat a jelenlegi pozíciójában is néhány időegységet,
illetve az út közben érintheti a raktárat (D) is.

– yuv ∈ {0, 1} : Bináris segédváltozó, az 1-es érték azt jelöli, hogy a jármű az u és v
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ügyfelek kiszolgálása között érinti a raktárat.

– t̂i ∈ Z+ : A jármű az i csúcsba a t̂i-edik időpillanatban érkezik meg.

A célunk az alábbi célfüggvény, a kiszolgált ügyfelek számának maximalizálása:

max
∑

Ci∈Cω

si (A.1)

Korlátok:

si = 1 ∀Ci ∈ Cω
0 (A.2)

(1 − si) +
∑

u∈V,u ̸=i

xui = 1 ∀Ci ∈ Cω (A.3)

(1 − si) +
∑

v∈V,v ̸=i

xiv = 1 ∀Ci ∈ Cω (A.4)

∑
u∈Cω

xv0u = 1,
∑

u∈Cω

xuv′
0

= 1 (A.5)

yuv ≤ xuv ∀u, v ∈ V (A.6)

Az (A.2) egyenlet biztosítja a korai ügyfelek kötelező kiszolgálását. Az (A.3)–(A.4)
korlátok garantálják, hogy minden elfogadott ügyfélhez pontosan egy bemenő és kimenő
él tartozzon, míg az (A.5) a raktárból (v0) való indulást és az oda (v′

0) való visszatérést
kényszeríti ki.

Az időbeli megvalósíthatóság biztosításához olyan korlátokra van szükség, amelyek
csak akkor aktívak, ha a jármű az adott útvonalat választja. Mivel az implementáció
lehetővé teszi a raktárban való várakozást két ügyfél között, két esetet különböztetünk
meg:

1. Közvetlen út (xuv = 1, yuv = 0):

t̂v ≥ t̂u + duv − M (1)
uv (1 − xuv + yuv) (A.7)

t̂v ≥ tv + duv − M (1)
uv (1 − xuv + yuv) (A.8)

Ahol M (1)
uv = tmax + duv. Ha a jármű közvetlenül halad, az (A.7)–(A.8) korlátok

garantálják az utazási idő és az igénylési idő (tv) figyelembevételét.
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2. Raktár érintésével (xuv = 1, yuv = 1) :

t̂v ≥ t̂u + duD + dDv − M (2)
uv (1 − yuv) (A.9)

t̂v ≥ tv + dDv − M (2)
uv (1 − yuv) (A.10)

Ahol M (2)
uv = tmax + duD + dDv. Ebben az esetben a jármű érinti a raktárat, így az

utazási idő az u → D és D → v szakaszok megtételeihez szükséges időkből tevődik
össze.

A modell ebben a formában korlátozottan használható a gyakorlatban, az instanciák
méretének növekedésével a megoldáshoz szükséges idő már 10–15 ügyfél esetén igen lassú
volt. A TSP-hez használt módszerekhez hasonló ötletekkel lehetne javítani a futási időn, de
ez a dolgozat keretein kívül esik. A offline_solver.py fájlban implementált megoldóhoz
a Python PuLP csomagját, a számításokhoz a CBC (COIN-OR Branch and Cut) nyílt
forráskódú megoldót használtuk.
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Nyilatkozat mesterséges intelligencia alapú eszközök
használatáról

Alulírott, Apagyi Dávid, nyilatkozom, hogy szakdolgozatom elkészítése során az alább
felsorolt feladatok elvégzésére a megadott mesterséges intelligencia alapú eszközöket al-
kalmaztam:

Feladat Felhasznált eszköz Felhasználás helye

Szövegvázlat készítése Claude 2.2.2. szakasz eleje.
Programozás Claude, Copilot Az agent.py fájl jelentős

része generált kód, más he-
lyeken kódkiegészítést hasz-
náltam.

Fordítási javaslat, táblázat
szedése

Claude 3.1. táblázat.

Irodalomkeresés Google Scholar Labs 1. fejezet, 2. fejezet eleje.
TikZ ábrák készítése Gemini Dolgozat egésze.
Egyéb kisebb feladatok Claude, ChatGPT, Gemini Elszórtan, pl. LATEX-hel,

bibliográfiával kapcsolatos
problémák megoldása kap-
csán.

A felsoroltakon kívül más mesterséges intelligencia alapú eszközt nem használtam.

Kelt: Budapest, 2026. január 5.

Apagyi Dávid
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